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OZET

Makine Ogrenmesi ile Hazir Giyim Perakende

Sektoriinde Satis Tahmini

Salih CEYLAN

Matematik Miihendisligi Anabilim Dali
Matematik Miihendisligi Programi

Yiiksek Lisans Tezi

Danisman: Dog. Dr. Birol ASLANYUREK

Son yarim yiizyilda lilkemizde perakende hazir giyim sektorii hizla gelismistir ve
glinimiizde bu sektorde is yapan c¢ok sayida ulusal ve uluslararast firma
bulunmaktadir. Perakende sektoriinde satiglarin dnceden tahmin edilmesi; liretim
planlamasi, lojistik, reyonlardaki stok yonetimi ve is giicii planlamas1 agisindan
onem arz etmektedir. Uriin karakteristigi, fiyat, hava durumu, 6zel giinler, rakip
firmalarin durumu, alim giicii gibi bir¢ok etken perakende sektoriinde giinliik ya da
haftalik satig miktarini etkiler. Diger perakende sektorleri ile karsilastirildiginda
hazir giyim sektorii, miisteri taleplerinin modaya bagli olarak hizli bir sekilde

degisebildiginden dolay1 dinamik bir yapiya sahiptir.

Perakende hazir giyim sektoriinde talep ya da satis tahminine doniik zaman serileri
analizine dayanan makine 6grenmesi yontemleri revacgtadir. Makine 6grenmesi
yontemlerini kullanan c¢alismalarin ¢ok biiylik kismi ge¢mis satis verilerini
kullanarak eski iiriinlerin satis tahminine odaklanmistir. Az sayidaki ¢alismada ise,
satisa yeni siiriilen ve dolayisiyla eski satis verileri olmayan tirtinler i¢in, genellikle

az sayida Oznitelige sahip benzer 6zellikteki iirlinlerin verileri kullanilmistir.
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Bu ¢aligmanin amaci; Tiirkiye’de faaliyet gosteren bir firmanin 2019 yaz sezonuna
ait verilerini kullanarak, perakende hazir giyim sektoriinde tek sezon i¢in yeni satisa
sunulan tiriinlerin magazalardaki haftalik toplam satisinin istatistiksel olarak analiz
edilmesi ve cesitli makine 6grenmesi yontemleriyle tahmin edilmesidir. Istatistiksel
analiz kisminda, ilk olarak veri seti iizerinde temizleme ve doniistiirme gibi veri 6n
islemleri yapilmistir. Sayisal Oznitelikler i¢in Pearson korelasyon analizi
yapilmustir. Kategorik Oznitelikler i¢in ise Kruskal-Wallis Testi uygulanarak
gruplar arasinda haftalik satis adeti acisindan bir fark olup olmadig saptanmustir.
0,05’ten kiigiik p degerleri i¢in sonuglar anlamli kabul edilmistir. Makine
O0grenmesi asamasindaysa, farkli veri setleri i¢in 10 kat ¢apraz dogrulama ile ¢esitli
makine 6grenmesi modelleri egitilmis ve ardindan bu modellerin basarisi test veri
seti lizerinden karsilagtirllmistir. Boylece, gecmis yillarda satis verisi bulunmayan,
yeni satisa sunulan iirlinlerin magazalardaki haftalik toplam satisinin tahmin

edilmesine yardime1 olacak modeller gelistirilmistir.

Anahtar Kelimeler: Makine 6grenmesi, iiriin Satis tahmini, perakende hazir giyim.

YILDIZ TEKNIiK UNIiVERSITESI
FEN BILIMLERI ENSTITUSU
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ABSTRACT

Sales Forecasting in Apparel Retail Industry with
Machine Learning

Salih CEYLAN

Department of Mathematical Engineering

Master’s Thesis

Supervisor: Assoc. Prof. Dr. Birol ASLANYUREK

The apparel retail industry has developed rapidly in our country in the last half
century, and today there are many national and international companies operating
in this sector. Forecasting sales in the retail sector is important in terms of
production planning, logistics, shelf stock management and workforce planning.
Many factors such as product characteristics, price, weather, special days, the status
of competitors, purchasing power affect the daily or weekly sales amount in the
retail sector. Compared to other retail sectors, the ready-to-wear sector has a
dynamic structure because customer demands can change rapidly depending on

fashion trends.

Many studies have been conducted in the retail ready-to-wear sector using classical
methods such as time series analysis or simple linear regression for demand or sales
forecasting. However, these methods use linear models and can often fail to predict
complex problems. For this reason, machine learning methods using nonlinear
models have become popular in recent years. The vast majority of studies using
machine learning methods have focused on sales forecasting of old products using
past sales data. In a small number of studies, data from similar products with a small
number of attributes were used for products that were newly launched and therefore
did not have old sales data.
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The aim of this study is to statistically analyze the total weekly sales of newly
launched products in stores for a single season in the retail ready-to-wear sector
using the data from the 2019 summer season of a company operating in Turkey and
to estimate them with various machine learning methods. In the statistical analysis
section, first, data pre-processing such as cleaning and transformation was
performed on the data set. Pearson correlation analysis was performed for
numerical attributes. For categorical attributes, Kruskal-Wallis Test was applied to
determine whether there was a difference between the groups in terms of weekly
sales. Values where the p value was less than 0.05 were considered significant. In
the machine learning phase, various machine learning models were trained with 10-
fold cross-validation for different data sets, and then the success of these models
was compared on the test data set. Thus, models were developed that would help
estimate the total weekly sales of newly launched products in stores for which there

was no sales data in previous years.

Keywords: Machine learning, product sales forecasting, retail apparel.

YILDIZ TECHNICAL UNIVERSITY
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1

GIRIS

1.1 Literatiir Ozeti

Son elli yilda, iilkemizde perakende hazir giyim sektori biiyiik bir hizla bliytimiis
ve glniimiizde bu alanda faaliyet gosteren bir¢ok ulusal ve uluslararasi firma
bulunmaktadir. Bu firmalar i¢in {iriin satislarinin 6nceden tahmin edilmesi; tiretim
planlamasi, lojistik, reyonlardaki stok yonetimi ve ig giicli planlamas1 agisindan
ciddi kolayliklar saglayacaktir. Uriinlerin satis adetinin 6nceden tahmin edilmesi
Ozellikle raflardaki stok planlamasi agisindan Onemlidir. Raflardaki stoklarin
tiikenmesi miisterilerin rakip firmalara gitmesine neden olacak ve firma ekonomik
kayba ugrayacaktir. Stoklarin fazla olmasi ise stok maliyetlerini artiracaktir,
raflardaki tirlin ¢esitliliginin azalmasina ve ayrica iirlinlerin sezon sonunda elde

kalmasina neden olacaktir.

Giyim sektoriinde satis tahmini; {iriin 6zellikleri (renk, beden, kumas, giysi tipi),
maliyet, satis fiyati, miisterilerin alim giicii, hava durumu, cografya, 6zel giinler,
mevsim ozellikleri gibi birgok faktore bagli oldugu icin zor bir problemdir. Bu
nedenle 6zellikle son 30 yildir bu problem hakkinda ¢ok sayida ¢aligma yapilmistir
ve problem halen giincelligini korumaktadir. Bu konu hakkinda yapilan
calismalarda kullanilan tahmin yontemleri, kabaca klasik istatistik yontemleri ve

makine 6grenmesi yontemleri seklinde ikiye ayrilir.

Hazir giyim sektoriinde satis tahmini i¢in kullanilan klasik yontemlerin biiyiik
kism1 zaman serileri analizine dayanan yontemlerin tiirevlerinden (Naive yontemi,
ortalama yontemleri, iissel diizeltme yontemleri) olusmaktadir [1-7]. Zaman serileri
analizine dayanan yontemler disinda kullanilan diger bir klasik yontem dogrusal

regresyon analizidir [8-9].

Klasik yontemler dogrusal modeller kullanirlar ve bu nedenle karmagsik
problemlerin modellenmesinde basarilart diisebilmektedir. Perakende hazir giyim
sektoriinde satis miktarlar1 yukarida bahsedilen bir¢ok farkli etmene bagli oldugu
i¢in nominal verileri de iceren biiyiik veri setlerini isleyecek ve dogrusal olmayan
karmasik iliskileri de dikkate alabilecek yapida yontemlerin kullanilmasinin satig

tahmini basarisini artirmast beklenir [10]. Giiniimiizde sikca kullanilan, yapay zeka
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temelli olan makine O6grenmesi yontemlerinin 6nemli bir kismi bu &zellikleri
tagimaktadir. Asagida perakende hazir giyim sektdriindeki satis tahmini i¢in makine

O0grenmesi yontemlerini kullanan ¢aligsmalar ele alinmistir.

Giyim sektoriinde iirlinlerin bir kismi tiim y1l boyunca satilirken, bir kismi1 sezonluk
satisa sunulmaktadir. Onceki yillarda veya onceki sezonlarda satisa sunulmus
tiriinlerin gegmis satis verilerine bakarak bu {iriinlerin gelecekteki satig adetleri
tahmin edilebilir. Bu tip durumlar i¢in, gegmis satis verilerine bakarak, bir tirtiniin
ya da {riin grubunun gelecekteki satis adetinin tahmini i¢in bir¢ok makine
O0grenmesi yontemi Onerilmistir [1-2, 8, 11-13]. [1]’de sunulan ¢alismada; ABD
menseli bir giyim firmasinin 1997-2000 yillar1 arasina ait sadece fiyat, renk, beden,
satis tarihi ve kiyafet tipi iceren verileri toplanmis ve yapay sinir aglari ile zaman
serileri analizine dayanan iki yontem araciligiyla satis tahminleri karsilastirilmistir.
[2] ile verilen ¢calismada, yine ABD menseli, e-ticaret de yapan bir giyim firmasinin
satig verileri kullanilarak, uzun donemli satis tahminleri ¢esitli makine 6grenmesi
yontemleriyle karsilastirilmistir. Tiirkiye’de bulunan bir hazir giyim firmasina ait
2014-2018 yillar1 arasindaki satis verilerini toplayan bir calismada ise [11, 12], ¢cok
daha genis bir girdi seti (liriin 6zellikleri, iirlin maliyeti, satis fiyati, iilkenin
ekonomik durumu, 6zel giinler, giin sonu reyon stok vs. iceren veriler) kullanilarak,
yapay sinir aglari, destek vektér makineleri ve rastgele orman yoOntemleri
karsilagtirilmistir. Ayrica, Tiirkiye’de faaliyet gdsteren baska bir giyim firmasina
ait 2017-2020 yillar1 arasindaki veriler toplanmis ve ¢esitli makine 6grenmesi
yontemleriyle satis tahmini yapilmistir [8]. Bu ¢alismada girdi sayis1 genis olmasina
ragmen Urlin fiyati, lirlin maliyeti, {irlinlerin renk, malzeme ve beden bilgileri
kullanilmamigtir. Bunlarin disinda ulusal pazarda faaliyet gosteren diger bir
firmaya ait 36 aylik promosyon verileri, magazaya gelen miisteri sayisi, hava
sicaklig verileri kullanilarak yapay sinir aglarina dayanan modeller gelistirilmis ve

satig tahmini yapilmistir [13].

Yukarida bahsedilen calismalar uzun doénemli geg¢mis satis verileri kullanilarak
gerceklestirilmigtir. Fakat hazir giyim sektoriinde toplumsal iiriin begenileri hizl
bir sekilde degistiginden dolay1 daha dnceki yillarda satisa sunulmayan birgok yeni
iirlin pazara sunulmaktadir ve dolayisiyla piyasaya sunulan yeni iiriinlerde eski satis
kayitlart mevcut degildir. Bu durumda piyasaya yeni siirlilen bir iiriiniin satis

tahmini i¢in, bu iiriiniin belli bir donem satis istatistikleri kayit altina alinip egitim



verisi olarak kullanilabilir. Eger sezonluk satisa sunulan bir {iriin s6z konusuysa,
satig istatistiklerinin toplanacagi bu donem ¢ok daha kisa olacaktir ve bu da tahmin
problemini zorlagtiracaktir. Bu kapsamda; Tiirkiye’de faaliyet gosteren, spor
iirlinleri satan bir firmanin piyasaya yeni ¢ikan iiriinlerinin ilk ti¢/alt1 haftadaki satis
kayit verilerini kullanarak makine 6grenmesi modelleri gelistirilmistir [18]. Bu
calismada genis bir 6znitelik sayis1 (lirlin grubu, tirlin tipi, spor kodu, renk, cinsiyet,
irlin alt grubu, iirtin kirtlimi, tema, iirlin siralamasi, liriin katalogu, tiriin bedeni,
iirtin Giretim ve gonderim maliyeti, tirtin satis fiyati, vb.) kullanilarak yapay sinir

aglari, rastgele orman yontemi ve kiimeleme yontemleri uygulanmistir.

Piyasaya yeni siiriilen bir iiriiniin satis istatistiklerinin kisa siireli de olsa kayit altina
alinmasi satig tahmini i¢in anlamli bir veri saglasa da diger yandan bir iirliniin satisa
sunulmadan satis adetinin tahmin edilebilmesi satis yapan firmaya {retim
planlamasi, lojistik ve reyonlardaki stok yonetimi gibi konularda ciddi kolayliklar
saglayacaktir. Bunun i¢in yeni {iriiniin gegmis satis verileri yerine benzer 6zelliklere
sahip eski iiriinlerin satis istatistikleri kullanilabilir. Fransa’da [14, 15], Ispanya-
Portekiz’de [10] ve Hong Kong’da [16,17] faaliyet gdsteren firmalara ait satis
verileri toplanarak bu tip makine Ogrenmesi modelleri kuran arastirmalar
yapilmistir. Fransa’da bulunan firma verilerinden sadece fiyat, satisin basladigi
tarih ve {Uriiniin kullanim Omrii girdi olarak alinmis ve karar agaclarina [14] ve
yapay sinir aglarma [15] dayanan yontemlerle satis tahmini gerceklestirilmistir.
Hong Kong menseli firmalara ait verilerden ise sadece iiriin rengi, iiriin bedeni ve
fiyat girdi olarak alinmis ve yapay sinir aglarina dayali makine Ogrenmesi
yontemleri gelistirilerek satis tahmini yapilmistir [16,17]. Ispanya ve Portekiz’de
yapilan arastirmada ise iiriin tipi, rengi, boyutu, {iriiniin satildig1 magaza tipi, {irlin
fiyati gibi iirlin 6zellikleri yaninda magazada ¢alisan uzmanlarin goriislerinden elde
edilen iiriiniin tahmini satig seviyesi, modaya uygunluk seviyesi gibi 6znel nitelikler
de girdi olarak kullanilmis ve cesitli makine 6grenmesi yontemleriyle satis tahmini

yapilmustir.

Goriildigi lizere gegmis satis istatistikleri olmayan yeni bir {irliniin satig tahmini
icin yapilan calismalarda, [10] disinda, ¢cok az girdi ile modeller kurulmustur.
Oysaki yeni bir iiriiniin satig tahmini i¢in benzer nitelikteki iirtinlerin ¢esitli bilgileri
olduk¢a Onem tasimaktadir ve bu 6zelliklerin girdi olarak kullanilmasi makine

O0grenmesi modellerinin basarisini artirmasi beklenir. [10]’da yapilan ¢alismada ise



cok sayida Oznitelik kullanmakla birlikte iiriiniin tahmini satis seviyesi, modaya
uygunluk seviyesi gibi Onceden toplanmasi zor olan, profesyonel kisilerin

goriislerine dayali veri setlerine ihtiyag vardir.

1.2 Tezin Amaci

Bu ¢alismanin amaci; uzmanlarin profesyonel goriislerine gerek duymadan, “renk,
beden, {iriin tipi, Uriiniin raf 6mrii, beden bulunurlugu, iiriin fiyati, {iriin maliyeti,
takvimdeki 6zel gilinler, vb.” 6znitelikler kullanarak yeni satisa sunulan {iriinlerin
magazalardaki haftalik toplam satisinin ¢esitli makine 6grenmesi yontemleriyle
tahmin edilmesidir. Bunun i¢in Tiirkiye’de faaliyet gosteren ¢ok magazali bir hazir
giyim firmasinin 2019 yaz sezonuna ait satis verileri kullanilmis ve karar agaglari,
destek vektor makineleri, rastgele orman yOntemi ve yapay sinir aglari gibi
modellerle belli bir iirlinlin tiim magazalardaki haftalik toplam satisinin tahmini

gerceklestirilmistir.

Calismanin ilk asamasinda veriler On-islemeye tabi tutulmus ve ardindan
betimleyici ve ¢ikarimsal istatistik yontemleriyle analiz edilmistir. Istatistiksel
analiz kisminda, ilk olarak veri seti lizerinde temizleme ve doniistiirme gibi veri 6n
islemleri yapilmistir. Sayisal Oznitelikler icin Pearson korelasyon analizi
yapilmigtir. Kategorik Oznitelikler igin ise Kruskal-Wallis Testi uygulanarak
gruplar arasinda magazalardaki haftalik toplam satis adeti agisindan bir fark olup
olmadig1 saptanmistir. 0,05’ten kiiciik p degerleri i¢in sonuglar anlamli kabul
edilmistir. Makine 6grenmesi asamasindaysa, 10 kat ¢apraz dogrulama ile ¢esitli
makine 6grenmesi modelleri egitilmis ve ardindan bu modellerin basarisi test veri

seti lizerinden karsilastirilmistir.

1.3  Hipotez

Perakende hazir giyim sektoriinde iiriin satislari; iiriin karakteristigi (renk, beden,
kumas, {irlin tipi, vb.), liriin fiyati, iirinlin maliyeti, hava durumu, 6zel giinler,
tirlinlerin reyonda bulunurlugu ve sunumu gibi bir¢ok faktore baglidir. Buna gore,
satig tahmini i¢in dogrusal olmayan, karmasik modelleri ¢ozebilecek makine
o6grenmesi modelleri kullanilabilir. Ayrica giyim sektoriinde insanlarin begenileri
hizli bir sekilde degisebilmekte ve piyasaya siirekli yeni iiriinler ¢ikabilmektedir.

Fakat yeni liriinlerin eski satig bilgileri mevcut degildir. Bu kapsamda, bu ¢alismada
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dayandigimiz hipotez; perakende hazir giyim sektoriinde yeni satisa g¢ikarilan
tirtinlerin satis tahmini i¢in fazla sayida 6znitelik (renk, beden, {iriin tipi, iiriiniin raf
omrii, beden bulunurlugu, iirtin fiyati, tirlin maliyeti, briit kar marj1, takvimdeki 6zel
giinler, vb.) ve benzer 6zellikteki eski liriinlere ait satis istatistiklerini kullanarak,
rtinlerin magazalardaki haftalik toplam satig tahminini basarili bir sekilde

gerceklestirebilecek makine 6grenmesi modellerinin kurulabilecegidir.



2

YAPAY ZEKA VE MAKINE OGRENMESI

2.1 Yapay Zekaya Genel Bakis

Yapay zeka, bilgisayar sistemlerine insan benzeri zeka ve 6grenme yetenekleri
kazandirmay1 amaglayan bir bilim dalidir. YZ, karmasik problemleri ¢6zmek,
Oriintlileri tamimak, kararlar vermek, dil anlamin1 anlamak, sesi tanimak gibi insan
zekasina benzer gorevleri gergeklestirmek i¢in kullanilan bir dizi teknik ve
algoritma kullanir. YZ'nin temel amaci, bilgisayarlarin veri ve deneyimlerden
Ogrenerek, yeni bilgileri islemesini, kararlar almasini ve problemleri ¢ézmesini

saglamaktir.

YZ, bir¢ok endiistride biiyiik potansiyele sahip olup, saglik, ulasim, egitim, finans,
otomasyon gibi bircok alanda kullanilmaktadir. Ornegin, tip alaninda YZ, teshis
koyma, ilag gelistirme ve hastalarin takibi gibi konularda 6nemli bir rol
oynamaktadir. Otomotiv sektoriinde, otonom araglar YZ tekniklerini kullanarak

trafikte siiriiciisiiz olarak seyahat edebilirler.

YZ hizla gelisen bir alan olup, her gecen giin yeni teknikler, algoritmalar ve
uygulamalar gelistirilmektedir. Ancak, YZ’nin kullanim1 bazi etik ve sosyal
sorunlar1 da beraberinde getirebilir. Ornegin, gizlilik, giivenlik, issizlik gibi konular

YZ’nin etik ve sosyal boyutlaridir ve dikkate alinmasi gereken 6nemli hususlardir.

YZ’nin gelistirilmesinde kullanilan temel yontemlerden bazilar1 sunlardir: Makine

Ogrenmesi, Derin Ogrenme, Dogal Dil Isleme, Gériintii Isleme, vb.

YZ’nin 6nemli bir bileseni olan makine O6grenmesi, bilgisayar sistemlerinin
deneyimlerden ve verilerden 6grenmesini saglayan algoritmalardan olusur. Makine
ogrenmesi, veri setlerini analiz eder, oriintiileri tanir ve gelecekteki olaylar1 tahmin

etmek i¢in bu oriintiileri kullanir.

Derin 6grenme, insan beyninin sinir aglarindan ilham alarak c¢alisan bir makine
o0grenme alt dalidir. Biiylik veri setlerini analiz etmek ve karmagik problemleri
¢ozmek i¢in derin sinir aglar1 kullanir. Derin 6grenme, goriintii tanima, dogal dil

isleme, otonom siiriis gibi bir¢ok alanda biiyiik basarilar elde etmistir.



Dogal dil isleme (DDI), bilgisayarlarin insan dilini anlamas1 ve iiretmesi icin
tasarlanmig bir daldir. Metin tabanli verileri islemek, metinleri anlamak, dilbilgisi
ve anlam analizi yapmak gibi gérevleri gerceklestirir. DDI, otomatik metin gevirisi,
metin smiflandirmasi, metin tabanli soru cevaplama gibi bir¢ok uygulamada

kullanilir.

Goriintii isleme, bilgisayarlarin goriintiileri analiz etmesi ve anlamasiyla ilgilenen
bir alandir. Goriintii isleme, goriintii tanima, yiiz tanima, nesne algilama, goriintii
siniflandirma gibi uygulamalar1 igerir. YZ'min bir¢ok uygulamasinda temel bir

bilesen olarak yer alir.

2.2 Makine Ogrenmesi

Makine 6grenmesi, bir bilgisayarin belirli bir gérevi gergeklestirmek veya belirli
bir problemi ¢dzmek i¢in veri ve deneyimlerden otomatik olarak 6grenmesini
saglayan bir YZ alanidir. Bu 6grenme siireci, bir algoritmanin belirli bir performans
Olciitiine (6rnegin, dogruluk orani veya hata miktar1) dayanarak deneyimleri analiz
etmesini, Oriintiileri tanmimasmi ve gelecekteki verilere uygulayabilecegi

genellemeler yapmasini igerir.

Makine 6grenmesi, genel olarak ii¢ temel kategoriye ayrilir ve bu kategoriler

asagida kisaca anlatilmaktadir.
2.2.1 Gozetimli Ogrenme (Supervised Learning)

Gozetimli 6grenme, giris verileri ve bu verilere karsilik gelen hedef ¢iktilar igeren
bir egitim veri kiimesine dayanir. Algoritma, bu egitim verilerini kullanarak giris
ve ¢ikt1 arasindaki iliskiyi anlamaya caligir ve sonugta yeni giris verileri i¢in dogru
ciktilar tahmin edebilir. Ornegin, bir gdzetimli §grenme algoritmasi, goriintiilerin
etiketlendigi bir veri kiimesini kullanarak, yeni bir goriintiiyli tanimlayabilir veya

siniflandirabilir.

Bu tezde; gozetimli 6grenme yontemlerinden olan Karar agaglari, destek vektor
makineleri, rastgele orman yontemi ve yapay sinir aglar1 kullanildig1 i¢in, asagida

bu yontemlerden kisaca bahsedilmistir.



2.2.1.1 Karar Agaclar

Karar agaclari, veri setindeki ozelliklere gore dallara ayrilarak kararlar veren ve
sonrasinda bu kararlarin sonucunu tahmin eden bir makine Ogrenmesi

algoritmasidir. Hem siniflandirma hem de regresyon problemlerinde kullanilabilir.

Calisma Prensibi:

Kok Diigiim (Root Node): Agac, kok diigiimden baslar ve veri setindeki en 6nemli

Ozellige gore boliiniir.

Dallanma (Branching): Her bir diigiim, veri setini alt kiimelere ayiran bir karar
noktasidir. Karar noktalari, belirli bir 6zelligin belirli bir degeri ile karsilastirilarak

belirlenir.

Yaprak Diigiim (Leaf Node): Agacta karar noktalarina ulasildiginda, bu noktalar

siiflandirma veya tahmin sonucunu temsil eden yaprak diigtimlerine doniistir.

Avantajlar:
o Kolay anlasilir ve gorsellestirilebilir.
e Veri 0n isleme gereksinimi diistiktiir.

e Hizh ve etkili sonuglar saglar.

Dezavantajlar:
o Overfitting (asir1 uyum) riski ytiksektir.

o Biiylik veri setlerinde ve c¢ok sayida 0zellik oldugunda performansi

diisebilir.
2.2.1.2 Destek Vektor Makineleri

Destek vektor makineleri (Support Vector Machines - SVM), verileri
siiflandirmak veya regresyon yapmak icin kullanilan giiglii ve esnek bir makine
O0grenmesi algoritmasidir. Destek vektor makineleri, veriyi siniflandirmak igin en

1yi ayirma diizlemini (hiper diizlemi) bulmaya calisir.



Calisma Prensibi:

Hiper Diizlem (Hyperplane): Destek vektor makineleri, veriyi iki sinifa ayiran en
iyi diizlemi bulur. Bu diizlem, siniflar arasindaki mesafeyi maksimize edecek

sekilde yerlestirilir.

Marjin (Margin): Hiper diizlem ile en yakin veri noktalar1 arasindaki mesafe.

Destek vektor makineleri, bu marjini maksimize etmeye ¢aligir.

Cekirdek Hileleri (Kernel Tricks): Dogrusal olarak ayrilabilir olmayan veriler
icin, ¢ekirdek fonksiyonlari kullanilarak veri, daha yiiksek boyutlu bir uzaya

dondistiiriiliir ve burada ayrilmasi saglanir.

Avantajlar:
e Yiiksek dogruluk saglar.

e Overfitting'e kars1 dayaniklidir (6zellikle biiyiik boyutlu veri setlerinde).

Dezavantajlar:

o Egitim siiresi uzundur.

o Parametre ayar1 (6rnegin ¢ekirdek fonksiyonu se¢imi) zordur.
2.2.1.3 Rastgele Orman

Rastgele orman (Random Forest), birden fazla karar agacinin bir araya gelerek
olusturdugu bir topluluk Ogrenme algoritmasidir. Hem smiflandirma hem de

regresyon problemlerinde kullanilir.

Calisma Prensibi:

Bagging (Bootstrap Aggregating): Veri setinden rastgele 6rnekler alinarak birgok

alt veri seti olusturulur. Her bir alt veri seti, bir karar agaci egitmek i¢in kullanilir.
Random Subspaces: Her bir karar agaci, belirli bir 6zellik alt kiimesi ile egitilir.

Oylama (Voting): Tiim agaglarin sonuglar birlestirilerek nihai sonug elde edilir.
Siiflandirma problemlerinde ¢ogunluk oylamasi, regresyon problemlerinde ise

ortalama alinir.



Avantajlar:
e Opverfitting riskini azaltir.
e Daha yiiksek dogruluk saglar.

e Eksik verilerle basa ¢ikabilir.

Dezavantajlar:
e Yorumlanabilirligi diistiktiir.

o [Egitim siiresi ve hesaplama maliyeti yiiksektir.

2.2.1.4 Yapay Sinir Aglan

Yapay sinir aglart (Artificial Neural Networks), insan beyninin ¢aligma
prensiplerinden ilham alinarak gelistirilmis, ¢ok katmanli ve birbirine bagli yapay
noronlardan olusan bir modeldir. Hem smiflandirma hem de regresyon

problemlerinde kullanilir.

Calisma Prensibi:

Katmanlar (Layers): Yapay sinir aglari, giris katmani (input layer), gizli
katmanlar (hidden layers) ve ¢ikis katmani (output layer) olmak iizere katmanlardan

olusur.

Noronlar (Neurons): Her bir katmanda bulunan ve bilgiyi isleyen temel
birimlerdir. Noronlar, girislerinden aldiklar1 bilgiyi isleyip aktivasyon fonksiyonu

araciligiyla bir sonraki katmana iletirler.
Agirliklar (Weights) ve Onyargilar (Biases): Noronlar arasindaki baglantilar,
belirli agirliklar ve onyargilar ile tanimlanir. Bu agirliklar, 6grenme siirecinde
giincellenir.
Avantajlar:

o Karmasik veri iligkilerini 6grenebilir.

 Biiyiik veri setleriyle iyi performans gosterir.

e Derin 6grenme (deep learning) ile daha karmasik yapilar olusturulabilir.
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Dezavantajlar:
e Yiiksek hesaplama maliyeti ve uzun egitim stireleri gerektirir.
e Opverfitting riski yiiksektir.
e Yorumlanabilirligi diisiiktiir.

2.2.2 Gozetimsiz Ogrenme (Unsupervised Learning)

Gozetimsiz 6grenme, etiketlenmemis veri kiimesini analiz etmek i¢in kullanilir. Bu
durumda, algoritma verilerdeki Oriintiileri ve iliskileri kendiliginden kesfeder.
Gozetimsiz Ogrenme, veri kiimesindeki benzerlikler ve farkliliklar arasinda

gruplamalar yapabilir veya verinin temsilini 6grenebilir.

Ornegin, bir gdzetimsiz Ogrenme algoritmasi, bir e-ticaret sitesindeki miisteri

aligveris verilerini analiz ederek benzer aligveris¢i profillerini gruplayabilir.

2.2.3 Takviye Ogrenme (Reinforcement Learning)

Takviye Ogrenme, bir ajanin bir ortamda belirli bir hedefi elde etmek igin
gerceklestirdigi aksiyonlart 6grendigi bir 6grenme yontemidir. Ajan, cevresel
durumlar gézlemleyerek ve belirli aksiyonlar1 gergeklestirerek ¢cevredeki 6diil veya
cezalart deneyimler. Amaci, zamanla en yiiksek odiilii elde edecek sekilde

davraniglarini optimize etmektir.

Ornegin, bir takviye dgrenme algoritmasi, bir robotun belirli bir hedefe giden en

etkili yol ve hareketler kombinasyonunu 6grenebilir.

Makine 0grenmesi, ger¢ek diinya problemlerinin ¢éziimiinde genis bir kullanim
alanina sahiptir. Ornek uygulamalar arasinda goriintii ve ses tanima, dogal dil
isleme, pazarlama analitigi, finansal tahminler ve tibbi teshisler bulunur. Makine
O0grenmesi algoritmalart siirekli olarak gelistirilmekte ve biiyiik veri setlerinin

analizinde ve karmasik problemlerin ¢éziilmesinde 6nemli bir rol oynamaktadir.
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3

VERI ON ISLEME VE VERILERIN
ISTATISTIKSEL ANALIZI

Firmadan alinan 2019 yaz sezonuna ait veri seti ham halde oldugu i¢in ilk olarak
veri seti tlizerinde temizleme ve doniistirme gibi veri 6n islemleri yapilmustir.
Sonrasinda ise islenmis veri seti lizerinde sirayla betimleyici ve ¢ikarimsal istatistik

analiz yapilmistir.

Firmadan alinan veri seti ham halde oldugu i¢in eksik ve hatali veriler icermektedir.
Ayrica gereksiz Oznitelikler de igermektedir. Bunun yaninda {iriinlerin birim satis
fiyat1 ve maliyeti gibi verileri dogrudan igermemektedir, fakat diger oznitelikler
kullanilarak bu bilgilere erismek miimkiindiir. Bu nedenle, ilk olarak veri Seti

tizerinde temizleme ve doniistiirme gibi veri 6n islemleri yapilmstir.

Ikinci asamada islenmis veri seti iizerinde betimleyici istatistik analizi yapilmustir.

Sonrasinda ise ¢ikarimsal istatistik analizi yapilmigtir.

3.1 Veri Setinin Tanitilmasi ve On-Isleme

Firmadan alinan veri seti ham halde oldugu icin eksik ve hatali veriler icermektedir.
Ayrica gereksiz Oznitelikler de igermektedir. Bunun yaninda triinlerin birim satis
fiyat1 ve maliyeti gibi verileri dogrudan igermemektedir, fakat diger oznitelikler
kullanilarak bu bilgilere erismek miimkiindiir. Asagida veri seti tanitildiktan sonra

veri seti lizerinde temizleme ve doniistiirme gibi veri 6n islemleri yapilmistir.

Firmadan alinan veri seti ham haliyle 1.953.948 adet kayit igermektedir. Bu
kayitlar, firmanin 2019 yilinda yaptig1 haftalik satiglarinin bilgisini igermektedir.
Firmada veriler belirli 6znitelikler ile sezonsal olarak tutulmaktadir. Sezon olarak

ifade edilen terim ise aslinda mevsim olarak diisiiniilebilir.

Mevsimsel olarak satis miktarlari, satilan tiriinlerin 6zellikleri farklilik gosterecegi
icin bu durum 6nem arz etmektedir. Bu ylizden tahminleme yapilirken aslinda

sezonsal veriler baz alinmustir.

Veri setinde yer alan siitunlar agagidaki tabloda verilmistir.
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Tablo 3.1 Ham veri setinde bulunan 6znitelikler

Oznitelik Ad1 Tipi Aciklama
Hafta No Kategorik | 2019 yilinin kaginci haftasinin oldugu bilgisidir.
Magaza No Kategorik | Magaza kodudur.
Uriin Opsiyon No Kategorik | Kullanilmayacaktir.
. Satilan drlinlerin  hitap ettigi yas grubudur.
Marka Yas Grup Kategorik Kullanimayacaktr.
. Satilan iirtinlerin hitap ettigi yas grubunun alt
Alt Grup Kategorik kirilimlaridir. Kullanilmayacaktir.
Buyer Grup Kategorik Satilan _urunl_er_ln kumas ve kesim tiiriinii anlatan
kategorik veridir.
Uriin Klasman Kategorik | Uriinleri yer aldig1 klasmanin kodudur.
Model Kod Kategorik U_runun mod_eh_nl belirten koddur. Her {iriin i¢in essiz
bir koda sahiptir.
Renk Kod Kategorik | Uriiniin rengini belirten koddur.
n Uriinlerin mevsimsel olarak hangi sezona ait
Sezon N Katghghi oldugunun bilgisidir. Kullanilmayacaktir.
Satis Adeti Sayisal Haftalik satis adedidir.
Giin Sonu Toplam Stok Sayisal Kullanilmayacaktir.
Giin Sonu Reyon Stok Sayisal Kullanilmayacaktir.
Uriiniin bir haftalik iskontosuz toplam satis tutaridir.
Iskontosuz Satis Tutar1 Sayisal Dogrudan kullanilmayacak olup, donistiirme
isleminde kullanilacaktir.
' Uriiniin bir haftalik iskontolu toplam satig tutaridir.
Iskontolu Satis Tutar1 Sayisal Dogrudan kullanilmayacak olup, doniistiirme
isleminde kullanilacaktir.
Cover Sayisal Magaza stok sayisinin 7 gvunluk net satisa boliinerek
hesaplanan sayisal karsiligidir.
Mark-Up Sayisal Uriiniin satis fiyatinin maliyetine oranidir.
Giin Sonu Yol Stok Sayisal Kullanilmayacaktir.
Uriinden elde edilen haftalik briit kardir. Dogrudan
Briit Kar Sayisal kullanilmayacak olup, doniistiirme isleminde
kullanilacaktir.
Briit Kar Marji Sayisal Briit karin KDV ’siz satig tutarina oranidir.
- Uriin bedeninin bulunurlugu bilgisidir.
Beden Bulunurlugu Sayisal Kullanilmayacaktrr.
Bir magazada iriiniin satildigi veya giin sonu
N stogunun sifirdan biiylik oldugu giin sayilarinin
Raf Omri Sayisal toplamidir. Cok fazla NULL deger igerdigi icin
kullanilmayacaktir.
Kiriklik Yiizdesi Sayisal Fiili beden sayisinin tanimli beden sayisina oranidir.

Veri setindeki Briit Kar, Iskontosuz Satis Tutari, Iskontolu Satis Tutar: adl

Oznitelikler haftalik satis adetine gore hesaplandigi icin haftalik satis adetinin
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dogrusal bir fonksiyonudur. Bu nedenle bunlarin satig adetinin tahmin edilmesi
probleminde dogrudan kullanilmalari uygun degildir. Fakat bunlari, ayrintilari
asagida anlatilan bazi doniistiirme islemleriyle, birim {iriin i¢in dolayli yoldan
kullanmak miimkiindiir. Bu doniistiirme iglemleri haftalik satis adetinin 0 olmadig1
durumlarda yapilabilir. Satis Adetinin 0 oldugu ¢ok fazla sayida kayit oldugu i¢in
bu kayitlarin silinmesi ciddi veri kayb1 anlamina gelmektedir. Diger yandan haftalik
satis adetinin 0 olmadig1 kayitlardan doniistiirme yoluyla elde edilecek yeni
Oznitelikler de ciddi bilgi icermektedir. Bu nedenle bu iki durumu ayr ayri
incelemek tizere iki ayr1 veri seti analiz edilmistir. Asagida adim adim veri setlerine

uygulanan iglemler anlatilmaktadir.

- Ik veri seti Satis Adeti 0 olan kayitlar silinerek olusturulmustur. Bu islem
sonucunda bu sette 982.994 kayit kalmistir ve Veri Seti A olarak

adlandirilmistir.

- lkinci veri seti ise tiim kayitlar1 igermektedir ve 1.953.948 Kkayit

icermektedir. Bu veri seti Veri Seti B olarak adlandirilmistir.

- Veri Seti B icin Satis Adet degerleri 0 olup, Iskontosuz Satis Tutart degeri O
olmayan ya da Iskontolu Satis Tutar: degeri 0 olmayan 1.133 kayit
silinmistir.

- Veri Seti B icin Satis Adet ve Iskontolu Satis Tutar: degeri O olup ve Briit

Kar degeri 0 olmayan 3.586 kayit silinmistir.

- Veri Seti A ve Veri Seti B icin Iskontolu Satis Tutar: ve Iskontosuz Satis

Tutar: degerlerinden sadece birinin 0 oldugu 8.256 kayit silinmistir.

- Veri Seti A ve Veri Seti B icin Iskontolu Satis Tutar: ve Iskontosuz Satis

Tutar: degerlerinden sadece birinin negatif oldugu 83 kayit silinmistir.

- Temizlenen kayitlar sonucunda Veri Seti A i¢in 974.655 kayit, Veri Seti B
icin ise 1.940.890 kayit kalmistir.

- Veri Seti A igin doniistirme islemi ile asagidaki yeni Oznitelikler elde

edilmistir:

Iskontosuz Satis Tutart
SA

Indirimli Birim Fiyat =
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Iskontosuz Satis Tutart — Iskontolu Satis Tutart

Birim Indirim Miktar: =

SA
Briit Kar Marji tanim geregi;
Brut Kar
Brut Kar Marji = -
Iskontolu Satis Tutart

1,08
formiilii ile hesaplanabilir. Burada 1,08 sabiti %100 oranina %8 KDV
eklenmesiyle elde edilmistir. Veri Seti A igin bu formiil kullanilarak
hesaplanan Briit Kar Marju ile veri setinde énceden bulunan Briit Kar Marjt
degerleri karsilastirilarak, ikisi arasindaki farkin 0.01’den kii¢iik oldugu
33.197 kayit silinmistir.

Veri Seti A igin Briit Kar Marji degeri null olan 56.536 kayit kullanilarak

giincellenmistir.

Veri Seti B i¢in hesaplanamayan Mark-Up ve Briit Kar Marji alanlar veri

setinden silinmistir.

Veri Seti A ve Veri Seti B i¢in o haftadaki resmi tatiller incelenmis ve
bununla ilgili yeni bir 6znitelik eklenmistir. Boylece ilgili haftalardaki resmi

tatil olan giin sayilar tespit edilerek daha dogru bir analiz yapilabilecektir.

Veri Seti A icin Iskontolu Satis Tutari ve Iskontosuz Satis Tutar: kullanilarak
indirim oram: hesaplanmistir ve daha iyi analiz yapilabilmesi i¢in yeni bir

Oznitelik olarak eklenmistir.

Veri Seti A i¢in, indirimli birim fiyat, birim fiyat, birim indirim miktar1 ve

satilan malin birim maliyeti (SMBM) yeni 6znitelikler olarak eklenmistir.

Kiriklik Yiizdesi raflarda bulunmayan beden oran1 hakkinda bilgi igerdigi i¢in satis
tahmini probleminde 6nemli bir parametredir. Diger yandan Kiriklik Yiizdesi
degerinin NULL oldugu ¢ok fazla sayida kayit vardir. Kiriklik Yiizdesi 6zniteliginin
silinmesinin ya da NULL olan kayitlarin silinmesinin ayr1 ayr1 bilgi kayiplarina
neden olmasi1 beklenir. Hangi secenekteki bilgi kaybinin fazla olacagi net olmadigi
icin bu iki durum ayr1 ayn analiz edilecektir. Boylece Veri Seti A’da Kiriklik
Yiizdesi 6zniteligi ¢ikarilarak Veri Seti Al ve Kiriklik Yiizdesi degerinin NULL
oldugu kayitlar silinerek Veri Seti A2 iiretilmistir. Benzer sekilde Veri Seti B
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tizerinden Veri Seti B1 ve Veri Seti B2 iiretilmistir. Bu asamadan sonra asagidaki

veri On-isleme adimlari izlenmistir:

Veri Seti A, Veri Seti Al ve Veri Seti A2 setlerinden magazaya gore gruplama
yapilarak magaza bazinda kayit sayisi 200’iin altinda olan magazalar
silinmistir. Bunun sonucunda Veri Seti A ve Veri Seti Al veri setlerinden

625, Veri Seti A2 veri setinden 501 kayit silinmistir.

Veri Seti A, Veri Seti Al ve Veri Seti A2 setleri i¢in Renk Kod 6zniteligine
gore gruplama yapilmig ve kayit sayisi 50’den az olan renk kodlari
silinmigtir. Boylece Veri Seti A ve Veri Seti Al veri setlerinden 660, Veri

Seti A2 veri setinden 159 kayit silinmistir.

Veri Seti B, Veri Seti B1 ve Veri Seti B2 setlerinden magazaya gore gruplama
yapilarak magaza bazinda kayit sayist 200’lin altinda olan magazalar
silinmistir. Bunun sonucunda Veri Seti B ve Veri Seti B1 setlerinden 139,

Veri Seti B2 veri setinden 6 kayit silinmistir.

Veri Seti B i¢in Uriin Klasman dzniteligine gore gruplama yapilmis ve kayit
sayist 50’den az olan kayitlar silinmistir. Bunun sonucunda Veri Seti B ve

Veri Seti B1 veri setlerinden 33 kayit silinmistir.

Veri Seti B, Veri Seti B1 ve Veri Seti B2 setleri i¢in Renk Kod 6zniteligine
gore gruplama yapilmis ve kayit sayis1 50°den az olan renk kodlari
silinmistir. Boylece Veri Seti B ve Veri Seti B1 setlerinden 171, Veri Seti B2

setinden 24 kayit silinmistir.

Tim bu islemler sonucunda Veri Seti A setinde 940.173, Veri Seti Al setinde
940.173, Veri Seti A2 setinde 576.925, Veri Seti B setinde 1.940.547, Veri Seti B1
setinde 1.940.547, Veri Seti B2 setinde 609.716 adet kayit kalmistir.

3.2 Betimleyici Istatistik Analizi

Veri Seti A ve Veri Seti B’de bulunan sayisal 6znitelikler i¢cin hesaplanan medyan,

ortalama ve standart sapma degerleri asagidaki tablolarda verilmistir.

16



Tablo 3.2 Veri Seti A’da bulunan sayisal 6znitelikler igin betimleyici istatistik

degerleri
Oznitelik (*) Ortalama Standart Sapma Medyan
SA 3,56 4,38 2,00
MU 1,90 0,44 1,98
BKM 0,39 0,19 0,46
KY 34,92 31,35 30,00
IBF 26,47 11,50 24,99
BF 30,67 11,49 24,99
BIiM 4,20 6,04 0,00
SMBM 14,21 5,99 12,33
io 0,14 0,18 0,00
HOGS 0,72 1,48 0,00

(*) SA: Satig Adeti, MU:

Mark-Up, BKM: Briit Kar

Marji, KY: Kiriklik Yiizdesi, IBF: Indirimli Birim Fiyat,

BF: Indirimsiz Birim Fiyat,

BIM: Birim Indirim Miktart,

SMBM: Satilan Malin Birim Maliyeti; [0: Indirim Oran,
HOGS: Haftadaki Ozel Giin Sayis

Tablo 3.3 Veri Seti B’de bulunan sayisal dznitelikler igin betimleyici istatistik

degerleri
Oznitelik (*) Ortalama Standart Sapma Medyan
SA 1,78 3,56 0,00
KY 35,26 31,42 30,00
HOGS 0,72 1,47 0,00

(*) SA: Satis Adeti, KY: Kiriklik Yiizdesi, HOGS:

Haftadaki Ozel Giin Say1s1

Veri setlerinde bulunan kategorik 6zniteliklerin her bir grubuna kars1 diisen toplam
satis adetleri ve ortalama haftalik satis adetleri asagidaki sekillerde verilmistir.
Gruplar arasindaki farklarin ¢ok olmasi ilgili 6zniteliklerin satis adeti tahmin

probleminde anlamli 6znitelikler olabilecegini gostermektedir.

™
°
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Betimleyici istatistik analizinin son kisminda veri setlerinde bulunan sayisal

Oznitelikler icin kutu diyagramlart c¢izdirilmistir. Grafiklerde olusan aykiri

degerlerin satig verilerinin dogal bir sonucu olabilecegi sonucuna varilmis ve

dolayistyla silinmemeleri gerektigi kanaatine varilmistir.
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3.3 Cikarimsal Istatistik Analizi

Cikarimsal istatistik analizi iki asamadan olusmaktadir. Birinci asamada sayisal
ozniteliklerin kendi aralardaki korelasyon analizi yapilmistir. Ikinci asamada ise
kategorik degiskenlerdeki gruplar arasinda satis adeti agisindan istatistiksel
farklarin olup olmadig: test edilmistir. 0,05’ten kiigiik p degerleri i¢in sonuglar
anlamli kabul edilmistir. Cikarimsal istatistik analizi i¢cin Matlab programi

kullanilmustir.

3.3.1 Korelasyon Analizi

Veri Seti A’da bulunan sayisal Oznitelikler i¢in Pearson korelasyon analizi
yapilmistir ve elde edilen regresyon katsayilari ve p degerleri sirasiyla Tablo 1 ve
Tablo 2’de verilmistir. Kiriklik Yiizdesi disinda Satis Adeti ile korelasyon halinde
bulunan degisken saptanamamustir. Kiriklik Yiizdesi ile Satis Adeti arasinda anlaml
orta seviyede negatif korelasyon vardir (r = —0,47,p = 0,00). Briit Kar Marji ile
Mark-Up arasinda /ndirimsiz Birim Fiyat ile Satilan Malin Birim Maliyeti arasinda
ve Birim Indirim Miktar: ile Indirim Oran: arasinda anlaml ¢ok yiiksek pozitif
korelasyon vardir. Bunlarin disinda, Tablo 1°de mavi ile igaretli hiicreler anlamli
gliclii korelasyonlari, turuncu ile isaretli hiicreler anlamli zayif korelasyonlari

gostermektedir.

Tablo 3.4: Veri Seti A’da bulunan sayisal 6znitelikler i¢in korelasyon katsayilari

™ SA MU | BKM | KY IBF BF BiM | SMB io HOG
M s

SA 1,00
MU 0,15 | 1,00
BKM | 0,13 | 0,92 | 1,00
KY | -0,47 | -0,24 | -0,21 | 1,00
IBF 0,02 | 0,33 | 0,35 | -0,08 | 1,00
BF -0,07 | -0,09 | -0,08 | 0,06 | 0,86 | 1,00
BiM | -0,16 | -0,80 | -0,81 | 0,25 | -0,27 | 0,26 | 1,00
SMB | -0,06 | -0,20 | -0,16 | 0,05 | 0,83 | 0,95 | 0,23 | 1,00
M
io -0,16 | -0,86 | -0,86 | 0,26 | -0,46 | 0,02 | 0,91 | -0,01 | 1,00
HOG | -0,03 | 0,07 | 0,06 | -0,01 | 0,03 | -0,00 | -0,07 | -0,00 | -0,08 | 1,00
S
(*) SA: Satis Adeti, MU: Mark-Up, BKM: Briit Kar Marj1, KY: Kiriklik Yiizdesi, IBF: Indirimli
Birim Fiygt, B.F: Indirimsiz Biri"m Fiyat, BIM: B_i_rim Indirim Miktar1, SMBM: Satilan Malin Birim
Maliyeti; 10: Indirim Orani, HOGS: Haftadaki Ozel Giin Sayis1
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Tablo 3.5: Veri Seti A’da bulunan sayisal dznitelikler i¢in p degerleri

SA MU | BKM | KY IBF BF BiM SMB io | HOG
S
SA 1,00
MU 0,00 | 1,00
BKM | 0,00 | 0,00 | 1,00
KY 0,00 | 0,00 | 0,00 | 1,00
iBF 0,00 | 0,00 | 0,00 | 0,00 | 1,00
BF 0,00 | 0,00 | 0,00 | 0,00 | 0,00 | 1,00
BIiM | 0,00 | 0,00 | 0,00 | 0,00 | 0,00 | 0,00 | 1,00
SMB | 0,00 | 0,00 | 0,00 | 0,00 | 0,00 | 0,00 | 0,00 | 1,00
M
io 0,00 | 0,00 | 0,00 | 0,00 | 0,00 |0O,006| 0,00 | O,00 | 1,00
HOG | 0,00 | 0,00 | 0,00 | 0,00 | 0,00 | 0,12 | 0,00 | 0,23 | 0,00 | 1,00
S

(*) SA: Satis Adeti, MU: Mark-Up, BKM: Briit Kar Marj1, KY: Kiriklik Yiizdesi, IBF: Indirimli
Birim Fiyat, BF: Indirimsiz Birim Fiyat, BIM: Birim Indirim Miktari, SMBM: Satilan Malin Birim
Maliyeti; 10: Indirim Orani, HOGS: Haftadaki Ozel Giin Sayisi

Pearson korelasyon analizi Veri Seti B’de bulunan sayisal Ozniteliklere

uygulandiginda benzer sonuglar elde edilmistir (Tablo 3 ve Tablo 4’e bakiniz).

Tablo 3.6 Veri Seti B’da bulunan sayisal 6znitelikler i¢in korelasyon katsayilari

SA KY HOGS
SA 1,00
KY -0,47 1,00
HOGS -0,02 -0,01 1,00
(*) SA: Satig Adeti, KY:
Kirklik  Yiizdesi, HOGS:

Haftadaki Ozel Giin Saysi

Tablo 3.7 Veri Seti B’da bulunan sayisal dznitelikler i¢in p degerleri

SA KY HOGS
SA 1,00
KY 0,00 1,00
HOGS 0,00 0,00 1,00
(*) SA: Satig Adeti, KY:
Kiriklik  Yiizdesi, HOGS:

Haftadaki Ozel Giin Sayisi

3.3.2 Hipotez Testleri

Veri Seti A ve Veri Seti B’de bulunan kategorik tipteki verilerin (Hafta No, Magaza
No, Buyer Grup, Uriin Klasman, Renk Kod) her grubuna karsilik diisen haftalik
satig adetlerinin normal dagilima uygunlugu Kolmogorov-Smirnov testi ile

sinanmistir. Magaza No adli 6znitelikte ¢cok fazla sayida grup (2716) oldugu igin
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hipotez testi uygulanmamugtir. Veri Seti A’da bulunan Uriin Klasman adl
Ozniteligin bir grubu disinda, diger tiim gruplara karsilik diisen satig adetlerinin
normal dagilmadigi tespit edilmistir. Bu nedenle gruplar arasindaki istatistiksel
farklarin olup olmadigi parametrik olmayan Kruskal-Wallis Testi uygulanarak
belirlenmistir. Burada Mann-Whitney U testi en fazla iki grubun
karsilastirilmasinda kullanildigi ve veri setindeki Oznitelikler ikiden fazla grup
igerdigi i¢in, Mann-Whitney U testi yerine onun genellestirilmis hali olan Kruskal-

Wallis Testi kullanilmustir.

Tablo 3.8 Kategorik 6znitelikler igin p degerleri

Hafta No | MagazaNo | Buyer Grup | Uriin Klasman | Renk Kod

Veri Seti A 0,00 0,00 0,00 0,00 0,00
Veri Seti B 0,00 0,00 0,00 0,00 0,00

Kruskal-Wallis Testi sonucu elde edilen p degerleri Tablo 3.5’te verilmistir.
Tabloda goriildiigii lizere tim p degerleri 0 olarak hesaplanmistir. Dolayisiyla
verilen Ozniteliklere ait her gruba karsilik diisen satis adetleri arasinda istatistiksel
olarak bir fark olmadig1 hipotezi reddedilmektedir. Ornegin Hafta No adl1 6zniteligi
diisiintirsek; farkli haftalarda gergeklesen (farkli gruplara karsilik diisen) satis
adetleri arasinda istatistiksel olarak fark oldugunu soyleyebiliriz. Hangi haftalara
ait satis adetlerinin farklilastigin1 daha ayrintili bir sekilde analiz etmek i¢in her
grubu ikili olarak karsilastirmak gerekir. Bunu yapmak i¢in Dunn-Sidak testi
uygulandiginda her bir 6znitelik igin elde edilen sonuglar asagidaki sekillerde
verilmigtir.  Verilen sekillerde her grup bir yatay ¢izgi (aralik) ile temsil
edilmektedir. Yatay cizgilerin yatay eksendeki izdiisiimleri kesisiyorsa, bu ¢izgilere
karsilik diisen gruplar arasinda istatiksel agidan 6nemli bir fark olmadigi soylenir.

Eger kesisme yoksa gruplar arasinda 6nemli bir fark oldugunu soyleriz.
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Sekil 3.30 Veri Seti A’da bulunan Hafta No adli 6zniteligin gruplarinin Dunn-Sidak

testi ile karsilastirilmasi

Sekil 3.30°da 28.haftaya karsilik diisen aralik mavi ile gosterilmistir. Gri ile

gosterilen araliklarin yataydaki izdlisiimii mavi aralik ile kesistigi i¢in, gri araliklara

karsilik diisen haftalarla 28.hafta arasindaki satis adeti arasinda onemli bir fark

yoktur. Kirmiz1 araliklara karsilik gelen haftalar ile 28.hafta arasinda ise satig

adetleri arasinda 6onemli bir fark vardir. Diger 6znitelikler i¢in benzer analizler

asagidaki sekillere gore yapilabilir.
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Sekil 3.31 Veri Seti A’da bulunan Magaza No adli 6zniteligin gruplarinin Dunn-

Sidak testi ile karsilastirilmast
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Sidak testi ile karsilastirilmasi
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Sekil 3.34 Veri Seti A’da bulunan Renk Kod adl1 6zniteligin gruplarinin Dunn-Sidak
testi ile karsilagtirilmasi
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A

MAKINE OGRENMESI MODELLERININ ELDE
EDILMESI VE TAHMIN BASARILARININ TEST
VERILERIYLE SINANMASI

Makine 6grenmesi siirecinde kullanilan veri setleri, 6n-islenmis ve istatistiksel

olarak analiz edilmis olan asagidaki 4 adet veri setinden olusmaktadir:

e Veri Seti Al
o Veri Seti A2
o Veri Seti B1
o Veri Seti B2

Bu veri setlerinin her biri 6ncelikle egitim ve test veri setleri olarak ikiye ayrilmistir.
Sonrasinda ise egitim veri seti lizerinden makine 6grenmesi yontemleri kullanilarak
modeller egitilmistir. Egitim asamasinda 10 kat capraz dogrulama (10-cross
validation) teknigi kullanilmistir. Son asamada ise egitilen modeller test veri seti
kullanilarak test edilmistir. Bu siirecin ayrintilar (6znitelik se¢imi, aykir verilerin

silinmesi, vb.) ve elde edilen sonuglar asagida verilmektedir.

4.1 Egitim ve Test Veri Setlerinin Olusturulmasi

Veri setinde bulunan Model Kod adli 6znitelik her bir iiriin i¢in essiz bir koda
sahiptir ve her bir deger, renk ve beden 6zellikleri hari¢ ayr1 bir {irlinii tanimlar.
Ornegin, Model Kod degeri ‘375’ olan iiriin farkli renklere veya farkli bedenlere
sahip olabilir ama bu 6zellikler disinda spesifik bir iirlinii temsil eder. Bu nedenle
yeni satiga sunulan bir {irliniin magazalardaki haftalik toplam satis adetini tahmin
etmek igin veri setini egitim ve test seti olarak ikiye ayirma islemi Model Kod
tizerinden yapilmistir. Bdylece test veri setinde bulunan Model Kod’lara ait kayitlar
egitim veri setine katilmamais olacaktir. Bu durumda test veri setindeki kayitlar yeni
irtinleri temsil ederken, egitim veri setindeki kayitlar ise eskiden satisa sunulmus

urinleri temsil edecektir.

Diger yandan veri setinde bulunan belli bir iirlinlin belli bir magazadaki haftalik
sat1s adetinin diisiik sayida olmasi ve gorece fazla sapmaya sahip olmasi nedeniyle,

oncelikle bir {irlinlin tiim magazalardaki toplam haftalik satis adetinin tahmin
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edilmesi amaglanmistir. Bu amagla; Model Kod, Renk Kod ve Hafta No degerleri
ayni1 olan kayitlar farkli Magaza No degerleri i¢in birlestirilip tek bir kayit sekline
dontstiirilmiistiir. Bu doniistiirme isleminde Magaza No adli 6znitelik kaldirilip
Satis Adeti toplanirken, Mark-Up, Briit Kar Marj1, Kiriklik Yiizdesi, Indirimli
Birim Fiyat, indirimsiz Birim Fiyat, Satilan Malin Birim Maliyeti, Indirim Oram
gibi Ozniteliklerin ortalamasi alinmistir. Belli bir Hafta No degeri i¢in Haftadaki
Ozel Giin Sayis1 degismediginden dolay1 sabit tutulmustur. Ayrica belli bir haftada
belli bir {iriiniin satisinin yapildigi magaza sayisi veri setinden hesaplanabilecegi
icin Magaza Sayis1 adli bir 6znitelik veri setlerine eklenmistir. Son olarak bir
tiriiniin ardisik haftalar boyunca satis adetinin degisimini analiz etme agisindan
Hafta No adli 6znitelik kategorik tiirden sayisal bir tiire ¢evrilmistir. Farkli veri

setleri icin kullanilan 6znitelikler ve hedef degiskeni asagidaki tabloda verilmistir.

Tablo 4.1 Veri Setlerinde Kullanilan Hedef Degiskeni ve Oznitelikler

Veri Seti Hede' S Oznitelikler
Degiskeni
Hafta No, Buyer Grup, Uriin Klasman, Renk Kod, Mark-Up,
Veri Seti . Briit Kar Marji, Indirimli Birim Fiyat, Birim Fiyat, SMBM,
Satis Adeti

Al Birim Indirim Miktar1, Indirim Orani, Haftadaki Ozel Giin
Sayis1, Magaza Sayisi
Hafta No, Buyer Grup, Uriin Klasman, Renk Kod, Mark-Up,

Veri Seti Briit Kar Marji, Indirimli Birim Fiyat, Birim Fiyat, SMBM,

A2 Satis Adeti Birim Indirim Miktar1, Indirim Orani, Haftadaki Ozel Giin
Sayisi, Magaza Sayisi, Kiriklik Yiizdesi
Veri Seti Satis Adeti I:Iafta No, Buyer Grup, Uriin Klasman, Renk Kod, Haftadaki
Bl Ozel Giin Sayisi, Magaza Sayisi
Veri Seti Satis Adeti I:Iafta No, Buyer Grup, Uriin Klasman, Renk Kod, Haftadaki
B2 Ozel Giin Sayisi, Magaza Sayisi, Kiriklik Yiizdesi

Makine 6grenmesinde egitim ve test icin veri setleri %90 egitim, %10 test verisi
olarak ayristirtlmistir. %95 egitim, %5 test ve %80 egitim, %20 test olarak egitimler
de yapilmistir ama en iyi sonucun, veri setlerinin %90 egitim, %10 test olarak

ayristirildiktan sonra alindig1 goriiliince bu sec¢im tizerinden devam edilmistir.

Egitim veri setindeki herhangi sayisal bir 6zniteligin ortalamasi1 u ve standart
sapmast ¢ olmak ftizere, z dagilimma gore degerleri sirasiyla [y — 20, u + 20],
[u—30,u+ 30] ve [u— 40, + 40] araliklarinin disinda kalan 6zniteliklere ait
kayitlar silinmistir. Benzer sekilde, test veri setleri i¢in de yukarida verilen sinir
degerlerini asan Ozniteliklere ait kayitlar silinip tahminlemeler yapilmistir. En iyi
sonucun [u — 40, u + 40] araligi igin elde edildigi goriildiigiinden dolay1 asagidaki

sonu¢ ve analizler sadece bu se¢im tizerinden verilmistir.
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Bu islemlere gore, her bir veri seti i¢in kullanilan egitim ve test veri setlerindeki

kayit sayilar1 Tablo 4.2°de verilmistir.

Tablo 4.2 Makine Ogrenmesi Asamasinda Kullanilan Veri Setleri ve Kayit

Sayilari
_ - Kayit Sayist
veisa L e o
v [EE Yt L
veisaen LRy e
wsas | B o z

4.2 Makine Ogrenmesi Modellerinin Egitilmesi

Magazalardaki haftalik toplam satis adetinin tahmini i¢in Matlab programinda

bulunan ‘Regression Learner’ adli ara¢ kutusu kullanilmustir.

Egitim agamasinda k katlamali ¢apraz dogrulama yonteminde k = 5, k = 10 ve
k = 20 olacak sekilde makine 6grenmesi modelleri egitilmis olup, en iyi sonucu
veren k =10 parametresine gore sonuglar asagida verilmistir. Verilerin
normalizasyonu ile elde edilen sonuglarin normalize edilmeden elde edilen
sonuglara gore anlamli bir basar1 farki olmadigi i¢in veriler normalize edilmeden

kullanilmistir.

Al, A2, B1, B2 veri setleri i¢in basarisinin diger yontemlere gore daha fazla oldugu
gozlemlenen bes farkli regresyon oOgrenme yontemi kullanilmistir. Agag
topluluklar1 (ensembles of trees) yontemleri olarak; ‘Bagged Trees’ (minimum
yaprak sayist: 8, 6grenici sayisi: 30) ve ‘Boosted Trees’ (minimum yaprak sayist:
8, ogrenici sayist: 30), karar agaci olarak ‘Coarse Tree’ (Minimum yaprak sayisi:
36) kullanilmigtir. Destek Vektor Makineleri (Support Vector Machines) yontemi
olarak ‘Fine Gaussian SVM’ (Kernel scale: 0.97) kullanilmigtir. Sinir Aglari
(Neural Network) yontemi olarak ise ‘Wide Neural Network’ (bagh katman sayisi:

1, birinci katman boyutu: 100, iterasyon sinirt: 1000) yontemi kullanilmigtir.
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4.3 Egitim ve Test Sonuclari

Bir 6nceki boliimde verilen veri setleri ve 6grenme yontemleri kullanilarak ¢esitli
makine 6grenmesi modelleri egitilmis ve test edilmistir. Y&ntemlerin basarisi igin
ortalama mutlak hata (Mean Absolute Error — MAE) ve belirleme katsayis1 (R?)
degerleri hesaplanmistir. Buna gore egitim ve test veri setleri i¢in elde edilen

sonuglar asagidaki tablolarda verilmistir.

Tablo 4.3 Al Veri Seti i¢in Test ve Egitim Sonuglari

MAE R?
Egitim Test Egitim Test
Coarse Tree 28,77 30,81 0,83 0,8
Boosted Trees 26,68 27,92 0,85 0,83
Bagged Trees 25,04 28,56 0,87 0,83
Fine Gaussian SVM 45,87 63,54 0,55 0,33
Wide Neural Network 28,74 43,43 0,87 0,67
Tablo 4.4 A2 Veri Seti igin Test ve Egitim Sonuglari
MAE R?
Egitim Test Egitim Test
Coarse Tree 28,83 29,56 0,83 0,8
Boosted Trees 25,04 25,22 0,86 0,86
Bagged Trees 24,12 27,02 0,87 0,84
Fine Gaussian SVM 50,37 65,22 0,53 0,37
Wide Neural Network 25,72 44,99 0,89 0,65
Tablo 4.5 B1 Veri Seti i¢in Test ve Egitim Sonuglari
MAE R?
Egitim Test Egitim Test
Coarse Tree 31,69 45,17 0,65 0,52
Boosted Trees 32,04 41,63 0,66 0,59
Bagged Trees 27,33 42,97 0,72 0,57
Fine Gaussian SVM 39,65 57,61 0,34 0,13
Wide Neural Network 32,1 55,74 0,7 0,29
Tablo 4.6 B2 Veri Seti icin Test ve Egitim Sonuglari
MAE R?
Egitim Test Egitim Test
Coarse Tree 29,24 33,55 0,82 0,79
Boosted Trees 25,79 28,52 0,86 0,85
Bagged Trees 25,11 30,31 0,87 0,83
Fine Gaussian SVM 45,16 76,16 0,55 0,26
Wide Neural Network 26,95 52,62 0,87 0,47

Ortalama mutlak hata verinin ortalama biiyiikliigiine bagl olup benzer dagilimlarin
karsilastirilmast igin uygun bir Olgiidiir. R? katsayis1 ise verinin ortalama

biiylikliigiinden fazla etkilenmez ve daha evrensel bir karsilastirma niteligine
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sahiptir. Tahmin basarisi arttikca R? katsayis1 1 degerine yaklasir, basari diistiikce
bu katsay1 0 degerine yaklasir.

Yukarida verilen tablolarda gorildigi tzere; tim veri setleri igin test verisi
iizerinden R? katsayisina gore en basarili yontemler sirasiyla Boosted Trees,
Bagged Trees ve Coarse Tree olmustur. Boosted Trees yontemiyle egitilen
modeller igin test veri setleri tizerinde yapilan tahminlemede elde edilen dagilimlar
Sekil 4.1 - Sekil 4.4’de verilmistir. Sekillerdeki siyah ¢apraz ¢izgi ideal ¢oziim
bolgesini gostermektedir. Goriildiigii iizere R? katsayisi arttikga mavi ile gdsterilen

tahmin sonuclarinin ideal ¢izginin etrafinda toplanma orani artmaktadir.

Tahminler: Boosted Trees

* Gozlem

900 —Kusursuz Tahmin

800 -

700 -

Tahmin Degerleri

. . . . L
0 100 200 300 400 500 600 700 800 900
Gergek Degerler

Sekil 4.1 Veri Seti Al i¢in gercek ve tahmin deger dagilimi

34
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Sekil 4.2 Veri Seti A2 i¢in gergek ve tahmin deger dagilimi
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Sekil 4.3: Veri Seti Bl igin ger¢ek ve tahmin deger dagilimi
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Tahminler: Boosted Trees
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Sekil 4.4: Veri Seti B2 i¢in ger¢ek ve tahmin deger dagilimi

Tablo 4.3 — Tablo 4.6’da goriildiigii tizere en basarili sonuglar A2 ve B2 veri setleri
icin elde edilmistir. Bu iki veri setinin 6zelligi, diger veri setlerinde olmayan
Kiriklik Yiizdesi Ozniteliginin dahil edilmis olmasidir. Kalin olarak isaretlenmis
degerler en basarili degerlerdir. En basarili sonuglar A2 ve B2 veri setleri igin
alindig i¢in alt analizler bu veri setleri lizerinden yapilacaktir. Bu iki veri seti i¢in
en 1yi sonuglar1 veren ‘Boosted Tree’ yontemine ait asagida en dnemli tahmincilerin

analizi verilmistir.
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Tahminciler

Sekil 4.5 Veri Seti A2 i¢in tahmincilerin 6nemi
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Sekil 4.5’te goriildiigi tizere A2 veri seti i¢in tahminleme yaparken Magaza Sayisi
ozniteligi ¢ok baskin olmustur. Onun disinda Kuriklik Yiizdesi, Renk Kod, Uriin
Klasman oznitelikleri de etkili olmustur. Ancak diger Ozniteliklerin etkilerinin

minimal oldugu gézlemlenmistir.

Tahminci Onem
300

Tahminler
= N N
2 S &
g 8 ]

=]
8

50

Tahminciler

Sekil 4.6 Veri Seti B2 i¢in tahmincilerin 6nemi

Sekil 4.6°da goriildiigii iizere B2 veri seti i¢in tahminleme yaparken Magaza Sayist
Ozniteligi ¢ok baskin olmustur. Onun disinda Kwriklik Yiizdesi ve Renk Kod
oznitelikleri de etkili olmustur. Ancak diger Ozniteliklerin etkilerinin minimal

oldugu gozlemlenmistir.

En basarili sonuglart aldigimiz A2 ve B2 veri setleri i¢in 6znitelik se¢imi (feature
selection) uygulanmustir. Oznitelik se¢imi icin MRMR algoritmas1 uygulanacaktir.
MRMR algoritmasindan kisaca bahsetmek gerekirse; MRMR, Maximum
Relevance Minimum Redundancy (Maksimum {lgililik Minimum Yedeklilik)
anlamma gelir. MRMR sadece girdi olarak kullanilan 6zniteliklerin minimum
korelasyon saglamalarin1 dikkate almaz. Aym1 zamanda ¢ikti degiskeniyle de
Ozniteliklerin yiiksek korelasyon sagladigindan emin olur [19]. MRMR teknigi Veri
Seti A2 iizerine uygulandiginda elde edilen 6zniteliklerin 6nem seviyeleri asagidaki

tabloda verilmistir.
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Tablo 4.7 A2 Veri Seti igin 6zniteliklerin 6nem seviyeleri

Oznitelikler MRMR
Magaza Sayisi 1,24
Buyer Grup 0,68
Hafta No 0,48
Kiriklik Ytizdesi 0,48
Briit Kar Marj1 0,18
Indirimli Birim Fiyat 0,16
Renk Kod 0,16
Birim Indirim Miktar 0,12
Indirim Orant 0,10
Uriin Klasman 0,07
Mark-Up 0,06
Indirimsiz Birim Fiyat 0,03
Ortalama Haftadaki Ozel Giin Sayisi 0,03
SMBM 0,02

En az etkili olan dort 6znitelik, Mark-Up, Indirimsiz Birim Fiyat, Haftadaki Ozel
Giin Sayis1 ve SMBM cikartilarak tekrar makine 6grenmesi modelleri egitilmistir.

Ancak sonugclar etkisiz 6zniteliklerin ¢ikarilmadig: hali ile neredeyse birebir ayni

cikmustir (bak Tablo 4.8).

Tablo 4.8 A2 Veri Seti igin Oznitelik Secimi Sonras1 Test ve Egitim Sonuglar1

MAE R?
Egitim Test Egitim Test
Coarse Tree 28,8 29,55 0,83 0,80
Boosted Trees 25,10 25,21 0,86 0,86
Bagged Trees 24,14 27,6 0,87 0,83

Benzer sekilde B2 Veri Seti i¢gin MRMR algoritmasiyla &zniteliklerin nemi
seviyeleri elde edilmistir (bak Tablo 4.9). En az etkili olan 6znitelik, Haftadaki Ozel
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Giin Sayist ¢ikartilarak tekrar 6grenme yontemleri uygulanmistir. Ancak sonuglar

etkisiz 6zniteligin ¢ikarilmadigi hali ile neredeyse birebir ayni ¢ikmistir. Sonuglar

Tablo 4.10°da verilmistir.

Tablo 4.9 B2 Veri Seti i¢in 6zniteliklerin 6nem seviyeleri

Oznitelikler MRMR
Magaza Sayisi 1,24
Buyer Grup 0,49
Hafta No 0,34
Kiriklik Yizdesi 0,35
Renk Kod 0,31
Uriin Klasman 0,12
Haftadaki Ozel Giin Sayis1 0,04

Tablo 4.10 B2 Veri Seti i¢in Oznitelik Se¢imi Sonras1 Test ve Egitim Sonuglar

MAE R?
Egitim Test Egitim Test
Coarse Tree 29,2 33,55 0,82 0,79
Boosted Trees 25,85 28,52 0,86 0,85
Bagged Trees 25,18 30,58 0,86 0,83

A2 ve B2 veri setleri i¢in Buyer Grup 6zniteligi tizerinden alt analizler yapilmustir.

Buna gore test verisinde bulunan Buyer Grup 6zniteligindeki her bir degerin ayri

ayr1 basarilar1 hesaplanmistir. A2 veri seti icin elde edilen sonuglar Tablo 4.11°de

verilmistir. Buyer Grup dznitelik degeri ‘TRIKO’ olan verilerin sayis1 ¢ok az oldugu

i¢cin bu degere ait alt analiz yapilmamustir.

Tablo 4.11 A2 Veri Seti igin Buyer Grup 6zniteliginin degerlerine gore tahmin

Olgiimleri
Tiim Veri | Orme | Takim | Dokuma Ust | Dokuma Alt | Elbise | Lisans
MAE 25,22 30,46 | 10,73 16,00 15,80 24,80 | 20,46
R? 0,86 0,84 0,66 0,91 0,92 0,85 0,83
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Yukaridaki tabloda goriildiigii gibi en kotii sonug ‘fakim’ verisi ile alinirken en iyi
sonu¢ ‘Dokuma Alt’ verisi ile alimmustir. Takim’ verisi ve ‘Dokuma Alt’ verisi i¢in
elde edilen tahminler sirasiyla Sekil 4.7 ve Sekil 4.8’de gosterilmektedir. Solda
verilen grafiklerde kirmizi egri kiiciikten biiylige siralanmis gercek satis adetlerini
gosterirken, mavi yildizlar karsilik diisen tahmin degerlerini gostermektedir.
Soldaki grafikler ise mavi yildizlarla belirtilen tahmin degerlerinin siyah capraz

cizgi ile gosterilen ideal sonuglarin etrafinda toplanmasini géstermektedir.

+ Tahmin Degert
Gergek Deger 180 -

Satis Adetleri
=
2

p ' i
= 5 20 40 60 80 100 120 140
0 5 10 15 20 25 30 35 Gergek Degerler

Satig Adetlerine Gore Siralanmig Uriinler

Sekil 4.7 Veri Seti A2 igin ‘Takim’ degeri sonuglari

* Tehmin Deger
Gergak Deger

3

8
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R SRSy RSCOR SRR T

L

-100 . = . =i

0 50 100 15 200 250 0 100 200 30 400 500 600
Gergek Degerler

Satis Adetlerine Gore Siralanmig Uriinler

Sekil 4.8 Veri Seti A2 igin ‘Dokuma Alt’ degeri sonuglari

Buyer Grup 6zniteligindeki her bir deger i¢in B2 veri setinden elde edilen sonuglar
Tablo 4.12°de verilmistir. Benzer sekilde en kotii sonug ‘zakim’ verisi ile alinirken
en iyi sonu¢ ‘Dokuma Alt’ verisi ile alimmistir. ‘Takim’ verisi ve ‘Dokuma Alt’
verisi i¢in elde edilen tahminler sirasiyla Sekil 4.9 ve Sekil 4.10’da

gosterilmektedir.
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Tablo 4.12 B2 Veri Seti igin Buyer Grup 6zniteliginin degerlerine gore tahmin

Olc¢iimleri
Tim o Dokuma Dokuma . .
Veri Orme | Takim Ust Alt Elbise | Lisans
MAE 28,52 30,54 | 13,44 19,74 22,58 31,25 | 30,40
R? 0,85 0,85 0,65 0,86 0,87 0,84 0,83
| ! ’ ;glw§ Adetlerr‘nse Gore Swjinmvg Umnzljr . * e
Sekil 4.9 Veri Seti B2 i¢in ‘Takum’ degeri sonuglari
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Sekil 4.10 Veri Seti B2 i¢in ‘Dokuma Alt’ degeri sonuglart

A2 veri seti lizerinde ‘Boosted Tree’ yontemiyle egitilen model kullanilarak, Model
No degeri 2229 ve Renk Kod degeri 276 olan firiinle ve Model No degeri 1264 ve

Renk Kod degeri 26 olan iirliniin tiim haftalar boyunca satig tahminleri incelenmis

ve asagidaki grafikler elde edilmistir. Egriler haftalara gore gergek haftalik satis

adetlerini gosterirken yildizlar tahmin degerlerini géstermektedir.
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Sekil 4.11 Veri Seti A2 igin belirli lirtinleri gergek ve tahmin edilmis haftalik satig
verileri

Benzer bir analiz B2 veri seti lizerinde Model No degeri 338 ve Renk Kod degeri
117 olan iiriinle ve Model No degeri 1516 ve Renk Kod degeri 124 olan {iriin igin

yapilmistir. Elde edilen sonuglar asagidaki sekilde verilmistir.
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Sekil 4.12 Veri Seti B2 igin belirli tirtinleri gergek ve tahmin edilmis haftalik satig
verileri

Daha once de ifade edildigi tizere; Model No 6zniteligi belli bir {iriinii tanimlayan

essiz bir degere sahiptir ve yeni satisa sunulan {iriinlerin satig tahminini yapmay1
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amagladigimiz i¢in egitim ve test siirecinde Oznitelik olarak kullanilmamustir.
Spesifik bir {iriinii temsil eden bu 6zniteligin kullanilmamasinin tahmin basarisini
diistirmesi beklenir. Bu Model No’yu 6znitelik olarak egitim modelinde kullanmak
yeni satisa sunulan degil, eskiden beri satista olan bir iiriiniin satis adetini tahmin
etmek anlamina gelir. Bu da gorece daha kolay bir problemdir. Bu 6ngoériiniin
dogrulanmasi i¢in Model No 6zniteligi dahil edilerek A2 veri seti i¢in egitim ve test

stireci tekrarlanmistir. Sonuglar asagidaki tabloda verilmistir.

Tablo 4.13 A2 Veri Seti icin Model No Ozniteligi Eklendiginde Test ve Egitim

Sonugclari
MAE R?
Egitim Test Egitim Test
Coarse Tree 28,08 29,64 0,83 0,83
Boosted Trees 22,86 23,75 0,88 0,88
Bagged Trees 24,28 25,02 0,87 0,87
Wide Neural Network 22,15 23,54 0,90 0,91

Tablo 4.13°de goriildigii gibi Model No 'yu 6zniteligi dahil edildiginde basari orani
artmustir. Daha &nceki analizlerde R? sonucu en iyi 0,86 olarak hesaplanmigken,
Model No 6zniteligi hesaplandiginda Wide Neural Network yonteminde basari 0,90
olacak sekilde artmistir. Bu sonuca gore; “%4’liik kayb1 yeni model tahmin etmek
istedigimiz i¢in yasamaktayiz” denebilir. Wide Neural Network yontemine gore

elde edilen tahmin sonuglarinin grafigi asagida verilmistir.
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Tahminler: Wide Neural Network
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Sekil 4.13 Veri Seti A2 igin Model Kod eklendiginde ger¢ek ve tahmin deger
dagilimi
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5

SONUC

Perakende sektoriinde, ozellikle rakip firmalarin fazla oldugu bir ortamda
tahminleme biiyiik 6nem arz etmektedir. Stok miktari, stok maliyeti, lojistik gibi bir
firmanin ekonomik gelir-gider kalemlerini ciddi sekilde etkileyecek belirlemeleri,
glinlimiizde biiyliyerek ¢ogalan yapay zeka giiciinii kullanmadan yapmak oldukga
zordur. Hatta magazalardaki depolarin biiyiikliigii, calisan sayilar1 gibi parametreler

de yapay zekanin giicli kullanilarak yapilan tahminlemelerden etkilenecektir.

Bu ¢aligmada bu amagclara hizmet etmek adina, hazir giyim perakende sektoriinde
biiylik bir hacme sahip olan bir firmanin 2019 Yaz mevsimine ait verileri
kullanilmistir. Haftalik bazda satis verileri ile gelecege yonelik bir tahminleme

yapilmistir.

Tahmin degeri olarak ‘Safis Adet’ Ozniteligi belirlendigi icin veri seti ikiye
bolinmiustiir. Veri Seti A’da ‘Satis Adet’ degeri 0 olan veriler silinmistir. Bunun
amac1 ‘Satis Adet’ degeri 0 iken hesaplanamayan Ozniteliklerin Veri Seti A’ya
eklenmesidir. Bu sayede Veri Seti A’ya ‘Birim Indirim Miktar:’, ‘Indirimli Birim
Fiyat’, ‘Indirimsiz Birim Fiyat’, ‘Satilan Maln Birim Maliyeti’ gibi yeni
Oznitelikler dahil edilmistir. Boylece tahminleme yapilirken basarinin artmasi

hedeflenmistir.

‘Kiriklik Yiizdesi’ Ozniteligi raflarda bulunmayan beden orami hakkinda bilgi
igerdigi i¢in satig tahmini probleminde 6nemli bir parametredir. ‘Kiriklik Yiizdesi’
parametresinin NULL oldugu ¢ok fazla kayit tespit edilmistir. Bu ylizden veri
setleri tekrar ikiye boliinerek toplamda dort veri seti olmasi saglanmistir. Boylece
Veri Seti A’da Kiriklik Yiizdesi Ozniteligi ¢ikarilarak Veri Seti Al ve Kiriklik
Yiizdesi degerinin NULL oldugu kayitlar silinerek Veri Seti A2 tiretilmistir. Benzer
sekilde Veri Seti B {izerinden Veri Seti B1 ve Veri Seti B2 tiretilmistir.

Korelasyon analizinde goriilmiistiir ki; satig adetiyle en yiiksek korelasyona sahip
oznitelik "Kwriklik Yiizdesi” adli 6zniteliktir. Bu da bir bedenin bulunurlugu ne

kadar yiiksekse satilma ithtimalinin de o derece yiiksek olacagini gostermistir.

Matlab programu ile regresyon 6grenme yontemleri kullanilarak egitimler ve testler

yapilmistir. Buna gore en iyi sonuglar Veri Seti A2 ve Veri Seti B2 veri setleriyle
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yapilan egitimler ve testler ile elde edilmistir. Veri Seti A2 i¢in elde edilen
tahminleme sonuglarinda R? katsayis1 %86°ya kadar ¢ikarken, Veri Seti B2 i¢in bu

oran %85’e kadar ¢ikmistir.

Bu ¢alismada piyasaya ¢ikacak yeni liriinlerin tahmini iizerinden ilerlenmistir. Yani
‘Model Kod’ Ozniteligi degerleri egitim ve test asamasinda birbirinden
ayristirilmistir. Eger bu ayristirilma yapilmasaydi, yani 6nceden satisa sunulan bir
{iriiniin satis tahmini yapilmak istenseydi, egitim ve test asamasinda R? katsayisi

yilizde 91°e kadar ¢ikacakti.

Bu ¢alismada; 2019 yilinin yaz verilerine ait veriler kullanilmistir ve satisa yeni
sunulacak {iriinlerin satisin1 tahmin ederken sonraki yaz doénemlerinde de
Tiirkiye’deki ekonomik ve sosyolojik durumlarin benzer olacagi varsayilmistir. Bir
savas, ekonomik kriz veya afet durumunda egitilen modellerin basarisinin diismesi
beklenir. Benzer sekilde yillara gore degisen moda egilimi diisiiniildiigiinde farkli
yillara ait sezonluk satis verileri de kullanilarak makine 6grenmesi modelleri

gelistirilebilir.
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