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OZET

Derin Ogrenme Tabanh Seyahat Oneri Sistemi Gelistirme

Alihan OZ

Matematik Miihendisligi Anabilim Dali

Yiksek Lisans Tezi

Damigman: Dr. Ogr. Uyesi Mert BAL

Es-Damigman: Dr. Ogr. Uyesi Meryem UZUN-PER

Teknolojinin gelismesi ile birlikte artan dijital bilgi miktar1 ve internetin
yayginlasmas1 ile internet iizerinden {irlin, hizmet, abonelik gibi ticaret
islemlerinin gerceklestigi web sitelerinin sayisinin da artmasi, beraberinde,
miigterilere kigisellestirilmis ve dogru; iirlin, hizmet ve abonelikleri sunmanin
(6nermenin) de énemini artmistir. Miisterilere Onerilerde yaygin olarak kullanilan
iriin bazli, kullanic1 tabanli ve bu ikisinin birlikte kullanildig: hibrit geleneksel
yaklagimlar ¢ogu calismada kullanilmaktadir. Geleneksel yaklagimlarin, biiyiik ve
seyrek veriler ile ¢aligma, kullanici ve {iriin arasindaki karisik iliskileri bulamama
ve soguk baslangic (cold start) gibi problemlerinin iistesinden gelmek, derin ve

genis 0grenme sistemlerinin kullanimi ile miimkiin olmustur.

Bu tez kapsaminda, derin ve genis sinir aglarina ve bunlarin seyahat Oneri
sistemlerindeki uygulamalarina kapsamli bir bakis agisi sunulmustur. Derin
ogrenme ile ilgili temel bilgilere yer verildikten sonra, en popililer Oneri
algoritmalar1 olan Google'n Genis ve Derin Algoritmasi ve Facebook'un Deep

Learning Recommendation Model (DLRM) algoritmasina yer verilmistir.
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Bu tez kapsaminda, genis ve derin O0grenme yaklasimi ile kullanici ve iiriin
ozelliklerinin kategorik olanlarinin gdmme islemi uygulanarak, niimerik veriler ile
modele beslendigi yeni bir seyahat Oneri sistemi olusturulmustur. Onerilen
yontem gergek bir seyahat acentesi sirketinin veri seti lizerinde uygulanmistir. Bu
caligma sonucunda kullanicilara verilen en iyi bes Oneride, %88.71 dogruluk orani

yakalanmuigtir.

Anahtar Kelimeler: oneri sistemleri, derin 0grenme, derin ve genis Oneri

sistemleri, i¢erik tabanli, isbirlik¢i, hibrit, seyahat 6neri sistemleri.
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With the development of technology, the increasing amount of digital information
and the widespread use of the internet, and the increase in the number of websites
where trade transactions such as products, services and subscriptions are carried
out on the internet, along with it, personalized and accurate; The importance of
recommending products, services and subscriptions has also increased.
Product-based, user-based, and hybrid traditional approaches, which are widely
used in recommendations to customers, are used in most studies. Overcoming the
problems of traditional approaches such as working with large and sparse data,
inability to find complex relationships between user and product, and cold start

has been possible with the use of deep and wide learning systems.

Within the scope of this thesis, a comprehensive view of deep and wide neural
networks and their applications in travel recommendation systems is presented.
After giving the basic information about deep learning, Google's Wide and Deep
Algorithm and Facebook's Deep Learning Recommendation Model (DLRM)

algorithm, which are the most popular recommendation algorithms, are included.

Within the scope of this thesis, a new travel recommendation system was created

in which numerical data is fed to the model by applying the embedding process of
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categorical user and product features with a broad and deep learning approach.
The proposed method was applied on the data set of a real travel agency company.
As a result of this study, 88.71% accuracy rate was achieved in the top five

recommendations given to the users.

Keywords: recommendation systems, deep learning, deep and broad
recommendation  systems, content-based, collaborative, hybrid, travel

recommendation systems.
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GIRIiS

1.1 Giris

Glinlimiizde, seyahat Oneri sistemleri, kullanicilara, tercihlerine ve ge¢mis
davraniglarina gore kisisellestirilmis seyahat Onerileri saglayan turizm
endiistrisinde ayrilmaz bir bilesen haline gelmistir. Bir¢ok popiiler internet sitesi,
trafiklerini ve dolayisiyla kazanglarini arttirabilmek igin, istatistiksel ve makine
O0grenmesi yoOntemlerini igeren Oneri (tavsiye) sistemlerini kullanmaktadir. Bu
sistemler sadece sirketlere dolayli maddi katki saglamakla kalmayip miisteri
memnuniyeti ve baghligimi, kullanicilara zaman tasarrufu ve karmasiklig
azaltarak sunmasi itibariyle kazanarak ortak yararli bir ekosistem olugmasini
saglamiglardir. Bu sistemlerin etkinligi, verilerin kalitesi ve Oneri iiretimi i¢in

kullanilan algoritmalar dahil olmak {izere ¢esitli faktorlere baglidir.

Son yillarda yapay zeka ve makine 6grenmesindeki gelismeler, daha sofistike
seyahat Oneri sistemlerinin gelistirilmesinin yolunu agmistir. Derin ve genis sinir
aglari, cesitli uygulamalarda umut verici sonuglar veren makine O&grenmesi
alanindaki en son yeniliklerden biridir [31]. Bu aglar, seyahat oneri sistemleri gibi
karmasik sorunlar1 ¢6zmek i¢in giiclii bir ara¢ saglayan derin sinir aglari ile genis
sinir aglarinin bir kombinasyonunu kullanmaktadir ve bu yolla kullanicilar ve
ogeler arasindaki  dogrusal olmayan iligkileri  etkili  bir  sekilde
modelleyebilmektedirler. Ayrica gomme (embedding) ve karma (hashing) gibi
teknikler kullanarak biiyliik Olgekli ve seyrek verileri verimli bir sekilde
isleyebilirler. Ek olarak Deep Learning Recommendation Model (DLRM) [32],
kullanict ve friinlere ait yardimci Ozellikleri kullanarak, oneri dogrulugunu

tyilestirip soguk baslatma sorununun iistesinden gelmektedir.

Bu tez kapsaminda, kullanici ve iiriin 6zelliklerinin kategorik olanlarina ayr1 ayri
gomme islemi uygulanarak, niimerik ve kategorik verilerin iiriin ve kullanici bazl
verilerle ayr1 ayr1 beslenen bir genis ve derin 6grenme algoritmasi Onerilmistir.

Onerilen bu ydéntem gercek bir seyahat acentesi sirketinin veri setine
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uygulanmigtir. Bu tez, bu algoritmaya, faydalarma ve seyahat Oneri

sistemlerindeki performanslarina iliskin degerlendirmelere bir bakis sunmaktadir.

Bu tez, seyahat Oneri sistemlerinde derin ve genis sinir aglarinin kullanimina
iligkin artan arastirma kapsamina katkida bulunmakta ve bu alanda daha fazla
ilerleme kaydedilmesi potansiyelini vurgulamaktadir. Seyahat oneri sistemlerinde
derin ve genis sinir aglarmin kullanimi biiylik bir potansiyele sahiptir ve bu
makale, bu alanla ilgilenen arastirmacilar, uygulayicilar ve 6grenciler i¢in degerli

bir kaynak sunmaktadir.

Literatiir 6zeti boliimiinde, 6neri sistemlerinin ne oldugu, kullanim alanlar1 ve
oneri sistemleri {izerine yapilan ¢alismalar hakkinda bilgi verilmektedir. Ikinci
bolumde, makine Ogrenmesi; iiciincii boliimde yapay sinir aglari ve derin
ogrenmenin temelleri hakkinda ayrintili bilgiler verilmistir. Dordiincii boliimde,
Oneri sistemleri siirecleri ve seyahat oneri sistemleri hakkinda bilgi verilmistir.

Ayrica, yapay sinir aglarmin oneri sistemlerine katkilari ele alinmigtir.

Makalenin ana odak noktasi, derin 6grenme tabanli bir seyahat dneri sistemi olan
Bolim 3 ve Boliim 4'tiir. Bolim 3’te 6nerilen yontem agiklanmig, Boliim 4’te ise
veri kiimesi incelenmis, veri On isleme ve model 6ncesi hazirlik asamalar ile
model uygulama asamalarina yer verilmistir. Ardindan deneysel sonuclar ve

degerlendirmeler sunulmustur. Son olarak, 5. béliimde, ¢alisma 6zetlenmistir.
1.2 Literatiir Ozeti

Oneri sistemleri, tercihlerimize ve ilgi alanlarimiza gore uyarlanmis ogeler,
hizmetler veya igerik Onererek bilingli kararlar vermemize yardimci olmak igin
tasarlanmigtir. Son yillarda cesitli endiistrilerde giderek daha onemli hale gelen

oneri sistemlerinin gelistirilmesinde de buna paralel 6nemli bir artis olmustur.

Oneri sistemlerinin tarihini, gelisimini ve ilerlemelerini derinlemesine inceleyen
Fan, W. (2022) gibi akademisyenler ve arastirmacilar giivenilir 6neri sistemlerinin
onemine dikkat cekmislerdir [1]. Oneri sistemlerinin e-ticaret iizerindeki etkisi,
Karimova’nin ¢aligmasinda agik¢a goriilmektedir [2]. Ayrica, Oneri sistemlerinin
kullanict deneyimi ve is biiyiimesine etkisi 2012°de Belluf v.d. [3] ve 2015°te

Amatriain v.d. [4] tarafindan kanitlanmistur.
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Isbirlik¢i filtreleme (collaborative filtering) (CF) ve icerige dayali Oneri
(content-based recommendation) (CBR), seyahat Oneri sistemlerinde en yaygin
kullanilan yaklagimlardan ikisidir. CF, ge¢miste tercihlerinde ayni fikirde olan
kisilerin gelecekte muhtemelen tekrar ayni fikirde olacaklar: fikrine dayanirken,

ogeler Onerir.

Koren v.d., oneri sisteminin dogrulugunu artirmak icin gizli faktér modellerini
komsuluk modelleri ile birlestiren ¢ok yonlii bir igbirlik¢i filtreleme modeli
onermistir [5]. Rendle , Oneri sistemlerinin 6l¢eklenebilirligini ve dogrulugunu
iyilestirmek i¢in ¢arpanlara ayirma ve regresyon tekniklerini birlestiren bir model

olan garpanlara ayirma makinelerini (factorization machines) dnermistir [6].

Paparizos v.d. (2011), kullanicilara is tanimlarina gore is onermek i¢in igerige
dayali filtrelemeyi kullanan, makine tarafindan G6grenilen bir is Oneri sistemi
gelistirmistir [7]. Al-Otaibi v.d. (2012), is Oneri sistemleri lizerine bir aragtirma
yapmis ve icerik tabanl filtrelemenin is Oneri sistemlerinde kullanilan en popiiler

teknik oldugunu bulmustur [8].

Her ne kadar CF ve CBF tekniklerinin gii¢lii yonleri olsa da her iki teknigin de
soguk baslatma ve veri seyrekligi sorunlari gibi sinirlamalar1 da vardir. Bu
sinirlamalart minimize etmek i¢cin CF ve CBR tekniklerini birlestiren hibrit
seyahat Oneri sistemleri, Albadvi v.d. [9] ve Balabanovi [10] gibi birka¢ makale
tarafindan Onerilmistir. Ayni sekilde, Pizzato v.d., her iki teknigi birlestiren

cevrimici flort i¢in karsilikli bir 6neri sistemi gelistirmistir [11].

Son yillarda, derin 6grenme teknolojisi, veri madenciligi ve makine dgrenmesi
toplulugunda sicak bir konu olarak ortaya ¢ikan kayda deger bir ilerleme kaydetti
[12]. Baslangigta goriintii ve konusma tanima ve dogal dil isleme i¢in gelistirilen

derin 6grenme, bu alanlarda dikkate deger sonuglar elde etti [13].

Derin 6grenmeye dayali neri sistemlerindeki (DLRS) son gelismeler, geleneksel

modellerin sinirlamalarini agarak ve yiiksek oneri kalitesine ulasarak biiytik ilgi

gormesini sagladi. Derin 6grenme, dogrusal olmayan ve Onemsiz olmayan

kullanic1-6ge iligkilerini etkin bir sekilde yakalama ve daha yiiksek katmanlarda

veri temsilleri yaparak daha karmasik soyutlamalarin kodlanmasini saglama

yetenegine sahiptir [14-25]. Ayrica, baglamsal, metinsel ve gorsel bilgiler gibi bol
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miktarda erisilebilir veri kaynaklarindan verilerin kendi icindeki karmasik

iliskilerini yakalayabilir.

Wang v.d. (2017) 6gelerle kullanici etkilesimlerini birden ¢ok ayrint1 diizeyinde
yakalayan ve kullanict tercihlerine ve 0ge Ozelliklerine dayali olarak
kisisellestirilmis Onerilerde bulunan hiyerarsik bir model olan Dionysius'u
onermistir [26]. Zhang v.d. (2019), derin 6grenmeye dayali Oneri sistemleri
izerine bir ¢alisma yiiriitmiis ve hem CF hem de CBR tekniklerini birlestiren
hibrit oneri sistemlerinin 6neri dogrulugunu iyilestirmede daha etkili oldugunu
gostermistir [27]. Wang icerik tabanli ve isbirlik¢i filtreleme tekniklerini
birlestiren ve seyahat Onerilerinin kalitesini artiran hibrit bir seyahat Onerisi
sistemi sunmaktadir [28]. Muhammet C. v.d. (2020), kullanic1 ve 6ge ID
yerlestirmeleri ile yardimci bilgilerden olusan bir derin sinir mimari agi
gelistirmistir [29]. Aynm1 zamanda, Covington v.d. (2016) yardimci bilgileri
modellemek i¢in popiiler bir CBR yaklasimi olan derin sinir aglarim
benimsemistir [30]. Son olarak, Heng-Tze Cheng v.d.. (2016), goriintiileme
gecmislerine ve diger ilgili 6zelliklere dayali olarak YouTube kullanicilarina
kisisellestirilmis video Onerileri yapabilen genis ve derin bir sinir ag1 modeli
onermistir [31] ve Maxim Naumov v.d. (2019) biiyiik 6l¢ekli uygulamalarda

yliksek performans gdsteren derin 6grenme Oneri makinesi gelistirmistir [32].
1.3 Tezin Amaci

Bu tezin amaci, derin ve genis sinir aglarina ve bunlarin seyahat Oneri
sistemlerindeki uygulamalarina kapsamli bir genel bakis saglamak ve derin ve

genis sinir aglaria dayali yeni bir seyahat dneri sistemi dnermektir.
1.4  Hipotez

Derin ve genis O0grenme yaklasimi kullanan biiylik verili bir seyahat Oneri
sisteminin varig noktasit Onerisinde yiiksek performans gosterdigi ve derin ve
genis sinir aglarimin seyahat Oneri sistemlerinde biiylik potansiyele sahip
oldugudur. Tez, bu alanda biiyliyen arastirmalara katkida bulunmay1 ve seyahat
oneri sistemleriyle ilgilenen arastirmacilar, uygulayicilar ve 6grenciler i¢in degerli

bir kaynak saglamay1 amaglamaktadir.
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2

MAKINE OGRENMESI

2.1 Giris

Teknolojinin gelismesiyle birlikte hayatimizin bir parcgasi haline gelen yapay zeka
teknolojileri, her gegen giin daha popiiler hale gelmekte ve yasamimizi biiyiik

Olciide degistirmektedir.

Makine 6grenmesi ve derin 6grenme bu degisimin en onemli aktorleridir. Veri
modellerinin anlamlandirilmasina ve modellerin gelistirilmesine odaklanan bu iki
kavram, onceki 6rneklerden 6grenen kademeli matematiksel 6grenme iizerine insa
edilmislerdir. Iki cesit makine Ogrenmesi modeli bulunmaktadir:  denetimli

(supervised) ve denetimsiz (unsupervised) 6grenme.

Denetimli 6grenme, etiketli bir veri kiimesi {izerinde egitme siirecini (training)
icerirken, denetimsiz 6grenmede bu durum séz konusu degildir. Bir baska deyisle
denetimli 6grenmede girdi ve ¢iktilarin bilindigi bir veri kiimesinden s6z edilebilir
iken denetimsiz Ogrenmede c¢iktilarin bilinmesine gerek yoktur. Denetimli
ogrenmede giris Ozelliklerini bu ozellikler i¢cin uygun olan ¢ikis etiketlerine
cevirmesi Ogretilir ve kategorik smiflandirma, niimerik tahminleme, goriintii ve
konugma tanima, dogal dil isleme gibi uygulamalarda yaygin olarak kullanilir.
Denetimsiz 6grenme ise giris Ozelliklerinin birbirine benzeyen noktalarin
gruplanmasi sonucunda c¢ikis etiketlerini olusturmasi Ogretilir ve kiimeleme,
anormallik tespiti ve boyutluluk azaltma gibi uygulamalarda yaygin olarak

kullanilir.

Derin 6grenme, verilerin giderek daha soyut temsillerini 6grenebilen ¢ok katmanli
sinir aglar1 olusturmaya odaklanan makine 6grenmesinin bir alt kiimesidir. Derin
Ogrenme modellerinin goriintii ve konusma tanima, dogal dil isleme ve oyun

oynama gibi gorevlerde oldukea etkili oldugu goriilmiistiir.

Makine 6grenmesi ve derin 6grenmedeki devrim, simdiden giinliik yasamlarimiz
iizerinde Onemli bir etkiye sahip. Amazon, Netflix ve Spotify gibi sirketlerin
kullanicilar1 i¢in  olusturdugu kisisellestirilmis Oneri sistemlerinden akilli
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telefonlarimizdaki konusma ve goriintli tanimaya kadar bu teknolojiler, her gecen
giin hayatimizin vazgegilmez bir parcasi olmaktadirlar. Giinlimiizde hemen hemen
her sektorde kullanilan makine 6grenmesi ve derin 0grenmenin, gelecekte de ¢ok

cesitli sektorlerde giderek daha dnemli bir rol oynamasi kagiilmazdir.
22 Yaygin Makine Ogrenmesi Metotlari

Makine 6grenmesi ¢atist altina giren bir¢ok algoritma vardir. Bu baslik altindaki
alt boliimlerde kullanilan en yaygin on algoritma ve bunlarin matematiksel arka

planlariin kisa bir agiklamasi yer almaktadir.
2.2.1 Dogrusal Regresyon
Dogrusal Regresyon, degisken ile bir veya daha fazla bagimsiz faktor arasinda

dogrusal bir baglanti kurarak nicel bir degiskeni tahmin etmek i¢in kullanilan

istatistiksel bir denetimli 6grenme yaklagimidir.

20 1 Veri Noktalan
—— Dogrusal Regrasyon
10+
B 0
_lﬂ 4
=20

10 5 0 5 10
Sekil 2.1 Bir Dogrusal Regresyon Ornegi

Bagimsiz bir degiskenin bagimli degiskeni dogru bir sekilde tahmin edip
etmediginin ve hangi bagimsiz degisken, bagimli degiskeni tahmin etmede dnemli

bir rol oynadiginin belirlenmesine yardimci olur.
Dogrusal regresyonun formiilii asagidaki gibidir:

y = B0 + Ble + ..+ Bpo + € 2.1
Burada,

e vy, bagiml degiskeni,
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o X v X o X . aciklayict degiskenleri,

B o yanlilik (bias) terimini ya da sabitini,

€, hata sabitini ve

e B " B o Bp, aciklayict degiskenler i¢in egim katsayilarimi ifade

etmektedir.

Dogrusal regresyonun amaci, tahmin edilen ¢ikti ile gergek c¢ikti arasindaki

kareleri alinmig hatalarin toplamini en aza indiren B degerlerini bulmaktir.

Basit uygulanabilir ve yorumlanabilir bir model olmasi, lineer ayrilan veri
kiimelerindeki performansinin yiiksek olmasi, asir1 6grenmenin (overfitting)
regiile edilerek azaltilabilir olmasi dogrusal regresyonun avantajlari iken, az
ogrenmeye sebep olabilecek olmasi (underfitting), aykir1 degerlere duyarli olmfasi

dogrusal regresyonun dezavantajlaridir.
2.2.2 Lojistik Regresyon

Lojistik Regresyon, bagimli degisken ve bagimsiz faktorler arasinda bir baglanti
kurmak icin olasiliklar1 veya olasiliklari tahmin eden logit fonksiyonlar1 olarak
bilinen fonksiyonlar1 kullanan, bagimli bir degiskenin olasiligini belirlemek i¢in
kullanilan denetimli bir istatistiksel yontemdir. Lojistik fonksiyonlar (bazen
sigmoid fonksiyonlar olarak anilir), olasiliklar1 tahminlerde bulunmak igin
kullanilabilecek ikili degerlere doniistiiriir. Dogrusal regresyona benzemesiyle
beraber, girdi degiskenlerini ¢ikt1 degiskeninin olasiligina eslemek i¢in dogrusal

olmayan bir lojistik fonksiyon kullanim1 yoniiyle ayrilmaktadir.
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Sekil 2.2 Bir Lojistik Regresyon Modeli

Lojistik regresyonun formiilii asagidaki gibidir:

_ 1
y (1+e (BO+BIX1...+BPXP)) (2.2)

Benzer sekilde,

e y, bagimlh degiskeni,
e ¢, Euler sayisini,

o X ¥ X o X . aciklayict degiskenleri,
° B0 yanlilik ya da sapma (bias) terimini ya da sabitini ve
e B " B . Bp aciklayict degiskenler icin egim katsayilarii ifade

etmektedir.

Basit uygulanabilir, yorumlanabilir ve ¢ok etkili 6grenebilir bir model olmasi,
uzayda smif dagilimlart hakkinda bir varsayimda bulunmamasi, ¢oklu sinif
tahminleyebilmesi, lineer ayrilan veri kiimelerindeki performansinin yliksek
olmasi, asir1 6grenmenin regiile edilerek azaltilabilir olmasi lojistik regresyonun
avantajlar1 iken, bagimli degisken ile bagimsiz degiskenler arasindaki dogrusallik
varsayimi, karmasik iliskileri ayirt edemeyerek az 6grenmeye sebep olabilecek

olmasi lojistik regresyonun dezavantajlaridir.
2.2.3 Karar Agaclan

Karar Agaclari, bir dizi ikili kural kullanarak hedef degeri hesaplayan denetimli
bir istatistiksel 6grenme yontemidir. Hem simiflandirma hem de regresyon
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problemlerinde kullanilabilirler. Bu nedenle siiflandirma ve regresyon agaglari

(classification and regression trees, CART) olarak bilinirler.

Karar agaci modelleri, verileri siirekli olarak birkag alt uzaya bolen ve boylece her
bir nihai alt uzaydaki sonuglar miimkiin oldugunca benzer olmasini saglayan bir
algoritmaya sahiptir. Bu yontem 6zyinelemeli boliimleme (recursive partitioning)
olarak bilinir. Tipik olarak, CART (Siniflandirma ve Regresyon Agaglar1) tahmin
modelinin karar kurallar1 bir ikili aga¢ olarak temsil edilir. Tahmin modelinin
ciktisi, regresyon veya smiflandirma agaclarinin kullanilmasina bagli olarak,
siirekli bir degisken veya kategorik bir degisken olabilen sonug¢ degiskenini

tahmin etmek igin bir dizi kuraldan ibarettir.

/ ,:"‘ \
/]
¢ o ®

Sekil 2.3 Bir Karar Agact Modeli

On isleme sirasinda veri hazirlama igin daha az ¢aba gerektirmesi, normallestirme
ve Olgeklendirme gerektirmemesi, eksik degerlerin sonuca etkisinin diigiik olmasi
ve sezgisel olmasi, kategorik ve nilimerik o6zellikleri isleyebilir olmast karar
agaclarinin en Onemli avantajlariyken, girdideki kiiciik degisikliklerin biiyiik
yapisal etkilere sebep olmasi, algoritmasinin daha karmasik olmasi ve bu nedenle
egitim siiresinin daha uzun olmasi ve yine bu sebeple maliyetinin fazla olmasi

karar agacglarinin dezavantajlari arasinda yer alir.
2.2.4 Rastgele Orman (Random Forests)

“Rastgele ormanlar, her agacin bagimsiz olarak Orneklenen ve ormandaki tiim
agaclar i¢in ayni1 dagilima sahip rastgele bir vektoriin degerlerine bagli oldugu bir

agac¢ tahmincilerinin bir kombinasyonudur.”[33].
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Rastgele orman algoritmasinin formiilii asagidaki gibidir:

- (2.3)
burada

e vy bagimli degiskeni,

e v her bir karar agacinin ¢iktisini ve
L

e n ormandaki aga¢ sayisini temsil eder.

//fJ\\
/)
/ \
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/ ¢ o
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/
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Sekil 2.4 iki Agagl Rastgele Orman Algoritmasi Calismasi

Karar agaclarina kiyasla, rastgele ormanlar, ¢ok sayida agacin tahminlerinin

ortalamasin1 almaktadir ve bu sayede modelin girdilerinin model tarafindan
ezberlenmesini onlemektedir. Cok sayida agag ile egitim uzun zamanlar alabilir,

bireysel karar agaglarindan daha diisiik sapma sergilemesi gerekmez.

2.2.5 Destek Vektor Makineleri (Support Vector Machines)

Destek vektor makineleri ya da kisaca SVM, hiper diizlemde verileri siniflara

ayiran ¢izgiler yaratan, lineer veya lineer olmayan, siniflandirma ve regresyon

problemlerini ¢ozmek i¢in kullanilan denetimli istatistiksel bir yontemdir.
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Sekil 2.5 Dogrusal SVM’in Destek Vektorlerini Maksimize Ederek Optimal Hiper

Diizlemi Belirlemesi

Destek vektor makineleri algoritmasinin formiilii asagidaki gibidir:

W) + B, =0 (2.4)
Burada,

e w, hiper diizlemin normal vektorti,
e T, matrisin transpozu,
e x, girig vektorii ve

° Bo yanlilik ya da sapma terimidir.

Algoritmanin amact, hiper diizlem ile her sinifin en yakin veri noktalar1 arasindaki

mesafeyi maksimize etmektir.

Destek Vektdr Makinelerinin yiiksek boyutlu uzaylarda ve 6rnekten ¢ok boyutun
oldugu durumlarda efektif olmasi ve egitim sirasinda hafizayr etkin kullanimi
avantajlar1 iken, biiyiik veri setlerinde ve giiriiltiilii hedef siniflarini tahmin etmede
dezavantajlidir. Ayn1 zamanda bu algoritmanin en biiylik eksiklerinden birisi de

dogrudan olasilik tahminlemesinin yetersiz olmasidir.
2.2.6 K-En Yakin Komsu (K-Nearest Neighbour)

K-En Yakin Komsu ya da kisaca KNN algoritmasi, regresyon icin kullanilsa da

genellikle siniflandirma yontemleri igin tercih edilen, girdi uzaymndaki K egitim
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ornegine bakarak bireysel veri noktalarmin gruplandirilmasini tahminleyen

denetimli istatistiki bir yontemdir.

Sekil 2.6 KNN Modelinde Sinif Belirlenmesi Ornegi

K-En Yakin Komsu algoritmasinin formiilii asagidaki gibidir:

y = mod(y, ¥y, -=Y,)
Burada,

e y bagiml degisken iken,

Vi Vo ¥, ise K en yakin komsunun ¢ikt1 degerleri ve

e mod en yaygin ¢ikti degeridir.

Hizli implemente olmasi, kolay adapte edilebilmesi ve az sayida hiper parametresi
olmas1 KNN algoritmasinin avantajlar1 iken, hafizada c¢ok veri tiikketmesi
sebebiyle dlgeklenememesi, yiiksek boyutlu veri girdilerinde efektif olamamasi, K
degiskenine bagli olmasi ve asir1 Ogrenmeye agik olmast en biyik

dezavantajlaridir.
2.2.7 Temel Bilesenler Analizi (Principal Component Analysis)

Temel Bilesenler Analizi ya da kisaca PCA, belirli bir veri kiimesine dik ve
dogrusal olarak bagimsiz temel bilesenler bulan, genellikle biiyiik veri
kiimelerinin boyutlarini indirmek i¢in kullanilan, bunu yaparken biiyiik kiimedeki
bilgilerin ¢ogunu hala iceren daha kiigiik bir degiskene doniistiiren istatistiki bir

boyut indirgeme yontemidir.
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Bir veri kiimesindeki degisken sayisini azaltmak, dogal olarak dogrulugu
azaltmaya neden olur fakat boyutsalli1 azaltmanin piif noktasi, bu ikisi arasindaki
dengeyi koruyarak istenen sonuca ulagmaktir. Daha kii¢iik kiimeler tizerinde gerek
istatistiki islemlerin gerekse gorsellestirmelerin yapilmasit karmasik ve ¢ok

degiskenli veri kiimelerininkine gore ¢ok daha kolaydir ve hizlidir.

Ozellik 1
F F
I PCcA2 | ol
»
N //
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Sekil 2.7 PCA’in Calisma Y Ontemi
Bir veri kiimesi lizerinde PCA, su adimlar esliginde gerceklestirilir:

Standartlastirma,
Kovaryans matrisinin hesaplanmasi,
Ozdeger ve dzvektorlerinin hesaplanmasi ve siralandiriimast,

k tane 6zdegerin secilerek 6zvektdr matrisi olugturulmasi,

A o e

Orijinal matrisin 6zvektor matrisi ile ¢arpilarak transforme edilmesi

Yiiksek boyutlu veri kiimeleri iizerinde galismasi, birbiriyle iligkili degerleri yok
etmesi ve asirl 6grenmeyi azaltmasi, daha diisiik hafiza tiiketerek hizda efektif
olmast ve modellerin daha hizli sonuca yakinsamasini saglamasi ve
gorsellestirmeye olanak saglamasi PCA’in avantajlar1 arasinda yer alirken, bazi
degerli verilerin kaybina neden olabilecek olmasi ve biiyiik bilesenlerin yeterince
anlagilamayabilerek  dogrulugun  diismesine  neden  olmast  PCA’in

dezavantajlaridir.
2.2.8 Yapay Sinir Aglan (Artificial Neural Networks)

Yapay Sinir Aglari, hayvan beynini olusturan biyolojik sinir aglarindan
esinlenilerek verilerin sinir aglar1 i¢cinde hareket etmesi prensibi ile olusturulan

istatistiki denetimli bir makine 6grenmesi yontemidir.
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Sinir aglarin1 anlamak i¢in matematik ve bilgisayar bilimi i¢in sinirin ne oldugunu
anlamak gereklidir. Matematik ve bilgisayar bilimi baglaminda sinirler, girdi alan,
bu girdilere islemler uygulayan ve sonucu veren seylerin siislii bir adidir; bir nevi
fonksiyonlardir. Sinir aglar1 da bu sinirlerden yani fonksiyonlardan ya da 6§renme
birimlerinden meydana gelen, birbirlerine besleme yaparak dgrenmeyi meydana

getiren aglarin genel adidir.

Genellikle derin 6grenme ve yapay sinir aglar: birbirinin yerine kullanilan iki
kavramdir. Derin 6grenmedeki derin kavrami sinir aglarindaki katman derinligine
atifta bulunmakla birlikte girdileri ve c¢iktilar1 igerecek iigten fazla katmandan

olusan bir sinir ag1, bir derin 6grenme algoritmasi olarak kabul edilebilir.

v

v

Sekil 2.8 iki Degiskenli, Bir Gizli Katmanly, ikili Cikt1 Ureten Basit Sinir Ag

Bir gizli katmanli basit bir sinir ag1 i¢in matematiksel formiil soyledir:

y=g9,w, * gw *x+ b)+ b)

Burada

x girdi vektort,

y bagimli degisken,

* w vew, girdi ve gizli katmanlarin agirlik matrisleri,

b Ve b2 yanlilik veya sapma vektorleri,
® g veg, gizli ve ¢iktt katmanlarmin aktivasyon fonksiyonlarimi ifade

etmektedir.
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Biiyiik veriler ile ¢aligmadaki performansi, hesaplama giicii, bir¢cok uygulamada
sorunlara ¢oziim iretebilir olmasi ve siirekli 6greniyor olmasi yapay sinir
aglarinin en Onemli avantajlar1 iken, tam bir kapali kutu olmasi yani gizli
katmanlarin nasil 6grendiginin bilinememesi, gelistirme siiresinin uzun olmasi,
bliyiik olmayan veriler ile ¢caligmasinin yetersiz olmasi ve hesaplama maliyetinin

yiiksek olmas1 en temel dezavantajlaridir.
2.2.9 Gradyan Arttirma (Gradient Boosting)

Gradyan arttirma, diger arttirma (boosting) metotlar1 gibi bircok zayif modelin
birlestirilerek daha iyi performans elde etmeleri i¢in kullanilan istatistiki denetimli
bir topluluk (ensemble) makine 6grenmesi yontemidir. Genellikle aga¢ modelleri
ile regresyon ve siniflandirma problemleri igin kullanilirlar. Onceki artirma
yaklagimlarinda oldugu gibi, gradyan arttirma bir aga¢c modeli asamalar halinde
olusturulur, ancak keyfi bir tiirevlenebilir kayip fonksiyonunun optimizasyonuna

izin vererek diger yontemlerden ayrisir.

Gradyan Arttirma Modeli
’9
Karar Agact Modeli ¢ ’o: S
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/
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Sekil 2.9 Karar Agaci1 ve Gradyan Arttirma Modeli Kiyaslamasi

Gradyan arttirma algoritmasinin formiilii asagidaki gibidir:

y = ray + Zf (x)

Burada
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e ybagiml degisken iken,

e . zayif 6grenici a ile
e a‘nin ¢iktis1 Y. ile,

e Xx’inj. zayif Ogrenicisi fj(x) ile ifade edilmistir.

Genellikle diger arttirma yontemlerine gore daha yiiksek dogruluklu sonuglar
iretmesi, biliylik veri kiimelerinde egitim siiresinin diisiik olmasi, kategorik
ozelliklerin islenmesine izin vermesi, eksik degerleri halletmesi gradyan arttirma
modelinin en biiyiik avantajlar1 iken, asir1 6grenmeye meyilli olmasi (fakat bu
durum regularize edilerek ya da diisiik bir 6grenme orami ile ¢oziilebilir)
hesaplama agisindan maliyetinin yiiksek olabilmesi, 6zellikle CPU’da egitiminin
uzun siirebilecek olmasi ve son modeli yorumlamanin zorlugu bu modelin

dezavantajlar arasinda yer alir.
2.2.10 Naive Bayes Siiflandiricisi

Naive Bayes siniflandiricisi, kosullu olasiliklardan elde edilen Bayes Teoremine
dayanan, smiflandirma problemleri i¢in kullanilan, istatistiki denetimli basit bir

makine 6grenme yontemidir.
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Sekil 2.10 Naive Bayes Siniflandiricist Ciktist Ornegi

Naive Bayes siniflandiricisinin algoritmasinin formiilii agsagidaki gibidir

Burada

P(y|x1, X o xn)

PO) P(x,y) P(r,ly) . P(x,|y)

P(xl, Xy o xn)
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° P(y|x1, X e xn) , bagimli degisken y’nin, Xy Xy X verildigindeki

olasilig1,
e P(y), y’nin dnceki olasilig1 ve

° P(xi|y), y verildiginde xi’nin olasiligini ifade etmektedir.

Hizl1 ¢alismasi, her ne kadar basit bir model olsa da ¢ok simifli tahmin
problemlerini ¢6zmek icin uygun olmasi, Ozelliklerinin bagimsiz oldugu
varsayimt dogru oldugu durumlarda diger modellerden iyi performans
gosterebilecek olmasi ve ¢ok az egitim verisi ile ¢alisabilmesi ile kategorik girdi
degiskenleri i¢in optimum c¢alismasi Naive Bayes algoritmasmin en Onemli
avantajlariyken, gergek hayatta karsimiza ¢ikmasi daha az miimkiin olsa da
ozelliklerin bagimsiz oldugu varsayimi iizerine olmasi ve bu nedenle gercek
hayatta uygulanabilirliginin diigiik olmasi, test veri setindeki kategorisi egitim veri
setinde bulunmayan kategorik bir degiskene sifir olasilik atadigi sifir-frekans
sorunu, bazi durumlarda tahminlerinin yanlis olmasi bu modelin en biiyiik

dezavantajlaridir.
23  Sonug

Yapay zeka, makine 6grenmesi ve sinir aglarimin gelismesiyle birlikte hemen
hemen her sektdorde prosediirlerin  otomatiklestirmesinden, siireglerin
iyilestirilmesine ve biiyiik verinin anlamlandirilmasinda yardime1 oldu ve olmaya
devam etmekte. Makine 68renmesi ve sinir aglar ile ilgili yapilan caligmalar
ilerlemeye devam ettikge, yasamlarimizi asla hayal bile edemeyecegimiz
sekillerde gelistiren, giderek daha karmasik algoritmalar ve uygulamalar gérmek

ka¢inilmaz olmustur.

Denetimli ve denetimsiz 6grenmeyi ve bu alanlardaki en popiiler algoritmalari
kapsayan bu boliimde makine dgrenmesi temelleri ele alinmistir. Bir sonraki
boliimde yaygin kullanilan derin 6grenme algoritmalarindan ve bu algoritmalarin
nasil c¢alistigindan, matematiksel arka planindan ve derin 6grenme diinyasinda

yaygin olarak kullanilan terimlerden bahsedilecektir.
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3

DERIN OGRENME

3.1  Giris

Derin 6grenme, girdi ve ¢iktilar dahil olmak {izere iic veya daha fazla katmandan
olusan yapay sinir aglarindan olusan makine dgrenmelerine verilen isimdir. Insan
beyni gibi calismasindan otiirii biiylik verilerdeki bilgiyi dgrenmeye olanak
saglamaktadir. Glinlimiizde bir¢ok teknoloji sirketi, goriintii tanimlama, sahtecilik
tespiti, dogal dil isleme, ses tanima, sliriiclisiiz araglar, saglik, kisisellestirme,
ceviri, sanal asistan gibi bircok uygulamada derin 6grenmeden faydalanmistir ve
faydalanmaya devam etmektedir. Gelecekte, derin 6grenme ve sinir aglarinin

cesitli uygulamalarda daha da biiyiik bir etkiye sahip olmasi beklenmektedir.

Bu boliimde yaygin derin 6grenme metotlari, derin 6grenme caligma prensibi ve

makine 6grenmesi ile arasindaki farklara yer verilecektir.
32 Derin Ogrenme Nasil Cahsir?

Derin 6grenmenin nasil ¢alistigin1 anlamak i¢in derin 6grenmenin ilham kaynagi
olan hayvan beyninin nasil ¢aligtigin1 anlamak gereklidir. Ciinkii yapay sinir
aglari, esasinda, organik beyin aglarinin temel islevlerini taklit eder. Yapay sinir

aglar1, biyolojik onciilleri ile karsilagtirilarak daha iyi 6grenilebilir.
32.1 Biyolojik Beyin ve Ogrenme

"Beyin, 6grenme ve problem ¢dzme ic¢in en etkili ara¢ oldugu i¢in, makine
ogrenmesi algoritmalarinin gelistirilmesi i¢in dogal bir ilham kaynagi olmustur”
[34]. Beynin bilgiyi isleme ve analiz etme seklini taklit eden algoritmalar,
deneyimlerden ders ¢ikarmak, yeni durumlara uyum saglamak ve tahminlerde
bulunmak i¢in tasarlanir. Derin 6grenme de beyinden ilham alan bir hesaplama
yontemidir yani beynin temel yapisini ve islevselligini taklit eden hesaplamali bir
yaklagimdir. Bu nedenle, derin 6grenmenin nasil ¢alistigini anlamak i¢in derin

ogrenmenin ilham kaynagi olan hayvan beyninin nasil ¢alistigin1 anlamak

32



gereklidir. Yapay sinir aglari, biyolojik Onciilleri ile karsilastirilarak daha iyi
Ogrenilebilir.

"Biyolojik beynin yapi taslar1 noéronlardir. Noronlar, akson ve dendritlerden
meydana gelmislerdir. Dendritler, ¢ok ince olan bir hiicrenin dallanan
uzantilaridir. Aksonlar ise hiicre gévdesinden biiyiliyen uzantilardir. Cogu néronun
dendriti alic1 gorevi goriirken, aksonlar mesajlari tagir. Cogu sinaps, bir néronun
aksonunda bagka bir néronun dendritine impulslarin iletilmesini igerir. Aksiyon
potansiyeli, yeterli biiyiikliik ve siiredeki voltaj degisikligine yanit olarak bir
noron tarafindan iiretilen elektrokimyasal bir darbedir. Sinaptik baglantilar, akson

boyunca hizla ilerlerken bu potansiyel tarafindan etkinlestirilir" [35].
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Sekil 3.1 Biyolojik Beyin ve Yapay Sinir Aglar1 iligkisi [36]
Bu bilgiler 15181nda yapay sinir aglarinin da genellikle birbirine bagli birimlerin
ve ndronlarin bir koleksiyonundan olustugu sdylenebilir. Noronlar, sinir aglari
icerisinde niimerik degerlerin bir temsilidir. Iki néron arasindaki herhangi iki
baglantiya biyolojik beyindeki akson denebilir. Noronlar arasindaki baglantilar,

yine sayisal degerlerden bagka bir sey olmayan sozde agirliklar tarafindan

gergeklestirilir.

Bir yapay sinir ag1 6grenmeye devam ederken, baglantinin giicii gibi néronlar

arasindaki agirliklar da degisir ve optimum ana ulasincaya kadar bu islemi yineler.
322 Derin Ogrenmenin Mimarisi

Derin O0grenme mimarisi birka¢ katmandan olusur; girdi katmani, gizli

katmanlar, cikt1 katmam [37].
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Girdi katmam (input layer), egitim kiimesindeki Ozellikler kadar noronlara
sahiptir ve sinir agimin 6grendigi verileri alan katmandir. Bagka bir deyisle, her

girdi noronu egitim kiimesindeki bir 6zelligi temsil eder [38].

Cikt1 katmam (output layer), sinir aginin sonunda yer alan ve model ¢iktisini
ireten katmandir. Bu katmandaki girdiler, ¢ikti katmanindaki ndronlarin
degerlerini temsil eder [39]. Ornegin, siiflandirma modelleri igin bir adet cikti
bulunmasi, bu modelin sonucunun ikili (binary) bir sonug¢ iiretecegini
gosterebilecegi gibi, n adet ¢ikti bulunmast bu modelin ¢ok smifli bir model

oldugunu gosterir.

Bir tahmin vektorii y elde etmek icin, agin giris ve ¢ikis katmanlar1 arasindaki
katmanlarda gergeklestirdigi belirli matematiksel islemleri gerceklestirmesi
gerekir. Bu islemlerin gerceklestigi katmanlara gizli katmanlar denir [40].
Modelin derinligine ve istenen sonuglara bagl olarak girdi katmani sayis1 yani

modelin derinligi ve her bir girdi katmanindaki girdi sayis1 degisiklik gosterebilir.

Her iki katman arasinda baglantiy1 saglayan sayisal degerler bulunmaktadir. Bu
sayisal gosterimlere agirhk ismi verilir [41]. Bir agirlik matrisinin boyutlari, bu
agirlik matrisi ile birbirine baglanan iki katmanin boyutlarindan kaynaklanir.
Agirliklar agirlik matrislert W ile gosterilir. W agirlik matrisindeki her bir Wij
eleman1 bir agirlia sahiptir. Burada i verinin geldigi katmanin sayisini, j ise

verinin aktarildig1 katmanin sayisini ifade etmektedir.

Ayni zamanda modelde yanliligi azaltmak adina noronlarin agirliklarla
carpimlarinin sonucunda ¢ikt1 degiskenini olusturmak {izere dogrusal bir bilesen

eklenir. Bu bilesene yanhhik (bias) bileseni denir ve b;ile ifade edilir [37].

Iki girdiden olusan X girdi vektoriiniin verildigi ve ii¢ ¢iktinin tahminlendigi basit

bir model diisiinelim.

X= (X, X) 3.1)
W) (3.2)

X girdi matrisi (3.1) ile, W agirlik matrisi ise (3.2) ile ile ifade edilecektir. Su ana

W, W, w

W =
(W11’ W12' 13 21 22

kadarki bilgiler 1s1g1nda y bagimli degiskeninin su sekilde olustugu sdylenebilir:
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+ b11 -i-xzw21 + b21,

X W b X W b
112+ 12+222+ 22’

(3.3)

x1W13 + b13 +x2W23 + b23

- (Zl' Zy Za)
Olusan z vektorii her ne kadar y’yi ifade etmede kullanilabilecek olsa da,
dogrusalligin  modelde asir1 Ogrenmeye neden olabilecegi g6z Oniinde
bulunduruldugundan, her bir z c¢iktis1 bir fonksiyondan gegirilerek lineer
olmayan bir hale getirilir. Bu fonksiyona aktivasyon fonksiyonu denir [42].
Genellikle, tanh, relu, sigmoid ve softmax adinda dort aktivasyon fonksiyonu

kullanilir.

En sik kullanilan aktivasyon fonksiyonlarindan olan relu, girdinin pozitif oldugu
her degeri kendisine, negatif oldugu her degeri ise sifira esitlemektedir. Bu

durumda denklemin son hali asagidaki gibi olacaktir:

h = (f(z) f(z) f(z)) 3.4

Ifade (3.4)te, h, ¢ikt1 katmanim, f fonksiyonu aktivasyon fonksiyonunu, ziise

girdi degerlerini temsil etmektedir.

Sigmoid aktivasyon fonksiyonu ise S seklinde sigmoid bir egri olusturan bir

aktivasyon fonksiyonudur ve formiilii asagidaki gibidir:

h = (f(z) f(z) f(z) (3.5)

Ifade (3.5)’te, h, cikt1 katmanini, f fonksiyonu aktivasyon fonksiyonunu, eeuler

sayisin1 ve zi girdi degerlerini temsil etmektedir.

1.0 10
0.8 8
0.6 1 6
0.4 44
0.2 1 24
0.0 0
10 -5 0 5 10 -10 -5 0 510

Sekil 3.2 Sirasiyla, Sigmoid ve Relu Aktivasyon Fonksiyonlari
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Bir modelde en 6nemli etkiyi saglayan agirliklardir. Egitim siiresince bazi
noronlar gercek degere yakinlasmasini  bazilarinin  ise  uzaklagmasin

saglamaktadir. Bunun sonucunda da agirliklari tayin edilmektedir.

h.l

II.EI‘j

Sekil 3.3 Basit Bir Sinir Ag1 Mimarisi

Bu basit ornekte iki katmanli sinir aginin nasil bir matematige sahip oldugu
anlatildi. Daha derin bir 6grenme icin olusturulabilecek asagidaki gibi bir model

icin ¢ikt1 katmani genel olarak asagidaki gibi hesaplanir:

y = FUFFE W, +b)OW, + bYW, + bYW, + b) (3.6)

=]

Sekil 3.4 Bir Derin Ogrenme Modeli Mimarisi

Model ileri dogru beslendikten (ileri besleme ya da forward propagation [38])
sonra her adim sonrasi gercekte olmasi gereken degerler ile egitim siirecinin
sonuglarin uzakliginin hesaplandigi kayip fonksiyonlar1 (loss functions [39])
kullanilir. Ortalama kare hatasi, ortalama mutlak hata, ikili ve kategorik capraz
entropi en sik kullanilan kayip fonksiyonlardir. Kategorik ¢apraz entropi, ¢ok
sinifli siniflandirma gérevlerini igeren makine 6grenmesi modellerinde genellikle
bir kayip islevi olarak kullanilan matematiksel bir islevdir. Tahmin edilen olasilik
dagilimi ile hedef degiskenin gercek olasilik dagilimi arasindaki farki Olger.

Kategorik ¢apraz entropinin hesaplanmasi su sekildedir:
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Ifade (3.7)’de N gozlem sayisim, C kategorilerini ifade etmekdir: 1ye c

kategorisine ait i. gozlemin gosterge islevi ve P del[yl,eCC], i. gozlemin c.
kategoriye ait olmasi i¢in model tarafindan tahmin edilen olasiligidir.

Kayip fonksiyonun sonucuna gore modelde diigiimler arasinda atanan her bir
agirlik degeri ve bias degeri giincellenir. Bu giincelleme islemine geri besleme
(backpropagation [43]) denir. Bu adim ile modelde dogrulugun artmasina 6énemli
Olclide katki saglanir. Ancak bazi durumlarda hatanin diizeltilmesi ig¢in
agirliklarda biiyiik degisimler yapilir ve bu durum gercek yerel minimum’dan yani
hedeften uzaklasabilir. Bu nedenle kaybi/genelleme hatasin1 azaltmak ig¢in
gradyan azaltma (gradient descent [44]) fonksiyonu kullanilir. En basit haliyle
gradyan azalma formiilii asagidaki gibidir:

=0 —a * V6

t+1 t
Ifade (3.8)’de Bt, t zamanindaki agirlik vektoriinii, o 6grenme oranini, J(6t)

mevcut agirliklarda degerlendirilen kayip fonksiyonunu ve VJ(0t) t zamanindaki

agirliklara gore kayip fonksiyonunun gradyanini ifade etmektedir.

Model i¢in bir diger 6nemli husus ise 6grenme oranidir (learning rate [45]).
Ogrenme orani, her yinelemede maliyet fonksiyonundaki minimizasyon miktari
olarak tanimlanir. Basit bir ifadeyle, maliyet fonksiyonunun minimum noktasina
indigimiz oran, 6grenme oranidir ve en iyi sonuca en etkili sekilde ulagmanin

anahtarlarindan birisi bu oran1 optimize etmektir.

loss

low learning rate

high learning rate

good learning rate

epoch

Sekil 3.5 Ogrenme Oraninm Uygun Segilmesinin Onemi [46]
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Yiiksek Ogrenme oranlarini kullanarak Ogrenme hizim1 arttirmak icin ise
normalizasyon yontemlerinden yigin normalizasyonu (batch normalization [47])

kullanilabilmektedir, formiilii su sekildedir:

o — - o«
y_m Y+B (39)

Ifade (3.9)’da x katmanm girisi, p ve o, giris yigmmin ortalama ve standart
sapmasl, ¢, sifira boliinmeyi 6nlemek icin kullanilan kii¢iik bir deger, y ve B,
modelin her yi1gin i¢in en uygun Ol¢e8i ve ortalamayr Ogrenmesini saglayan

Ogrenilebilir 6lgekleme (scaling) ve kaydirma (shifting) parametreleridir.

Modeldeki her agirligin gradyani hesaplamak i¢in model egitilirken geri besleme
kullanilir; hesaplanan gradyanlara gore modelin agirliklarini giincellemek i¢in ise

bir optimizasyon algoritmasi (optimization function [48]) kullanilir.

Derin  Ogrenme modellerinde en yaygm  kullamlan  optimizasyon
fonksiyonlarindan birisi Adam’dir. SGD gibi diger optimizasyon algoritmalarina
kiyasla derin sinir aglarinin egitiminde onu daha etkili kilan bazi benzersiz
ozelliklere sahiptir. Bu 6zellikler arasinda uyarlanabilir 6grenme hizi, momentum,
verimli bellek kullanimi ve giiriiltiilii gradyanlara kars1 saglamlik yer alir. Adam
optimizer daha hizli yakinsama saglayabilir ve ¢esitli uygulamalar i¢in derin

ogrenme modellerinde yaygin olarak kullanilir. Adam’in formiili su sekildedir:

t+1 t (vt+e
Ifade (3.10)’da Gt, t zamanindaki agirlik vektorii, a 6grenme orani, mt ve vt,

gradyanlarin birinci ve ikinci moment tahminleri, € ise, sifira boliinmeyi 6nlemek

icin kullanilan kiiciik bir degerdir.

accuracy training accurac

validation accuracy:
little overfitting

validation accuracy: strong overfitting

epoch
Sekil 3.6 Egitim ve Dogrulamanin Ogrenme Uzerine Etkisi [49]
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Modelin sonuglarim1 degerlendirmek i¢in kullanilan performans o&lgiimlerine
model metrigi denir. Dogruluk (accuracy), kesinlik (precision), duyarlilik (recall)
ve F1 skor smiflandirma modellerinde en yaygin kullanilan model metrikleridir.
Dogruluk, dogru tahmin sayisinin toplam tahmin sayisina orani iken, F1 skorun
formtilii asagidaki gibidir:

2xTP
2XTP+FP +FN (3.11)

F =

Ifade (3.11)’te TP gergek pozitifler deger sayis1 iken, FP ve FN, yanlis pozitif ve
negatif sayilaridir. Gergek pozitifler (TP), gercekten pozitif olan ve model
tarafindan dogru bir sekilde pozitif olarak tanimlanan 6rnekleri ifade eder. Yanlis
pozitifler (FP), aslinda negatif olan ancak model tarafindan yanlislikla pozitif
olarak tanimlanan durumlari ifade eder. Yanls negatifler (FN), aslinda pozitif olan

ancak model tarafindan negatif olarak tanimlanan 6rnekleri ifade eder.

Model i¢in bir diger 6nemli husus ise 6grenme oranidir (learning rate [45]).
Ogrenme orani, her yinelemede maliyet fonksiyonundaki minimizasyon miktar
olarak tanimlanir. Basit bir ifadeyle, maliyet fonksiyonunun minimum noktasina
indigimiz oran, 0grenme oranidir ve en iyi sonuca en etkili sekilde ulasmanin

anahtarlarindan birisi bu oran1 optimize etmektir.

Son olarak, modelleme esnasinda siklikla kullanilan su 3 terimi de agiklamak
gereklidir: yiginlar (batch [50]), devir (epoch [51]) ve birakma (dropout [52]).
Derin 6grenmenin en avantajli oldugu noktalardan birisi biiylik veri setlerinde
caligabilmenin kolayligidir. Bunu saglayan en onemli etkenlerden birisi, derin
ogrenme algoritmalarinin 6grenmeyi toplu olarak degil de verileri kii¢iik yiginlara
bolerek egitilmeye miisait olmasidir. Devir, her bir 6grenme dongiisiine verilen
addir. Ileri ve geri beslemenin bittigi her yinelemede bir epoch tamamlanmis
olmaktadir. Birakma ise gizli katmanlardaki rastgele noronlarin ilgili epochta
egitime dahil edilmeyip bu sekilde modelin asir1 O6grenme konusunda

diizenlilestirme yapildig1 tekniktir.
33 Makine Ogrenmesi ve Derin Ogrenme Arasindaki Farklar

Derin Ogrenme, makine Ogrenmesinin bir alt kiimesi oldugu halde, derin

ogrenmeyi makine Ogrenmesinden ayiran bircok temel fark bulunmaktadir.
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Aslinda ikisi de makinenin verilen girdileri bir ¢iktiya doniistiirmesi i¢in istatistiki
yontemleri kullandig: siiregleri kapsamasina ragmen, derin 6grenme, kullandig
veri ve Ogrenme teknikleri dolayisiyla geleneksel makine &grenmesi

yontemlerinden ayrilmaktadir.

Geleneksel makine 6grenmesinde, kullanilan veri genel itibariyle belirli bir yapiya
sahip ve etiketli verilerden olusmaktadir. Bir baska deyisle, modelin ¢alisabilmesi
icin, modelden Onceki siirecte, bazi girdilerin, belirli islemlerden gectigi bir siireci
takip etmesi gerekmektedir. Derin 6grenmede ise makine 6grenmesinde olan bazi
tipik on isleme adimlarim1 atlayip modeli olusturmak miimkiindiir. Bu
algoritmalar, insan miidahalesine bagimlilig1 ortadan kaldirarak 6zellik ¢ikarmay1
otomatik hale getirebilirler ve metin ve gorseller gibi yapisal olmayan verileri

kolaylikla isleyebilirler.

Ornegin, sayilarin bulundugu MNIST veri kiimesindeki egitim verilerini
kullanarak hangi gorselin hangi sayiyr gosterdigini derin  &8renme
algoritmalarindan evrisimsel sinir aglar1 (convolutional neural networks or CNN)
ile etiketlemek miimkiindiir. Derin 6grenme algoritmalari, hangi o6zelliklerin
sayilar1 belirlemede daha 6n plana ¢iktigimi1 (mesela dairesel bir sekil olup
olmamasi, ka¢ tane kosesinin oldugu gibi) belirlemesi miimkiin iken, bu durum
makine O6grenmesinde uzmanlarin modelden once girdileri 6n islemeye tabi

tutmasi ile gerceklesir.

Makine Ogrenmesi

Gy~ 3 i~

Girdi Oznitelik Cikarma Siniflandirma Cikti

Yapay Sinir Aglart

Girdi Oznitelik Cikarma + Smiflandirma Cikt1

Sekil 3.7 Makine Ogrenmesi ve Derin Ogrenmede Ozellik Isleme
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Ote yandan, bir fonksiyonun yerel minimum/maksimum degerini bulmak igin
kullanilan yinelemeli birinci dereceden optimizasyon algoritmasi dereceli azalma
(gradient descent) ve agdaki noronlarin agirliklarini ve yanlilik ayarlayarak sinir
aglarim1 egiten geri yayilim (backpropagation) ile yeni gorsellerin algoritma

tarafindan tahmin edilme dogrulugunu arttirmaktadir.

Derin Ogrenme

Yapay Sinir Aglar

Geleneksel Makine
Ogrenmesi

Veri

Performans

Sekil 3.8 Derin Ogrenmenin Veri Boyutu-Performans Iliskisi

Bunlara ek olarak, derin 6§renme hesaplama giiciine daha c¢ok ihtiya¢ duysa da
gerek biiyiik veri ile 0grenmesindeki etkililigi gerekse etiketli verilerde oldugu
gibi etiketsiz verilerde de dogrulugu tatmin edici sonuglar vermesinden dolayz,

birgok uzmanin favori modellerinden birisi olmustur.
34  Yaygm Derin Ogrenme Metotlar

Derin Ogrenme ¢atisi altina giren birgok algoritma vardir. Bu baslik altindaki alt
boliimlerde kullanilan en yaygin ii¢ algoritmaya ait kisa bir agiklamasi yer

almaktadir.

3.4.1 Tleri Beslemeli Sinir Aglar1 (Feedforward Neural Networks)

Cikt1
Katman:

Girdi Gizli Katman 1 Gizli Katman 2
Katmani

Sekil 3.9 Basit Bir ileri Beslemeli Sinir Ag1 Ornegi

41



Ileri beslemeli sinir aglar1, girdi katmanindan ¢ikt1 katmanina tek yonlii bir yolda

bilgi islemek icin tasarlanmis bir tiir yapay sinir aglaridir.

Birbirine bagli ¢ok sayida diigiim katmanindan olusur. Her katman bir dnceki
katmandan gelen verileri isler ve c¢ikti katmanina ulasana kadar bir sonraki
katmana gonderir. Her katmanin diigtimleri genellikle vektorler halinde gruplanir
ve her vektor, gelen verinin farkli bir 6zelligini veya karakteristigini temsil eder.
Ag, beklenen ve gergek cikti arasindaki farki en aza indirmek i¢in digim
baglantilariin  agirliklarini - degistiren geri yayilim (backpropagation) gibi
denetimli bir 6grenme yontemi kullamlarak egitilir. Ileri beslemeli sinir aglari,
siiflandirma, regresyon ve goriintii ve ses tanima uygulamalarinda yaygin olarak

kullanilmaktadir.
3.4.2 Evrisimsel Sinir Aglar1 (Convolutional Neural Networks (CNNs))

Evrisimsel Sinir Aglar1 (CNN), 6ncelikle goriintii tanimlama ve siniflandirma gibi

goriintli isleme uygulamalarina yonelik derin sinir aglaridir.

Siniflandirma
Katmanlar

Derin Oznitelik Ogrenme ve Cikartma
Katmanlan

» |insan

o
E © » |Gemi
O - |Araba
]
©
o
o
o

EEQ

Evrisim Havuzlama Evrisim Havuzlama

Tam Bagh Katmanlar
Sekil 3.10 Bir Evrisimsel Sinir Ag1 Ornegi

Evrisimli katmanlar, havuzlama katmanlar1 ve tamamen baglantili katmanlar dahil
olmak iizere birka¢ néron katmanina sahiptir. Evrisimli katmanlar, giris resminden
ozellik c¢ikarimmdan sorumlu olan agin temel yapr ogeleridir. Birlestirme
katmanlari, 6zelliklerin boyutsalligini azaltmak i¢in evrisimli katmanlarin ¢iktisini
alt orneklerken, tamamen bagli katmanlar resmi tanimlar. Egitim sirasinda ag,
agin ¢iktisinin istenen ¢iktiyla karsilastirildig: ve hatanin agirliklart ve sapmalari
degistirmek icin kullanildig1 geri yayilim (backpropagation) teknigi kullanarak
ndronlarmin agirliklarini ve sapmalarin1 optimize etmeyi O6grenir. CNN’ler
makinenin goz ve kulaklari olarak diisiiniilebilir. CNN'ler bilgisayar goriisii,
otonom sliriis, tibbi goriintiileme ve gercek zamanl videoda nesne tanima gibi ¢ok

cesitli uygulamalarda kullanilmaktadir.
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3.4.3 Tekrarlayan Sinir Aglari (Recurrent Neural Networks (RNNs))

Tekrarlayan Sinir Aglari, metin, ses ve zaman serisi verileri gibi sirali verileri
islemesi amaclanan sinir aglaridir. RNN'ler, ileri beslemeli sinir aglarinin aksine,
mimarilerinde bilginin dizideki bir asamadan digerine iletilmesine izin veren
dongiiler icerir. RNN'ler, verilerdeki gegici iliskileri ve oriintiileri yakalayabilir ve
bu da onlar1 dil modelleme, konusma tanima ve makine ¢evirisi gibi uygulamalar

icin uygun hale getirir.

Derin RNN'lerde meydana gelebilecek yok olan gradyan sorununu (vanishing
gradient problem) ele almak i¢in Uzun Kisa Siireli Bellek (LSTM) ve Kapili
Tekrarlayan Birim (GRU) gibi varyasyonlarla desteklenen RNN'ler, dogal dil

islemede ve konusma tanimada yaygin kullanim gérmektedir.

Katmant Katmani

Gizli Katman 1 Gizli Katman 2

Sekil 3.11 Basit Bir Tekrarlayan Sinir Ag1 Ornegi
3.5 Sonug¢

Hayvan beynini ilham alarak tasarlanarak hayatimiza giren ve bircok sektorde
genis kapsamli olarak kullanilmaya baglanan derin O6grenme, insanlarin
teknolojiyle etkilesim bicimini derinden degistiren bir teknoloji oldu. Biiyiik
hacimli verilerden i¢goriiler ¢ikarma kapasitesi, her alanda onemli ilerlemeler
sagladi. Her ne kadar modellerin yorumlanabilirligi (gizli katmanlar ve kara kutu
problemi) az olsa ve egitim ig¢in biiyilk veriye ihtiya¢ duyulsa da, derin
ogrenmenin gilinlik yasamlarimiz iizerindeki etkilerinin teknoloji ilerledikce

artmasi kaginilmazdir.
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4

ONERI SISTEMLERI VE SEYAHAT
ENDUSTRISI

41  Giris

Her gecen giin veri yogunlugunun arttifi ve giinlilk yaklasik 118 zettabayt
(129,742,372,077,568 gigabyte) verinin iiretildigi glinlimiizde [53], bu verilerin
anlamlandirilmas1  ve kullanicilara  tercihlerine ve davraniglarina  gore
kisisellestirilmis Oneriler sunarak yeni Triinleri, hizmetleri ve igerikleri
kesfetmelerini kolaylastirmak giinlimiiziin en 6nemli konularindan birisi haline

gelmistir.

Oneri sistemleri giiniimiiziin en popiiler konusu olmasina ragmen mazisi 70’li
yillara dayanmaktadir [54]. O zamanlarda internetin yayginlasmamasi ve veri
miktarinin yetersiz olmasi sebebiyle teoriler pratige basariyla uygulanmaktan ¢ok
uzaktaydi. Yapilan Oneriler kisisellestirilmemis, yetersiz ve yanlis olmasi
sebebiyle pek tercih edilmemekteydi. Ancak 1990’larin ortasindan itibaren oneri
sistemleri ayr1 bir arastirma dali haline gelmistir [55]. Glinlimiizde ise internet ve
sosyal medyanin ortaya c¢ikisi ile yasanan teknolojik devrim sayesinde bir¢ok
firma, makine O0grenmesi ve anlamsal yontemler ile metin analizi gibi farkli
teknikler ile kompleks oOneri sistemleri olusturdu ve kullanicilara, gec¢mis
davraniglar1 veya kullanicilarin tercihlerine gore cesitli basarili dneriler sunarak

katma deger elde etti ve etmeye de devam etmekteler.

G Aktor ya da
Aktrist 0&/'0'
D "y
PS%(“ ”lf,;'l
! Begenme Miizik i
Oneri

'é/ R Sistemi
Kullanic1 e /
5] e

Sekil 4.1 Basit Bir Oneri Sistemi Mimarisi
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Seyahat Oneri sistemleri, seyahat planlamay1 daha erisilebilir ve daha az zaman
alici hale getirerek giinlik yasamlarimiz iizerinde Onemli bir etkiye sahip
olmustur. Bu sistemlerin kullanimiyla gezginler, tercihlerine ve biitcelerine gore
varig yerleri, oteller ve aktiviteler icin kisisellestirilmis Oneriler alabilirler. Bu
sadece zamandan tasarruf saglamakla kalmaz, ayn1 zamanda gezginlerin daha

keyifli bir seyahat deneyimi yasamasini da saglar.

Ayrica seyahat oneri sistemlerinin de seyahat endiistrisi lizerinde 6nemli bir etkisi
olmustur. Cevrimi¢i seyahat acentelerinin ve inceleme sitelerinin yiikselisiyle,
gezginler her zamankinden daha fazla bilgi sahibi oluyor. Bu, her ne kadar
miisterileri ¢ekmek ve elde tutmak i¢in yiiksek kaliteli deneyimler saglamak icin
oteller ve destinasyonlar iizerinde baski olustursa da miisterilerin deneyimlerini

dogrudan artiran bir unsur olmustur.

Makine 6grenmesi ve derin 6grenmede devam eden ilerlemelerle birlikte seyahat
oneri sistemlerinin gelecegi umut verici goriinmektedir. Glinlimiizde dogal dil
islemeden resim ve videolar da dahil olmak {izere biiylik verinin analiz edilmek
icin kullanildig1 tiim alanlarda makine 6grenmesi ve derin 6§renme algoritmalari
oldukca basarili Oneriler olusturmakta ve kullanicilara i1yi bir deneyim

hazirlamaktadir.

Bu boliimde oneri sistemlerinin temelleri, tiirleri ve uygulamalari ile seyahat 6neri

sistemleri incelenecektir.

42  Oneri Sistemleri Siirecleri
Bu boéliimde 6neri sistemleri i¢in ne tiir verilerin hangi yollarla toplandigindan,
o0grenme ve tahminleme siireclerinden bahsedilmektedir.

4.2.1 Verilerin Toplanmasi

Sistemlerin diizglin ¢alisabilmesi i¢in probleme uygun verilerin toplanmasi ve
profil/model yapilanmasinin iyi olusturulmasi gereklidir [56]. Makul bir 6grenme
gergeklestirebilmek icin sistemin bildigi bilgilerin yeterli olmasi gerekmektedir,

yani modelin miimkiin oldugunca fazla bilgiyle beslenmesi gereklidir.
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Oneri sistemleri kullanicilardan aldiklar1 agik geri bildirimler ile kullanicilarin
kapali tercihlerinin goézlenmesi sonucunda olusan veriler ile beslenir. Agikca
kullanicidan alinan geri bildirimlerin sisteme etkisi, kullanicinin verdigi geri
bildirimin kalitesi ile iliskilidir. Kullanicidan efor beklemesi ve kullanicinin
istenen geri bildirimin hepsini agik¢a vermeyebilecek olmasi bu geri bildirim
sisteminin negatif kismi olmasimma ragmen kullanicinin {stii kapali geri
bildirimlerinden daha tutarli bir sonu¢ ortaya koyar. Bu iki ydntemin
negatifliklerini yok etmek i¢in genelde bu iki yontemin harmanlandigi hibrit

yontemler tercih edilmektedir.

« Tercihler « Goriigler « Ozellikler
- Puanlama « Davrans « Domain Bilgisi
o Etiketler + Demografik « Baglamsal Bilgi
= Yorumlar « Gereklilikler

« Davranis » Tercih

« Demografik « Baglam

« Baglam

Sekil 4.2 Oneri Sistemlerinde Miisteriden Toplanabilecek Ornek Veri Kiimesi
4.2.2 Ogrenme ve Tahminleme

Oneri sistemleri séz konusu oldugunda, 6grenme ve tahmin, kullanicilara
saglanan onerilerin kalitesini belirleyen temel bilesenlerdir. Ogrenme asamasinda,
kisisellestirilmis Onerilerde bulunmak i¢in, bilgi toplama asamasinda sagladiklari
orttilii ve acik geri bildirime dayali olarak kullanicinin 6zelliklerini filtrelemek ve
analiz etmek i¢in bir 6grenme algoritmasi kullanilir. Bu, yeni toplanan bilgileri
tahmin edebilen ve sistemin kullanicinin tercihlerine, davranislarina ve ilgi

alanlarina gore uyarlanmis oneriler sunmasina yardimet olan bir model olusturur.

Ancak, 6grenme algoritmasi ve modelinin dogrulugu, bilgi toplama asamasinda
toplanan verilerin kalitesine ve miktarina baglidir. Bu nedenle 6neri sistemleri,
O0grenme ve tahmin modellerinin dogrulugunu artiran ilgili verileri toplamak i¢in
genellikle igbirlikei filtreleme, igerik tabanli filtreleme ve hibrit filtreleme gibi
farkl teknikler kullanir.
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43  Seyahat Oneri Sistemleri

Ister is ister eglence icin seyahat etmek hayatimizin vazgecilmez bir pargas haline
geldi. Seyahat planlamasi yaparken dikkate alinabilecek birgok husus vardir:
gidilecek yerler, tarih, uygunluk, fiyat vb. Bu kadar ¢ok secenek mevcutken,
kisisel seyahat oneri sistemleri bir ihtiyac haline gelmistir. Bu sistemler, yolculara
ozel oneriler sunmak i¢in makine 6grenmesi algoritmalarini kullanarak ulagim,

konum, otel ve etkinlikler hakkindaki verileri degerlendirmektedir.

44  Temel Yaklasimlar

Oneri sistemlerinin birgogunda, sistemin bulundugu ortama kullanic1 veya ortam
ile ilgili eklenebilecek verilerin saglanmasinin ardindan filtreleme algoritmalar1
kullanmaktadir. Giiniimiizde olduk¢a fazla ve farkli amaglara uygun filtreleme
algoritmasi bulunmakla beraber en popiiler 3 tanesi: kullanicilarin Onceki
islemlerinde kullandig1 iceriklere uygun igeriklerin &nerildigi Igerige Dayali
(Content-based) Oneri Sistemleri, kullanic1 davranislarina gore benzer kullanici
gruplara gore igerik onerisi sunan Isbirligine Dayali (Collaborative) Oneri
Sistemleri ve bunlarin birlikte kullanilmasiyla olusan Hibrit Oneri Sistemleridir.
Bu yontemlerin her birinin avantajlari, dezavantajlari, sinirlamalari vardir ve bu

bolimde bu konulardan bahsedilecektir.

Omeri Sistemleri

iqerik Bazh Filtreleme i;hil‘lﬂ:qi Filtreleme Hibrid Filtreleme

7N

Model Bazh Filtreleme Hafiza Bazh Filtreleme

| / N\

Kiimeleme Metodu
Birliktelik Kurah Kullame: Bazh {riin Bazh
Bayesian Metot
Sinir Aglan

Sekil 4.3 Oneri Sistemlerinde Filtreleme Y&ntemleri
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Bunlara ek olarak, oneri sistemlerinde bir gruplama da oneri sistemleri nesli i¢in

yapilabilir. Oneri sistemleri ii¢ nesilde incelenebilir.

Ik nesil Oneri Sistemleri Bilgi Tabanl, Icerik Tabanli, Isbirligine Dayali
Filtreleme ve Hibrit Oneri Sistemleri tekniklerini kullanarak kisisellestirilmis
Oneriler kavramim tanitt1. Bu teknikler, her bir kullanicinin benzersiz tercihlerine
hitap eden kisisellestirilmis Onerilerin gelistirilmesini miimkiin kildig1 i¢in
onemliydi. Ornegin, Netflix'in 6neri motoru, kullanicinin izleme ge¢misini,
derecelendirmelerini ve farkli filmlerin veya TV sovlariin igerigi arasindaki

benzerligi dikkate alan bir Hibrit Oneri Sistemi kullanir.

Ikinci nesil Oneri Sistemleri, dnerilerin dogrulugunu artiran yeni teknikler getirdi.
Matris Carpanlarma Ayirma, Web Kullanim Madenciligi ve Kisilige Dayali Oneri
Sistemleri bu nesilde kullanilan tekniklerden bazilaridir.. Bu teknikler, karmasik
kullanic1 davranisini ve tercihlerini yakalayamama gibi birinci nesil tekniklerin
bazi sinirlamalarinin ele alinmasina yardimer olduklar igin énemliydi. Ornegin,
Amazon'un Oneri motoru, miisterilerine kisisellestirilmis iirlin Onerileri yapmak
icin igbirlik¢i filtreleme ve matris ¢arpanlarina ayirmanin bir kombinasyonunu

kullanir [5].

Ugiincii nesil Oneri Sistemleri, Yapay Zeka alaninda Derin Ogrenmenin devrimi
ile ortaya ¢cikmislardir. Bu nesil, Kisitl Boltzmann Makineleri, Derin Ogrenmeyi
Kullanan Isbirlik¢i Filtreleme, Derin Igerik Tabanli Oneri Sistemleri, CoNN
Kullanarak Incelemeleri Kullanan Kullanicilar1 ve Ogeleri Birlestiren Modelleme
ve Uriin Tabanli Oneri Sistemleri gibi yeni teknikleri tanitmistir. Bu teknikler,
Onerici Sistemlerin kullanic1 verilerinden daha karmasik ve soyut 6zellikler
Ogrenmesini saglayarak daha dogru ve kisisellestirilmig Onerilere yol actigi igin
onemlidir. Ornegin, Spotify'in éneri motoru, kullanicilarina sarki ve ¢alma listeleri
onermek icin kullanicit davranisini, miizik zevkini ve baglami analiz etmek igin

Derin Ogrenme tekniklerinin bir kombinasyonunu kullanilir,

Sonug olarak, Oneri Sistemlerinin her nesli, daha dogru ve kisisellestirilmis
onerilere yol acan yeni teknikler ve ilerlemeler getirmistir. Bu ilerlemeler, genel
kullanict deneyimini ve dijital {riin ve hizmetlerle ilgili memnuniyeti

iyilestirmede ¢cok dnemli olmustur.
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441 Icerik Tabanh Oneri Sistemleri (Content-based Filtering)

Kullanicinin 6n planda tutularak objelerin filtrelendigi Oneri bi¢imidir. Bu
sistemde Onceden yapilan islemler goz Oniinde bulundurularak nesnenin
ozelliklerine gore tahminleme yapilmaktadir. Internet sayfalari, yayinlar, haberler

gibi dokiimanlarin 6nerilmesinde yaygin olarak kullanilan basarili bir tekniktir.

Bu teknikte, en degerli igerigi bulmaya yarayan TFIDF (terim frekansina ters
belge frekansi) gibi uzay-vektor modelleri kullanilabilecegi gibi Naive Bayes
Smiflandiricisi, Karar Agaclart veya Yapay Sinir Aglar1 gibi olasiliksal metotlar
da kullanilabilir. Bu teknikte kullanicilarin sisteme herhangi bir etkisi olmazken,
en bliylik sinirlamasi ise nesnelerin 6zellikleri hakkinda derin bilgi birikimine
ihtiya¢ duymasidir. Google, Wikipedia, IMDB gibi siteler arama motorlarinda bu

yontemi kullanmaktadr.

Yeterli verinin olmadig1 durumlarda modelin baslamasinda meydana gelen soguk
baslangi¢ probleminin goriilmemesi, kullanici bagimsiz olmasi ve agiklanabilirligi
icerik tabanli Oneri sistemlerinin en biiyiik avantajlar1 iken, asir1 6grenmeye sebep
olabilmesi ve icerik Ozelliklerini 6zellik islemeye tabi tutmadaki zorluklar bu

modelin en biiyiik dezavantajlaridir.

Isbirlikei Filtreleme (Collaborative Filtering) lcerige Dayali Filtreleme (Content-Based Filtering)

e e
> Ay
Ikisi miisteri tarafindan satin alindi.

Musgteri tarafindan satin alind.

H I : Benzer Uriinler
Benzer Miisteriler

N A [

Miisteriye onerildi.

Bir misteri tarafindan satin alindi, diger misteriye onerildi.

|

Sekil 4.4 Isbirlikci ve Igerik Tabanli Oneri Sistemleri
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442  Isbirlik¢i Oneri Sistemleri (Collaborating Filtering)

Isbirlikci Oneri sistemleri, benzer kullanici davramislarinin modellenerek &neri
sunulmasini saglayan sistemlerdir. Temelinde ayni davraniglara sahip insan
gruplariinin eslesmesi ile 6nerme vardir. Ortak zevk, ihtiya¢ ve cikarlara sahip
kisilerin benzer istekleri olacagi varsayimina dayanmaktadir. Kullanic1 grubu -
nesne iliskisi temellidir. Bu sistemde iiretilen ¢iktilar Oneri olabilecegi gibi
tahminleme de verebilmektedir. Model tabanli ve hafiza tabanli olmak {izere iki

baslik altinda incelenebilirler.

e Hafiza Tabanl Oneri Sistemi; 6nceden kullanici tarafindan degerlendirilen
nesnelerin, kullaniciyla begeniler benzesen bir komsunun aranmasinda
kullanilmasini igeren oneri sistemidir.

e Model Tabanli Oneri Sistemi; isbirlik¢i &neri performansini arttirmak igin
onceki oylamalar1 kullanarak makine 6grenmesi modeli ile tahminleme
yapilmasini iceren sistemdir. Modellemede makine Ogrenmesi ve veri

madenciligi yontemlerini temel alir.

Amazon, Netflix gibi siteler e-ticaret kisimlarinda iiriinlerinin 6nerilmesinde bu

sistemi kullanmaktadir.

Alan bilgisi (domain knowledge) gerektirmemesi, yeni iiriin 6neri kabiliyeti ile
asir1 6grenmeyi engelleyen sisteme sahip olusu ve esnekligi, isbirlik¢i 6grenmenin
en giicli yanlar1 iken, soguk baslangic ve veri seyrekligi bu ydntemin

dezavantajlar arasinda yer alir.

44.2.1 Matris Carpanlara Ayirma (Matrix Factorization)

Matris ¢arpanlarina ayirma, oneri sistemlerinde kullanilan igbirlik¢i bir filtreleme
teknigidir. Kullanici-6ge etkilesim matrisini, ¢arpanlarina ayirma ydntemleri
matrisi kapsayan iki kiigiik matrise aymrmayi igerir. Oge popiilaritesine ve
kullanict performansina dayali olarak agirliklar1 diizenleyerek, ortaya cikan

tahminler iyilestirilebilir. Matris ¢arpanlara ayirmanin formiilii asagidaki gibidir:

T
Rij = Piij
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Sekil 4.5 Matris Carpanlara Ayirma Denklemi

Matris carpanlarina ayirma, kullanici-68e etkilesimlerini diisiik boyutlu bir gizli
uzayda modelleyerek, geleneksel Oneri yoOntemlerindeki seyreklik ve

Ol¢ceklenebilirlik sorunlarina etkili bir ¢oziim getirmistir.

Matris carpanlarina ayirma model tabanli ve bellek tabanli olmak {izere iki
kategoride incelenebilir. Buna ek olarak, matris carpanlarima ayirma, Oneri
dogrulugunu artirmak icin kullanict demografisi, 6ge Oznitelikleri ve zamansal
dinamikler gibi baglamsal bilgileri entegre edebilir. Bu teknik, baglama duyarli
matris ¢arpanlara ayirma olarak bilinir ve ¢esitli senaryolarda geleneksel matris

carpanlara ayirmaya gore {istiin performans gostermistir.

Oneri sistemlerinin yani sira, matris carpanlarina ayirmanin goriintii ve ses isleme,
dogal dil isleme ve sosyal ag analizi gibi bagka alanlarda da uygulamalar1 vardir.
Temel bir makine 6grenmesi teknigi olarak matris ¢arpanlara ayirma, Derin Sinir

Aglar1 Sinir Aglar1 gibi gelismis modellerin gelistirilmesine ilham vermistir.

4422 Kiimeleme Yontemi (Clustering)

Nesneleri benzerliklerine gore gruplandiran Onerilerde bulunma ydntemidir.

Kiimeleme, basitce, nesnelerin oOzelliklerini inceler ve benzerliklerine gore
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kiimelere koyar. Kullanicinin begendigi iirlinlerle ayni kiimedeki tiriinler daha

sonra onerilerde bulunmak ig¢in kullanilir.
4423 Karar Agaclar1 (Decision Trees)

Agac benzeri bir paradigma kullanan bir dizi yargiya dayali olarak oOnerilerde
bulunmak ic¢in bir yontemdir. Karar agaglari, biitce ve konum gibi bir dizi
kullanic1 tercihine dayali olarak kullanicilara konum, otel veya etkinlik 6nermek

icin kullanilir.
4.4.2.4 Birliktelik Kurah (Association Rule Learning)

Birliktelik kurali 6grenimi, bir veri kiimesindeki degiskenler arasindaki ilging
iligkileri ve oOriintiileri belirlemeyi amaglayan bir denetimsiz makine 6grenmesi
tirtidiir. Bu teknik, farkli veri 6geleri arasindaki bagimliliklar1 kontrol etmeyi ve

bunlar1 daha karl1 bir sekilde haritalamay icerir.

Birliktelik kurali 6grenmenin uygulamadaki bir 6rnegi, perakendeciler tarafindan
hangi Ogelerin siklikla birlikte satin alindigini belirlemek icin yaygin olarak
kullanilan pazar sepeti analizidir. Satic1, miisteri satin alma verilerini analiz ederek
iriinler arasindaki Oriintiileri ve iliskileri belirleyebilir ve ardindan bu bilgileri

iirlin yerlestirmeyi ve promosyonlar1 optimize etmek i¢in kullanabilir.

Ornegin, bir miisteri ekmek satin alirsa, birliktelik kurali grenme algoritmasi,
miisterinin ayn1 zamanda tereyagi, yumurta veya siit satin alma olasiliinin da
yiksek oldugunu onerebilir. Bu bilgilere dayanarak perakendeci, bu iiriinleri
birlikte magazaya yerlestirebilir veya miisteri dort iirlinii de satin alirsa 6zel bir

promosyon sunabilir.
4.4.2.5 Yapay Sinir Aglar1 (Neural Networks)

Yapay sinir aglarinda Oneri sistemleri, insan beyninin igleyisini taklit eden
onerilerde bulunmak i¢in bir yontemdir. Sinir aglari, cok sayida baglantili diiglim
katmanim1 kullanarak verileri degerlendirir ve verilerdeki Oriintlilere ve

korelasyonlara dayali Oneriler olusturur. Sinir aglari, biiyliik hacimli kullanict
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verilerini degerlendirmek ve ardindan kisisellestirilmis Oneriler saglamak ig¢in

Oneri sistemlerinde kullanilmaktadir.
4.43 Hibrit Oneri Sistemleri

Hibrit Oneri sistemleri, diger yontemlerin dezavantajlarint yok ederek en iyi
performansi almak i¢in birlikte kullanilmasi sonucu olusan oneri sistemleridir.
Hibrit Oneri sistemleri, igerik tabanli filtreleme, isbirlik¢i filtreleme ve matris
carpanlara ayirma gibi farkli Oneri algoritmalar1 birlestirilerek olusturulabilir.
Hibrit bir yaklagim kullanmanin temel amaci, her bir yontemin gii¢lii yonlerinden
yararlanmak ve zayif yoOnlerini azaltmaktir. Sistem, birden ¢ok algoritmay1
birlestirerek daha genis bir yelpazede Oneriler sunabilir, kullanicinin tercihlerini

karsilayabilir ve genel kullanict deneyimini iyilestirebilir.

Hibrit Oneri sistemleri, kisisellestirilmis Onerilerin  kullanici  deneyimini
gelistirmede c¢ok oOnemli bir rol oynadigi e-ticaret, sosyal medya ve diger
sektorlerde yaygin olarak kullanilmaktadir. Spotify tarafindan haftalik miizik

Onerisinde bu sistem kullanilmaktadir.
443.1 Carpanlara Ayirma Makineleri (Factorization Machines)

Carpanlara Ayirma Makineleri, matris c¢arpanlarina ayirma ve regresyon
modellerini birlestiren 6nerilerde bulunmak icin hibrit bir yaklagimdir. Carpanlara
ayirma makineleri, kullanici tercihlerini ve iiriin niteliklerini hesaba katan
kullanici-tirtin ~ etkilesimlerine dayali olarak 68e Onermek icin kullanilir.
Carpanlara Ayirma Makineleri, 6neri sistemleri olusturmak i¢in giiclii bir aragtir.
Karmagik o6zellik etkilesimlerini modellemede etkilidirler ve olduk¢a dogru

Oneriler saglayabilirler.
444  Takviyeli Ogrenme (Reinforcement Learning)

Takviyeli 6grenme, kullanici davranisindan 6grenmek ve deneme yanilmaya
dayanan Onerilerde bulunmak icin bir yontemdir. Takviyeli Ogrenme,
kullanicilarin sistemle zaman iginde nasil etkilesime girdigine dayali olarak 6ge

onermek i¢in kullanilan bir tekniktir.
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45 Genis ve Derin Ogrenme Sistemleri (Wide and Deep

Recommendation Systems)

Oneri sistemleri, e-ticaret, medya ve sosyal aglar dahil olmak iizere cesitli
sektorlerde yaygin olarak kullanilmaktadir. Dogru ve alakali dneriler saglamak
icin igbirlike¢i filtreleme, igerik tabanli filtreleme ve hibrit yaklagimlar gibi ¢esitli

algoritmalara ve tekniklere giivenirler.
4.5.1 Genis ve Derin Sinir Ag1

Google tarafindan oOneri sistemleri i¢in gelistirilen bir makine Ogrenme
algoritmasidir. Genis ve Derin Sinir A8 [31], temelinde, kullanici ve 6ge
ozellikleri arasindaki hem dogrusal hem de dogrusal olmayan iligkileri yakalamak

icin genis bir dogrusal modeli ve derin bir sinir agin1 birlestirerek tasarlanir.

Genis dogrusal model, kullanici ve 6ge Ozelliklerinin ana etkilerini yakalayan
basit bir dogrusal regresyon modelidir. Derin sinir ag1 ise bu 6zellikler arasindaki

karmasik etkilesimleri yakalar. Genis ve derin sinir ag1 iki ana bilesenden olusur:

e Genis Model: Bu model, kullanici ve 06ge 0Ozellikleri arasindaki
etkilesimleri yakalamak i¢in ¢apraz ¢arpim dontisiimleri kullanan dogrusal
bir modeldir.

e Derin Model: Bu model, kullanic1 ve 6ge 6zellikleri arasindaki dogrusal
olmayan etkilesimleri yakalamak i¢in birden ¢ok gizli katman kullanan

ileri beslemeli bir sinir agidur.

Genis ve derin sinir agi, hem dogrusal hem de dogrusal olmayan modellerin
giiclerini birlestirerek yiiksek dogruluk elde eder. Genis model, kullanici ve 6ge
ozelliklerinin ana etkilerini yakalarken derin model, bunlar arasindaki karmasik

etkilesimleri yakalar.
4.52 DLRM Algoritmasi

Derin Ogrenme Oneri Modeli (DLRM) [32], Facebook tarafindan éneri gorevleri
icin olusturulan bir makine dgrenmesi algoritmasidir. Oneri puanlari iiretmek igin

kullanici ve 6ge yerlestirmelerini hesaba katan bir tiir sinir agidur.

DLRM algoritmasi ii¢ ana bilesenden olusur:
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e Gomme Katmanm1 (Embedding Layer): Bu katman, seyrek girdi
ozelliklerini, kullanicilarin ve 6gelerin gizli 6zelliklerini yakalayan yogun
katmanlara doniistiiriir. Kategorik Ozellikleri benzersiz sayisal degerlere
dontistiirmek i¢in bir karma tablo (hash table) kullanir.

e Alt MLP: Bu katman, aralarindaki etkilesimleri 6grenmek icin girdi
ozelliklerini isleyen ¢ok katmanli bir algilayicidir (multilayer perceptron).

e Ust MLP: Bu, alt MLP'nin ¢iktisin1 isleyen ve oneri puanlarini olusturan

baska bir ¢ok katmanli algilayicidir.

DLRM yo6ntemi, oneri sistemleri, yiiksek derecede seyreklige sahip biiylik veri
kiimelerini islemek ic¢indir. Hem alt hem de iist MLP'leri kullanarak kullanic1 ve

0ge gommeleri arasindaki etkilesimleri 6grenerek yiliksek dogruluk elde eder.
46  Sonug

Oneri sistemleri, e-ticaret, medya ve sosyal aglar dahil olmak iizere cesitli
sektorlerde yaygin olarak kullanilmaktadir. Dogru ve alakali 6neriler saglamak
icin igbirlike¢i filtreleme, igerik tabanli filtreleme ve hibrit yaklagimlar gibi ¢esitli

algoritmalara ve tekniklere gilivenirler.

Facebook tarafindan gelistirilen DLRM algoritmasi ve Google tarafindan
gelistirilen genis ve derin sinir agi, Oneri gorevleri i¢in kullanilan iki popiiler
makine Ogrenme algoritmasidir. Her ikisi de, kullanici ve 068e 06zellikleri
arasindaki etkilesimleri yakalamak ve kullanicilara 6geleri 6nermede yliksek
dogruluk elde etmek icin dogrusal ve dogrusal olmayan modellerin bir

kombinasyonunu kullanir.

Bu boliimde 6neri sistemlerinin temelleri, tiirleri ve uygulamalar incelenmistir.
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5

DERIN OGRENME TABANLI SEYAHAT
ONERI SISTEMI GELISTIRME

5.1  Giris: Onerilen Yontem

Bu calisma kapsaminda, gercek bir seyahat acentesi sirketinin veri seti
kullanilarak, genis ve derin 6grenme yaklagimi ile kullanici ve iiriin 6zelliklerinin
kategorik olanlarinin gémme islemi uygulanarak, niimerik veriler ile modele

beslendigi yeni bir seyahat oneri sistemi olusturulur.

Calisma kapsaminda olusturulan model, kullanici modeli, iiriin modeli ve iki
modeli birlestiren birlestirme katmani olmak {izere ii¢ ana bdliimden olusur.
Kullanict ve iiriin modellerinin her biri, yogun (dense) vektorleri sabit boyuta
doniistiiren yerlestirmelerden (embedding) ve tamamen baglantili (fully connected

layer) bir katmandan olusur.

Her kategorik 6zellik gomme iglemine tabi tutulur. Gomme katmanindan sonra,
birlestirmelerin  yapilabilmesi i¢in boyut doniistirme katmani (Reshape)
uygulanir. Kategorik katmanlar ayr1 ayr1 gdomme islemine tabi tutulup doniisiim
yapildiktan sonra, tiim niimerik 6zelliklerin bulundugu bir katman ile birlestirilir.

Ardindan yogun katmandan (dense) gegirilirler.

Kullanict ve 6ge modelleri yigin normallestirme (batch normalization) yapilarak
tamamen baglantili katmana (fully connected layer) beslenir. Bagka bir deyisle,
kullanict ve liriin yerlestirmeleri, birbirinden bagimsiz olarak her bir kullanic1 ve
{iriin icin tek bir vektdr olusturmak iizere birlestirilir. Iki vektor daha sonra model
icin son giris vektoriinii olusturmak iizere birlestirilir. Modelin son katmani,
iirlinler iizerinde bir olasilik dagilimi veren softmax aktivasyon fonksiyonuna

sahip tamamen baglantil1 bir katmandir.

Her bir y1gin normallestirmeden 6nce 0.1 oraninda birakma (dropout) ve son

katman hari¢ her yogun katmanda relu aktivasyon fonksiyonu uygulanir.
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Modeldeki kategorik ozellikleri temsil etmek i¢in kullanilan gdmme vektorlerinin
boyutunu ifade eden embeding_size parametresi, her kategori 6zelligi 16 boyuttan

olusan bir vektorle temsil edilecek sekilde ayarlanir.

prod_input_Location City
(Noms, 1)

user_input_Passenger Type
(None, 1

‘user_input_mumber_faatures|
Nome, 4)

Sekil 5.1 Derin ve Genis Seyahat Oneri Sistemi Mimarisi

Egitim siirecinin her yinelemesinde kullanilan egitim 6rneklerinin sayisini ifade
eden batch_size, 512 olarak ayarlanir; bu, modelin bir seferde 512 egitim 6rnegini

analiz ettikten sonra agirliklarini glincelleyecegi anlamina gelir.

Egitim sirasinda egitim veri kiimesinin model iizerinden ¢alistirilma sayisini ifade

eden epochs, modelin 10 tur egitilmesi i¢in ayarlanir.

Modelin yogun katmanindaki ndron sayist olan dense layer size, iiriin 6zellik

gommeleri i¢in 256 ve kullanic1 6zellik gommeleri i¢in 64 olarak ayarlanir.

Model, kategorik ¢apraz entropi (categorical cross-entropy) kayip fonksiyonu,

dogruluk (accuracy) ve F1 skoru dlgiimleri ve ADAM iyilestirici ile derlenir.

Onerilen model, hem kullanicilarin hem de varis noktalarinin &zelliklerini
birlestirerek, farkli degiskenler arasindaki karmasgik iligkileri yakalayabilen gii¢lii,

dogrusal olmayan bir model olusturur.

Facebook'un DLRM’i ve Google''n genis ve derin sinir agr gibi mevcut

yaklagimlarla karsilagtirildiginda, onerilen yontem, kullanici ve iirlin verilerini
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model i¢inde ayr1 ayri isleme konusundaki benzersiz yaklasimiyla 6ne ¢ikiyor. Bu
yontem ile kullanici tercihleri ve davranislar1 daha incelikli bir sekilde anlagilmasi

saglanarak daha dogru ve kisisellestirilmig 6nerilere yol agilmaktadir.

Genel olarak oOnerilen yontem, oOneri sistemleri alaninda ileriye dogru atilmis
onemli bir adimi temsil ediyor ve gercek diinya verilerine ve kullanici davranisina
dayanan seyahat varis noktas1 onerisine giiglii ve yenilik¢i bir yaklasim sunuyor.
Daha fazla arastirma ve gelistirme ile bu yaklasim, seyahat endiistrisini
dontistiirme ve diinya c¢apinda milyonlarca insan ig¢in seyahat deneyimini

iyilestirme potansiyeline sahiptir.
5.2 Veri Kiimesi

Derin 6grenme modelleri, sistemlerin bireysel miisteriler i¢in dogru tahminler
yapmasini saglayarak, biiylik veri kiimelerinden karmasik oriintiileri 6grenme
yetenegine sahiptir. Bu nedenle bu c¢alisma kapsaminda, ucgak bileti satisi
konsolidatdr acentesi olan BiletBank’in 2012-2017 yillar1 arasindaki verisi
kullanilarak onerilen ugus oneri sistemi test edilmistir. Ayn1 veri seti kismi olarak
[57-60] c¢alismalarinda da kullanilmistir. [57]‘te Spark biiyiik veri platformu
iizerinde kosturulan isbirlik¢i algoritmalar kullanilarak bir ugus Oneri sistemi
gelistirilmistir. [58]’te ugus icin satilan ek hizmetler degerlendirilerek ek hizmetler
oneri sistemi gelistirilmistir. [59, 60]‘da acentelerin sattiklar1 ugak biletleri ve

davraniglar1 incelenerek miisteri kayip analizi lizerine ¢aligmalar yapilmistir.

Bu c¢alisma kapsaminda, iiye acente sirketinin 2175911 tekil miisterinin, 4218964
satirlik yaklagik 1 gigabyte boyutundaki 2017 ve oncesindeki miisteri ve ucus
bilgileri ile ilgili acentelerin bilgilerini igeren seyahat verisi kullanilmistir.
Toplanan veriler ©On isleme asamalarindan gegirilmis; veri temizligi,
normalizasyon, merkezilestirme, doniistiirme, biitlinlestirme ve aykirt durum

tespiti gibi 6n islemler uygulanmstir.

Tablo 5.1 Calismada Kullanilan Veri Kiimesindeki Kolonlarin Agiklamalari

Ozellik Aciklama Ozellik Aciklama
Passengerld Yolcu ID SeatCount Biletlenen koltuk sayist
PassengerType  Yolcu Tipi MarketingAirline Satan havayolu
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Type

Gender
BirthDate
WheelChairServi
ceType

Agencyld

BookingCode

VatFlag

SellingDate
Flight Baggage
TripType
DepartureDay
DepartureTime
ArrivalDay
ArrivalTime

Origin

Destination

BookingClass

PassengerType
sayisal degeri

Cinsiyet
Dogum Tarihi

Tekerlekli
sandalye
isteniyor mu?

Satis1 yapan
Acente ID

PNR

Yurt ici, Yurt disi

Satis tarihi
Bagaj boyutu
Yolculuk tipi
Kalkis giinii
Kalkis saati
Varis giinii
Varis saati

Baslangi¢
havalimani

Varis havalimani

Ucus sinifi

OperatingAirline

FareBasis
FareType

OD_Origin

OD_Destination

IsRefund

LoyaltyProgram

TicketTotal

PaymentType

IsScheduleChange

IsExpirationChange

Location City

Location_Country

Status_IfActive

T CreationDate

AgencyType

DefaultCurrency

Ucan havayolu

Stnif ve iicret tipinin kodu
Ucret tipi kodu
Baslangi¢ havaliman
(kisaltma)

Varws havalimani (kisaltma)

Geri iade edilmis mi etiketi

Sadakat programina dahil
mi?

Toplam satis tutari

Odeme tiirii

Ucgus saati degisti mi etiketi
Opsiyon degisikligi etiketi
Acentenin bulundugu sehir
Acentenin bulundugu iilke
Aktif mi

Acente kayit olusturulma
tarihi

Acente tiirii

Varsayilan para birimi

Veri Kiimesi, Passengerld, PassengerType, Gender, BirthDate ve LoyaltyProgram

gibi yolcu bilgileri de dahil olmak iizere ucak bileti satiglariyla ilgili ¢esitli veri

ozelliklerini icermektedir. Rezervasyon bilgileri, SellingDate, BookingCode,

BookingClass ve FareBasis gibi ayrintilar1 igerir. Ayrica MarketingAirline,

OperatingAirline, OD_Origin, OD Destination, DepartureDay, ve ArrivalDay

gibi ucus bilgilerini gosteren Ozellikler bulunmaktadir. Diger 6nemli 6zellikler,

O0deme ayrintilari, geri 6demeler ve para birimi bilgileri hakkinda bilgi saglayan

PaymentType, IsRefund, VatFlag ve DefaultCurrency'dir. Tablo 5.1°de tiim

Oznitelikler ve agiklamalar1 sunulmaktadir.
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Ham veri kiimesi kolonlariin veri tiirleri Tablo 5.2°de, bos deger sayilar1 (#null),
benzersiz veri sayilari ve niimerik kolonlar i¢in ylizdelik degerleri Tablo 5.3°te

verilmistir.

Tablo 5.2 Calismada Kullanilan Veri Kiimesindeki Kolonlarin Veri Tipleri

Ozellik Veri Tipi  Ozellik Veri Tipi
Agencyld int32 Location_Country category
AgencyType category LoyaltyProgram int8
ArrivalDay object MarketingAirline object
ArrivalTime object OD_Destination object
BirthDate intl6 OD_Origin object
BookingClass category OperatingAirline object
BookingCode object Origin object
DefaultCurrency category Passengerld int32
DepartureDay object PassengerType category
DepartureTime object PaymentType category
Destination object SeatCount int8
FareBasis object SellingDate object
FareType category Status_IfActive float64
Flight Baggage category T CreationDate object
Gender category TicketTotal floatl6
IsExpirationChange int8 TripType category
IsRefund int8 Type int8
IsScheduleChange int8 VatFlag category
Location_City object WheelChairServiceType int8

Tablo 5.3 Calismada Kullanilan Veri Kiimesindeki Kolonlarin Bos Deger ve

Benzersiz Deger Sayilari
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Ozellik #NULL #Unique Ozellik #NULL #Unique

Agencyld 0 3342 Location_Country 2 31
AgencyType 13406 5 LoyaltyProgram 0 2
ArrivalDay 0 2406 MarketingAirline 0 321
ArrivalTime 0 1082 OD_Destination 0 1059
BirthDate 0 251 OD_Origin 0 1012
BookingClass 94 108 OperatingAirline 0 393
BookingCode 11 2359497 Origin 0 1014
DefaultCurrency 2 4 Passengerld 0 2175911
DepartureDay 0 2405 PassengerType 0 5
DepartureTime 0 780 PaymentType 5515 8
Destination 0 1060 SeatCount 0 12
FareBasis 151760 21172 SellingDate 0 2311087
FareType 3855213 30 Status IfActive 2 2

Flight Baggage 41193 161 T CreationDate 2 2699
Gender 0 2 TicketTotal 0 7861
IsExpirationChange 0 2 TripType 0 3
IsRefund 0 2 Type 0 5
IsScheduleChange 0 2 VatFlag 0 2
Location_City 2 294 WheelChairServiceType 0 4

AgencyType, BookingClass, BookingCode, DefaultCurrency, FareBasis,
FareType, Flight Baggage, Location Country, PaymentType Status IfActive,
T CreationDate kolonlarinin kayip veriye (bos degere) sahip oldugu Tablo 5.3’te
de gorlilmektedir. Veri doniisim asamalarinda bu degerler i¢in islemler

yapilmistir.

Ayni sekilde, bazi kolonlarin niimerik olup kategorik davrandigi ve tersi Tablo
5.2’de goriilmektedir ve bu kolonlara tip doniisiim islemleri, veri doniisiim

kisminda yapilmistir.
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Tablo 5.4 Calismada Kullanilan Veri Kiimesindeki Niimerik Kolonlarin Yiizdelik

Degerleri
Ozellik 0 0.01 0.05 0.5 0.95 0.99 1
Agencyld 10088 1545013 1545960 1547653 1553033 1553825 1554048
BirthDate 1 1944 1956 1986 2007 2015 2017
IsExpirationChange 0 0 0 0 0 0 1
IsRefund 0 0 0 0 0 1 1
IsScheduleChange 0 0 0 0 0 1 1
LoyaltyProgram 0 0 0 0 0 0 1
Passengerld 1 56638.3 271454 2591078 4956012 5164284 5218779
SeatCount 0 1 1 1 4 6 11
Status I[fActive 0 0 0 1 1 1 1
TicketTotal 0 32 65 168 864 2244 29408
Type 1 1 1 1 4 5 5
WheelChairService 0 0 0 0 0 0 3

Type
Tablo 5.4’te gorildiigii lizere bazi kolonlar diisiik kardinaliteye sahip olmasina
ragmen niimerik veri tipinde bulunmaktadir ve bu veri tiplerinin doniisiimleri veri

doniisiim asamasinda yapilmistir.
5.3  Veri Hazirlama

Veri hazirlama kisminda, derin bir 6neri sistemi olusturmak i¢in gerekli 6n isleme

adimlart uygulanmigtir.
5.3.1 Kullanilan Kiitiiphaneler

Calisma asagidaki listelenen gerekli kitapliklari i¢e aktararak baslar:

NumPy: NumPy, ¢ok biiyiik, cok boyutlu diziler ve matrislerle ugragsmaniza izin
veren bir Python bilimsel bilgi islem arag setidir. Sayisal hesaplamalar i¢in temel
bir Python modiiliidiir ve veri bilimi, makine 6grenmesi ve bilimsel aragtirmalarda

yaygin olarak kullanilir.
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Pandas: Pandas, bir Python veri isleme ve analiz ara¢ takimidir. Devasa veri
kiimelerini etkili bir sekilde depolamak ve iglemek i¢in veri yapilarinin yani sira
veri temizleme, birlestirme, yeniden sekillendirme ve filtreleme araglari igerir.
Pandas, veri bilimi ve makine Ogrenmesi uygulamalarinda yaygin olarak

kullanilan bir programlama dilidir.

Matplotlib: Matplotlib, statik, animasyonlu ve etkilesimli goriintiiler olugturmak
icin kullanilabilen bir Python veri gorsellestirme paketidir. Cok ¢esitli

gorsellestirme isleri i¢in son derece esnek ve uygundur.

Seaborn: Seaborn, Matplotlib {izerinde gelistirilmis bir Python veri gorsellestirme
ara¢ takimidir. Yararl ve gorsel olarak ¢ekici istatistik gorselleri liretmek igin st
diizey bir arayiiz sunar. Seaborn, kesif amacli veri analizinin yani sira biiyiik veri

kiimelerinin gorsellestirmelerini iiretmek i¢in siklikla kullanilir.

Datetime: Datetime, tarihler ve saatlerle etkilesime girmenizi saglayan bir Python
paketidir. Tarihleri, saatleri ve zaman araliklarin1 temsil eden siniflarin yani sira
tarih ve saatleri bicimlendiren ve ayristiran yontemler icerir. Zaman serisi
verileriyle caligmak i¢in, veri analizinde ve makine 6grenmesi uygulamalarinda

genellikle tarih saat kullanilir.

Sklearn (scikit-learn): Cesitli yontemler kullanarak siniflandirma, regresyon,
kiimeleme ve boyut azaltma gibi gorevler i¢in araclar saglayan, NumPy ve SciPy
kiitiiphanelerinden iiretilen, popiiler bir Python makine 6grenmesi arag¢ setidir.

Makine 6grenmesi algoritmalar1 olusturmak icin basit arabirimler sunar.

Tensorflow: Google tarafindan tasarlanmis, agik kaynakli bir derin 6grenme
cergevesidir. TensorFlow, derin 6grenme arastirmalart ve uygulamalar1 igin
degerli bir aractir ¢linkii kullanicilarin hem CPU'larda hem de GPU'larda model

egitilmesine olanak tanir.

Keras: TensorFlow iizerinde ¢alisan iist diizey bir sinir ag1 API’dir. Derin sinir
aglar1 olusturmak ve egitmek icin kullanimi kolay bir arayliz saglar ve

kullanicilarin ¢esitli mimarileri hizl bir sekilde prototiplemesine olanak tanir.

53.2 Veri On Isleme
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Veriyi modelde kullanabilmek icin gerekli temizleme, filtreleme ve doniistiirme

gibi veri madenciligi islemleri uygulanmistir ve yeni 6zellikler olusturulmustur.

Calismaya, kiitiiphaneler eklenip veriler okunduktan sonra, ¢aligmada kullanilacak
veri kiimeleri (ugus ve acente verileri) birlestirilmistir ve tek bir veri kiimesi elde
ederek baglanmistir. Ardindan, 1920’den sonra doganlar ya da kalkis tarihi

mantikli olanlar gibi mantiksal veri filtrelemeleri yapilmigtir.

Aykir veriler tespit edilerek bu asamada filtrelenmistir. Eksik verileri doldurma
isleminde, veri setinin biiyiik bir kism1 bos olan 6nemsiz 6zelliklerin kaldirilmasi,
digerlerinin de doldurulmasi islemi uygulanmistir. Kategorik ve nlimerik veriler
ile tarih bazli verilerin doniistimleri yapilmistir. Kardinalitesi yiiksek ozellikler

belli bir esik degerinden sonra (Others gibi) gruplanmistir.

Mantiksal olarak modele daha uygun olacagi i¢in, her bir miisterinin her bir
aktarmali ucusunun inis ve kalkis zamanlar1 o rezervasyonun ilk kalkis ve son inis
zamanina esitlenmistir. Bilet licreti kolonu TicketTotal 0-250, 250-500, 500-750,
750-1000, 1000-1250, 1250-1500, 1500-2000 ve 2000+ i¢in kategorik degerlere

gruplanmistir.

Cift kopyali (duplike) o6zellikler yok edilmis ve dogum tarihinden miisteri yasi;
bilet satis, ucak kalkis ve inis tarihlerinden saat, giin, hafta, ay ve yil verileri elde

edilmisgtir.

Son olarak bu islemlerin sonucunda olusan gereksiz kolonlar elenmis, toplamda
50 6zellikli ve Tablo 5.5’te verilen dagilima sahip bir veri kiimesi olusturulmustur.
Tablo 5.6’da ozelliklerin veri tipleri ve Tablo 5.7°de benzersiz deger sayilari

verilmistir.

Tablo 5.5 Calismada Kullanilan Veri Kiimesinin Ozellik-Veri Tipi Dagilimi

Veri Tipi Adet Ozellikler

ID 3 Passengerld, Agencyld, BookingCode

CustomerAge, SellingDateDayofyear,

Niimerik 8
Hmett SellingDateWeekofyear, ArrivalDateDayofyear ...
Diisiik Kardinalite, 2 Ticketlotal, Type, PassengerType, Gender, VatFlag,

Kategorik TripType, PaymentType, DefaultCurrency, ...
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Yiksek Kardinalite,

11
Kategorik

Diisiik Kardinalite,
Kategorik Niimerik

Yiksek Kardinalite,
Kategorik Niimerik

Origin, Destination, BookingClass, MarketingAirline,

OperatingAirline, FareBasis, Location City ...

WheelChairServiceType, IsRefund, LoyaltyProgram,
IsScheduleChange, IsExpirationChange, ...

SeatCount, Flight Baggage Dep,
Flight Baggage Arv, SellingDateMonth, ...

Tablo 5.6 Veri Kiimesindeki Kolonlarin On isleme Sonrasi Veri Tipleri

Agencyld
AgencyType
ArrivalDayofyear

ArrivalHourDayParts

ArrivalMonth
ArrivalWeekofyear
Arrival Year
BookingClass
BookingCode
CustomerAge
DefaultCurrency
DepartureDayofyear
DepartureHourDayParts
DepartureMonth
DepartureWeekofyear
DepartureYear
DeparturetoArrivalDuration
Destination

FareBasis

Flight Baggage Arr

Veri Tipi

int32
category
int32

object

int32
int32
int32
category
object
int64
category
int32
object
int32
int32
int32
float64
object
object

int32

Location_City
Location_Country

LoyaltyProgram
MarketingAirline

OD_Destination
OD_Origin
OperatingAirline
Origin

Passengerld
PassengerType
PaymentType
SeatCount
SellingDayofyear
SellingHourDayParts
SellingMonth
SellingWeekofyear
SellingYear
SellingToDepartureDuration
Status [fActive

T CreationDate
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Veri Tipi
object
category
int8
object

object
object
object
object
int32
category
category
int8
int32
object
int32
int32
int32
float64
float64
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Flight Baggage Dep int32 TicketTotal category

Gender category  TripType category
IsExpirationChange nt8 Type category
IsRefund int8 VatFlag category
IsScheduleChange int8 WheelChairServiceType int32

Tablo 5.7 Veri Kiimesindeki Kolonlarin On Isleme Sonrasi Benzersiz Deger

Sayilari

#Unique #Unique
Agencyld 2Bl Location_City 294
AgencyType 5 Location_Country 31
ArrivalDayofyear 366 LoyaltyProgram 2
ArrivalHourDayParts 4 MarketingAirline 314
ArrivalMonth 12 OD_Destination 1055
ArrivalWeekofyear 53 OD _Origin 1006
Arrival Year 8 OperatingAirline 388
BookingClass 107 Origin 982
BookingCode 2355592 Ppassengerld 2174194
CustomerAge 97 PassengerType 5
DefaultCurrency 4 PaymentType 3
DepartureDayofyear 366 SeatCount 12
DepartureHourDayParts 4 SellingDayofyear 366
DepartureMonth 12 SellingHourDayParts 4
DepartureWeekofyear 53 SellingMonth 12
DepartureYear 8 SellingWeekofyear 53
DeparturetoArrivalDuration 3 SellingYear 6
Destination 884 SellingToDepartureDuration 172243
FareBasis 20689 Status IfActive 2
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Flight Baggage Arr 19 T CreationDate 2696

Flight Baggage Dep 21 TicketTotal 7843
Gender 2 TripType 2
IsExpirationChange 2 Type 5
IsRefund 2 VatFlag 2
IsScheduleChange 2 WheelChairServiceType 2

5.3.3 Veri Gorsellestirme

Veri gorsellestirme, biliylik ve karmasik veri kiimelerinden degerli i¢goriiler ve
modeller ¢ikarmamizi sagladigi i¢in modern veri analizinin ¢ok Onemli bir
yoOniidiir. Gorsellestirme, verilerin gorsel bir temsilini saglayarak veri iligkilerini
anlamay1 ve analiz etmeyi, egilimleri belirlemeyi ve diger analiz bigimleriyle

belirgin olmayabilecek 6nemli Oriintiileri vurgulamayi kolaylastirir.

Ayrica, veri gorsellestirme, gorsel bir ekran olmadan yorumlanmasi veya
anlasilmas1 zor olabilecek karmasik verilerle calisirken 6zellikle yararlidir.
Verilerin altinda yatan yapmin daha derinlemesine anlagilmasini saglar ve

degiskenler arasindaki iliskiye iliskin i¢goriiler saglayabilir

Bu bolimde modelde kullanilan ©nemli verilerin dagilimlarina  ait

gorsellestirmelere yer verilmistir.
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Sekil 5.2 Origin Kolonunun Dagilimi
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Destination
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Sekil 5.3 Destination Kolonunun Dagilimi
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Sekil 5.4 Booking Kolonunun Dagilimi
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Sekil 5.5 OperatingAirline Kolonunun Dagilimi
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Sekil 5.6 Location City Kolonunun Dagilimi
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Sekil 5.7 Flight Baggage Dep Kolonunun Dagilimi
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Sekil 5.8 Flight Baggage Arr Kolonunun Dagilimi
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Sekil 5.9 SeatCount Kolonunun Dagilimi
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Sekil 5.10 SellingMonth Kolonunun Dagilimi
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Sekil 5.11 PassengerType Kolonunun Dagilimi
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Gender

VatFlag
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Sekil 5.12 Gender Kolonunun Dagilimi
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Sekil 5.13 VatFlag Kolonunun Dagilimi
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Sekil 5.14 SellingDayParts Kolonunun Dagilimi

71




166 DepartureDateTimeHourDayParts
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Sekil 5.15 DepartureHourDayParts Kolonunun Dagilimi
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Sekil 5.16 SellingYear Kolonunun Dagilim1

166 CustomerAge
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Sekil 5.17 CustomerAge Kolonunun Dagilim1

54  Model Oncesi Hazirhk
Modelden Once veri lizerinde yapilan dontisiimler-degisiklikler asagidaki gibidir:
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Veriler, yalnizca en popiiler 50 ugus noktasi tutularak filtrelenir ve geri
kalanlar (tiim verinin %4,52’si) verilerden kaldirildi.

Kategorik ozellikler kategorik veri tipine, sayisal ozellikler ise float veri
tipine doniistlirtildi.

Veriler, egitim, test ve dogrulama kiimelerine bagimli ve bagimsiz
degiskenler olarak ayrildu.

Egitim verilerinin Passengerld, OD Origin ve OD_Destination bazinda
gruplanarak ayni yolcu tarafindan belirli bir seyahatin kac kez rezerve
edildigini gosteren yeni bir 6zellik olan Affinity olusturuldu.

Test ve dogrulama veri kiimelerinde, Affinity kolonuna egitim veri
kiimesindeki Affinity kolonu degeri atand1 ve eksik olanlar i¢cin Affinity'ye
0 atandi (Bu islem modelde yanlilik olugsmasini engellemek i¢in
yapilmistir).

Origin ve Destination kolonlarin1  kapsayan OD Origin  ve
OD_Destination 6zellikleri kaldirildi.

Model tiim 6zellikleri niimerik cinsten almak istedigi i¢in, hedef degisken
(y_train, y test, y val) one-hot kodlamaya tabi tutuldu ve kategorik
ozellikler, sklearn'den OrdinalEncoder kullanilarak kodlandi. Sayisal
ozellikler ise aykir1 degerleri 6nemsizlestiren, sklearn'den RobustScaler
kullanilarak 6lgeklendi.

Kodlanmis kategorik ve dlgeklendirilmis sayisal 6zellikler, egitim, test ve
dogrulama i¢in nihai veri kiimelerini olusturmak tizere birlestirildi ve
gereksiz degiskenler silindi.

Oge ve kullanicilarin niimerik ve kategorik dzellikleri Tablo 5.8’deki gibi

ayrildu.

Tablo 5.8 Kullanic1-Oge, Niimerik-Kategorik Ozellik Dagilimi

Ozellikler

Origin, BookingClass, MarketingAirline, OperatingAirline,

Kategorik Oge Location_City, Location_Country, VatFlag, TripType, PaymentType,

Ozellikleri

Kategorik Kullanic1

Ozellikleri

AgencyType, DefaultCurrency, SellingDateHourDayParts,
ArrivalDateTimeHourDayParts, DepartureDate TimeHourDayParts

PassengerType, Gender
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Niimerik Oge

Ozellikleri

SellingDateDayofyear, SellingDateWeekofyear,
ArrivalDateTimeDayofyear, ArrivalDateTimeWeekofyear,
DepartureDateTimeDayofyear, DepartureDateTimeWeekofyear,
SellingToDepartureDuration, SellingDateYear, ArrivalDateTimeYear,
DepartureDateTime Year ,DeparturetoArrivalDuration, SeatCount,
Flight Baggage Dep, Flight Baggage Arr, SellingDateMonth,
ArrivalDateTimeMonth, DepartureDateTimeMonth, Agencyld

Niumerik Kullanici

Ozellikleri

5.5

TicketTotal, CustomerAge, LoyaltyProgram, Affinity

Model

Derin 6neri sistemi model kodu, parametrelerin tanimlanmasi, modelin

olusturulmasi ve modelin egitimi olmak iizere ii¢ béliimden olugsmaktadir.

Modelde kullanilan hiper parametreler su sekildedir:

embeddings size: Modeldeki kategorik oOzellikleri temsil etmek igin
kullanilan gdbmme vektdrlerinin boyutunu ifade etmektedir. Bu ¢alismada
her kategori 6zelligi 16 katman boyutundan (layer size) olusan bir vektorle
temsil edilmistir.

batch_size: Egitim siirecinin her yinelemesinde kullanilan egitim
orneklerinin sayisini ifade eder. Bu calismada 512 olarak ayarlanmistir;
bu, modelin bir seferde 512 egitim Ornegini analiz ettikten sonra
agirliklarini giincelleyecegi anlamina gelmektedir.

epochs: Egitim sirasinda egitim veri kiimesinin model iizerinden
calistirilma sayisin1 ifade eder. Bu calismada model 10 donem igin
egitilmistir.

dense_layer size: Modelin yogun katmanindaki ndron sayisidir. Yogun
katman, modelin ¢ikti katmanindan 6nceki son katmanidir ve amaci,
onceki katmanlardan gelen bilgileri nihai bir tahmine dahil etmektir. Bu
caligmada {irlin 6zellik gdbmmeleri i¢in 256 ve kullanici 6zellik gmmeleri

icin 64 olarak ayarlanmistir.

Model, kullanict modeli, iiriin modeli ve iki modeli birlestiren birlestirme katmani

olmak iizere ii¢c ana boliimden olusmaktadir. Kullanici ve iirtin modellerinin her

biri, yogun vektorleri sabit boyuta doniistiiren yerlestirmelerden ve tamamen

baglantili bir katmandan olugsmaktadir.

74



Her kategorik 6zellik gdmme islemine tabi tutulur. Gomme katmanindan sonra,
birlestirmelerin yapilabilmesi i¢in boyut doniistiirme katmani  uygulanir.
Kategorik katmanlar ayr1 ayr1 gomme islemine tabi tutulup doniisiim yapildiktan
sonra, tim niimerik Gzelliklerin bulundugu bir katman ile birlestirilir. Ardindan

yogun katmandan gegirilirler.

Kullanic1 ve 6ge modelleri yigin normallestirme yapilarak tamamen baglantili
katmana beslenir. Baska bir deyisle, kullanict ve iirlin yerlestirmeleri, birbirinden
bagimsiz olarak her bir kullanic1 ve iiriin i¢in tek bir vektoér olusturmak iizere
birlestirilir. Iki vektdr daha sonra model igin son giris vektdriinii olusturmak iizere
birlestirilir. Modelin son katmani, {iriinler iizerinde bir olasilik dagilimi veren

softmax aktivasyon fonksiyonuna sahip tamamen baglantili bir katmandir.

Her bir y18in normallestirmeden once 0.1 oraninda birakma ve son katman harig

her yogun katmanda relu aktivasyon fonksiyonu uygulanmaistir.

Model, kategorik c¢apraz entropi kayip fonksiyonu, dogruluk ve F1 skoru

Olciimleri ve ADAM iyilestirici ile derlenmistir.

Dogruluk, smiflandirma gorevleri i¢in tasarlanmis makine Ggrenmesi
modellerinde yaygin olarak kullanilan bir performans 0lgiisiidii. Dogru
siiflandirilmig 6rneklerin toplam 6rnek sayisina oranini dlger. Dogrulugun bir
metrik olarak kullanilmasinin nedeni, modelin yeni veri noktalarin1 dogru bir
sekilde smiflandirma yetenegi agisindan ne kadar iyi performans gosterdigini
degerlendirmenin basit bir yolunu saglamasidir. Ancak, bir modelin performansini
tam olarak degerlendirmek i¢in diger Olgiimleri dogrulukla birlikte kullanmak
onemlidir. Bu nedenle modelde dogrulugun yaninda F1 metrigi de kullanilmistir.
F1 metrigi, hem kesinligi hem de geri ¢agirmay1 hesaba kattig1 i¢in dengesiz veri
kiimeleri i¢in yararh bir metriktir. Bunlara ek olarak model ¢iktilari, k=5 ve k=10
icin her bir kayit i¢in en iyi k ¢iktinin dogrulugunu veren en iyi k accuracy (top k

accuracy) ile degerlendirilmistir.

Kategorik capraz entropi, ¢ok smifli siniflandirma gorevlerini igeren makine
ogrenmesi modellerinde genellikle bir kayip islevi olarak kullanilan matematiksel
bir islevdir. Tahmin edilen olasilik dagilimi ile hedef degiskenin gergek olasilik

dagilimi arasindaki fark: dlger.
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56  Sonuclar ve Oneriler

Hig siiphesiz ki performans, herhangi bir sinir ag1 modelinin en kritik yonlerinden
biridir. Bu c¢alismada, derin ve genis bir sinir ag1 kullanan 6nerilen bir seyahat

Oneri sistemi ile Tablo 5.9’daki sonuglar elde edilmistir.

Tablo 5.9 Model Sonuglar

kategorik Eniyi 5 Eniyi 10 | Dogrulu F1
capraz entropi | Dogruluk | Dogruluk k

Egitim 1.1129 0.8833 0.9541 0.6173 | 0.6456
(onuncu devir)

Test 1.0913 0.8871 0.9561 0.6250 | 0.6486

Modelin biiyiik veri kiimeleri lizerinde etkili bir sekilde egitim verme yetenegi,
genellikle bu zorlukla miicadele eden geleneksel makine 0grenmesi ve Oneri
sistemi modellerine gére dnemli bir avantajdir. Bu yaklasimin basarisi, karmagik
veri analizi ve isleme ihtiyaclarinin ele alinmasinda derin Oneri sistemlerinin

etkinliginin ikna edici bir dogrulamasi olarak hizmet eder.

Calisma esnasinda karsilasilan en biiylik zorluklardan birisi ortiilii/gizli geri
besleme(implicit feedback) oneri sistemlerinin en zorlayici konularindan birisidir.
Kullanicinin puanlamasini sayfa goriintiilemeleri, tiklamalar ve satin alma gegmisi
gibi ¢esitli davraniglardan tespit etmek meydan okuyucu bir zorluktur. Bu ¢alisma
kapsaminda bu zorlukla basa ¢ikmak i¢in miimkiin varis duraklarinin puanlamasi
degil de miisterinin hangi varis duragimi segecegine yonelik bir model

gelistirilerek oOrtiilii besleme sorunu ¢oziilmiistiir.

Model egitimi esnasinda miimkiin oldugunda hesaplama karmagikligin1 diistirecek
optimal parametreler kullanilarak egitim islemi gerceklestirilmistir. Daha optimize

ve/veya karmagik modeller kullanilarak sonuglarin iyilestirilmesi miimkiindiir.
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6

SONUC

Literatiir arastirmasinda da goriildiigii lizere kisisellestirilmis Oneri sistemleri

bir¢ok alanda basaril bir sekilde uygulama alani bulmustur.

Bu calismada, yapay sinir aglari ve derin 6grenmenin temel kavramlari ve
ozellikleri incelenmistir. Oneri sistemleri siiregleri ve seyahat oneri sistemleri
hakkinda bilgi verilmistir. Ayrica, yapay sinir aglarinin 6neri sistemlerine katkilar

ele alinmistir.

Bu calisma kapsaminda, Facebook'un DLRM’i ve Google'in genis ve derin sinir
ag1 ile karsilastirildiginda, kullanici ve iiriin verilerini model i¢inde ayr1 ayri
isleme konusundaki benzersiz yaklagimiyla 6ne ¢ikan, hem kullanicilarin hem de
varig noktalarinin 6zelliklerini birlestirerek, farkli degiskenler arasindaki karmasik
iligkileri yakalayabilen gii¢lii, dogrusal olmayan bir model olusturan derin ve
genis ogrenme tabanli bir seyahat Oneri sistemi gelistirilmistir. Bu yontem ile
kullanic tercihleri ve davranislar1 daha incelikli bir sekilde anlagilmasi saglanarak

daha dogru ve kisisellestirilmis 6neriler olusturulmustur.

Bu ¢alisma kapsaminda, gergek bir seyahat acentesi verisi kullanilmis ve ¢calisma
sonunda 50 hedef noktasindan en 1yi 5’1, egitim verisinde %88.33, test verisinde

%88.71 dogrulukla tahminlenmistir.

Derin ve genis Oneri sistemlerinin gelismis teknikleri ve yetenekleri, onlari
karmagik verileri analiz etmek ve dogru, kisisellestirilmis Oneriler saglamak i¢in
giliclii bir ara¢ haline getirmektedir. Veriler karmasiklik ve Olgekte biiylimeye
devam ettikge, derin ve genis Oneri sistemleri ig basarisin1 artirmada ve kullanici

deneyimlerini iyilestirmede giderek daha 6nemli hale gelecegi kuskusuzdur.

Onerilen derin ve genis 6grenme tabanli seyahat 6neri sistemi yontemi, seyahat
oOneri sistemleri alaninda ileriye dogru atilmis 6nemli bir adimi temsil etmekte ve
gercek dilinya verilerine ve kullanic1 davranisina dayanan seyahat varis noktasi
Onerisine giliclii ve yenilik¢i bir yaklasim sunmaktadir. Daha fazla arastirma ve
gelistirme ile bu yaklagim, seyahat endiistrisini doniistiirme ve diinya c¢apinda

milyonlarca insan i¢in seyahat deneyimini iyilestirme potansiyeline sahiptir:
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Onerilen derin ve genis Ogrenme tabanli seyahat tavsiye sistemi yoOntemi, bu

alanda umut verici bir gelismeyi temsil etmektedir.
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