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OZET

Derin Ogrenme ile Giinliik Aktivite ve Seyahat Tiirlerini

Birlikte Tanima

Jemshit ISKANDEROV

Bilgisayar Miithendisligi Anabilim Dali

Yiiksek Lisans Tezi

Danisman: Dr. Ogr. Uyesi M. Ama¢c GUVENSAN

Aktivite tanima ve seyahat tiirii tanima saglik, akilli ortam, ulasim planlama, trafik
yonetimi gibi genis uygulama alanina sahip 6nem arz eden bir konudur. Kisilerin
aktivitelerinin takip edilmesi akilli telefonlarin ve akilli saatlerin yayginlasmasi ile
daha kolay hale gelmistir. Aktivite ve seyahat tiirli tanima literatiirde ayr1 ayri ele
alinmis problemler olsa da dogas1 geregi bu problemleri birlikte degerlendirmek
daha fazla uygulama alanina cikti iiretmeyi saglamaktadir. Bu ¢alismada bu iki
konu tek bir problem olarak ele alinmistir. Tez kapsaminda akilli telefonlarda
bulunan ivme o6lcer, jiroskop ve miknatis 6lcer sensorleri kullanilarak 13 adet
aktivite ve seyahat tiirli cihazin kisi {izerindeki konumundan bagimsiz
siniflandirilmistir. Bu aktivite ve seyahat tiirleri sunlardir: sabit durma, yiiriime,
kosma, merdiven ¢tkma, merdiven inme, bisiklet, motosiklet, araba, metro, tren, hizli
tren, tramvay, metrobiis. Bu tezde ham veri, istatistiksel 6zellikler ve Oto Kodlayici
ile cikartilan 6zellikler kullanilarak LSTM derin 6grenme yontemi ile siniflandirma
yapilmistir. LSTM (Long Short-Term Memory) agiyla 16 saniyelik pencerede
istatistiksel ozelliklerle %86.4, ham verilerle %83.3, Oto Kodlayic1 6zellikleriyle

%79.3 dogruluk edilmistir. Bu sonuclar makine 6grenmesi yontemleri olan Naive

XV



Bayes, Karar Agaci, Destek Vektor Makineleri ve Rasgele Orman ile elde edilen
sonuclar ile karsilastirilmistir. Makine 6grenmesi yontemleriyle sirasiyla %56.9,
%71.2, %81.6 ve %83.8 dogruluk sonuclar: elde edilmistir. LSTM ile en iyi elde

edilen sonuc tizerinde iyilestirme yapilarak %93.1 dogruluk elde edilmistir.

Anahtar Kelimeler: Aktivite Tanima, Seyahat Tiirii Tanima, Derin Ogrenme,

Istatistiksel Ozellikler

YILDIZ TEKNIiK UNIVERSITESI
FEN BILIMLERI ENSTITUSU
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ABSTRACT

Activity Recognition and Transport Mode Detection

Using Deep Learning

Jemshit ISKANDEROV

Department of Computer Engineering

Master of Science Thesis

Advisor: Assist. Prof. Dr. M. Ama¢ GUVENSAN

Activity recognition and travel mode detection is important topic with application
areas in health, smart environment, transportation planning and traffic
management domains. The recognition of human activities has become easier due
to the widespread use of smartphones and smart watches. While activity
recognition and travel mode detection are treated as separate problems in the
literature, evaluating them together will provide solutions to wider application
domains. In this paper activity recognition and travel mode detection are treated
as single problem. In the scope of thesis 13 activities and travel modes are
classified using accelerometer, gyroscope and magnetometer sensors that are built
in smartphones. Classified activities and travel modes are still, walk, run, upstairs,
downstairs, bicycle, motor, car, metro, train, HSR, tram and metrobus. In this thesis,
LSTM (Long Short-Term Memory) deep learning method is trained with raw data,
with 27 statistical time domain features and with features extracted by Auto

Encoders. Using 16 seconds windows and LSTM, we have obtained 86.4%

XVII



accuracy with time domain features, 83.3% accuracy with raw data, 79.3%
accuracy with features obtained from Auto Encoder. Those results are compared
with results obtained from Naive Bayes, Decision Tree, Support Vector Machine
and Random Forest machine learning methods. Accuracy results obtained from
machine learning methods are %56.9, %71.2, %81.6 and %83.8 in order. 93.1%

accuracy is obtained after healing of best result obtained using LSTM.

Keywords: Activity Recognition, Transport Mode Detection, Deep Learning,

Statistical Features
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GIRIS

1.1 Giris

Aktivite tanima uzun zamandir lizerinde ¢alismalar yapilan bir konudur. Aktivite
tanima calismalari kisinin yiiriime, kosma, oturma gibi basit aktivitelerini ve/veya
yemek yapma, ders anlatma, bitki sulama gibi karisik aktivitelerini taniyabilmeyi
(siniflandirabilmeyi) amaclamaktadir. Kisisel form gelisimi (kalori 6l¢gme, aktivite
takip), hastalarin hareket takibi [1] [2], akilli ortamlar [3], kisiye 6zel onerilerde
bulunmak icin mobil uygulamalar gibi genis uygulama alanina sahip olan aktivite
tanimay1 giiniimiizde hayata gecirmek, daha onceki telefon veya giyilebilir cihaz
kullanmayan aktivite tanima yaklasimlarina kiyasla, ¢cok daha elverisli ve uygun
hale gelmistir. Aktivite tanimanin kolay uygulanabilir hale gelmesinin en biiyiik
sebeplerinden birisi akilli telefonlar ve giyilebilir cihazlardir. 2018 yilinda 3.3
milyar akilli telefon kullanicisi vardi [4] ve giinliik akilli telefon kullanimi 2017°de
3.3 saat etmekteydi [5]. Akilli saat ve akilli bileklik gibi giyilebilir cihazlarin 2018
senesinde kullanici sayist 51.9 milyona ulagsmistir [6]. Herkes tarafindan her giin
kullanilan bu cihazlarda bulunan ivme 6lcer, jiroskop, miknatis 6lcer, basing dlcer
vb. sensorler aktivite tanima yapmak icin uygun olmaktadir. Bir¢ok calisma basit
aktivite [7] [8] ve karisik aktivite tanima [9] konusunu ayri ele almislardir. Bazi
calismalar bu iki tiir aktiviteleri beraber degerlendirmistir ve ikisini birlikte
tanimaya calismistir [10]. Calismalarin ¢ogu ivme Olcer ve jiroskop sensorleri
yardimiyla basit aktivite tamima konusunda iyi sonuclar elde etmislerdir. Karisik
aktivite tanima icin ise bu sensorlerin yeterli olmadig1 ve GPS vb. ortam hakkinda

bilgi iceren verilerin olmasi gerektigini vurgulamislardir [11].

Seyahat tiirii tanima hava kirliligi 6l¢timii/takibi [12] [13], ulasim planlama ve
trafik yonetimi [14] gibi uygulama alanlarina sahip énemli bir konudur. Kisinin

araba, metro, tramvay, otobiis ile seyahat etme aktivitelerini birbirinden ayirt



etmek seyahat tiirii tanimaya Ornektir. Seyahat tiiri tanimanin uygulama
alanlarindan olan ulasim planlama ve trafik yonetimi icin anket doldurarak veya
telefon yoluyla bilgiler toplayarak ¢oziimler uygulanmistir. Daha sonra ¢aligmalar
akilli telefonlarda bulunan GPS, ivme Olcer, jiroskop vb. sensorleri kullanarak
seyahat tiirli tanima islemini daha uygun sekilde yapmislardir. Bircok calisma GPS
ve ulasim ag bilgilerini kullanarak seyahat tiirti tanimasi yapmistir [15] [16] ve
iyi sonuclar elde etmislerdir. Diger calismalar GPS kullanmadan ivme Olcer,

jiroskop ve/veya miknatis Olcer ile bu probleme ¢6ziim 6nermislerdir [17] [18].
1.2 Literatiir Ozeti

Literatiirde aktivite tanima ve seyahat tiirii tanima ayr1 ayr1 ele alinmis konulardir
ve lizerinde cok calismalar yapilmistir. Aktivite tanima tizerinde calisma yapan
makaleler basit aktivite ve karisik aktivite tanima olmak tizere konuyu ikiye
ayirarak probleme yaklasmislardir. Uzerinde en cok calisma yapilmis olan basit
aktiviteler, belirli aksiyonlardan olusan ve c¢ok kisa siirede yapilabilen
aktivitelerdir. Yiirime, kogsma, oturma, ziplama gibi aktiviteler basit aktivitelere
orneklerdir. Karisik aktiviteler ise daha uzun stirede ve birkac tane basit aktivite
ve aksiyonlarin birlesiminden olusan aktivitelerdir. Yemek pisirme, ev temizligi

yapma, alisveris yapma, ders anlatma karisik aktivitelere 6rnektir.

Aktivite tamima alaninda bircok makale basit aktiviteler {izerinde calismislardir.
Bu calismalarin 6nemli bir kismi sadece ivme Olcer sensorlerinden toplanan
verileri kullanmisglardir. Basit aktiviteleri tanimak icin kiiciik boyutlu pencereler
yeterli goriilmiistiir ve 16 saniyenin altinda pencere boyutlar: tercih edilmistir
[19] [20] [21]. Makale [22] aktivite tanimada enerji tiiketimi tizerinde caligsmistir
ve Ozellik sayisin1 artirmanin, verinin ornekleme frekansini artirmanin enerji

tliketimini olumsuz etkiledigini yazmustur.

Makale [23] MLP (Multi-Layer Perceptron) agi kullanarak 6 tane aktiviteyi (sabit
durma, yiirime, tempolu kosma, merdiven cikma, merdiven inme, oturma)
siniflandirmistir. %91 dogruluk elde eden bu calisma merdiven inme ve merdiven
cikma aktivitelerinin birbiriyle kanistirildigini yazmistir. Benzer aktiviteler

lizerinde ivme Olcer sensoriiyle aktivite tanima yapan makale [24] Karar Agaci ile
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%85 dogruluk elde etmistir. Makale [24] egitim verisinin ¢cok olmasinin dogrulugu
olumlu etkiledigini yazmistir. ivme 6lcer kullanan bir diger calisma [19] sabit
durma, yiiriime, kosma, yatma, ziplama ve oturma aktivitelerini siniflandirmistir.
Makale [19] hem cihaz oryantasyonundan hem de cihaz konumundan bagimsiz
basit aktivite tanimasi yapmustir. iPhone cihazlariyla toplanan veriler iizerinde

%86 dogruluk sonucunu elde etmislerdir.

Basit aktivite tanimada sadece ivme 6lcer kullanarak en iyi sonuclardan birini elde
eden makale [7] 5 tane aktivite {izerinde calismistir. ivme 6lcer eksenlerinin
biiyiikligiini  (karelerinin  toplaminin  karekokii)  kullanarak  cihaz
oryantasyonundan bagimsiz aktivite tanimasi yapmistir. Sabit durma, yirtime,
kosma, bisiklet siirme, araba siirme aktivitelerine ait veriler QDA (Quadratic
Discriminant Analysis) algoritmasi ile egitilmis ve %95 dogruluk sonucunu elde
edilmistir. k-NN (K-Nearest Neighbors) algoritmasi kullanildiginda ise %93
dogruluk sonucunu almiglardir. [25] makalesi ivme Olcer ile yiiriime, tempolu
kosma, kosma, merdiven ¢ikma, merdiven inme ve bisiklet siirme aktiviteleri
lizerinde calismistir. Bu calismada SVM (Support Vector Machines) makine
ogrenmesi yontemiyle %80 civar1 dogruluk elde etmislerdir. ivmedlcer sensérii
kullanarak en iyi sonuclardan birini elde eden makale [2] 8 basit aktivite izerinde
calismistir. %95 dogrulukla siniflandirilan bu aktiviteler sunlardir: sabit durma,
ytiriime, kogsma, diisme, araba siirme, merdiven ¢ikma, merdiven inme, bisiklet
stirme. Makale [2] siniflandirma modelini ¢evrimdis1 egittikten sonra ¢evrimici

olarak bu modeli giincellemistir ve kisiye 6zel siniflandirma modeli olusturmustur.

Makale [26] ivme Olcer ve jiroskop sensorleri kullanarak 5 basit aktiviteyi (sabit
durma, yilirime, yatma, merdiven c¢ikma, merdiven inme) %89 kesinlikle
siniflandirmistir. Benzer sekilde ivme olcer ve jiroskop sensorlerini kullanan
makale [27] 6 basit aktiviteyi %94 dogrulukla siniflandirmistir. Makale [8] ivme
olcer, jiroskop ve miknatis Olgcer kullanarak basit aktivite tamima yapmuistir.
Siniflandirilan aktiviteler sunlardir: sabit durma, yiirtime, kosma, oturma, bisiklet.
Bu 5 aktiviteyi %97 dogrulukla siniflandirabilen bu makale en iyi sonug elde eden

calismalardan biri olsa da, kisitl aktiviteler izerinde calismistir. Bir diger birden



fazla sensor kullanan calisma [28] ivme Olcer, G sensor, 151k sensOrdi, miknatis
olcer, jiroskop ve yakinlik 6lcer sensorleri kullanmistir. Bu sensorlerden toplanan
verilerden hem zaman alaninda hem de frekans alaninda 6zellikler cikartilmistur.
Makale [28] frekans alaninda oOzellik c¢ikartmanin daha karisik oldugunu
yazmistir. Bu makale cihaz oryantasyon ve konumundan bagimsiz aktivite tanima
yapan calismalardan biridir. Cikartilan o6zelliklerle Karar Agaci egitilmistir ve 5

basit aktivite %94 dogrulukla siniflandirilmistir.

Aktivite tanimada derin 6grenme yontemleri kullanan ve iyi basarilar elde eden
calismalar mevcuttur. Makale [29] ivme Olcer ve jiroskop sensor verilerinden
sinyal resmi olusturmustur ve daha sonra bu resimlerden Konvoliisyonel Sinir Ag1
(CNN) kullanarak 6zellik ¢ikartmustir. UCI veri setinde' (6 basit aktivite) %97
dogruluk elde etmistir. Benzer bir yaklagimi makale [30] kullanmistir ve WISDM?
(6 basit aktivite) veri setinde %98 dogruluk elde etmistir. Calisma [31] Kisith
Boltzmann Makinesi (RBM) derin O6grenme yontemi kullanarak o6zellikler
cikartmistir. UCI veri seti iizerinde Rasgele Orman (RF) makine Ogrenmesi
yontemiyle %75 dogruluk elde ederken Onerdikleri MM-RBM yoOntemiyle %81
dogruluk elde etmislerdir. Makale [32] Tekrarlayan Sinir Ag1 (RNN) cesidi olan
LSTM derin 6grenme yontemi kullanarak WISDM veri seti {izerinde %92 dogruluk

elde etmistir.

Aktivite tamimanin yaninda bir diger konu olan seyahat tiirii tanima, genel olarak
nokta esasli veya boliim esasl seyahat tiirii tanima olarak ikiye ayrilabilir. Bu iki
yaklasim siniflandirma hizi (gercek zamanli veya degil), kullanilan sensorler (GPS
kullanmak veya kullanmamak) ve c¢oziilen problemin amaci acilarindan
birbirinden farkhidirlar. Bolim esasli  simiflandirmanin  nokta esash
siniflandirmadan en 6nemli farki tahmin edilen sinif degismedigi siirece tahmin
tek bir sonuc olarak degerlendirilir. Ozellikle kisinin yolculuklarini seyahat tiirii
bazli boliimlere ayirmak icin kullanilmaktadir. Bu yiizden boliim esash seyahat

tlirti tamima yapan caligmalarin bir kismi sadece GPS sensorii kullanmistir [16]

! https://archive.ics.uci.edu/ml/datasets/Heterogeneity +Activity + Recognition
2 http://www.cis.fordham.edu/wisdm/dataset.php#activityprediction
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[33] [34]. Arac veya yolculuk degisikligini anlamak icin GPS sensoriindeki ani yon
degisimi vb. farkli yaklasimlar kullanilmistir. Nokta esasl seyahat tiirii tanimadaki
amac ise seyahati yolculuklara ayirmak degildir. Bu yaklasimda kisinin seyahat
tirtinii gercek zaman yakin siirede tahmin etmektir. Eger GPS sensorii
kullanilmigsa, sensérden her veri toplandiginda gercek zamanli siniflandirma
tahmini yapilmaya calisilir. Eger ivme 6lcer gibi hizli veri toplanabilen sensérler
kullanilmissa, belirli boyuttaki pencere araliklariyla siniflandirma yapilir ve gercek
zamana yakin bir siirede sonug iiretilmeye calisilir. Seyahat tiirii tanima yapan
calismalarin yarisindan fazlasi 20 saniye ve altinda pencere boyutlarn
kullanmislardir. Pencere boyutunu biiyiitmenin dogrulugu c¢ok olumlu

etkilemedigi [18] ve [35] makaleleri tarafindan belirtilmistir.

Makale [18], bu projede bir boliimii kullanilan veri setinin tamamini kullanarak
seyahat tiiri tanima calismast yapmustir. Siniflandirilan 5 seyahat tiirleri
sunlardir: yiiriime, bisiklet, sabit durma, kosma, aracta (hizli tren, tren, metro,
otobiis, araba, motosiklet). 30Hz frekansta toplanan verilerden zaman ve frekans
alaninda ozellikler cikartilmistir. 17 saniyelik pencereler kullanan bu ¢alisma SVM
makine 6grenmesi yontemiyle %92.5 dogruluk elde etmistir. Calismanin asil odak
noktasi enerji tiiketimini azaltmaktir ve jiroskop sensor verisini yazilimsal olarak
elde etmiglerdir. Bu ylizden test asamasinda sadece ivme 6lcer ve miknatis Olcer
sensorlerini kullanmiglardir. Ayni1 zamanda smiflandirma asamasinda Ozel
donanim kullanmiglardir (CPU islemci yerine MCU). Enerji tiikketimini daha
azaltmak icin 6nce ivme Olcer ile sabit durma aktivitesi tespitini, sonra diger biitiin
hareketli tiirleri ayirt etmek icin iki asamali siniflandirma yapmislardir. Bu
calismada aracgla seyahat tiirlerinin hepsi tek sinif altinda siniflandirilmis oldugu
icin ¢ok kapsaml calisma degildir. Makale [35] bu 5 sinifi ivme o6lcer, jiroskop,
miknatis Olcer sensorleri kullanarak ve Derin Sinir Ag1 (DNN) ile %95 dogrulukla
siniflandirabilmistir. Makale [36] bu projede kullanilan veri setini kullanarak
seyahat tiirii tanima calismasi yapmistir. ivme élcer, jiroskop ve miknatis lcer
sensorlerinden toplanmis verilerden zaman ve frekans alaninda 6zellikler
cikartilarak 17 saniyelik pencereler ile siniflandirma yapilmistir. Bu calisma
seyahat tiirii ve arac tiirii olmak iizere iki farkli ve bagimsiz siniflandirma deneyi
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yapmustir. Siniflandirilan gurubun birincisi sabit durma, yiiriime, kosma, bisiklet
ve arac siniflarindan olusmustur. SVM makine 6grenme yontemi ile bu 5 seyahat
tlirlerini %86 dogruluk ile siniflandirmiglardir. Calismanin diger deneyi olan ve
metro, tren, hizli tren, araba, motosiklet, otobiis arac tiirlerinden olusan deneyde
k-NN yontemiyle %83 dogruluk elde etmislerdir. Bu deneyler birbirinden bagimsiz
ele alinmistir ve iki asamali siniflandirma degildir. Makale [13] benzer bir
yaklasimla seyahat tiirlerini birlestirerek siniflandirma yapmistir. Bu makale 7
tane etiket arasinda siniflandirma yapmuastir: sabit durma, yiirtime, kosma, bisiklet,
yol, ray, ucak. Bu calisma araba, otobiis, motosiklet ve elektrikli araclar yol etiketi
altinda tek sinif olarak degerlendirmistir. Tramvay, tren ve metro seyahat tiirlerini
ray etiketi altinda tek smif olarak kullanmislardir. Veriler 100Hz frekansta
toplanmistir ve ivme Olcger, jiroskop, GPS sensorleri kullanilarak %94-%96

dogruluk sonucunu elde etmislerdir.

Yiiriime, tempolu kosma, bisiklet, metro, araba ve otobiis olmak {izere 6 tiir
arasinda siniflandirma yapan ¢alisma [37], SVM ile cevrimi¢i 6§renme yapmuistir.
Cevrimici 6grenme yaparak kisiye 6zel siniflandirma modeli olusturulabilir. Bu
calisma diger calismalardan farkli olarak ivme olcer, jiroskop, miknatis Olger
sensorlerinin yaninda yer ¢ekimi ve basing 6lcer sensorlerini de kullanmistir. Bu 5
sensorden toplanan veriler {izerinde Normallestirme (Normalization),
Diizlestirme (Smoothing) yapilmistir ve 6 simf arasinda %97 dogruluk ile
siniflandirma yapilmistir. Calisma [38] ivme Olcer, jiroskop ve miknatis Olcer
sensorleri kullanarak 8 tane seyahat tiiriinii siniflandirmistir. Bu seyahat tiirleri
sabit durma, yiiriime, metro, vapur, tren, tramvay, araba ve otobiistiir. Rasgele
Orman makine o6grenmesi yontemi 1 dakikalik pencereler ile egitilmistir ve
siniflandirma asamasindan sonra iyilestirme algoritmasi uygulanarak %91

animsama elde edilmistir.

GPS sensorii kullanarak seyahat tiirti tanima yapmak dogrulugu artirmaktadir
[39]. Ama fazla enerji tiiketimi [39] ve sinyal olmayan mekanlar [16] gibi
problemleri birlikte getirmektedir. Makale [40] ivme Olcer ve GPS sensor

verilerinden cikartilan 6zellikleri kullanarak sabit durma, yiirtime, kosma, bisiklet



ve ara¢ olmak tizere 5 aym etiketi siniflandirmistir. Aracg etiketi araba ve otobiis
verilerinden olusmaktadir. 20 saniyelik pencereler kullanarak Rasgele Orman
makine Ogrenmesi yontemiyle egitim yapilmistir. Bu calisma siniflandirma
asamasindan sonra boliim esash iyilestirme algoritmasi uygulamistir ve sonucu
%4 iyilestirerek %93.8 dogruluk elde etmistir. Bir diger GPS sensorii kullanan
makale [39] sabit durma, yiiriime, bisiklet, araba, otobiis, tren ve tramvay olmak
lizere 7 seyahat tlriini siniflandirmistir. Bu calisma cihaz oryantasyonundan
bagimsiz seyahat tiirii tanima yapmak icin ivme o6lcer eksenlerinin biiyiikliigiinii
(karelerinin toplaminin karekokii) kullanmistir. Rasgele Orman makine
o0grenmesi yontemi kullanarak ivme olcer, jiroskop sensorleri ile %86 civari
dogruluk elde ederken ek olarak GPS sensorii kullaninca %95 dogruluk oranina
ulasabilmislerdir. Makale [39] daha fazla sensor kullanmanin dogrulugu olumlu
etkiledigini yazmistir. GPS sensorii ile seyahat tiirii tanimaya calisan makale [41]
ylirime, bisiklet, motosiklet, araba ve otobiis olmak tiizere 7 simnif {izerinde
calismistir. Karar Agaci makine 6grenmesi yontemi 90 saniyelik pencereler ile
egitilmistir ve iki asamali siiflandirmadan sonra %79 kesinlik sonucuna
ulagsmistir. Makale [41] araba, otobiis ve bisiklet seyahat tiirlerinin benzer
desenler icerdigi icin birbiriyle karistirildigini belirtmistir. Makale [33] yiirtime,
bisiklet, otobiis, araba siniflarin1 GPS sensor verilerinden cikartilmis ozellikleri
kullanarak siniflandirmistir. Boliim esash seyahat tiirti tanima yapan bu calisma
yolculuklar1 GPS nokta kiimeleri ve GPS yoOniindeki ani degisimlere bakarak
ayirmaya calismistir. Makale [33] diger calismalarda sik kullanilmayan Sinir
Aglarim1 kullanmay1 tercih etmistir ve %94 dogruluk sonucunu elde etmistir.
Calisma [34] GPS sensor verileri kullanarak yiiriime, bisiklet, e-bisiklet, araba ve
otobiis seyahat tiirleri izerinde calisma yapmustir. Makale [33] gibi boliim esaslh
seyahat tiirti tanima yapmustir ve yolculuklari benzer yontemlerle birbirinden ayirt
etmistir. Egitim yontemi olarak Bayesian Aglar1 kullanilmis ve %92 dogruluk elde

edilmistir.

Makale [42] ivme Olcer ve GPS sensor verileri izerinde Kalman filtre uyguladiktan
sonra Ozellik ¢ikartmistir. Cihaz oryantasyonundan bagimsiz seyahat tiirti tanima
icin ivme Olcer eksenlerinin biiyiikligiini kullanmistir. Bu c¢alisma DHMM
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(Discrete Hidden Markov Model) yontemiyle 9 seyahat tiiriinii siniflandirmistir:
sabit durma, yiiriime, bisiklet, motosiklet, araba, otobiis, tren, tramvay, metro. Bu
seyahat tiirlerini siniflandirmada %75 F1 sonucunu elde etmislerdir. GPS ve ivme
Olcer sensorleriyle birlikte GSM kullanan makale [43] 4 tane seyahat tiiriini
siniflandirmistir. Siniflandirma iki asamali olup 6nce sabit durma aktivitesi tespit
edilmistir. Kisinin harekette olup olmadigina karar vermek icin 10 saniyelik
pencere siiresi icerisindeki kayit oldugu GSM kulelerinin sayisina bakilmistir. Sabit
durma, yiirtime, araba ve tren siniflarini %85.2 dogrulukla siniflandirmislar ve

siniflandirma yontemi olarak Karar Agacini se¢cmislerdir.

GIS (Geographic Information System) gercek zamanli ulasim tiirleri rotasi, sefer
bilgileri gibi verileri bulunduran sistemdir. GPS sensor ve GIS verileriyle kisinin
bulundugu rotanin hangi ulasim tiiriine ait oldugu tespit edilebilmektedir.
Seyahat tiirii tanimada GIS verilerini kullanmak dogrulugu olumlu etkilemektedir
[43]. Ama GIS verilerine erismek siirekli internet baglantis1 gerektirmektedir.
Ayrica GIS verileri her sehir icin mevcut degildir. GPS ve GIS verilerini kullanan
calismalardan biri olan makale [15] sabit durma, yiirtime, bisiklet, araba, otobiis
ve tren seyahat tiirlerini siniflandirmistir. Calisma sadece GPS verisi ile %75
dogruluk elde ederken GPS ve GIS verilerini birlikte kullanarak dogrulugu %93'e
ylikseltmistir. Makale [16] GPS ve GIS verileri ile kapsamli calisma yapmaistir. 10
tane seyahat tiirtinii simiflandiran bu calisma makine Ogrenmesi yontemi
kullanmamistir. Bulanik mantik sistemleri (fuzzy logic systems) kullanan bu
calisma bolim esasli seyahat tiirii tanimasi yapmistir. Yolculuklari boliimlere
ayirmak icin ise durma veya sinyal eksikligi anlarin1 kullanmistir. Siniflandirilan
seyahat tiirleri sunlardir: yiiriime, bisiklet, araba, otobiis, tren, metro, tramvay,
vapur, yelkenli tekne ve ucak. Simiflandirma 3 katman ile yapilmistir. Birinci
katmanda aktivitenin kara, su veya havada yapilan seyahat tiiri oldugu tespit
edilmistir. Diger katmanlarda ise detayli seyahat tiirii tespiti yapilmistir. Diger
calismalardan daha fazla seyahat tiirtinti %91 basariyla siniflandirsa da hem GPS
sensorii hem de GIS verileri kullanmak uygulanabilirlik, pil tiiketimi acisindan

problem olusturabilmektedir.



Sadece ivme Olcer kullanarak seyahat tiirii tanima yapan calismalar mevcuttur.
Sadece ivme Olcer kullanmak daha az enerji tilketmekte, internet baglantisina
ihtiyac duymamakta ve kapali mekanlarda da calismaktadir. Ivme 6lcer sensérii
kullanan makale [44] yiirtime, bisiklet, araba, tren siniflarini tanimaya caligmistir.
Bu 4 seyahat tiiriinii Rasgele Orman yontemi kullanarak %99 dogrulukla
siniflandirmistir. Benzer bir sekilde yiirlime, araba, otobiis, tramvay/tren
tlirlerinden olusan 4 sinifi sadece ivme olcer kullanarak ayrit etmeye calisan
makale [45] %82 dogruluk elde etmistir. Makale [45] boliim esasl siniflandirma
yapmustir ve yolculuklar yiirtime aktivitesiyle birbirinden ayirmistir. Sadece ivme
Olcer sensoOr verileri kullanan bir diger ¢calisma olan [46], Karar Agaci kullanarak
su seyahat tiirlerini %70 dogrulukla siniflandirmustir: sabit durma, Yyiiriime,

bisiklet, metro, araba, otobiis.

Diger calismalardan farkli olarak ivme Olcer ve jiroskop sensorleriyle birlikte
doniis sensortii kullanan makale [47] ylirtime, kosma, bisiklet, otobiis ve arabadan
olusan 5 seyahat tiirii iizerinde calisma yapmistir. Doniis sensorii kullanarak cihaz
oryantasyonundan bagimsiz seyahat tiiri tamimasi yapmistir. Sensorlerden
ozellikler cikartildiktan sonra mRMR yontemiyle bu 6zellikler arasinda 6zellik

secme islemini gerceklestirmis ve %95 dogruluk elde etmislerdir.

Seyahat tiirii tanima alaninda derin 0grenme yontemleri ile calisma yapmis cok
az calisma mevcuttur. Makale [48] sadece ivme 6lcerden elde edilen veriler ile 12
saniyelik pencereler olusturmus ve 6zellik cikartma yapmadan Tekrarlayan Sinir
Agina (RNN) girdi olarak vermistir. Sabit durma, yiiriime, kosma, bisiklet ve arac
olmak iizere 5 sinifi %94 dogrulukla birbirinden ayirt etmislerdir. Bir diger calisma
olan [17] Konvoliisyonel Sinir Ag1 (CNN) derin 6grenme yontemi kullanmistir.
Ivme olcerden toplanan veriler iizerinde Normallestirme ve Diizlestirme
yapildiktan sonra aga girdi olarak verilmistir. Bu makale sabit durma, yiirtime,
bisiklet, metro, tren, araba, otobiis tiirlerini siniflandirmistir ve %94 dogruluk elde

etmistir.



1.3 Tezin Amaci ve Kapsami

Bu projede kisilerin giinliik aktivite ve seyahat tiirlerinin birlikte taninmasi
amaclanmaktadir. Simiflandirilan 6 adet aktivite ve 7 adet seyahat tiirii sunlardir:
sabit durma, yiiriime, kosma, merdiven ¢ikma, merdiven inme, bisiklet, motosiklet,

araba, metro, tren, hizli tren, metrobiis ve tramvay.

Aktivite ve seyahat tiirlerini siniflandirmak icin ivme Olcer, jiroskop ve miknatis
olcer sensor verileri kullanilmistir. Projenin amaclarindan biri 13 adet aktivite ve
seyahat tiiriinii GPS, GIS, GSM gibi fazla enerji tiiketen sensorleri ve verileri
kullanmadan iyi bir basariyla siniflandirabilmektir. Bu sekilde her mekanda ve
internet erisimine ihtiyac duymadan, daha az enerji tiiketimi ile siniflandirma
yapilabilmektedir. Projenin bir diger amaci, sensorlerle veri toplarken ve
siniflandirma yaparken, cihazin kisinin viicudu tizerindeki konumundan (cep, bel,
el, canta) ve cihaz oryantasyonundan (dikey, yatay) bagimsiz aktivite ve seyahat

tlirti tanimas1 yapmaktir.

Aktivite tamima icin calismalarda kiiciik pencere boyutlar1 (1-5 saniye)
kullanilmistir. Yiiriime, merdiven c¢ikma, kosma gibi giinliikk aktiviteler kisa
pencereler kullanilarak iyi basariyla siniflandirilabilmektedir. Diger yandan
seyahat tiirlerinin yolculuk desenlerini c¢ikartmak ve iyi basariyla bunlar ayirt
etmek icin daha uzun pencereler (5-90 saniye) iizerinde siniflandirma yapmak
gerekmektedir. Bu tezde aktivite ve seyahat tiirlerini birlikte iyi basariyla

taniyabilmek icin ideal pencere boyutunu bulmak amaclanmaktadir.

Projede farkli yontemlerle veriden ozellikler ¢ikartilarak yapilan siniflandirma

sonuclar birbirleriyle karsilastirilmistir:

- Ham veriyi kullanmak
- Oto Kodlayic1 (derin 6grenme) yontemi ile 6zellik cikartmak

- Bilirkisi yardimiyla zaman alaninda 6zellik ¢ikartmak

Siniflandirma yontemi olarak LSTM derin 0grenme yontemi tercih edilmistir.
LSTM derin 6grenme yonteminin tercih edilmesinin sebebi, periyodik tekrarlayan

aktivitelerin zamanla olusturdugu desenleri anlayabilmek, bellekte tutabilmek ve
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gecmis zaman baglaclarini kullanarak daha iyi siniflandirma yapabilmektir. LSTM
ile elde edilen sonuclar Naive Bayes, Karar Agaci, SVM ve Rasgele Orman makine
o0grenmesi yontemleri ile karsilastirilmistir. Derin O0grenme ile biiyiik veri
lizerinde calisabilmek ve c¢ok smifi daha iyi basariyla siniflandirabilmek
amaclanmaktadir. Bunlarin yaninda derin 6grenmedeki egitim parametrelerinin,
kullanilan pencere boyutlarinin, veriye 6n isleme uygulamanin aktivite ve seyahat

tlirti tanima sonucuna etkilerini bulmak amacglanmaktadir.

Projede basit aktiviteleri siniflandirmak amacglanmaktadir, yemek yeme gibi
karnisik aktiviteler kapsam disidir. Seyahat tiirleri olarak acikhava (outdoor)
seyahat araclari iizerinde calisilmistir. Kiiciik motosiklet (scooter), bina ici mini
otobiis, yatak tastyici gibi bina ici seyahat arac tiirlerini siniflandirmak bu projenin

kapsami disindadir.
1.4 Hipotez
Bu projede hipotezler sunlardir:

- Gilnliik aktivite ve seyahat tiirleri ayni (tek) problem olarak ele alinabilir
ve birlikte derin 6grenme yontemiyle siniflandirilarak iyi sonug elde
edilebilir

- Bilirkisi yardimiyla cikartilan o6zellikleri ve/veya Oto Kodlayici derin
ogrenme yontemiyle cikartilan 6zellikleri kullanmak, ham veri kullanarak
siniflandirma yapmaktan daha iyi sonug tiretir

- Sensorlerden elde edilen verilerin biiyiikligli (eksenlerin karelerinin
toplamimnin  karekokii) hesaba katilarak cihaz konumundan ve

oryantasyonundan bagimsiz aktivite ve seyahat tiirii tanimasi yapilabilir

Makalenin ikinci boliimiinde aktivite ve seyahat tiirlerini tamimak, uygulama
alanlari, hangi sensorler ile veriler toplandigi, siniflandirma yapmanin adimlari
detayl sekilde anlatilmistir. Bu konuda ¢alisma yapmis makalelerin tercih ettikleri
siniflandirma yontemleri, algoritmalar ve fonksiyonlar anlatilmistir. Daha sonra
ticlincti boliimde aktivite ve seyahat tiirii tanima adimlarinin bu projede nasil

uygulandig1 anlatilmaktadir. Veri toplama, veri 6n isleme, siniflandirma adimlari
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ve tercih edilen yontemler, algoritmalar ve araclar anlatilmistir. Dordiincii
boliimde bu projede elde edilen sonuclar sunulmustur ve besinci boliimde bu

sonuclar degerlendirilmistir ve tartisilmistir.
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2

AKTIVITE VE SEYAHAT TURU TANIMA

Bu boliimde aktivite ve seyahat tiirii tanima icin kullanilan sensorler, uygulama

alanlar1 ve siniflandirma icin izlenen genel adimlar anlatilmistir.
2.1 Aktivite ve Seyahat Tiirii Tanima

Aktivite tamima yiliriime, kosma, merdiven cikma gibi kisinin giinliik yaptig
aktiviteleri simiflandirmaktir. Seyahat tiirti tanima ise kisinin metro, tramvay,
araba gibi araclarla yaptig1 seyahat tiirlerini siniflandirmaktir. Aktivite tanima
yontemleri goriintii esasl ve sensor esasl diye ikiye ayrilabilir (Sekil 2.1). Gortintii
esash [49] aktivite tanima icin ortamda sabit kameralarin olmasi gerekmektedir.
Bu sekilde kisinin (veya kisilerin) yaptig1 hareketler siirekli kayit edilir ve daha
sonra bu veriler kullanilarak aktivite tanima yapilir. Bu yontem tasinabilirlik,
kullanici mahremiyeti, fiyat ve uygulanabilirlik acisindan cazip degildir.
Sensorlerin kullanilmasi aktivite tanima icin kamera kullaniminin meydana
getirdigi dezavantajlar1 azaltmaktadir. Sensor esasli aktivite tanima iki bashk
altinda toplanabilir (Sekil 2.1): harici sensorler ve dahili sensorler. Harici
sensorlerin [50] kameralar gibi ortama sabit monte edilmesi gerekmektedir.
Harici sensoOrlere 6rnek pasif kizil otesi sensor, mikrofon ve termal kameralar
olabilir. Bu yontemin kullanim alanlari icin akilli evler, akilli ofisler vb. genellikle
kapali alanlar [3] [50] 6rnek olarak verilebilir. Dahili sensorler kisilerin giinliik
kullandiklari cihazlarin icindeki sensorlerdir. Akilli telefon ve giyilebilir cihazlarda
(akilli saat veya akilli bileklik) bulunan ivme 6lcer, jiroskop, GPS, yakinlik 6lcer
vb. sensorler dahili sensorlere ornektir. Kisiler akilli telefonlari, akilli saatleri ve
giyilebilir cihazlar1 hep yanlarinda tasidiklari icin, bu cihazlardaki dahili sensorleri
aktivite tanmima icin kullanmak cok uygun hale gelmektedir. Bu projede dahili
sensorler olan ivme oOlcer, jiroskop, miknatis 6lcer kullanilarak aktivite ve seyahat

tlirti tanima gerceklenmistir.
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Sekil 2.1 Aktivite tanima yaklasimlari

Seyahat tiliri tamima icin Sekil 2.2’de gosterilen iki 6nemli yaklasimdan
bahsedilebilir [51] [52]: nokta (konum) esash (point/location based) ve boliim
esasli (segment based).

Araba Araba Araba Araba Araba

e & & e o [ (]

Araba

[]
[]
[]

Sekil 2.2 Seyahat tiirti tanima yaklasimlari

Nokta esasl yaklasimda [15] gercek zamanli (veya yakin) her sensér okumasi icin
bir seyahat tiirii siniflandirmasi yapilir. Bu yaklasim icin genel olarak GPS, ivme
Olcer, jiroskop sensorleri kullanilir. GPS sensér kullanilmadigi zaman
siniflandirma pencereler (sliding window) kullanilarak yapilir [36] [39]. Boliim
esash seyahat tiirti tamimada [33] [37] kisinin seyahati belirli kurallara gore
boliimlere ayrilir [40] ve bu boliimler icin seyahat tiirii tanimasi yapilir [51].
Calismalar seyahati boliimlere ayirmak icin GPS nokta kiimeleme [33] [34], ani
yon degisimi tespiti [33] [34], ylirlime aktivitesi ayiraci [45] veya uzun siire
bekleme/durma tespiti [16] gibi yaklasimlari esas almiglardir. Bolim esash
seyahat tlirii tanimada GPS, ivme 6lcer, jiroskop ve/veya diger sensorler kullanilir
ve ardisik aynmi seyahat tiirleri tek boliim olarak birlestirilir. Bu projede kayan
pencereler kullanilarak (nokta esasli)) aktivite ve seyahat tiirii tanima

gerceklenmistir.
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2.1.1 Sensorler

Incelenen makalelerde aktivite tanima ve seyahat tiirii tanimada kullanilan
sensorleri su sekilde siralayabiliriz: ivme olger (accelerometer) [32], jiroskop
(gyroscope) [53], miknatis olcer (magnetometer) [54], basingblcer (barometer)
[371, yercekimi sensorii (gravity sensor) [28], 1sik sensorii (light sensor) [28], doniis
sensorii (rotation) [47], yakinlik olger (proximity sensor) [28], GPS [55]. Bu
sensorlerin yani sira yazilim ile olusturulan oryantasyon/yon [44] ve jiroskop [18]
sensor verilerini kullanan calismalar vardir. Makale [43] seyahat tiirli tanima
yapmadan once kisinin hareket edip etmedigini anlamak icin GSM verisi

kullanmustir.

Incelenen calismalarda en cok kullanilan sensér ivme 6lcerdir. ivme 6lcer x, y ve
z olmak tizere 3 eksende cihazin (dolayisiyla kisinin) ivmesini 6lcer. Jiroskop x, y
ve z eksenleri etrafinda telefonun déniis hizim 6lcer. Ivme 6lcer kullanmanin
getirdigi zorluklardan birisi cihaz oryantasyon ve konumundan bagimsiz aktivite
ve seyahat tlirli tanima yapmaktir. Yapilan calismalarda cihaz oryantasyon ve
konumundan bagimsiz aktivite veya seyahat tiirii tanima i¢in birka¢ yontem tercih
edilmistir. Birisi cihaz oryantasyonundan bagimsiz ivme Olcer sensor veri
ozelliklerini (Or. eksenlerin biiyiikliigii) kullanmak [7] [19] [40] [45]. Diger
yaklasim ivme o6lcer ile jiroskop ve miknatis 6lceri beraber kullanmaktir [11] [20].
Jiroskop sensorii kullanarak telefonun oryantasyonunu da hesaba katmak
mimkiin hale gelmektedir. Makale [47] ise bu problemi ¢6zmek icin doniis
sensorii kullanmay1 tercih etmistir. Makale [44] ivme Olcer ve miknatis Olcer
sensor verilerinden oryantasyon/yon sensor verisini yazilimsal olarak olusturmus

ve cihaz oryantasyonundan bagimsiz seyahat tiirii tanimasi yapmaistir.

GPS sensorii kullanicinin konumunu tespit eder ve neredeyse tiim akill
telefonlarda mevcuttur. GPS sensorii yardimi ile kullanicinin cevresi, konumu
hesaba katildiginda yapilabilecek aktiviteler [10] ve seyahat tiirleri [41] sinirh
hale geldigi icin daha iyi tanima basarisi elde etmek miimkiin hale gelmektedir.

GPS sensor verisine ek olarak otobiis duraklari, tramvay yollari, seyahat rotalari
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gibi GIS verilerini kullanarak [15] [16] iyi sonuclar elde eden calismalar vardir.

Bazi calismalar ise GPS sensor kullanimini istege bagli yapmistir [13] [42].

Bu projede ivme oOlcer, jiroskop ve miknatis Olcer verileri kullanilmistir. Seyahat
tlirti tanmima icin sik kullanilan GPS veya GIS verileri bu projede kullanilmamustir.
Ivme 6lcer kullanmak GPS sensériine kiyasla cok az enerji tiiketmektedir [46]. Bu
3 sensor ile veri toplamaya gecikmesiz baslanabilir ve siirekli veri toplanabilir
[46]. GPS sensorii seyahat tlirii tanima i¢in dogrulugu artirsa da [39] Onemli
dezavantajlar1 vardir. GPS kullaniminda giic tiiketiminin fazla olmasi [39], kapali
alanlarda veya denizde sinyal olmamasi [16], hatali konum verebilmesi [47] gibi
problemler bulunmaktadir. GPS kullanan calismalarin bazilari ulasim rota
bilgilerini iceren GIS verileri kullanmistir. Galisma [43] GIS verileri kullanarak
seyahat tanimada %10 daha iyi sonu¢ elde edebilmistir. GIS verilerini
kullanabilmek i¢in uzaktan sunucudan siirekli verilerin alinmasi gerekmektedir.
Bu dis bir sisteme baglilik ve stirekli internet baglantisi gerektiren zorluklari
getirmektedir. Diger problem ise her sehrin GIS veri tabani1 yoktur ve seyahat

rotalar degistiginde bu verilerin giincel tutulmas: gerekmektedir.

Jiroskop ve miknatis Olcer gibi ek sensor kullaniminin, sadece ivme Olcer sensorii
kullanarak elde edilen tanima basarilarindan daha iyi sonug verdigi calismalarda
gozlemlenmistir [28]. Makale [39] daha fazla sensor verisi kullanmanin sonuca
olumlu etkisinin oldugunu yazmistir. Makale [18] ivme o6lcer ve miknatis Olcer
sensor verilerinden jiroskop verisini yazilimsal olarak olusturmustur ve bu sekilde

kaynak tiiketimini azaltmistir.

2.1.2 Aktiviteler ve Seyahat Tiirleri

Guinliik aktiviteler basit ve karisik aktiviteler olmak tiizere ikiye ayrilabilir. Bunlar
aksiyon ve aktivite diye ayiran calismalar da vardir [11]. Basit aktiviteler yiirtime,
oturma, kosma gibi belirli aksiyonlardan olusmaktadir. Karisik aktiviteler ise
bircok basit aktivitenin bilesiminden olusur. Ornegin yemek pisirme karigik
aktivitesi ylirime, ayakta durma, egilme gibi basit aktivitelerden olusmaktadir.

Karisik aktivite tanima bu makalenin kapsami disindadir.
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Incelenen calismalarda tanimlanan aktiviteler sunlardir: sabit durma [23], yiiriime
[40], tempolu kosma (jogging) [56], merdiven ¢ikma [27], merdiven inme [57],
diisme [2], oturma [24], kosma [21], yatma [19], ziplama [19], yavas yiiriime
[58], oturarak rahatlama (sit relax) [22], yiiriiyen merdiven ile cikma [22], yiiriiyen
merdiven ile inme [22], asansor ile ctkma [22], asansor ile inme [22], telefon kiside
degil [20], gezinme (strolling) [23], yukart ttrmanma (climb up) [23], asagt inme
(climb down) [23].

Incelenen makalelerde tanimlanan seyahat tiirleri sunlardir: bisiklet siirme [48],
araba siirmek/araba ile seyahat etmek [42], otobiis [37], tren [17], metro [38],
tramvay [39], ucak [16], motosiklet [41], e-bisiklet [34], e-otobiis [59], e-yatak
tastyict (e-bedpusher) [59], kiiciik motosiklet (scooter) [59], vapur (ferry) [38],
yelkenli tekne (sailing boat) [16].

Bu projede aktivite ve seyahat tiirti tanima birlikte yapilmistir. Taninan aktivite ve
seyahat tiirleri sunlardir: sabit durma, yiiriime, merdiven ¢cikma, merdiven inme,

kosma, bisiklet siirme, motosiklet, araba, metro, tren, hizli tren, tramvay, metrobiis.

2.1.3 Uygulama Alanlarn

Aktivite tanimanin farkl alanlarda ve senaryolarda bircok uygulama alani vardir.
Kisisel form gelisimi (kalori 6l¢cme, aktivite takip), hastalarin hareket takibi [1]
[2], akilli ortamlar [3] [50], kisiye Ozel Onerilerde bulunmak icin mobil
uygulamalar bunlardan bazilaridir. Kisinin yaptig1 aktivitelere gore harcanan
kalori olciilebilir ve form (fitness) takibi yapilabilir. Kisinin kogsma veya yemek
yeme gibi yaptig1 aktivitesine uygun olarak akilli telefon uygulamasi1 miizik
onerisinde bulunabilir. Aktivite tanima saglik alaninda [1] [2] aktivite izleme
(activity tracking), yardimli yasam (assistive living) [60] ve saglik denetleme
(well-being monitored) [61] uygulamalarinda kullanilabilir. Bu alanda bagka
kullanim senaryolar1 evde yaslinin/cocugun diisme tespiti veya uzun siire
hareketsiz oturulmasi durumunda hatirlatma yapilmasi olabilir. Issiz bolgelerde
meydana gelebilecek ara¢ carpmalari, bayilmalar kisinin yere diismesine [62] ve

zamaninda yardim gelmedigi icin kalici hasarlara veya oliimiine yol acabilir. Bu
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nedenle akilli telefon yardimu ile kisinin diistiigii ve hareketsiz kaldig1 anlasilarak
ilgili otoritelere ve/veya kisinin yakinlarina haber verilmesi can kaybini 6nlemeye

yardimci olabilir.

Seyahat tiirii tanima hava kirliligi 6l¢timii/takibi [12] [13], ulasim planlama [16]
ve trafik yonetimi [14] icin coOziimler sunabilir. Biiyiik sehirlerde sehrin
hareketliligi, kisilerin ulasim tiirii tercihleri incelenerek yeni ulasim gilizergahlar
olusturulabilir, kalabalik/issiz bolgelerde giivenlik oOnlemlerinin alinmasi
saglanabilir. Sehirde kullanilan seyahat araclarinin kullanim orami belirlenerek
seyahat tiirlerinin sehir hava kirliligine etkileri hesaplanabilir ve onlemler
alinabilir. Kisinin seyahat tiiriine uygun olarak akilli telefon uygulamalar1 6zel
oneri veya reklamlar sunabilir. Ornegin araba siiren kisi icin en yakin yakit
istasyonlarinin listesi gosterilebilir [39] veya otobiis, tramvay kullananlar icin

etrafta gezilebilecek turistik mekanlar Onerilebilir.
2.2 Aktivite ve Seyahat Tiirii Tamima Adimlari, Yontemleri

Aktivite ve seyahat tiirii tanima yapmak icin izlenen adimlar asagida Sekil 2.3’de
gosterilmistir. Once sensérlerden ham veriler toplanir ve yerelde veya sunucuda
kaydedilir. Daha sonra bu toplanan verilerden gerekli sensor verileri cikartilip
belirli dosya formatina cevrilir. Sonra istege bagh olarak veri tizerinde filtreler
uygulanabilir ve uc¢ degerler (outlier) elenebilir. Bu teknige Diizlestirme de
(Smoothing) denmektedir. Daha sonra hazir veri lizerinden Ozellikler cikartilir.
Bilirkisi tarafindan istatistiksel 6zellikler cikartilabilir veya derin 6grenme agi ile
ozellik cikartma yapilabilir (CNN [17]). Ozellikler cikartildiktan sonra girdinin
boyutu biiyiikk olursa iste§e bagli olarak oOzellik secme yapilabilir ve farklh
yontemlerle 6zellikler kiimesi secilir. Bu 6zellikler egitim agina girdi olarak verilir
ve siniflandirma yapilir. Bazi calismalar siniflandirma adimindan sonra sonuclar

tizerinde farkli yaklasimlar kullanarak iyilestirme yapmustir [13] [40].
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Sekil 2.3 Aktivite ve seyahat tiirii tanima adimlari
2.2.1 Veri Toplama

Bircok calismada veri toplama islemi icin [10] [20] Android isletim sistemi ytiklii
olan akilli telefonlar tercih edilmistir. iOS isletim sistemine sahip telefonlar ile de
veri toplayan calismalar mevcuttur [19]. Calisma [44] 6zel donanim ile veriler
toplamistir ve makalede [9] giyilebilir cihazlar kullanilmistir. Android cihazlarin
daha cok tercih edilmesinin sebepleri arasinda ucuz olmalari, piyasada yaygin
bulunmalari, kolay programlanabilir olmalar1 ve uygulamalarin arka planda
calistirilabilmeleri gosterilebilir [23]. Akilli telefon ile veri toplamak icin genellikle
uygulama yazilmaktadir. Bu uygulama ara yiiziinden hangi sensorlerin
kullanilacagi, ornekleme frekansi, hangi aktivitenin yapilacag: secilir ve veri

toplanmaya baslanir [25] [63].

Veriler ilgili cihazin iizerinde belirlenen sensorlerden alindiktan sonra eger
aktivite tamima modeli telefonun kendisinde cevrimici egitilecekse (online
training) veriler yerel hafizada tutulabilir [63]. Eger aktivite tanima modeli
bilgisayar, sunucu gibi ortamda cevrimdisi egitilecekse (offline training) bilgisayar

ortamina internet [23] veya kablo vb. araciligiyla aktarilir.

Veri toplanirken bir diger 6nemli secim érnekleme frekansidir. Ornekleme frekansi
verinin saniyede toplanma hizidir. incelenen makalelerin cogu sabit érnekleme
frekansi secmistir [55] ve cok azi ise [20] [22] dinamik olarak 6érnekleme frekansi
kullanmay1 6nermistir. Ornekleme hizinin yiiksek olmasinin dogrulugu olumlu

etkiledigini [44] ama enerji tiiketimini olumsuz etkiledigini [22] belirtmislerdir.
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Calismalar ivme o6lcer, jiroskop, miknatis 6lcer gibi sensorler ile 10Hz-200Hz arasi
frekansta veri toplamislardir [39] [59]. GPS sensorii kullananlar 0.5Hz, 1Hz
frekansta veri toplamislardir [42] [59]. Aktivite ve seyahat t{irli tanima
calismalarinin  yarisindan fazlasinda 30Hz ve {istii Ornekleme frekansi

kullanilmastir.

Toplanan verilerin sayisinin ve cesitliliginin de egitim icin 6nemi vardir. Egitim
verisinin cok olmasi ve cesitliliginin fazla olmasi dogrulugu olumlu yonde etkiler

[24] [37] [63].

2.2.2 Veri Diizenleme

Veriler toplandiktan sonra bunlar iizerinde islem yapmak icin verinin belirli dosya
diizenine cevrilmesi gerekmektedir. Ayni zaman damgasinda toplanan farkl

sensorlere ait veriler tek dosyada birlestirilebilir.

Veride sinif say1 dengesizligi varsa, veri diizenlemeden once veya sonra belirli
yontemlerle sinif sayisi dengelenmeye calisiimalidir. Asir1 dengesiz sayida sinif
verileri tizerinde egitim yapildiginda model sayica fazla olan sinifa daha egilimli
olmaktadir [64]. Sinif sayisini dengelemek icin farkli yontemler bulunmaktadir
[65] [66]. Incelenen calismalarin ¢ogunlugu bu konuya deginmemistir. Makale

[55] SMOTE teknigi [67] kullanarak verilerin sayisini dengelemeye calismistir.

Veriler diizenlendikten ve sinif sayilar1 dengelendikten sonra verinin egitim,
dogrulama, test setlerine ayrilmasi gerekmektedir. Egitim seti ile egitim yapilir ve
dogrulama seti kullanilarak model (parametreleri) iyilestirilmeye calisilir.
Modelde en uygun parametreler bulunduktan sonra test seti ile siniflandirma
yapilir ve modelin sonucu belirlenir. Calismalarin cogu %80-%20 [17], %60-%40

[36] gibi cesitli yiizdeler ile veriyi egitim ve test setlerine ayirmuistir.

2.2.3 Veri Siizme

Veri toplanirken sensorden ve/veya veri toplayan kisiden kaynakli veriye giiriiltii

eklenebilir. Verideki giiriiltiileri azaltmak icin belirli filtreler uygulanabilir.
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Makalede [37] Winsorization' teknigi kullanilarak giiriiltii azaltma yapilmistir. Bu
teknik ile verideki en biiylik ve en kiiciik degerlerin belirli yiizdesi silinir ve

yerlerine yeni degerler (yeni en biiytik/en kiiciik vb.) girilir.

Makale [17] ve [44] Kayan Ortalama ile Diizlestirme (Moving Average
Smoothing) teknigi uygulamistir. Bu yontem ile veri iizerinden belirli pencere
boyutu ile gezilir ve penceredeki verinin ortalamasi alinarak pencerenin
ortasindaki deger giincellenir. Bu sekilde uc degerler pencere icindeki diger
degerlerin ortalamasi ile gilincellenebilir. Giincelleme islemi ortalama yerine

medyan kullanilarak ta yapilabilir.

Bunlar disinda calisma [42] Kalman Filtreleme [68], calisma [37] Gaussian

Diizlestirme?® teknigi kullanmustir.

2.2.4 Ozellik Cikartma ve Ozellik Secme

Veri toplandiktan ve iizerinde islemler yapilip hazirlandiktan sonra ham verinin
tamamini siniflandirma icin kullanmak yerine, 6énemli/ayirt edici 6zelliklerini
cikartip onun tiizerinde islem yapmak hiz ve enerji tiilketimi acisindan 6nemlidir.
Ozellik sayisin1 azaltmanin enerji kullanimim [22] ve algoritmanin calisma
siiresini azalttig1 [10], 6zellik sayisini artirmanin ise dogrulugu artirdigi [21] [55]

incelenen makalelerde belirtilmistir.

Ozelliklerin qikartilmasi icin veriyi belirli siireli pencerelere ayirmak
gerekmektedir. Bu yontem literatiirde kayan pencere teknigi (sliding window
technique) [69] olarak adlandirilmaktadir. Pencere boyutu aktivite ve seyahat
tlirlerinin ayirt edici Ozelliklerini/desenlerini icinde bulundurabilecek kadar
biiyiik olmalidir. Eger pencere boyutu cok biiyiik olursa hem siniflandirma
gecikmesi artar hem de pencerenin birka¢ farkli aktiviteyi icinde
bulundurabilecegi icin sonucu olumsuz etkileyebilmektedir. Basit aktivite tanima
yapan calismalar 1-60 saniye arasi pencere boyutu kullanmislar ve bu ¢alismalarin

yarisindan fazlasi 3 saniye ve daha kiiciik pencereleri tercih etmislerdir [24].

! https://www.statisticshowto.datasciencecentral.com/winsorize/
2 https://homepages.inf.ed.ac.uk/rbf/HIPR2/gsmooth.htm
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Seyahat tiirti tanima yapan makaleler 5 saniye ile 10 dakika arasi pencere
boyutlar1 kullanmis olsalar da bunlarin ¢cogu 17 saniye ve daha kiiciik pencere
boyutlarini tercih etmislerdir [18]. Pencere boyutunu biiyiitmenin sonuca ¢ok
biiylik katkida bulunmadigi makalelerde belirtilmistir [18] [36]. Pencereler
genelde belirli oranda ortiistiiriilerek kullanilmaktadir. Bu sekilde hem
siniflandirma gecikmesi azalir hem de aktivitenin bulundugu pencerenin kacirilma
riski azaltilmis olur. Cogu calisma %50 oranda pencereleri Ortiistirse de makale
[28] bunun dogruluga cok etkisinin olmadigim1 yazmaktadir. Pencereleri

ortiistirmeden kullanan calismalar da [13] [39] mevcuttur.
2.2.4.1 Bilirkisi Yardimiyla Ozellik Gikartma

Hangi 6zelliklerin problemi ¢c6zmeye daha etkili oldugunu bilmek konu hakkinda
detaylh bilgi gerektirmektedir. Bu yiizden veriden onemli, ayirt edici 6zelliklerin
cikartilmasi icin problem alamimi bilen kisiye ihtiyac duyulmaktadir. Ozellikler
temel olarak zaman alaninda (time domain) ve/veya frekans alaninda (frequency
domain) elde edilmektedir. Calismalarda kullanilan zaman alanindaki 6zelliklerin
bazilar1 sunlardir: ortalama (average/mean), standart sapma (standard deviation),
ortalama mutlak fark (average absolute difference), degisiklik (variance), standart
degisiklik (standard variance), egiklik (skew), basiklik (kurtosis), daginti (entropy),
ortak degisiklik (covariance), minimum deger, maksimum deger, mutlak minimum
deger, mutlak maksimum deger, kare ortalamalarinin kokii (root mean square).
Frekans alaninda kullanilabilecek bazi 6zellikler ise su sekilde siralanabilir: hizl
Fourier dontisiimii (Fast Fourier Transform) katsayilari, FFT katsayilart ortalamast,
FFT katsayilart toplami, ilk FFT katsayi degeri, FFT katsayilart enerjisi, FFT
katsayilart bilgi degeri, spectral roll-off, spectral flux. Bazi ¢alismalar hem zaman
hem frekans alaninda 6zellikler cikarip kullansa da [24] [36], ¢alismalarin ¢cogu
zaman alanindaki oOzellikleri kullanmistir [27]. Frekans alaninda o6zellikleri
hesaplamanin sayisal anlamda daha karisik oldugu [25] ve [28] makalelerinde

vurgulanmigtir.

Ozelliklerin boyutunu azaltmak icin bazi calismalar 6zellik secme yapmuslardur.

Makale [47] mRMR teknigi [70] kullanmistir. Bu teknik ile 6zellikler siralanmistir
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ve en st 80 tanesi secilmistir. Makale [15] benzer siralama yontemiyle 6zellikleri
secmistir. Makale [55] ACO [71] 6zellik se¢me yontemi ile ¢ikartilan 6zelliklerin

boyutunu diisiirmiistiir.
2.2.4.2 Derin Ogrenme ile Ozellik Gikartma

Derin 6grenme yontemleri kullanilarak bilirkisiye ihtiya¢c duymadan, verideki ayirt
edici ozellikler cikartilabilir. Oto Kodlayicilar, CNN gibi aglar 6zellik cikartma ve

siniflandirma icin uygun derin 6grenme yontemleridir.

Oto Kodlayic1 kullanilarak veriden ozellikler cikartilabilir ve herhangi
siniflandirma agina girdi olarak verilebilmektedir. Oto Kodlayici bir sinir agidir
(Neural Network) ve gozetimsiz 6grenme (unsupervised learning) yontemidir.
Oto Kodlayic1 aginda ¢ikt1 olarak girdinin aynisi iiretilmeye calisilmaktadir. Bunu
yaparken amag¢ aga bazi kisitlamalar eklemek ve verinin onemli 6zelliklerini
ortaya ¢ikartmaktir [72]. Makale [73] ve [31] RBM Oto Kodlayici [74] kullanarak
ozellikler cikartmistir ve bu ozellikleri kullanarak siniflandirma yapmistir. Oto
Kodlayic1 agina, veriden onemli Ozellikleri 6grenmesini zorlamak icin, asagida

bahsedilen birkac kisitlama eklenebilir.
2.2.4.2.1 Sade Oto Kodlayici

Sade Oto Kodlayic1 (Vanilla Autoencoder) Sekil 2.4’te goriildiigii gibi 3 katmandan
olusmaktadir [75]. Giris katmanina girdiler verilir ve gizli katmanda bu girdilerin
boyutu kiictiltiliir. Cikt1 olarak aymi girdi verisi beklenir ve hata Olciiliir. Oto
Kodlayici, agin girdiyi ezberleyip ¢ikt1 olarak vermemesi icin gizli katmanin boyutu

kiiciik tutulur ve ag veriden 6nemli 6zellikleri cikartmaya mecbur birakilir.
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Girig Katman Cikis Katman

Sekil 2.4 Sade Oto Kodlayic
2.2.4.2.2 Giiriiltii Azaltan Oto Kodlayici

Giiriilti Azaltan Oto Kodlayici (Denoising Autoencoder) ag: Sekil 2.5’te gosterilen
yapidadir. Sade Oto Kodlayicinin girdinin ezberlenmesini engellemek icin
kullandig1 kisitlama gizli katman boyutunun kii¢iik tutulmasidir. Bu kisitlama
agin ezberlemesini engellemek icin yeterli olmayabilir [76]. Giiriilti Azaltan Oto
Kodlayiciya rasgele giirtiltii eklenmis girdi verilir ve cikti olarak giiriiltiisiiz veri
istenmektedir. Bu sekilde Oto Kodlayic1 giiriiltiilii veriden asil girdiyi 6grenmeye

calisir ve agin ezberlemesi zorlastirilir.

Girig Katman Cikis Katman

Sekil 2.5 Giiriiltii azaltan Oto Kodlayici
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2.2.4.2.3 Seyrek Oto Kodlayici

Seyrek Oto Kodlayici (Sparse Autoencoder) 3 ve daha fazla katmandan
olusmaktadir. Agin girdiyi ezberlemesini 6nlemek icin kullanilan kisitlama gizli
katmanlardaki diigtimlerin (node) bazilarinin aktif olmasi ve digerlerinin ise sifir
olmasidir (Sekil 2.6). Diigiimlerin belirli ylizdesi aktif olacagindan gizli katmanin
boyutu giris katman boyutuyla ayni veya biiyiik tutulabilmektedir [77]. Her
egitim dongtistinde aktif olan diigiimler rasgele degisir ve Oto Kodlayicinin girdiyi

ezberleyip cikt1 olarak vermesi engellenmeye calisiimaktadir.

Girig Katman Gizli Katman Cikis Katman

Sekil 2.6 Seyrek Oto Kodlayici

2.2.4.2.4 Derin Oto Kodlayic1

Derin Oto Kodlayict (Deep Autoencoder) birden fazla gizli katmandan
olusmaktadir. Giris katmanindan itibaren gizli katman boyutu azalarak devam
etmektedir (Sekil 2.7). Sifre katmaninda (en ortadaki o6zelligin cikartildig:
katman) oOzellikler cikartilmis ve girdinin boyutu kiictltiilmiis olmaktadir. Sifre
katmanindan cikis katmanina dogru gizli katmanlarin boyutu artarak devam

etmektedir [78] [79].
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Giris Katman Gizli Katmanlar Cikis Katman

Sekil 2.7 Derin Oto Kodlayici

Oto Kodlayicilar disinda CNN ve RNN aglar ile 6zellik cikartilarak siniflandirma
yapilabilmektedir. Bu aglara ham veriler girdi olarak verilir ve aglarin 6zellik
cikartmasi beklenmektedir. CNN kullanan [17] calismasi ham veriyi CNN agina
girdi olarak vermis ve agin sonuna siniflandirma katmani ekleyerek siniflandirma
modeli olusturmustur. [29] ve [30] calismalari ise ham veriyi resme cevirerek
(spectogram) aga girdi olarak vermistir. Benzer bir yaklasimla ham veriyi RNN
[48], LSTM [32] agna girdi olarak vermis olan ve agin c¢ikarttig1 6zellikleri

kullanarak siniflandirma yapan calismalar vardir.

2.2.5 Egitim

Aktivite ve seyahat tiirii tanéimada en 6nemli adimlardan birisi olan egitim
asamasinda siniflandirma modeli olusturulmaktadir. Daha Onceki adimlarda
cikartilan 6zellikler pencereler halinde girdi olarak egitim algoritmasina verilir ve
egitim yapilir. Egitim yapmak icin cevrimici ve ¢evrimdisi olmak iizere iki yaklagim

kullanilmaktadar.
2.2.5.1 Gevrimici, Cevrimdis1 Egitim
Cevrimici egitim [37] [63] modelin bir veri seti ile egitildikten sonra, tekrar yeni

ek veriler ile egitilmeye ve giincellenmeye devam edilebilmesidir. Aktivite ve
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seyahat tiirii tanima alaninda ¢evrimici egitim akilli telefon ve giyilebilir cihazlarin
lizerinde yapilmaktadir. Daha Onceden egitilmis model cihaz iizerinde kisinin
yapmakta oldugu aktiviteler ve seyahat tiirleri ile stirekli egitilir ve giincel tutulur.
Yeni veriler ile egitim yapilabilmesi icin yapilan aktivitelerin kisi tarafindan
etiketlenmesi gerekmektedir. Bu sekilde egitim yapildiginda belirli tekrarlamadan
sonra kisisellestirilmis model ortaya ¢ikmaktadir. Kisisellestirilmis model ile o

kisiye ait aktiviteler ve seyahat tiirleri daha iyi dogruluk orani ile siniflandirilabilir.

Cevrimdis1 egitimde [19] [23] simiflandirma modeli bilgisayar ortaminda
cevrimdis1 egitilir, egitilmis model telefona yiiklenir. Akilli telefonda veya
giyilebilir cihazda gercek zamanli olarak sensor verileri okunur, islenir, 6zellik

cikartilir ve siniflandirma yerelde (in-situ processing) yapilir.
2.2.5.2 Makine Ogrenmesi Yontemleri

Egitim asamasinda en onemli secim probleme uygun siniflandirma yontemi
se¢cmektir. Siniflandirma yontemleri makine 6grenmesi ve derin O6grenme
basliklar1 altinda incelenebilir. Aktivite ve seyahat tiirii tanima calismalari en ¢ok

makine 6grenmesi yontemlerini kullanmay tercih etmislerdir.

Makine O0grenmesi yontemleri aktivite ve seyahat tiirli tanima alaninda c¢ok
kullanilmaktadir. Bu yontemler ile egitim yapmak icin, derin aglarda oldugu gibi,
cok giiclii donanima ihtiya¢c duyulmaz. Hazir araclar kullanilarak farkli makine
ogrenmesi yontemleri ile hizli egitimler yapilabilir ve sonuglar karsilastirilabilir.
Aktivite ve seyahat tiirii tanima konusunda calisma yapan makaleler en ¢ok su
makine 6grenmesi yontemlerini kullanmislardir: SVM, Rasgele Orman (RF), Karar
Agact (DT), k-NN, Naive Bayes. Rasgele Orman yontemi aktivite tanima icin ¢ok az
kullanilmis olsa da seyahat tiirii tanima calismalarinin cogu [13] [39] tarafindan

kullanilmistir ve bu yontemle iyi sonuclar elde edilmistir.
2.2.5.2.1 k-NN

k-NN modeli diger makine 6grenmesi yontemlerinden farkli olarak biitiin veri seti
icinde bulundurmaktadir. Bu yiizden k-NN algoritmas: egitim yaparak genelleme

(generalization) yapmaz [80]. Iki boyutlu ortamda diisiiniiliirse, veri setindeki her

27



ornek bir nokta ile ifade edilebilir. k-NN benzer orneklerin ayni yerde birbirine
yakin olacagini varsayar [81]. Yeni gelen Ornegi siniflandirmak icin biitiin veri set
taranir ve K tane benzer/yakin ornekler secilir (Sekil 2.8). K benzer/yakin 6rnegi
bulmak icin Oklid Uzaklhig1 kullamlabilir. Bu K érnek arasinda belirli mantiga goére
hesaplama/oylama yapilir ve girdinin etiketi belirlenir. K Ornek arasinda
hesaplama mantigi, problemine gore, aritmetik ortalama almak, en cok sayida

bulunan sinif etiketini saymak vb. olabilir.
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Sekil 2.8 k-NN algoritmasi

Aktivite tanima alaninda [7] [8] [56] gibi bircok makale k-NN kullanmustir.
Seyahat tlirii tanima icin [36] [47] [59] gibi calismalar k-NN kullanmistir. k-NN
modeli biitiin veri seti icinde barindirdig: icin, veri seti boyutuna gore cok biiyiik
yer tutabilmektedir. Diger yandan, yeni 6rneklerle veri seti ve k-NN modeli stirekli
giincel tutulabilmektedir. Verideki ozelliklerin boyutu cok biiytik ise, k-NN
performansi diisebilmektedir. k-NN algoritmas:1 verideki u¢ degerlere (outlier)
duyarlidir, eger uc degerler fazlaysa ve veri stizme ile silinmediyse, k-NN yanlis

sonuclar tiretebilmektedir.
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2.2.5.2.2 Naive Bayes

Naive Bayes modeli su olasilik degerlerinden olusmaktadir: her sinifin yiizdesi; her
sinifin verilen her ézellik i¢in kosullu olasiligi. Bu olasiliklar hesaplandiktan sonra,

Bayes Teoremi' kullanilarak yeni 6rnek verinin sinifi tahmin edilebilir (2.1).

P(B|A) x P(A) (2.1)
P(B)

P(A|B) =

Naive Bayes algoritmasinda her girdinin digerlerinden bagimsiz oldugu
varsayllmaktadir [82]. Bir diger varsayim ise girdilerin degerlerinin can egrisi (bell
curve?) seklinde olmasidir. Gercek problemlerde bu varsayimlar dogru olmayabilir

ve Naive Bayes iyi sonuc iiretmeyebilir.

Aktivite tanima alaninda [10] [11] [20] gibi bircok makale Naive Bayes
kullanmistir. Seyahat tiiri tanima icin [15] [17] [38] gibi calismalar Naive Bayes

kullanmustir.
2.2.5.2.3 Karar Agaci (DT)

Karar agaci algoritmas: (DT), Ikili Agac gibi (Binary Tree®), birden fazla dalli
diigiimlerden olusmaktadir. Her karar diigiimlerinde (decision node) o6zellik
bulunmakta ve hangi dala gidilecegine kural ile karar verilmektedir. Hangi 6zelligi
kullanarak karar diagimi olusturulacagina kayip fonksiyonu ile karar
verilmektedir. Karar digiimleri icin en iyi Ozellikler secildikten sonra yaprak
diigiimlerinde (leaf node) aga¢ sonuclanmakta ve sinif etiketi bulunmaktadir

(Sekil 2.9).

! https://en.wikipedia.org/wiki/Bayes%27 theorem
2 https://en.wikipedia.org/wiki/The Bell Curve
3 https://en.wikipedia.org/wiki/Binary tree
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Sekil 2.9 Karar Agaci algoritmast

Aktivite tanmima alaninda [22] [23] [24] gibi bir¢cok makale Karar Agaci
kullanmistir. Seyahat tiirti tanima icin [41] [43] [44] gibi calismalar Karar Agaci
kullanmistir. Karar Agaci c¢ok hizli egitilen ve cok hizli sonug¢ iireten bir
algoritmadir. Eger cok fazla karar diigiimleri olusturulursa ezberlemeye

(overfitting) yol acabilir [83].
2.2.5.2.4 Rasgele Orman (RF)

Rasgele Orman bir Bagging algoritma cesididir. Rasgele Orman algoritmasi bircok
Karar Agacindan olusmaktadir. Karar Agacinda digiimleri olusturulurken biitiin
ozellikler arasindan en iyi Ozellikleri se¢mek yerine, rasgele o6zellik kiimesi
olusturulur ve her 6zellik kiimesi icin ayr1 Karar Agaci olusturulmaktadir [84].
Aktivite tanima alaninda sadece [57] makalesi Rasgele Orman kullanmistir.
Seyahat tiirii tanima icin [13] [39] [59] gibi calismalar Rasgele Orman

kullanmustir.
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Sekil 2.10 Rasgele Orman algoritmasi

Yeni 6rnek icin tahmin yapildiginda, her Karar Agaci ile ara sonu¢ hesaplanmakta
ve bu tahminlerden mod vb. hesap ile sonuc iiretilmektedir (Sekil 2.10). Eger bir
problemde Karar Agaci giizel sonug iiretiyorsa genellikle Rasgele Orman ile daha

iyi sonuc tiretilebilmektedir [85].
2.2.5.2.5 Destek Vektor Makineleri (SVM)

Destek Vektor Makineleri (SVM) algoritmasi farkli siniflara ait verileri cok boyutlu
hiper diizlem ile birbirinden ayirmaktadir (Sekil 2.11). Egitim yapilarak destek
vektorler (support vectors) hesaplanmakta ve bu vektorler hiper diizlemi
olusturmaktadir. Hiper diizlem ile ona en yakin verilerin (vektorlerin) arasindaki
bosluk ne kadar biiyiikse SVM o kadar iyi sonu¢ tiretmektedir. Aktivite tanima
alaninda [24] [31] [57] gibi bir¢cok makale SVM kullanmuistir. Seyahat tiirii tanima
icin [33] [37] [55] gibi calismalar SVM kullanmustir.
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Sekil 2.11 Solda 2 boyutlu alanda 1 boyutlu cizgi olan hiper diizlem. Sagda 3
boyutlu alanda 2 boyutlu hiper diizlem [86]

2.2.5.3 Derin Ogrenme Yontemleri

Derin 0grenme yontemleri veya derin aglar, Yapay Sinir Aglarinin cesidi olup
karmasik problemleri ¢ozebilme kapasitesine sahip aglardir. Klasik yapay sinir
aglar1 birka¢ katmandan (giris katman, gizli katmanlar, cikis katman)
olusmaktadir. Her katmanda girdi hakkinda bir seyler 6grenilmektedir ve bir
sonraki katmanda girdinin daha karisik 6zellikleri cikartilmaya calisilmaktadir.
Katmanlar ve katmanlardaki noron sayisi arttikca agin egitilmesi cok uzun
stirebilirken derin aglarinin egitilmesini engelleyen VGP' problemi ortaya
cikabilmektedir. Bu sebeplerden dolay: Yapay Sinir Aglar1 son on bes seneye kadar
sinirli problem alanlarinda kullaniliyordu. Bilgisayarlardaki GPU teknolojisinin
gelismesi ag egitim siiresi problemini cozmiistiir ve bazi derin 6grenme

yontemlerindeki ilerleme VGP problemine ¢6ziim getirmistir.

Derin aglarin egitim siiresi cok uzun siireler alabildigi icin stireyi kisaltmak adina
giicli donanimlarin kullanimina ihtiya¢ duyulmaktadir. Dolayisiyla derin 6grenme
ile egitimin su anki mobil cihaz donanimlari izerinde yapilmasi miimkiin degildir.
Sadece bilgisayar ortaminda egitilmis hazir modeller telefon {izerinde gercek

zamanli aktivite siniflandirmak icin kullanilabilmektedir.

! https://en.wikipedia.org/wiki/Vanishing gradient problem
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Aktivite tanimada derin 6grenme yontemleri belirli cogunlukta kullanilmis olsa da
[32] [54] [87] seyahat tanima alaninda cok az kullanilmistir [17] [48]. Derin
o0grenme yontemlerinin her birisinin farkli calisma prensipleri vardir. Calismalarin

en cok kullandig1 RNN ve CNN aglar1 asagida anlatilmistir.
2.2.5.3.1 Tekrarlayan Sinir Aglar1 (RNN)

Tekrarlayan Sinir Aglar1 [88], geri beslemeli sinir ag1, zamana bagli degisen verileri
olan problemleri ¢c6zmek icin kullanilan agdir. Sekil 2.12°’de gosterildigi gibi bir
onceki zaman adimindaki ¢ikt1 bir sonraki zaman adiminda tekrar girdi ile beraber
ag1 beslemekte ve bellek olusturmaktadir. Cok zaman adimi Oncesini
ezberleyebilecek bellege sahip RNN ag1 olusturulabilir ama bu VGP problemine
yol agmaktadir (Backpropagation Through Time'). VGP problemini ¢6zmek icin
GRU veya LSTM gibi kapili RNN aglar1 kullanilmaktadr.

G ® ® 6?

A
Tekrar Girdi Tekrar Girdi

I |
Gt () ® &

Sekil 2.12 Basit Tekrarlayan Sinir Ag1 [89]

LSTM ag1 RNN aginin bir cesididir. Girdiyi alarak bellek olusturur, c¢ikt1 tiretir ve
cikt1 tekrar bir sonraki zaman adiminda girdi ile beraber ag1 beslemektedir. LSTM
bu sekilde her zaman adiminda iki girdi ile ag bellegini siirekli giincellemektedir.
Bellege yeni verinin eklenecegine veya eski verilerin unutulacagina LSTM kapilari
karar vermektedir. LSTM aginda 3 farkli kap: vardir: giris kapisi, unutma kapist,
ctkis kapist (Sekil 2.13). Giris kapisi yeni girdinin ne kadarinin hafizaya
eklenecegine, unutma kapist mevcut hafizanin ne kadarinin unutulacagina ve cikis

kapis1 da yeni hafizanin ne kadarinin bir sonraki hiicreye aktarilacagina karar

! https://en.wikipedia.org/wiki/Backpropagation through time
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vermektedir [90]. Bu kapilar ile bellek giincel tutulmakta ve VGP problemi

coziilmektedir.

. Hiicre Durumu (state) .
@ Unutma Girig Gikis @ @
T Kap|151 Kapist Kapist T

X >

%, _____ L L

| ’ |
Girdi @ @ @
Gikt1 (Tekrar Girdi) Gikt1 (Tekrar Girdi)

Sekil 2.13 LSTM ag1 kapilar [89]

LSTM ag1 girdi olarak 3 boyutlu vektor almaktadir. Girdi sayisinin yaninda
(1.boyut) her ornek verinin ka¢ zaman adimindan olustugunu (Timesteps,
2.boyut) ve her zaman adiminda ka¢ tane o6zelligin bulundugunu (Features,

3.boyut) ifade eden parametrelerin girilmesi gerekmektedir.

LSTM ile GRU arasindaki 6nemli fark kullanilan kapilardir. LSTM’de giris, unutma
ve cikis kapilar1 vardir. GRU aginda LSTM agindaki giris ve unutma kapilar
yoktur ve bunun yerine giincelleme kapisi mevcuttur. LSTM ag hiicresinde bellek
ve sonraki adim i¢in cikt1 olmak iizere iki ayr1 veri cikisi varken GRU’da bunlar
birlesiktir (Sekil 2.14). Bu sebepten LSTM aginda bellegin bir boliimii bir sonraki
zaman adimina girdi olarak verilirken GRU aginda bellegin tamami bir sonraki

zaman adiminda girdi olarak ag1 beslemektedir [89].
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Sekil 2.14 GRU ag1 kapilari [89]
2.2.5.3.2 Konvoliisyonel Sinir Aglar1 (CNN)

Yann Lecun et al [91] tarafindan ortaya atilan Konvoliisyonel Sinir Aglarinda bircok
filtre ile veri izerinde farkli desenler aranmaktadir. CNN ag1 bircok Konvoliisyon
(Convolution) ve Havuzlama (Pooling) katmanlarindan olusabilmektedir (Sekil
2.15). Konvoliisyon katmaninda veri tizerinde bulunan desenler (6zellikler) cok
biiyiik boyutta olacagindan daha sonra Havuzlama katmaninda bu o6zelliklerin
boyutu kiiciiltiilmektedir. CNN egitim yapmak i¢in Backpropagation' algoritmasi
kullanmakta ve VGP problemi mevcuttur. Bu problemi ¢ozmek igin ReLU?

aktivasyon fonksiyonu kullanilmaktadir.

o‘b\\ |
g | 2

Tam Baglantili Qlktl

Girdi Konvoliisyon Ortaklama Konvoliisyon ~ Ortaklama
Katman

Sekil 2.15 Konvoliisyonel Sinir Ag1 katmanlari [92]

! https://en.wikipedia.org/wiki/Backpropagation
2 https://en.wikipedia.org/wiki/Rectifier (neural networks)
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Aktivite ve seyahat tiirii tanima caligmalari CNN agini oOzellik cikartmak icin
kullanmislardir [17] [54] [87]. Agin sonunda ise siniflandirma yapmak icin tam

baglantili katman (fully connected layer) eklenmektedir.
2.2.5.3.3 Aktivasyon Fonksiyonlari

Yapay Sinir Aglari, CNN, RNN gibi aglarda her katmandaki noronlarin ciktisini
almak icin aktivasyon fonksiyonlari kullanilir. Aktivasyon fonksiyonlar1 girdi
almakta ve algoritmasina bagli olarak cikt: iretmektedir. Bu fonksiyonlar dogrusal
(linear) ve dogrusal olmayan (non linear) olmak tizere ikiye ayrilirlar. Dogrusal
fonksiyonlar basittir, sifir veya bir bilinmeyenden olusur (2.2). Girdi ve cikt1 grafik

olarak ¢izildiginde diiz ¢izgi ile ifade edilir'. Fonksiyonun tiirevi sabit sayidir.
fX)=ax+b (2.2)

Dogrusal olmayan fonksiyonlar en az bir bilinmeyenden olusurlar. Fonksiyonun
tiirevi sabit degildir, bilinmeyen degere bagh olarak belli aralikta degismektedir?.
Fonksiyon iki boyutlu diizleme cizildiginde egri bir cizgi olusturmaktadir.
Dogrusal olmayan fonksiyonlar kullanilarak daha karmagsik problemler
coziilebilmektedir. Sinir aglarinda, 6zellikle gizli katmanlarda, dogrusal olmayan

fonksiyonlar kullanilmaktadr.

Aktivite ve seyahat tiirii tanima icin simiflandirma aglari olusturulurken en ¢ok

kullanilan aktivasyon fonksiyonlari sunlardir: Sigmoid, Tanh, ReLU, Softmax.

Sigmoid aktivasyon fonksiyonu® Sekil 2.16’da goriildiigii gibi O ve 1 degerleri
arasinda c¢ikt1 tretmektedir. Fonksiyonun tiirevini hesaplamak basit ve
maliyetsizdir. Sigmoid aktivasyon fonksiyonu sinir aglarda gizli katmanlarda en

cok kullanilan fonksiyonlardan biridir.

! http://www.columbia.edu/itc/sipa/math/linear.html
2 https://study.com/academy/lesson/nonlinear-function-definition-examples.html
3 https://en.wikipedia.org/wiki/Sigmoid function
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Sigmoid Activation Function

1A

fx) = —

I+e P

\

Sekil 2.16 Sigmoid aktivasyon fonksiyonu [93]

Tanh aktivasyon fonksiyonu' Sekil 2.17’de goriildiigii gibi ¢iktiyr -1 ve 1 degerleri
arasina sikistirmaktadir. Fonksiyonun tiirevini hesaplamak basit ve maliyetsizdir.

Sinir aglarda gizli katmanlarda en cok kullanilan aktivasyon fonksiyonlardan

digeri de Tanh fonksiyonudur.

Tanh Activation Function

1A

fO) =15~ 1

I4+e=2

Sekil 2.17 Tanh aktivasyon fonksiyonu [93]

! https://en.wikipedia.org/wiki/Hyperbolic function
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ReLU aktivasyon fonksiyonu sifirdan kii¢lik degerler icin 0, diger degerler icin ise
girdinin aynisini ¢ikti olarak vermektedir (Sekil 2.18). Dolayisiyla fonksiyonun
tirevi 0 veya 1 olmaktadir. ReLU fonksiyonu ve tiirevi hesaplama acisindan
maliyetsizdir. ReLU aktivasyon fonksiyonu 6zellikle CNN aginda VGP problemini
cozmek icin kullanilmaktadir. ReLU VGP problemini ¢ézse de “Dying ReLU” [94]
problemine yol acabilmektedir. Bu problemi ¢bzmek i¢in Leaky ReLU" aktivasyon

fonksiyonu kullanilabilir.

ReLU Activation Function

10A

f(x) = max(0, x)

-10 0 10

Sekil 2.18 ReLU aktivasyon fonksiyonu [93]

Softmax aktivasyon fonksiyonu?® ¢ikt1 olarak O ve 1 arasinda deger iiretmektedir.
Sigmoid aktivasyon fonksiyonundan farkli olarak ciktilarin toplami 1’e esit
olmaktadir. Bu sebepten Softmax aktivasyon fonksiyonu siniflandirma aglarinin
cikis katmaninda kullanilmaktadir. Agin cikis katmaninda her sinifin yiizdesi bu

fonksiyonu kullanarak ifade edilebilir.
2.2.5.3.4 Kayip Fonksiyonlari

Kayip fonksiyonlari egitilmis modelin ne kadar hatali sonug iirettigini 6l¢cmek icin

kullanilmaktadir. Her egitimden sonra kayip fonksiyonu ile hata hesaplanmakta

! https://en.wikipedia.org/wiki/Rectifier (neural networks)
2 https://en.wikipedia.org/wiki/Softmax function
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ve sinir agindaki agirliklar bu hataya gore giincellenmektedir. Ortalama Karesel
Hata (MSE), Ortalama Mutlak Hata (MAE), Categorical Cross-Entropy en c¢ok

tercih edilen kayip fonksiyonlarindan bazilaridir.

MSE kayip fonksiyonu' iki deger arasindaki hatayr (2.3)’de gosterildigi gibi
hesaplamaktadir. Modelin {rettigi cikt1 degeri ile asil beklenen cikti degeri
kullanilarak hata hesaplanir. Eger cikt1 ile girdi benzer sekilde sayisal deger ise,
regresyon problemleri gibi, MSE kayip fonksiyonu kullanilabilir. MSE’de hatanin
yoniiniin énemi yoktur. Ornegin, beklenen deger 0.5 iken c¢iktinin 0.4 veya 0.6
olmasi ayni oranda hata olarak degerlendirilmektedir. MSE kayip fonksiyonunda
hatanin karesi alindigindan bu fonksiyon verideki u¢degerlere duyarhidir. Eger veri

setinde ucdegerler fazla ise MSE iyi sonug {iretmeyebilir.
1 n ’ (2.3)
r X Z()’j — 0;)
j=1

MAE kayip fonksiyonu® iki deger arasindaki hatayr MSE fonksiyonuna benzer
sekilde hesaplamaktadir. Cikt1 olarak iiretilen deger ile beklenen deger arasindaki
fark hesaplanir ve mutlak degeri alinir (2.4). MAE kayip fonksiyonunda hatanin
karesi alinmadig: icin MSE fonksiyonu gibi verideki uc¢degerlere cok duyarh

degildir.
1 < (2.4)
" X z ly; — ol
=1

Categorical Cross-Entropy kayip fonksiyonu [95] siniflandirma problemlerinde
Softmax aktivasyon fonksiyonu ile birlikte kullanilmaktadir (2.5). MSE ve MAE
fonksiyonlarindan farkli olarak hatanin yonii énemlidir. Ornegin, beklenen deger

0.5 iken 0.4 veya 0.6 ciktilar1 icin farkli oranda hata degeri iiretmektedir.

—log (f(s):) (2.5)

! https://en.wikipedia.org/wiki/Mean squared error
2 https://en.wikipedia.org/wiki/Mean absolute error
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2.2.5.3.5 Eniyilestirici Algoritmalar:

Modelde hatay1 azaltmak icin ve agirliklari bu dogrultuda giincellemek icin
eniyilestirici (optimizer) algoritmalar1 kullanilmaktadir. Eniyilestirici algoritmasi
arama teknigi olup, kiiresel (global) minimum hatay1 bulmaya calisir. Sinir aglari
genellikle Backpropagation algoritmasi ile egitilmektedir. Backpropagation ile her
katmandaki noronun hataya katkisi (gradient), aktivasyon fonksiyonunun tiirevi
kullanilarak hesaplanmaktadir. Eniyilestirici algoritmasi bu gradyanlar
kullanarak her katmandaki noronlarin agirliklarini dogru yonde giincellemeye
calisir. Aktivite ve seyahat tiiri tanimada en c¢ok kullanilan eniyilestirici

algoritmalar1 SGD, Adadelta ve Adam’dur.

SGD (Stochastic Gradient Descent) algoritmasi' birinci dereceden tiirev
kullanarak agin agirliklarini glincellemektedir. Agirliklar1 giincellemek icin
gradyan, oOgrenme hizi (learning rate), ivme (momentum) degerlerini
kullanmaktadir. SGD algoritmasinda en o6nemli parametre O0grenme hizidir.
Ogrenme hiz1 biiyiik oldugu zaman ag hizh egitilmekte ama kiiresel minimum
hatay1 kacgirabilme olasili§i mevcuttur. Diger yandan cok kiiciik 6grenme hizi
egitim siiresini uzatmakta ve yerel minimumda takilip kalabilmektedir. ivme
parametresi hatadaki dalgalanmalar azaltarak kiiresel minimuma hizli ulagmak
icin kullanilabilir. SGD eniyilestirici algoritmasi1 her egitim Ornegi icin agin
agirliklarini giincelleyebilir ama bu hata degerinin stirekli ¢cok dalgalanmasina
sebep olabilmektedir. Bu yiizden kiiresel minimum hatay1 bulamayabilir. Bunun
yerine her yigindan (batch) sonra ag agirliklarini giincellemek tercih edilmektedir.

Yigin boyutu (batch size) olarak genelde 32-256 arasi1 degerler kullanilmaktadir.

Adadelta eniyilestirici algoritmasi [96] SGD gibi tek 6grenme hizi kullanmak
yerine her o6zellige ait parametreler icin farkli 6grenme hizi kullanmaktadir. Bu
sekilde sik kullanilan Ozellige ait parametrelere daha kiiclik gilincellemeler
yapilmakta ve az kullanilan oOzelliklere ait parametrelere biiyiik giincellemeler

yapilmaktadir. Adadelta 6zellikle seyrek veriler (sparse data) icin uygun bir

! https://en.wikipedia.org/wiki/Stochastic gradient descent
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algoritmadir. Adadelta eniyilestirici algoritmasi kullanilirken parametreleri

varsayilan degerleriyle kullanmak tercih edilmektedir.

Adam eniyilestirici algoritmas1 Adadelta gibi uyarlanabilir 6grenme hizi
parametresi secmektedir. Buna ek olarak benzer mantikla uyarlanabilir ivme
kullanmaktadir. Bu sekilde her 6zellige ait parametrelerin ayr1 6grenme hizi,
ivmesi olabilmekte ve birbirinden bagimsiz giincellenebilmektedir. Adam
eniyilestirici algoritmas1 kullanilirken parametreleri varsayilan degerleriyle

kullanmak tercih edilmektedir.
2.2.5.4 Araclar

Incelenen c¢ogu calisma modeli egitim yapmak icin hazir araclardan
yararlanmislardir. Hazir araclar ile veri dagilimi, 6zelliklerin grafikleri, ucdegerler
egitimden 6nce gozlemlenebilmektedir. Veri stizme ve/veya Normallestirme gibi
islemler de yapilabilir. Makine 6grenmesi veya derin 6grenme yontemleriyle
egitim yapilabilmekte ve sonuclar alinabilmektedir. Zaman kazanmak ve
calismada oOnerilen yontemin diger yontemler ile hizli karsilastirilabilmesi icin

hazir araclar 6nemli goreve sahiptirler.

Aktivite tanima alaninda calisma yapanlar en cok WEKA aracinmi kullanmislardir
[10] [23]. Seyahat tiiri tanima calismalarinda da en c¢ok tercih edilen arag
WEKA’dir [13] [39] [41]. WEKA [97] araci ile veri 6zelliklerinin histogram grafigi
cikartilabilmekte ve bazi istatistiklerine (minimum, maksimum, standart sapma,
ortalama) goz atilabilmektedir (Sekil 2.19). Veri iizerinde Normallestirme ve veri
sizme islemleri yapilabilmektedir. En Onemlisi bircok makine 0grenmesi

yontemleri ile kod yazmadan egitim yapilabilmektedir.
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Sekil 2.19 WEKA araci

Scikit-learn' Python programlama

dili kiitiiphanesi

makine

O0grenmesi

yontemlerini kod yazarak uygulamak icin kullanilabilecek bir baska aracgtir. Veri

on isleme, smiflandirma, kiimeleme, boyut kiiciiltme gibi islemler kiitiiphane

yardimiyla kolay ve hizli yapilabilmektedir (Sekil 2.20).

! https://scikit-learn.org/stable/index.html
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Sekil 2.20 Scikit-learn araci’

Derin Ogrenme yoOntemi uygulamak icin makale [17] Tensorflow aracini
kullanmigtir. Tensorflow® Google tarafindan gelistirilmis, 6zellikle derin 6grenme
yontemlerini uygulamak i¢in kullanilabilecek aractir. Kurulumu basit olup Python,
C+ + dilleri ile Tensorflow kiitiiphane kodlar1 kullanilabilmektedir. Egitimler GPU
kullanilarak daha hizli sekilde yapilabilmektedir. Egitim yapildiktan sonra
Tensorflow modelleri Android, iOS, Raspberry Pi cihazlar1 {izerinde de

calistirilabilir.

Keras [98] Python programlama dili ile yazilmis kullanimi kolay bir aractir. Keras
arka planda Tensorflow, Theano veya CNTK araclarini kullanarak kullaniciya daha
kolay kullanim ara yiizii sunmaktadir. Keras ile yapay sinir agi, CNN, RNN gibi
aglarnn olusturmak kolaydir. Keras hazir kayip fonksiyonlar, eniyilestirici
algoritmalar, degerlendirme metrikler, cesitli katmanlar (dropout, giiriiltii vb.)
gibi kullaniciya bircok hazir 6zellikler sunmakta ve parametreler ile bu kullanilan

ozellikler ihtiyac/deneye gore 6zellestirilebilmektedir.

! https://scikit-learn.org/stable/tutorial/machine learning map/index.html
2 https://www.tensorflow.org
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2.2.6 lyilestirme

Siniflandirma asamasindan sonra ardisik sonuclar iizerinde iyilestirme/diizeltme
yapilabilir. Ornegin Sekil 2.21°de gériildiigii gibi, bes tane tren etiketi icerisinde
ortadaki sinif motosiklet olarak tahmin edildiyse, iki tren aktivitesi arasinda
(pencere boyutuna bagli olarak) motosiklet aktivitesi olamayacag: icin, yanlis
tahmin edilmis demektir. Iyilestirme teknigi kullamlarak bu yanlis tahmin

diizeltilebilir ve yerine dogru etiket yazilabilir.

f

Motor

Sekil 2.21 Simiflandirma sonucu tizerinde iyilestirme yapmak

Bazi seyahat tiirti tanima makaleleri farkli yaklagimlar kullanarak sonug tizerinde
iyilestirme yapmistir [13] [18] [38] [40]. Makale [18] oylama (voting) yaparak
iyilestirme yapmustir. Makale [13] DHMM' yontemi kullanarak iyilestirme
uygulamistir. Siniflandirma asamasindan sonra iyilestirme uygulayan calismalar

bunun dogruluga olumlu etkisi oldugunu belirtmislerdir [18] [38] [40].

! https://en.wikipedia.org/wiki/Hidden Markov model
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3

KULLANILAN VERI SETI, ARACLAR VE
YONTEMLER

Bu boliimde aktivite ve seyahat tiirii tanima icin izlenen adimlarin bu projede nasil

uygulandig1 anlatilmistur.
3.1 Veri Seti ve Ek Veri Toplama

Projede kullanilan veri setinin detay1, sensorler ve ek veri toplamak icin gelistirilen

Android uygulamasi bu béliimde sirasiyla detayli anlatilmistir.

3.1.1 Veri Seti, Aktiviteler ve Sensorler

Bu projede veri seti olarak HTC [99] tarafindan hazirlanan [18], toplamda 100GB
boyutunda olan veri setinin halka acitk 17GB boyutundaki verisi kullanilmistir.
Veri seti toplamda 150 6grenci, 74 calisan ve stajyerlerin katilimiyla toplanmistir
[18]. Veri setini toplayan kisilerin cinsiyeti %60 erkek ve %40 kadindir, kisilerin
yas aralig1 20-63 yastir. Bu veri setinde bulunan giinliik aktiviteler ve seyahat
tlirleri sunlardir: Sabit Durma (Still), Yiiriime (Walk), Kosma (Run), Bisiklet Stirme
(Bicycle), Motosiklet Siirme (Riding Motorcycle), Araba (Car), Otobiis (Bus), Metro
(Metro), Tren (Train), ve Hizli Tren (High Speed Rail). Bu aktivite verileri su cihaz
konumlarinda toplanmistir: Cep (Pocket), Canta (Bag), El (Hand), Gogiis (Chest),
Bel (Waist), Asili Canta (Bag Hang On), Sabit (Dock), Diger/Bilinmeyen (Other).

Ilgili makalede [18] verilerin 30Hz frekansta Android uygulama kullamlarak
toplandig1 belirtilmektedir. Fakat verilerin zaman damgalarina bakildiginda
cogunlugunun 50Hz frekansta toplanmis oldugu hesaplanmaistir ve bu projede veri
toplama frekans: 50Hz olarak kabul edilmistir. Kullanilan veri setinde otobiis
seyahat tiirtine ait 50Hz frekansta toplanan veriler mevcut olmadigindan otobiis

seyahat tiirii verileri kullanilmamastir.

Veri setindeki ham veriler ivme Olger (accelerometer), jiroskop (gyroscope),
miknatis Olger (magnetometer), basing Olcer (barometer), yakinlik olcer
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(proximity), cizgisel ivme Olcer (linear acceleration), doniis sensorii (rotation),
yercekimi sensorii (gravity), 1sik sensorii (light) ve konum sensorleri (location)
kullanilarak toplanmistir. Bunlardan en ¢ok veri toplanan sensorler ivme olcger,
jiroskop ve miknatis 6lcerdir. Ivme olcer, jiroskop, miknatis dlcer, cizgisel ivme
oOlcer, doniis sensorii, yercekimi sensorii verileri 3 eksende toplanmistir. Basing
olcer, yakinlik Olcer, 151k sensorii verileri 1 eksende toplanmistir. Konum sensorii
verisinde ise enlem (latitude), boylam (longitude) ve yiikseklik (altitude)
toplanmistir. Sensor verilerinin yaninda verinin toplandigi zaman milisaniye ve

nanosaniye cinsinden kaydedilmistir. Veri dosyasinin icerigi Sekil 3.1°de

gosterildigi gibidir:

1363166805883 62675126277993 G: —-0.042827092 0.07019427 0.05911472
1363166805883 62675126277993 A: 9.940529 -2.8918364 —-4.7749205
1363166805889 62675126277993 M: -9.899994 33.899994 4.199997
1363166805893 62675160762000 PR: —-2.4414063E-4

1363166805894 62675165607993 G: 0.20231822 0.4496372 0.171029
1363166805895 62675165607993 A: 13.640684 —-2.5758436 —-2.7399023
1363166805902 62675165607993 M: -9.899994 33.899994 4.199997
1363166805903 62675200688000 PR: -2.4414063E-4

1363166805904 62675214725993 G: 0.27373007 0.46988815 0.1347903
1363166805905 62675214725993 A: 6.1574454 -2 .5945547 -2.961741
1363166805912 62675214725993 M: -10.199997 33.899994 3.2999878
1363166805913 62675242869000 PR: —-2.4414063E-4

1363166805914 62675250243992 G: 0.024321053 0.46882236 0.08149779
1363166805916 62675250243992 A: 9.433383 -2.8846514 -3.9963894
1363166805921 62675250243992 M: -10.199997 33.899994 3.2999878
1363166806045 62675280758000 PR: —-2.4414063E-4

1363166806047 62675296523992 G: 0.06269214 0.23113762 —-0.22333589
1363166806047 62675296523992 A: 9.770931 -2.7274783 -3.7061431
1363166806051 62675296523992 M: -11.099991 34.199997 2.399994
1363166806052 62675320704000 PR: —-2.4414063E-4

1363166806053 62675327675992 G: -0.0406955 0.45283458 -5.326322E-7
1363166806054 62675327675992 A: 9.315279 -3.9131625 -2.397265
1363166806055 62675327675992 M: -11.099991 34.199997 2.399994

Sekil 3.1 Veri dosyasinin icerigi

3.1.2 Ek Veri Toplama

HTC veri setine ek olarak 700MB boyutunda 4 aktivite icin veri toplanmuistir.
Bunlar Metrobiis (Metrobus), Tramvay (Tram), Merdiven Cikma (Stair Up) ve
Merdiven Inmedir (Stair Down). Veriler ortalama 25 yasinda olan Kkisiler
tarafindan toplanmistir ve %50 erkek, %50 kadindan olusmaktadir. Veriler HTC

U11 ve Samsung S5 cihazlarinda Android uygulama kullanilarak 50Hz frekansta
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toplanmistir. Veri toplamada kullanilan sensorler ivme 6lcer, jiroskop ve miknatis

olcerdir. Veri dosyasinin icerik diizeni Sekil 3.1’de gosterildigi gibidir.

3.1.2.1 Veri Toplama Android Uygulamasi

Ek veri toplama amacli Android cihazlar icin uygulama yazilmistir. Uygulamayi

gelistirmek icin kullanilan yazilim ve donanim gereksinimleri sunlardir:

- Android Studio

IDE! (Sekil 3.2)

- Kotlin programlama dili*

- Android SDK 28

- Gradle Build Tool®

- Git Siiriim Kontrolii (Github?, GitKraken® kullanildi)

e0e SensorLogger [- ogger] - i j d_y Service.kt [app]
= H S <« -~ app > E- & % ML Wt v O E Q
SensorLogger ) ; app ) [ src ) [ main ) [ java ) [ com ) [ jemshit ) [ sensorlogger ) [ background_work ) (. SensorLoggerService.kt

H Android ~ @ = & — i} SensorloggerServicekt )
2 S // Sensor change listeners @
- java activeSensorsWithPreferences. forfach { sensorWithPreference -> g
® com.jemshit.sensorlogger val sensorEventListener = object : SensorEventlListener2 { °

background_work of override fun onAccuracyChanged(sensor: Sensor?, pl: Int) {}

& NotificationFactory.kt o override fun onFlushCompleted(sensor: Sensor?) {}

+ SensorLoggerService.kt 22

& Servicelnteraction.kt 22 of override fun onSensorChanged(sensorEvent: SensorEvent?) {

data sensorEvent?.let { event ->

sensor_preference val epochTimeMs :Long = System.currentTimeMillis()
val nanoTimeNs :Long = event.ti
sensor_value

& AppDatabase.kt val accuracy : String = when (event.accuracy) {

& SharedPreferenceHelper.kt SensorManager. SENSOR_STATUS_ACCURACY_HIGH —> ACCURACY_HIGH_TEXT

helper SensorManager . SENSOR_STATUS_ACCURACY_MEDIUM —> ACCURACY_MEDIUM_TEXT
. 4 Diffable.kt SensorManager. SENSOR_STATUS_ACCURACY_LOW —> ACCURACY_LOW_TEXT
< « Extentions.kt SensorManager. SENSOR_STATUS_UNRELIABLE -> ACCURACY_UNRELIABLE_TEXT
H  FileHelper kt else —> ACCURACY_UNKNOWN_TEXT
< £ RandomGenerator.kt 2 3 ) ) i
% & RxBus 2 val valuesEncoded: String = gson.toJson(event.values.toList(), flnathstTyge)l
= i SingletonHolder val entity = SensorValueEntity(

model d: o,
® » BusEvents.kt nanoTimeNs,
3 & DevicelnfoModel epochTimeMs,
& Fy SensorCategory sensorWithPreference.sensor.name,
o & SensorExtensions.kt sensorWithPreference.sensor.getTypePre20(),
- & SensorValuelnfo activityName,
fl L SensorWithPreference kt gﬁ%ﬁ—ﬁ'ﬁm
§ G UserinfoModel W'
£ u valuesEncoded
& main )
X recording_info 2 sensorValueProcessor.onNext (entity) u]
" sensor_detail 2 } g
H sensor_list b 8
K & SensorLoggerApplication.kt 2
= generatedJava sensorEventListeners.add(sensorEventListener) o
™, @ Gradle Scripts SensorLoggerService > onCreate() o

[+ 9: Version Control = 6: Logeat  i= TODO Terminal 4 Build Q Event Log

[0l Gradle build finished in 40 s 788 ms (5 minutes ago) 33520 LF¢ UTF-83 Git:master 3 Context: <nocontext> &

Sekil 3.2 Android Studio projesi

! https://developer.android.com/studio

2 https://kotlinlang.org
% https://gradle.org
* https://www.github.com

5 https://www.gitkraken.com
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BMI160 Accelerometer :

Sampling O Fastest (400.0Hz)

Period:
BMI160 Gyroscope Game (50Hz)

| (16.6H
AK09915 Magnetometer O Ul (16.6H2)
O Normal (5Hz)

CM36686 Proximity Sensor O O Custom (6.25-400.0Hz)
CM36686 Light Sensor O

Accuracy: High
Orientation D

Val 1: -0.0047900393 m/s2
BMI160 Step Detector O Val 2: 3.796106 m/s2

Val 3: 9.010064 m/s2
HTC Gesture sensor [:l
Significant Motion O Category: MOTION

: BMI160 Accelerometer

Gravity O Name:

Type: android.sensor.accelerometer
Linear Acceleration O Vendor: Bosch
Rotation Vector O Version: 1

.'ﬁ* Max Range: 78.4532 (m/s2)

Geomagnetic Rotation Vector [:| Resolution: 0.0023942017 (m/s2)

Sekil 3.3 Android veri toplama uygulamasi, sensor listesi ve detay1

( Activity Name

Yirime

( Device Position

(

Leave empty if independent

Device Orientation

 Age Weight (kg)
25 ( 65 T 185

Cep Leave empty if independent

— Start Delay
Leave empty if independent
Device Orientation T

—  Age Weight (kg)
Leave empty if independent

( Start Delay
0
Excluded Accuracies Gender

seconds

Excluded Accuracies Gender

|:| High Male
[J Medium O Female
D Low

|:| Unreliable

Sekil 3.4 Android veri toplama uygulamasi, yapilan aktivitenin ve toplayan
kisinin bilgilerini girme ekrani.
Veri toplama icin gelistirilen Android uygulamasinin ekranlar Sekil 3.3 ve Sekil
3.4’te gosterilmistir. Bu uygulamada oOnce ana ekranda (Sekil 3.3 solda)

kullanilacak sensorler secilir. Daha sonra sensor detay sayfasina girilerek (Sekil
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3.3 sag) verinin toplanma frekans: secilir. Daha sonra Sekil 3.4’te gosterilen
ekranda, yapilan aktivitenin ve veriyi toplayan kisinin bilgileri girilerek veri
toplama islemi baslatilir. Veriler uygulama arka plandayken veya 6n plandayken
toplanabilmektedir. Uygulama Sekil 3.5’te gosterilen mantikta caligmaktadir. 3
sensorden gelen veriler 3 saniyelik arayla veya 500 adet veri sinirina ulastiginda
dosyaya yazilmaktadir. Bu sekilde veriyi dosyaya kaydetme islemi 1 saniyede 150
(3 sensor 50Hz frekans) kere yapilmak yerine daha etkili olmasi agisindan 3

saniyede 1 kere yapilmistir.

—
fvme Olcer
-

\ Veri Hatta Tampon Bellek
(Pipeline) (3s / 500 adet)

Jiroskop
- @

)

Miknatis Olcer
-

Sekil 3.5 Android veri toplama uygulamasinin ¢alisma akisi
3.2 Veri Hazirlama, On isleme ve Pencerelere Ayirma
Bu boliimde veri tizerinde yapilan islemler, verilerin pencerelere nasil ayrildig: ve
verinin egitim, dogrulama, test setlerine nasil ayrildigi detayli anlatilmistir.
3.2.1 Veri Hazirlama

Ham veriler Sekil 3.6’da gosterilen klasor yapisinda saklanmaktadir. En {ist klasor

ismi aktivite adidir, alt klasor isimleri ise cihaz konumlaridir.
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» [l Bicycle

> Bus
v Car
v [ 1_Pocket
2013-0303-1139-06112_51.log
2013-0303-1141-20579_51.log
2013-0303-1314-57507_5_1.log
2013-0303-1440-18401_51.log
2013-0303-1500-35972_5_1.log
> 5_Bag
> [ 6_Dock
> 7 Others
HSR
| Metrobus
Motor
1 MRT
Run
StairDown
| StairUp
Still
Train
Tram
Walk

VVV VvV VYVYVYYVYVYY

Sekil 3.6 Veri seti klasor yapisi

‘log’ uzantii veri dosyasinin her satirinda farkli sensorlere ait veriler
bulunmaktadir (Sekil 3.1). Bu sensorlerden bazilari ayni frekansta ve bazilari ise
farklh frekansta toplanmistir. Ayni frekansta toplanan sensorlerin verileri ayni
zaman damgasina sahiptir. Sekil 3.7’de gosterildigi gibi ayn1 zaman damgasinda
toplanan ivme 6lcer, jiroskop ve miknatis Olger verileri tek satirda birlestirilerek

yeni dosyaya kaydedilmistir.

62675126277893 A: Ax Ay A,
62675126277893 G: Gx Gy G, | — 62675126277893, Ay Ay, A, Amag Gx Gy, Gz Gmag, My My, My, Mmag, Walk,
62675126277893 M: My My M,

1549795639 |62675126278013 A: Acx Ay A,

1549795639 [62675126278013 G: Gx Gy G, | —> 62675126278013, Ay, Ay, As; Amag Gx, Gy, Gz Gmag My, My, Mz, Mma, Walk,
M
A

1549795639 |62675126278013 i: Mx My M, / T

E | B2 225 et | ctrcnns |

Sekil 3.7 Veri dosya diizeni

Her sensoOriin eksen verilerine ek olarak eksenlerin karelerinin toplamlarinin

karekokii de veri olarak eklenmistir (3.1). Eksen biiytikliigii kullanilarak cihaz
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konumundan ve oryantasyonundan bagimsiz aktivite ve seyahat tiirii tanima

yapmak hedeflenmektedir.

Amagnitude = 2\/ x% + y2 + 2?2 (3.1

Ham veri dosyalar1 okunup yeni diizene cevrilirken veri toplama frekansina gore
yeni dosyaya kaydedilmistir. Bu sayede 20Hz frekansta toplanan yiiriime aktivite
verisiyle 50Hz frekansta toplanan yiirime aktivite verisi birbirinden ayirt
edilmistir. Ham verinin okunup yeni diizene cevrilmesi ve veri toplama frekansina

gore yeni dosyaya kaydedilmesi Sekil 3.8te gosterildigi gibi yapilmaktadir.

Veri Toplama
Frekansini Hesaplama
Yeni Diizene /
'l Yeni Diizene e - Hazir Veri 50Hz.csv
Gevirme Cevrilmis Veri.csv
Veriyi Yeni Dosyaya
Kopyala

Sekil 3.8 Veri hazirlama isleminin calisma akisi

Veriler yeni dosyaya kaydedilirken, her yolculuga ait verileri birbirinden ayirt

edebilmek icin, her dosya islendikten sonra araya 6zel satir eklenmistir.

3.2.2 Veri Sayis1 Dengeleme

Veri setinde yer alan her aktivite icin toplam veri sayis1 ve cihaz konumlar1 Tablo
3.1’de verilmistir. Dengesiz sayida sinif verilerinin getirebilecegi problemlerden en
onemlisi, modelin siniflandirma yaparken veri sayisi cok olan sinifa egilimli
olmasidir [64] [65] [66]. Bu potansiyel problem riskini azaltmak icin, sayis1 ¢ok
olan aktivite veri sayilar1 azaltilarak ~6 milyon adete indirgenmistir. Say1 adedini

azaltmak icin adedi en fazla olan cihaz konumlarindan veriler silinmistir.

Veriler 50Hz frekansta toplandig1 icin 6 milyon adet veri yaklasik 33.3 saatlik
yolculuga karsilik gelmektedir. Veri boyutu en az olan aktivite ise 114 bin veri
adediyle merdiven inmedir ve 38 dakikadir. Seyahat tiirlerinden en az veriye sahip

olan tramvay aktivitesine ait ~4 saatlik yolculuk verisi mevcuttur.
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Tablo 3.1 Aktiviteler ve seyahat tiirleri, cihaz konumlar: ve 6rnek sayisi

Aktivite Ismi Cihaz Konumlar1 Ornek Sayisi
Sabit Durma El, cep, gogiis, bel, canta, sabit 10.3 milyon
Yiriime El, cep, gogiis, bel, canta 10.6 milyon
El, cep, gogiis, kol, bel, canta, .
Kogma diger/bilinmeyen 4.5 milyon
Merdiven Inme El, cep 114 bin
Merdiven Cikma El, cep 124 bin
Bisiklet Siirme Cep, gogus, bel, canta, asil 8.2 milyon
canta, sabit
Motosiklet Siirme Cep, gogiis, bel, canta, sabit 7.5 milyon
Cep, canta, sabit, .
Amba diger/bilinmeyen 1.3 milyon
Metro El, cep, gogiis, bel, canta 2.1 milyon
Tren El, cep, gogiis, k.ol, bel, ¢anta, 7.2 milyon
sabit
El, cep, gogiis, kol, bel, canta, .
Hizh Tren sabit, diger/bilinmeyen 8.6 milyon
Metrobiis El, cep, canta 2 milyon
Tramvay El, cep, canta 714 bin

3.2.3 Veriyi On isleme

Ham verinin giriltiisiinii azaltmanin sonuca etkilerini arastirmak igin,

diizenlenmis ve veri adedi dengelenmis veri seti tizerinde Aritmetik Ortalama
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[100] Algak-Gegirgen Siizgec¢ (Low-Pass Filter") filtresi uygulanmustir. Filtreli ve
filtresiz veriler iizerinde ayri deneyler yapilmistir. Aritmetik Ortalama fitresi
kayan pencereler ile eksen bazinda islemler yapilarak uygulanmistir. Her
pencerede 11 veri 6rnegi, 12 eksen mevcuttur. Her eksen icin filtre islemi yapilir
ve elde edilen sonuc kayan pencerenin ortasindaki veri 6rnegi yerine yeni dosyaya

kaydedilir. Filtrelerin nasil uygulandig: Sekil 3.9’da gosterilmektedir.

*Aq=filter(Au, A, Ac)

62675177893 A, Walk, 62675177893, Ay, Ayt, Aut, Amagt, Gty Gyt Gaty Gimagty My Mys, Mg, Minags, Walk,Pocket
62675278013/ [A,. Walk, > 62675278013, *Aq,* A, * Az, *Amagz) *Gry*Gy2,*Gr2,* Gimagz) *Mia,*My2, *Miz, *Minagz, Walk, Pocket
62675278033 Walk, > 62675278033, *A,*Ays,* A, *Anags, *Gsa, *Gy3,*Goa, *Grmaga, *Mi, *Mys, *Mis, *Mimags, Walk, Pocket

Walk,
Walk,
Walk,

x
62675278053, |A,a,
62675278073,
62675278093,

Sekil 3.9 Veriye eksen bazinda filtre uygulanmasi
3.2.4 Veriyi Pencerelere Ayirma

Veri seti, veriyi hazirlama asamasinda, her satirda 3 sensore ait diizenlenmis veri
olacak sekilde tek dosyaya kaydedilmistir (Sekil 3.7). Bunlar siniflandirmaya
uygun hale getirmek icin kayan pencere teknigi (sliding window technique) [69]
[101] kullanilmistir. Verilerden 4, 8, 16 ve 32 saniyelik, %50 ortiismeli pencereler
olusturulmustur. Pencere olusturmak icin her saniyede toplanan verileri art arda
birlestirmek gerekmektedir. Her pencereye ait veri tek satirda olacak sekilde yeni
dosyaya kaydedilmistir. Veriyi pencereye ayirma islemi Sekil 3.10’da gosterildigi
gibi yapilmustir.

! https://en.wikipedia.org/wiki/Low-pass filter
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Ax, Ay, Az, Amag, Gx, Gy, Gz, Gmag, Mx, My, Mz, Mimag, Walk,Pocket
Ax, Ay, Az, Amag, Gx, Gy, Gz, Gmag, Mx, My, Mz, Mmag, Walk,Pocket

Ax, Ay, Az, Amag, Gx, Gy, Gz, Gmag, Mx, My, Mz, Mmag, Walk,Pocket > A, Ay, Az, A Ay A, e, A A A,

Ax, Ay, Az, Amag, Gx, Gy, Gz, Gmag, Mx, My, Mz, Mmag, Walk,Pocket
Ax, Ay, Az, Amag, Gx, Gy, Gz, Gmag, Mx, My, Mz, Mmag, Walk,Pocket F——— AX, Ay, Az, .., Ax, Ay, Az, ..., .., AX, Ay, Az, ...,

Ay, Ay, Az, Amag, Gx, Gy, Gz, Gmag, Mx, My, Mz, Mmag, Walk,Pocket
Ax, Ay, Az, Amag, Gx, Gy, Gz, Gmag, Mx, My, Mz, Mmag, Walk,Pocket

R

Sekil 3.10 Pencere olusturma (16 saniyelik)

Farkli yolculuklar ayirt etmek icin hazir veri dosyasina yolculuklar arasi 6zel satir
eklenmistir. Pencereler olusturulurken her pencerede ayni yolculuga ait verilerin
siral1 sekilde koyulmasina dikkat edilmistir. iki farkli yolculuga ait veriler ayni
pencere icerisine yerlestirilmemistir. Pencereler olusturulurken her pencerenin

sinif etiketi OHE (One-Hot Encoding) formatinda farkli dosyaya kaydedilmistir.

3.2.5 Egitim, Dogrulama ve Test Veri Seti Olusturma

Veri seti %60, %20, %20 oraninda egitim, dogrulama ve test setlerine ayrilmistir.
Egitim setiyle siniflandirma modelleri egitilmistir. Bu modeller i¢in uygun
parametreleri se¢mek icin ve modellerin veriyi ezberlemedigini teyit etmek icin
dogrulama seti kullanilmistir. Egitim yapilirken siniflandirma modelinin
dogrulama seti iizerindeki performansi modelin nasil genelleme yaptigini da
gostermektedir. Parametreler secildikten sonra ve model egitildikten sonra test
seti lizerinde siniflandirma yapilmistir ve nihai sonu¢ olarak bunlar kabul
edilmistir. Bu oranda veri setini bolmek icin 3 farkli yol kullanilmistir ve daha

sonra sonuclara etkisi ortaya konmustur.
3.2.5.1 Veriyi 3-1-1 Seklinde Setlere Ayirmak

Pencereler olusturulduktan sonra (Sekil 3.10) her satirda bir pencere olacak
sekilde dosyaya kaydedilmistir. Bu pencereler dosyaya kaydedilirken, ilk ii¢
pencere egitim setine, sonraki bir pencere dogrulama setine, sonra ki bir pencere
de test setine kaydedilmistir. Sonra tekrar ii¢ pencere egitim setine olacak sekilde

ayn1 dongiiyle pencereler setlere ayrilmistir (Sekil 3.11). Bu yontem sayesinde
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veriler tam olarak %60, %20, %20 oraninda ayrilmis olur ve her sette her aktivite

icin her cihaz konumuna ait veriler mevcut olmaktadir. Veri bu yontemle

ayrildiginda ayni yolculugun parcalari her sette bulunmaktadir.

Ax, Ay, Az, Amag,
Ax, Ay, Az, Amag,
Ax, Ay, Az, Amag,
Ax, Ay, Az, Amag,
A, Ay, Az, Amag,
Ax, Ay, Az, Amag,
Ax, Ay, Az, Amag,
Ax, Ay, Az, Amag,
Ax, Ay, Az, Amag,
Ax, Ay, Az, Amag,

3.2.5.2 Veriyi %60-%20-%20 Oraninda Setlere Ayirmak

Gx, Gy, Gz, Gmag,
Gx, Gy, Gz, Gmag,
Gx, Gy, Gz, Gmag,
Gx, Gy, Gz, Gmag,
Gy, Gy, Gz, Gmag,
Gx, Gy, Gz, Gmag,
Gy, Gy, Gz, Gmag,
Gx, Gy, Gz, Gmag,
Gy, Gy, Gz, Gmag,
Gx, Gy, Gz, Gmag,

v Axy Ay, Az, Amag,
vy Ax, Ay, Az, Amag,
vy Ax, Ay, Az, Amag,
vy Ax, Ay, Az, Amag,
vy Axy Ay, Az, Amag,
vy Ax, Ay, Az, Amag,
vy Axy Ay, Az, Amag,
vy Ax, Ay, Az, Amag,
wor Axy Ay, Az, Amag,
vy Ax, Ay, Az, Amag,

ey Ax, Ay, Az, Amag,
oy Ax, Ay, Az, Amag, ...
ey Ax, Ay, Az, Amag,
oy A, Ay, Az, Amag, ...
s Ax, Ay, Az, Amag, ...
oy A, Ay, Az, Amag, ...
s Ax, Ay, Az, Amag, ...
oy A, Ay, Az, Amag, ...
s Ax, Ay, Az, Amag, ...
oy A, Ay, Az, Amag, ...

(1)

(3)

(1)

Sekil 3.11 Pencereleri 3-1-1 yoluyla setlere ayirmak

Egitim.npy

Dogrulama.npy

Test.npy

Bu yontemle aktivitenin ilk %60’lik pencereleri egitim setine, sonraki %20’lik

pencereleri dogrulama setine, en son %20’lik pencereleri ise test setine

kaydedilmistir. Her aktivite bu sekilde dongiiyle setlere ayrildi. Bu yontem

sayesinde veriler tam olarak %60, %20, %20 oraninda ayrilmis olur (Sekil 3.12).

Ama her sette ayni aktivitenin biitiin cihaz konumlar1 icin veriler mevcut

olmamaktadir. Aktivite pencerelerinin ilk %60’lik boliimiindeki cihaz konumlari

egitim setine, sonraki %20’lik pencerelerdeki cihaz konumlar:1 sadece dogrulama

setine ve en son %20’lik pencerelerdeki cihaz konumlari ise sadece test setine

eklenmektedir. Veri bu yontemle ayrildiginda her sette farkli yolculuklar

bulunmaktadar.

Ax Ay, Az, Amag,
Ay, Ay, Az Amag:

Ay, Av; A, Amag;
Ay Ay, Az, Amag,

Ay, Ay, Az, Amag:
A, Av: A, Amag:

Ay, Ay, Az Amag:

Gy, Gy, Gz, Gmag,
Gyx, Gy, Gz, Gmag,

Gy, Gv; Gz, Gmag;
Gy, Gy, Gz, Gmag,

Gy, Gy, Gz, Gmag,
Gy, Gy, Gz, Gmag,

Gy, Gy, Gz, Gmag,

Sekil 3.12 Pencereleri %60-%20-%20 yoluyla setlere ayirmak

o A Ay, Az, Amag, -
ey A, Ay, Az, Amag, -

wr Axy Ay, Agy Amzg, .
wor Ay Ay, Az Amag, .

s A, Ay, Az, Amag, ..
o) AXI A‘lr Az, Amagl o0

iy A, Ay, Az, Amag, -

o A Ay, Az, Amag, -
o Ax Ay, Az, Amag, ...

. Ay Ay, Az, Amag, ...
o Ax Ay, Ay, Amag, ...

o Ax Ay, Az, Amag, ...
o Ax Ay, Az, Amag, ..

- Ax Ay, Az, Amag, ...
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3.2.5.3 Veriyi Dosya Boyutuna Gore Setlere Ayirmak

Bu yontemde ham veriler en basta dosya boyutlarina goére %60, %20, %20 oranda
olacak sekilde 3 sete ayrilmistir. Her sette her aktiviteye ait biitiin cihaz konumlari
mevcuttur. Veri bu yontemle ayrildiginda her sette farkli yolculuklar

bulunmaktadir.
3.3 Zaman Alaninda Ozellik Cikartma

Veriden pencereler olusturulduktan sonra zaman alaninda [38] makalesinde
kullanilan o6zellikler cikartilmistir. Pencerelerdeki 6rnekler ivme o6lcer, jiroskop,
miknatis Olcer sensorlerine ait 3’er eksen verisi ve her sensoriin biiyiikligii olmak
lizere toplam 12 eksenden olusmaktadir. Bu 12 eksenin her biri icin 27 adet 6zellik
cikartilmistir. LSTM siniflandirma ag1 i¢in, agin dogasi geregi girdiler boliimlere
(segment/chunk) ayrilmistir. Dolayisiyla her pencereden 6zellik ¢ikartmak yerine
pencere icindeki her boliimden 6zellikler cikartilmistir. LSTM aginin girdileri
pencerelerdir ve her pencere Sekil 3.13 iizerinde gosterildigi gibi belirli sayida
boliimlere ayrilmistir. Daha sonra her boliimde eksen bazli toplam 324 o6zellik

cikartilmistir. Boliimlerden c¢ikartilan bu o6zelliklerden tekrar pencereler

olusturulmustur.
| Pencere 1
Ay, Ay, Az, Amag, Gx, Gy, Gz, Gmag, weeesy Ax, Ay, Az, Amag, Gx, Gy, Gz, Gmag) «eeee Pencere 2
Ay, Ay, Az, Amag, Gx, Gy, Gz, Gmag, weeesy Ax, Ay, Az, Amag, Gx, Gy, Gz, Gmag) «eeee Pencere 3
Pencereyi Boliimlere Ayir Ax, Ay, Az, Amag, Gy, Gy, Gz, Giag, ey Ax, Ay, Az, Amag, Gx, Gy, Gz, Gmag, eees Pencere 4
i 1
A Ay, As, Amsg, Gy Gy, Goy Gmagy e Awy Ay, Ary Amag, G, Gyy Gz, Gogy e Axy Ay, Ag, Amig, G, Gy, Gy Grmag woe
A Ay, Ay Amce, Gr, Gy, Gry Gmagy e | A Ay, Ary Amag, Gy Gy, G, Grnag e Axy Ay, Ar, Amag, G, Gy, G, Grag, oo
2
Boliim iginde Her
Eksenden Ozellik Gikart
‘ Boliim 1 Ozellikler ‘ ‘ Boliim 2 Ozellikler ‘ ‘ Boliim 3 Ozellikler
; !
Ozelliklerden Pencere
Olustur

Boliim 1 Ozellikler B&lum 2 Ozellikler Boliim 3 Ozellikler

Sekil 3.13 Zaman alaninda 6zellik ¢ikartma
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Cikartilan o6zellikler Tablo 3.2’de gosterilmistir. Ozellikler eksen bazinda
cikartildigr icin, N belirli eksendeki degerlerin sayisini ve s; o degerlerin i

sirasindaki degerini ifade etmektedir.

Tablo 3.2 Zaman alaninda ¢ikartilan 6zellikler

Ozellik ismi Denklem
Minimum Reduction V. € {1, ..., N=1}, min(sis1—s), if (sis1—s) < O
Maximum Reduction Vi € {1, ..., N=1}, max(sis1—s:), if (s:s1—s) < O
Minimum Increase Vi€ {1, ..., N=1}, min(si+1—s), if (Sis1—s) >0
Maximum Increase V: € {1, ..., N—1}, max(sis1—$9), if (sis1—s) > 0
Minimum Value v; € {1, ..., N}, min(s)
Maximum Value v; € {1, ..., N}, max(s)
Range Maximum Value — Minimum Value
N
Arithmetic Mean ( si> /N
i=1
. N 2
Quadratic Mean 17\} i
sn, if (N%2! = 0)
Median Sort N { sy +sns1
2T, if (N%2 == 0)
N
Variance (Z (s; — Arithmetic Mean)2> J(N—1)
i=1
Standard Deviation VVariance
. . N—-1
Arithmetic Mean of z ot — 50 | /N
Instant Exchange Lo
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Quadratic Mean of
Instant Exchange

(If(siu - Si)2> /N

Covariance Standard Deviation / Arithmetic Mean
Frequency Above
. Vv: € {1, ..., N}, freq(s) if (s) > median + ¢
Median { }, freq(s) if (s)

Frequency Below
Median

Vi € {1, ..., N}, freq(s) if (s;) < median - ¢

Frequency Between
Median

Vi € {1, ..., N}, freq(s) median + ¢ > if (s;) > median - ¢

Frequency Above Mean

Vi € {1, ..., N}, freq(s) if (s;) > mean + ¢

Frequency Below Mean

Vv € {1, ..., N}, freq(s) if (s) < mean - ¢

Frequency Between
Mean

Vi€ {1, ..., N}, freq(s) mean + &> if (s) > mean - ¢

Maximum Consecutive
Above Median

V€A1, ..., N}, max(m) if ¥; € {1, ..., m}, siy; > median + ¢

Maximum Consecutive
Below Median

Vi €{1, ..., N}, max(m) if ¥; € {1, ..., m}, siy; < median - &

Maximum Consecutive
Between Median

v € {1, ..., N}, max(m) ifV; € {1, ..., m}, median + & > sis;
> median - ¢

Maximum Consecutive
Above Mean

V. €A1, ..., N}, max(m) if ¥; € {1, ..., m}, siy; > mean + &

Maximum Consecutive
Below Mean

Vi€ {1, ..., N}, max(m) ifv; € {1, ..., m}, sisj < mean - &

Maximum Consecutive
Between Mean

Vv, € {1, ..., N}, max(m) ifVv; € {1, ..., m}, mean + &> si4j >
mean - ¢
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3.4 Kaullanilan Yontemler

3.4.1 Oto Kodlayici

Istatistiksel 6zellikler disinda Oto Kodlayic kullamlarak 6zellikler cikartilmistir.
Oto Kodlayicilar veri seti ve problem alani hakkinda bilgi sahibi olmaksizin 6zellik
cikartmak icin kullanilan derin 6grenme yontemidir. Projede, bir 6nceki boliimde
anlatilan, birkac gizli katmanlardan olusan Derin Oto Kodlayici kullanilmistir.
Agin veriyi ezberlemesini zorlastirmak icin giris katmandan sonra Dropout

katmani eklenmistir.

3.4.2 Tekrarlayan Sinir Ag1 (RNN)

Guinliik aktivite ve seyahat tiirii verileri zamana bagh degisen verilerdir ve
zamanla bir desen olustururlar. LSTM bu problemi ¢6zmek icin uygun derin
ogrenme ag1 olarak goriilmiistiir. Projede veri pencereleri belirli zaman adimlarina
boliinerek LSTM agina girdi olarak verilmistir. LSTM ag1 bu zaman adimlarindan
bir bellek olusturur. Bu sekilde siniflandirma yapilirken daha onceki zaman

adimlarinin olusturdugu hafizaya bakarak siniflandirma yapilmas: amaclanmaistir.

3.4.3 Kayip Fonksiyonu

Oto Kodlayici aginin performansint degerlendirmek icin kayip (loss) metrigi
kullanilmistir. Oto Kodlayici aginda simniflandirma yapilmadigr icin dogruluk
(accuracy) metriginin kullanilmasi uygun goriilmemistir. Kayip fonksiyonu olarak
MAE kullanilmistir. MSE fonksiyonu MAE fonksiyonuna gore daha biiyiik deger
tirettiginden uc degerlere (outlier) daha duyarlidir. Bu sebepten deneylerde MAE

kayip fonksiyonu tercih edilmistir.

3.4.4 Aktivasyon Fonksiyonu

Oto Kodlayicr aginda gizli katmanlarda Tanh aktivasyon fonksiyonu tercih
edilmistir. Cikis katmaninda ise, veri 0-1 arasina normallestirildiginde ¢ikt1 0-1
arasi deger alabilmesi icin Sigmoid fonksiyonu kullanilmistir. ReLU aktivasyon

fonksiyonu sifir altindaki degerleri sifira esitlemektedir. Bu yiizden Oto
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Kodlayicinin sifre ¢oziicii (decoder) katmanlarinda veri kaybi olusmamasi i¢in

ReLU kullanilmamuistir.

LSTM aginda aktivasyon fonksiyonu olarak varsayillan Tanh fonksiyonu

kullanilmustir.

3.4.5 Eniyilestirici (Optimizer)

Oto Kodlayici aginda ve LSTM aginda eniyilestirici olarak Adam kullanilmistir.
Uyarlanabilir 6grenme hiz1 kullanan Adadelta ve Adam algoritmalar1i LSTM
siniflandirma aginda karsilastirilmistir ve Adam daha iyi sonug iirettigi icin tercih

edilmistir.
3.5 Yazilim Gelistirme Ortami ve Kullanilan Aracglar

Makine 6grenmesi alaninda kiitiiphanelerin ve araclarin fazla olmasi nedeniyle
biitiin yazilimlar Python' programla dili kullanilarak yazilmistir. Gelistirme ortami
olarak PyCharm IDE® tercih edilmistir. Numpy® Python kiitiiphanesi verileri dizi
olarak ifade etmek, yeniden boyutlandirmak ve diziyi dosyaya kaydetmek icin
kullamilmistir. Pandas® Python kiitiiphanesi .csv uzantili dosyalari okumak icin
kullamilmistir. Sonuclar1 grafik halinde cizdirmek icin Matplotlib ve Seaborn®
kiitiphaneleri kullanilmistir. Projede kullanilan biitiin yazilimlar ve siiriimleri

Tablo 3.3’te gosterilmistir.

Klasik Makine Ogrenmesi yaklasimlariyla egitim yapmak icin WEKA® [102]
kullanilmistir. WEKA aracinda veri 6n isleme, siniflandirma ve kiimeleme yapmak
icin bircok yontem mevcuttur ve verileri 6zel diizende verilerek bu islemler

yapilabilmektedir.

Derin 6grenme, Oto Kodlayici (Autoencoder) modelleri olusturmak icin Keras’

[98] kullanilmistir. Keras araci Tensorflow, Theano ve CNTK araclarini arka

! https://www.python.org

2 https://www.jetbrains.com/pycharm

% http://www.numpy.org

4 https://pandas.pydata.org

5 https://seaborn.pydata.org/#

5 https://www.cs.waikato.ac.nz/ml/weka

7 https://keras.io
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planda kullanarak calismakta ve derin 6grenmeyi hizli uygulayabilmek icin kolay
arayliz saglamaktadir. Keras, en c¢ok kullanilan aktivasyon fonksiyonlarini
(Sigmoid, Tanh, Softmax), eniyilestirici algoritmalarini (Adam, SGD, Adadelta),
kayip fonksiyonlarin1 (MSE, MAE), degerlendirme metriklerini (Dogruluk, Kayip)
ve mimarileri (CNN, RNN) hazir sunmaktadir. Bunlara ek olarak Dropout ekleme,
diizenleme (Regularization), giiriiltii ekleme (Noise), egitimi erken durdurmak

(Early Stop) gibi ek araclarin kolayca kullanilmasina imkan saglamaktadir.

Her yazilim i¢in ayr1 Python Sanal Ortam (Virtual Environment) olusturulmustur
ve bu sekilde her yazilimin Python siiriimii, kullanilan kiitiiphaneleri ve siirtimleri
birbirinden bagimsiz hale getirilmistir. Kodlarin stirim kontrolii ic¢in Git,

GitKraken ve Github kullanilmistir.

Tablo 3.3 Projenin yazilim gereksinimleri

Yazilim/Gereksinim Ismi Kullanilan Siiriim
PyCharm IDE 2018.3
Python 2.7 ve 3.6
Virtualenv 16.2.0
Keras 224
Tensorflow 1.12.0
Numpy 1.16.0
Pandas 0.24.2
Matplotlib 3.0.3
Seaborn 0.9.0
Scikit-learn 0.19.2
WEKA 3.8
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Donanim olarak belirli veri seti islemleri icin 8/16GB RAM, i7 Intel islemcili
diztistii bilgisayar kullanilmistir. Egitim, oOzellik c¢ikartma ve belirli veri seti
islemleri icin GTX 1080 ekran kartli, Intel i5 islemcili 16GB/23GB RAM
bulunduran (Ubuntu isletim sistemi kurulu) Linux makinesi kullanilmistir. Bu
makineyi sogutmak icin 2 tane fan takilmistir ve giic kaynagi olarak 650W Cooler
Master kullanilmistir. Uzaktan makineye baglanti kurmak icin SSH ve dosya
aktarimi icin SFTP (FileZilla') kullanilmistir. Projenin donanim gereksinimleri ve

kapasiteleri Tablo 3.4’te verilmistir.

Tablo 3.4 Projenin donanim gereksinimleri

Donanim/Gereksinim Ismi Donamim Kapasitesi
Bellek (RAM) 16GB-23GB
Ekran Karti1 (GPU) GTX 1080, 8-12GB
Islemci (CPU) i5-i7
Gii¢ Kaynag1 (Power Supply) 650W +
Fan 2+

! https://filezilla-project.org
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4

DENEYLER

Bu béliimde LSTM derin 6grenme ag1 kullanilarak yapilan siniflandirma deneyleri

ve sonuclar1 anlatilmistir.
4.1 Smiflandirma ve Karsilastirmali Sonuclar

LSTM aginin parametrelerini secebilmek icin, zaman alaninda ¢ikartilan 6zellikler
kullanilarak deneyler yapilmistir. Bu deneylerin sonucunda en uygun LSTM ag1
parametreleri secilmistir. Daha sonra ham veri 6zellikler, zaman alaninda
cikartilan oOzellikler ve Oto Kodlayic1 agiyla cikartilan o6zellikler kullanilarak
siniflandirma yapmanin sonuclari ortaya konmustur. Bu sonuclar daha sonra

makine 6grenmesi yontemleriyle elde edilen sonuclar ile karsilastirilmistir.
4.1.1 Degerlendirme Metrikleri

Siniflandirma basarisini 6l¢mek icin farkli metrikler kullanilabilir. Aktivite tanima
calismalar1 en ¢cok dogruluk (accuracy), kesinlik (precision) ve animsama (recall)
metriklerini kullanmislardir. Seyahat tiirii tanima makalelerinde ise kesinlik,

animsama ve karigiklik matrisi (confusion matrix) daha cok kullanilmistir.
Dogruluk metrigi ile modelin, girdilerin yiizde kacim1 dogru smniflandirdig:

olciilebilir. Dogruluk (4.1)’de gosterildigi gibi hesaplanmaktadir.

Dogru Pozitif + Dogru Negatif 4.1)
Dogru Pozitif + Dogru Negatif + Yanlis Pozitif + Yanlis Negatif

Dogruluk metrigi dengesiz veri seti olan problemlerde yetersiz kalabilmektedir.
Ozellikle yanhs sonuclarin getirdigi maliyet biiyiik ise kesinlik ve animsama
metrikleri kullamilabilir. Ornegin, verilerin 98 tanesi A sinifina, 2 tanesi B sinifa
ait ise, model biitiin verileri A sinifi olarak etiketleyebilir ve %98 dogruluk elde

edilebilir. Ama saglik, bankacilik gibi alanlarda 2 6rnegi yanlis etiketlemenin
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maliyeti yiiksek olabilmektedir. Bunlara benzer, Yanlis Negatif siniflandirmanin

maliyeti yiiksek olan problemlerde animsama metrigi kullanilmalidir (4.2).

Dogru Pozitif (4.2)
Dogru Pozitif + Yanlis Negatif

Kesinlik metrigi Yanlis Pozitif siniflandirmanin maliyetinin yiiksek oldugu
problemlerde kullanilmalidir. Onemli epostay1 istenmeyen eposta olarak
etiketlemek buna bir Ornektir. Kesinlik metrigi (4.3)’te gosterildigi gibi

hesaplanmaktadir.

Dogru Pozitif (4.3)
Dogru Pozitif + Yanlis Pozitif

F1 metrigi ile kesinlik ve animsama arasinda denge kurulabilmektedir (4.4).

Kesinlik X Animsama (4.4)

X
Kesinlik + Antimsama

Siniflandirma yapildiktan sonra karisiklik matrisi ile hangi sinifin hangi sinif ile
karistinildig tespit edilebilmektedir. Ozellikle seyahat tiirii tammmada hangi
araclarin birbiriyle karistirilip yanlis tahmine sebep oldugu anlasilabilir. Karisiklik
matrisi Tablo 4.1’de goriildiigii gibi ifade edilmektedir. Tablonun bir tarafinda
tahmin edilen etiketler, diger tarafinda ise beklenen sinif etiketleri yer almaktadir.
Beklenen simif etiketi ile tahmin edilen sinif etiket sayisi esit/yakin ise (Dogru

Pozitif) yliksek basari elde edilmis demektir.

Tablo 4.1 Karisiklik matrisi

Tahmin

Pozitif Negatif

Gercek

Pozitif Dogru Pogzitif | Yanlis Negatif

Negatif Yanlis Pozitif | Dogru Negatif
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4.1.2 LSTM ve Zaman Alam Ozellikleri

LSTM agi bir derin 6grenme yontemi olup 3 boyutlu veriyi girdi olarak almaktadir.
Veriyi aga girdi olarak verebilmek icin 6nce su sekilde boyutlandirilmasi
gerekmektedir: 6rnek sayisi, zaman adim sayisi, ozellik sayist. Ornek sayis1 LSTM
agina toplam kag ornegin girdi olarak verilecegini ifade etmektedir. Bu deneyde
her pencere (6r. 16 saniyelik) bir 6rnek anlamina gelmektedir. Zaman adimai sayisi
her O6rnegin ka¢c zaman adimindan olustugunu ifade etmektedir. Eger pencere
(6rnek) 16 saniye uzunlugunda ise, bu pencere 1 saniyelik boliimlere ayrildiginda
16 zaman adimi etmektedir. Girdinin iiciinci boyutu olan o6zellik sayis1 her

boliimde kag 6zellik bulundugunu ifade etmektedir.

Cikis Katman

(7}
£
c =
S
g c
[}
= =
=
o2 [7)
G P
= (7}
(V) gl
c
9]
>

Sekil 4.1 LSTM siniflandirma ag mimarisi

LSTM siniflandirma aginin mimarisi Sekil 4.1 iizerinde gosterilmistir. Veriler 50Hz
frekansta toplandigi icin her saniyede 3 sensérden 50’ser 6rnek toplanmistir. Her
sensorde 3 eksen (x,y,z) vardir ve bunlara ek olarak eksenlerin biyiikligii
(karelerinin toplamlarinin karekokii) bunlara ek olarak kullanilmistir. Dolayisiyla
her sensorde 4 deger bulunmaktadir. Veri 50Hz frekansta toplandiginda her
saniyede 3 sensOrden toplamda 600 tane deger toplanmaktadir. 16 saniyelik
pencere icinde ise 9600 tane deger bulunmaktadir. Bu pencereler LSTM agina
Sekil 4.1’de gosterildigi gibi girdi olarak verilmektedir. Daha sonra girdi LSTM
hiicresine uygun olacak sekilde boyutlandirilmak icin Sekillendirme (Reshape)
katmanindan gecirilmistir. Bu katmanda 9600 uzunlugundaki girdi boliimlere

ayrilir ve zaman adimi, 6zellik sayis1 olmak iizere iki boyutlu hale getirilir. Daha
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sonra bu veri LSTM katmanindan gecer. LSTM katmaninin ¢iktisi ek katmana veya
direk cikis katmanina verilebilir. Cikis katmaninda, 13 adet sinif oldugu icin, 13

noron bulunmaktadir ve aktivasyon fonksiyonu olarak Softmax kullanilmistir.

Egitimler bir onceki boliimde anlatildig1 gibi egitim setinde yapilmistir ve her
epoch’ta sonuclar dogrulama seti ile test edilmistir. Parametreler dogrulama
setinde cikan sonuclara gore secilmistir. Dogrulama setinde ¢ok yakin sonuclar
ciktiginda ise parametreler modelin test veri seti {izerindeki performansina gore

secilmistir.
4.1.1.1 LSTM Parametrelerinin Sonuca Etkileri

LSTM agini olusturmak icin Keras araci kullanilmistir. Keras ile LSTM agi
parametreleri kolay degistirilebilir ve sonuclar karsilastirllabilir. LSTM
parametrelerini su sekilde siralayabiliriz: 6grenme hizi (learning rate), dropout,
LSTM birim sayist (unit size), batch size, LSTM hiicre sayist (LSTM cells),
eniyilestirici (optimizer), epoch, diizenleme (regularization), c¢ift yonlii LSTM

(Bidirectional LSTM).
4.1.1.1.1 Ogrenme Hizi (Learning Rate)

Ogrenme hizi agmn agirliklarimi  hangi hizda, olcekte giincelleyecegini
belirtmektedir. Ogrenme hizi aym1 zamanda egitim siiresini de etkilemektedir.
Biiyiik 6grenme hizi egitimin hizli ve kisa siirmesine, kiiciik 6grenme hizi egitimin
uzun siirmesine neden olmaktadir. Biiyiik 6grenme hizi ile egitim yapilirsa agin
kiiresel minimum hatayr (uygun agirliklari) kacirma ihtimali vardir. Biiyik
ogrenme hizi ayni zamanda dogruluk grafiginde yiiksek dalgalanmaya neden
olmaktadir. Diger yandan kiiciik 6grenme hizi ile daha yavas egitim yapilabilir ve
kiiresel minimum hata aranabilir. Kiiciik 6grenme hizi kullanmanin yerel
minimum hataya takilip kalma riski bulunmaktadir. Bu yilizden baz eniyilestirici

algoritmalari ivme (momentum) parametresi ile bu problemi ¢6zmektedir.

Uyarlanabilir (dinamik) 6grenme hizi kullanan Adam algoritmas: ile deneyler
yapilmistir. Adam eniyilestirici algoritmasi, Ozelliklere gore farkli 6grenme hizi

kullanir ve bu sekilde her 6zellige ait parametreleri farkli Olgekte
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giincelleyebilmektedir. Buna ek olarak Adam algoritmasi uyarlanabilir ivme
kullanmaktadir. Egitim baslamadan Adam algoritmasina baslangic 6grenme hizi
parametre olarak belirtilir. Cesitli baslangic 6grenme hizlar1 kullanilarak yapilan

deneylere ait sonuclar Sekil 4.2 ve Sekil 4.3’te gosterilmistir.

100.0
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75.8 e Parametreler
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Sekil 4.2 Egitim hizinin dogruluga etkisi
67



3.10
2.90
2.69
2.49
2.28

208

E 187

@1.67

o 147

51.26
1.06
0.85
0.65
0.44
0.24
0.03

Parametreler
— LR=0.01
————— LR=0.0005
............. LR:00001
mememes LR=0.00001

0O 10 20 30 40 50 60 70 80 90 100
Epoch

(a) Egitim seti

3.15
2.98
2.81
2.64
248

© 2.31

=

T 2.14

~

51.97

(@]

Q 1.80

2163
)

8147
1.30
1.13
0.96
079 .
063 o e

0O 10 20 30 40 50 60 70 80 90 100
Epoch

Parametreler
— LR=0.01
————— LR=0.0005

- LR=0.0001
-------- LR=0.00001
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Sekil 4.3 Egitim hizinin kayip degerine etkisi
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Egitim hizi olarak 0.01 gibi cok biiyiik deger se¢cmek diisiik dogruluk sonucu
iretmektedir ve dogruluk grafiginde cok dalgalanmaya sebep olmaktadir. Ayni
zamanda kayip degerleri ¢ok yiiksek ¢ikmistir. Bu egitim hizi ile kiiresel minimum
hata bulunamamuistir. 0.00001 gibi ¢ok kiiciik deger secildiginde, diger daha
biiyiik degerlere gore dogrulugun biraz daha gec (80. epoch gibi) doyuma ulastigi
goriilebilir. 0.0005 ve 0.0001 egitim hizi degerleri bu sonuclar arasinda en iyi
dogruluga ulasan sonuclardir. Bu iki egitim hizinin dogrulama setindeki dogruluk
degerleri ¢ok yakin oldugundan test seti kullanilarak sonuclar hesaplanmistir ve

F1, kesinlik, animsama degerleri karsilastirilmistir (Sekil 4.4).
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Test Dogruluk F1 Kesinlik Animsama
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Sekil 4.4 Egitim hizinin test seti izerinde sonuclar1

69



Sekil 4.4te goriildiigi gibi 0.0005 6grenme hizi 0.0001 degerinden biraz daha iyi
dogruluk (%0.3) ve kesinlik (%1) sonucuna ulagmistir. Bundan sonraki

deneylerde 6grenme hizi olarak 0.0005 degeri kullanilmustir.
4.1.1.1.2 Dropout

Dropout parametresi agdaki noronlarin bir kisminin ciktisinin (aktivasyon) sifir
olmasini saglamaktadir. Dropout eklenerek agin girdiyi ezberlemesini engellemek
amaclanmaktadir. LSTM agina 0.0 ile 0.6 degerleri arasinda (oraninda) dropout

eklenerek sonuclar gozlemlenmistir.
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Sekil 4.5 Dropout eklenmesinin dogruluga etkisi
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Sekil 4.6 Dropout eklenmesinin kayip degerine etkisi

71



Dropout olmadig1 (0.0) veya diisiik oldugu (0.1, 0.2) durumlarda dogrulama
setinde dogrulugun biraz daha diistik oldugu Sekil 4.5 {izerinde goriilebilir.
Dogrulama setinde 0.3, 0.4, 0.5 dropout oranlari i¢cin dogruluk degerleri birbirine
yakindir. Bu yiizden bu modellerin test seti iizerindeki sonuclar1 da

karsilastirilmistir (Sekil 4.7).

Benzer sekilde dropout olmadigi (0.0) veya diisiik oldugu (0.1, 0.2, 0.3)
durumlarda egitim setinde kayip degerleri cok diisiik iken dogrulama setinde
kayip oranlarn yiiksektir (Sekil 4.6-a). Dropout 0.4-0.6 degerleri arasindaki iken
kayip degerleri dogrulama setinde daha diistik ¢ikmistir (Sekil 4.6-b). Dropout
kullanilarak agin ezberlemesinin biraz Oniine gecildigi Sekil 4.6 {iizerinde

goriilebilir.
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Test Dogruluk F1 Kesinlik Animsama
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Sekil 4.7 Dropout degerlerinin test seti tizerinde sonuglari
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Sekil 4.7 tizerinde gosterildigi gibi test seti iizerinde cesitli dropout oranlari
kullanildiginda en iyi sonucu 0.4 ve 0.5 (0.4 dropout sonucundan %0.1 daha iyi)
degerleri vermektedir. Bundan sonraki deneylerde dropout orani olarak 0.5 degeri

kullanilmustir.
4.1.1.1.3 LSTM Sonrasi Ek Katman

Sekil 4.1’de gosterilen mimaride LSTM katmani ile ¢ikis katmani arasina ek
katman koyularak bunun sonuca etkisi arastirilmistir. LSTM katmaninin cikti
boyutu LSTM birim sayist (unit size) kadardir. LSTM katmanindan sonra 0, 100
ve 400 noronlu ek katman eklenerek deneyler yapilmistir. Bu katmanin aktivasyon

fonksiyonu olarak Tanh ve Sigmoid fonksiyonlar1 denenmistir.

Ek katmani eklemenin egitim setinde dogruluga veya kayip degerine etkisi
olmamistir. Ek katman olmamasinin dogruluk ve kayip degerine olumlu etkisi

Sekil 4.8’de gosterilmistir.
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Sekil 4.8 Ek katmanin dogrulama setinde sonuca etkileri
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Test seti lizerinde deney yapildiginda ise ek katman kullanmamak %1 daha iyi

dogruluk ve %2 daha iyi kesinlik tiretmistir (Sekil 4.9).
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Sekil 4.9 Ek katmanin test seti {izerinde sonuclari
4.1.1.1.4 LSTM Birim Sayis1 (Unit Size)

LSTM birim sayisi, LSTM hiicresindeki néron sayilarini ve ayn1 zamanda LSTM
katmaninin ¢ikti boyutunu belirten parametredir. 100, 200, 400, 600 ve 800

olmak iizere bes farkli birim sayisi ile deneyler yapilmistir.
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Sekil 4.10 LSTM birim sayisinin dogruluga etkisi
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Sekil 4.10 iizerinde goriildiigii gibi egitim setinde birim sayis1 arttikca dogruluk
artmaktadir. Benzer oranda kayip degeri birim sayis: arttikca diismektedir (Sekil
4.11). Dogrulama setinde siniflandirma sonucuna bakildiginda farkli birim sayilar1
icin dogrulugun yakin oldugu gorilebilir. Dogrulama setinde kayip degerlere

bakildiginda ise birim sayis1 arttikca kayip degerinin de yiikseldigi soylenebilir
(Sekil 4.11).
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Sekil 4.11 LSTM birim sayisinin kayip degerine etkisi
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Dogruluk oranini karsilagtirmak icin test seti iizerinde de siniflandirma sonuglari
alinmistir. Test seti lizerinde yapilan deneylerde 600 birim sayisi kullanmak
dogruluk, F1, kesinlik ve animsama metriklerinde en az %1 daha iyi sonug

vermistir (Sekil 4.12).
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Sekil 4.12 LSTM birim sayisinin test seti tizerinde sonuglari
4.1.1.1.5 Batch size

Batch size parametresi her egitim epoch’'unda ne kadar ornek ile egitim
yapildiktan sonra ag agirliklarinin giincellenecegini belirtmektedir. Batch size
genelde 32'nin katlar1 oraninda secilmektedir. Batch size ne kadar biiyiik olursa
egitim o kadar hizli yapilmaktadir. Ayn1 zamanda batch size biiylik olmasi model
ile tahmin etme siiresini azaltmaktadir. 32, 64, 128 ve 256 batch size degerleriyle

deneyler yapilmstir.
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Sekil 4.13 Batch size parametresinin dogrulama setinde sonuca etkileri
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Egitim setinde batch size parametresinin dogruluga ve kayip degerine biiyiik etkisi
olmamistir. Dogrulama setinde 128 ve 256 degerlerinin daha iyi sonuc¢ verdigi
Sekil 4.13’te goriilebilir. Test seti iizerinde yapilan deneylerde batch size
parametresini 128 yapmak dogruluk, F1, kesinlik ve animsama metriklerinde en

az %1 daha iyi sonug vermistir (Sekil 4.14).
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Sekil 4.14 LSTM batch size test seti tizerinde sonuclari
4.1.1.1.6 LSTM Hiicre Sayis1 (LSTM Cells)

Siniflandirma aginda tek LSTM hiicre (katman) kullanmak yerine birden fazla
LSTM hiicresi kullanilabilir. Bunun sonuca etkisini 6grenmek icin iki hiicreli LSTM
ag1 ile deney yapilmistir. Bir ve iki hiicreli LSTM deneylerinde egitim seti {izerinde

dogruluk ve kayip degerleri cok yakindir. Dogruluk ve test setinde ise bir hiicreli
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LSTM daha iyi dogruluk, F1, kesinlik, animsama ve kayip degerleri iiretmistir
(Sekil 4.15).
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(b)

Sekil 4.15 (a) LSTM hiicre sayisinin dogruluga etkisi. (b) LSTM hiicre sayisinin
test seti lizerinde sonuglari
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4.1.1.1.7 Eniyilestirici Algoritmasi
Egitimde en oOnemli secimlerden biri eniyilestirici algoritmasidir. Modelde
ogrenme hizini, ivmeyi ayarlar, agirliklarin giincellenmesini saglar ve hatayi

minimuma indirgemeye calisir. Bu calismada uyarlanabilir 6grenme hizi ile egitim

yapabilen Adam ve Adadelta eniyilestirici algoritmalar1 karsilastirilmistir.
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(b)

Sekil 4.16 (a) Eniyilestirici algoritmasinin dogruluga etkisi. (b) Eniyilestirici
algoritmasinin test seti iizerinde sonuclari
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Dogruluk, F1, kesinlik, animsama ve kayip metriklerinde Adam algoritmasinin

daha iyi sonug iirettigi Sekil 4.16 iizerinde goriilebilir.
4.1.1.1.8 Epoch

Egitimde biitlin Orneklerin iizerinden bir kere gecilmesine epoch denmektedir.
Epoch sayis1 egitimin ne zaman duracagini da belirtmektedir. Egitimde belirli
epoch sayisindan sonra ag doyuma ulasmaktadir ve daha fazla egitim yapmak agin
girdiyi ezberlemesine neden olabilmektedir. Sekil 4.17 {izerinde goriildiigii gibi
100 epoch bir egitim icin yeterli olmaktadir. Biitiin deneylerde her 2, 5 veya 10
epoch’tan sonra ag modeli kayit edilmistir ve daha sonra en iyi sonucun

bulundugu epoch’a ait model ile testler gerceklenmistir.
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Sekil 4.17 (a) Egitim ve dogrulama setinde dogruluk (b) Egitim ve dogrulama
setinde kayip
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4.1.1.1.9 Diizenleme (Regularization)

Siniflandirma aginin ezberlemesini 6nlemek icin kullanilabilecek bir diger yontem
L1, L2 diizenlemelerini kullanmaktir. Sekil 4.18 iizerinde goriilebildigi gibi L1 ve
L2 diizenleme tekniklerini birlikte varsayilan degerleri ile kullanmildiginda
dogruluk azalmakta ve kayip artmaktadir. L2 ve L1 teknikleri karsilastirildiginda
L2 diizenleme kullanmak daha iyi dogruluk ve kesinlik sonucu vermektedir.
Egitim setinde dogruluk ve kayip degerine diizenleme tekniginin ¢ok biiyiik etkisi
olmamustir. Hi¢ diizenleme teknigi kullanilmadiginda ise L2 teknigi kullanarak test
seti lizerinde elde edilen dogruluktan %0.4, kesinlikten %1 daha iyi sonug elde
edilmigtir.
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Sekil 4.18 (a) L1, L2 diizenleme tekniginin dogruluga etkisi. (b) L1, L2
diizenleme tekniginin test seti tizerinde sonucu
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4.1.1.1.10 Normallestirme (Normalization)

Veriler LSTM agina girdi olarak verilmeden 6nce 0+ 1 degerleri arasina veya -1+1
degerleri  arasina  sikistirilarak  normallestirilmistir. ~ Normallestirilme
yapilmadiginda farkli degerler arasinda olan 6zellikler, agdaki agirliklar1 farkli
sekilde etkileyebilmektedir. Normallestirme yapilmasinin sebebi her 6zelligin esit
agirlikta olmasini ve agin agirliklarini esit sekilde giincellemesini saglamaktir.
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Sekil 4.19 (a) Normallestirme yontemlerinin dogruluga etkisi. (b)
Normallestirme yontemlerinin test seti tizerinde sonuclari
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Sekil 4.19’da goriildiigii gibi 0+1 degerleri arasinda veriyi Normallestirmek

dogruluk, F1, kesinlik ve animsama metriklerinde %1 daha iyi sonug tiretmistir.
4.1.1.1.11 Gift Y6nlii LSTM

LSTM hiicresi tek yonlii veya cift yonlii olabilmektedir. Tek yonlii LSTM hiicresi,
ileriye (zaman) dogru hareket etmektedir ve gecmise ait baglam bilgisini bellekte
tutmaktadir. Cift yonlii LSTM hiicresinde hem ileri zamana dogru hareket edilir
ve gecmis baglam tutulur, hem de girdiler tersten verilerek ileriden geriye dogru
hareket edilir ve gelecek baglam tutulur. Bu sekilde c¢ift yonlii LSTM’de daha genis
baglam bilgisi tutulabilir. Ama c¢ift yonli LSTM her problem alanina uygun
degildir.
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Sekil 4.20 (a) Tek ve cift yonlii LSTM’in dogruluga etkisi. (b) Tek ve cift yonli
LSTM'in test seti iizerinde sonuclari
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Yapilan deneylerde tek ve cift yonlii LSTM sonuglar1 yakin olup, tek yonli LSTM
kesinlik olarak %1 daha iyidir (Sekil 4.20).

4.1.1.1.12 Zaman Adim Sayis1

LSTM uygun parametreleri secildikten sonra girdi olarak verilen pencereler farkl
boyutlarda boliimlere ayrilmistir ve egitim sonuclar1 karsilastirilmistir. Sekil 4.21
lizerinde goriildiigl gibi girdi daha az (10) boliimlere ayrilinca dogruluk diistik
olmaktadir. 32, 40 ve 50 tane boliim halinde girdileri vermek ise daha iyi ve yakin
sonuclar iiretmistir. Ozellikler boliimler icinde eksen bazinda cikartildig1 icin
boliimlerdeki degerlerin boyutu 12’ye (12 eksen var) boliinebilir olmalidir. Eger
girdi 16 saniyelik pencere ise ve 9600 uzunlugunda veri ise, girdiyi 32 boliime
bolmek her boliimde 300 tane deger oldugu anlamina gelmektedir. 300 12’ye tam
boliinmektedir ve eksen bazinda oOzellikler cikartilabilir. Eger girdi 30 parcaya
boliintirse her bolim 320 degerden olusur ve 12ye tam boéliinemez, eksen

bazinda o6zellikler ¢ikartilmaz.

89.9
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85.5
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Sekil 4.21 Girdinin farkli boyutlarda boliimlere ayrilmasinin dogruluga etkileri
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Sekil 4.22'de goriilebildigi gibi, boliim sayis1 arttikca biitiin metrikler (dogruluk,
F1, kesinlik, animsama) daha iyi basar1 vermektedir. Donanim kisitlamasindan
dolay1 daha fazla boliimler iizerinde deneyler yapilamamistir. Pencereleri 50
boliime ayirarak aga girdi olarak vermek %86.4 dogruluk (40 boliimde %86) ile

en iyi sonucu Uretmistir.

Parametreler
TS=10
TS=20
TS=32
TS=40
TS=50

87.11
83.0

- 78.8
S74.7
§ 70.5
", 66.4-
£62.2/
5 58.1
$ 53.91
49.8
"D145.6,
0 41.5]
37.3
33.2
29.0/
24.91
20.71
16.6/
12.4
8.3
4.1

Test Dogruluk F1 Kesinlik Animsama
Degerlendirme Metrigi

Sekil 4.22 Girdinin farkli boyutlarda boliimlere ayrilmasinin test seti tizerinde
sonuca etkileri

4.1.1.2 LSTM Mimarisi ve Sonu¢

Uygun parametreler secildikten sonra LSTM mimarisi Sekil 4.23’te gosterildigi gibi

tek hiicreli, tek yonlii LSTM’den olusmaktadir.
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Sekil 4.23 LSTM siniflandirma ag1 mimarisi

Bu mimari ve secilen uygun parametreler ile test seti {izerinde elde edilen en iyi

sonug %86.4 dogruluk, %86 F1, %87 kesinlik, %86 animsamadir.

4.1.2 LSTM ve Ham Veri Ozellikleri

Herhangi ayirt edici 6zellikler cikartilmadan, sensorlerden toplanan ham veriler
kullanilarak LSTM ag1 ile egitim yapilmistir. Ham veriler, pencereler
olusturulduktan ve degerler 0+1 arasina Normallestirme yapildiktan sonra LSTM
agma girdi olarak verilmistir. Buradan elde edilen sonuclar zaman alaninda

ozellikler ¢ikartilarak egitilen model sonuclari ile karsilastirilmistir.

Cesitli sayida boliimlere ayrilan veriler ile yapilan siniflandirma deney sonuclari
Sekil 4.24’te gosterilmistir. Girdiler 20, 40, 80, 120, 160, 200 ve 400 boliime
ayrilarak LSTM agina verilmistir. Bolim sayisi arttikca dogruluk artmaktadir
(Sekil 4.24). Veri 160, 200 boliime ayrildiginda ise sonuglar doyuma ulagmaistir.
Girdi 400 boliime ayrilinca dogruluk cok az diismeye baslamistir. 20 boliimden
200 boliime kadar dogruluk artarken veri 120 boliime ayrildiginda cok diisiik
dogruluk sonucu vermistir (Sekil 4.24). Bunun sebebi 9600 uzunlugundaki girdi
120 boliime ayrildiginda her boliimiin uzunlugu 12’ye tam boliinmemektedir ve

her boliim 12 eksene ait verileri eksiksiz bulundurmamaktadir.
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Sekil 4.24 Ham verinin farkli boyutlarda boliimlere ayrilarak LSTM aginda
kullanilmasinin dogruluga (a) ve kayip degerine (b) etkileri
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Dogrulama setinde 160 ve 200 boliime ait sonugclar en iyi sonuclar1 vermistir ve
dogruluk grafiginde sonuglar yakindir. Test seti {izerinde yapilan deney sonuglari
Sekil 4.25'te gosterilmistir. Ham veriler 200 boliimler halinde girdi olarak

verildiginde en iyi sonuc olan %83.3 dogruluk ve %84 kesinlik elde edilmistir.

Parametreler
B T7S=20
. TS=40
Il TS=80
B 7S=120
B TS=160
Il TS=200
. TS=400

84.1
280.1
276.1
K721
L 68.1
£64.1
T60.1
L56.1
2521
Sa81
44.1
40.0
36.0
32.0
28.0
24.0
20.0
16.0
12.0
8.0
4.0

Test Dogruluk F1 Kesinlik Animsama
Dederlendirme Metrigi

Sekil 4.25 Ham verinin farkli boyutlarda boliimlere ayrilarak LSTM aginda
kullanilmasinin test setinde sonuca etkileri
Ham veriyi -1+1 degerleri ve 0+1 degerleri arasina Normallestirmenin sonuca
etkileri Sekil 4.26'da goOsterilmistir. Zaman alaninda c¢ikartilmis 6zellikler
kullanildiginda Normallestirme yontemleri arasinda %1 sonug fark: vardi (Sekil
4.19). Ham veride 0+1 degerleri arasina Normallestirme yapmak, -1+1 degerleri
arasina Normallestirme yapmaktan %11 daha iyi dogruluk, %10 daha iyi kesinlik

sonucu iiretmistir (Sekil 4.26).
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Sekil 4.26 (a) Normallestirme yontemlerinin ham veride dogruluga etkisi. (b)
Normallestirme yontemlerinin ham veride test seti iizerinde sonuglari
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Herhangi 6zellik cikartmaksizin, ham veriler ile LSTM ag1 egitilerek elde edilen en

iyi sonuc¢ %83.3 dogruluk, %84 kesinlik, %83 F1, %83 kesinliktir.

4.1.3 LSTM ve Oto Kodlayic1 Ozellikleri

Derin O0grenmede bilirkisiye ihtiya¢ duymadan Oto Kodlayicilar kullanilarak
veriden ayirt edici Ozellikler cikartilabilmektedir. Boliim 2’de bahsedilen birkac
farkli Oto Kodlayica: tiirlerinden Derin Oto Kodlayici ile 6zellik cikartilmistir ve
LSTM agina girdi olarak verilmistir. Siniflandirma sonuclar1 daha sonra, ham veri
ve zaman alanindaki oOzellikler kullanilarak elde edilen sonuglar ile

karsilastirilmistir.
4.1.3.1 Oto Kodlayic1 Parametrelerinin Sonuca Etkileri

Deneyler giris (input), sifreleyici (encoder), sifre (code), sifre ¢oziicli (decoder)
ve cikis (output) katmanlarindan olusan Derin Oto Kodlayici tizerinde yapilmistir
(Sekil 4.27). 16 saniyelik pencerelerde giris katmani ve cikis katmani 9600
boyutundadir. Sifre katmanina kadar girdi %25 oraninda kiiciiltmekte (7200) ve

daha sonra sifre c¢oOzlici katmaninda girdi tekrardan olusturulmaya

calisiilmaktadir.
Girig Dropout Cikis Katman
Katman Katman

Sifre (6zellikler)

Sekil 4.27 Derin Oto Kodayict mimarisi
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Parametreler
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(b) Dogrulama setinde kayip degeri

Parametreler
s DR=0.1
s DR=0.3
s DR=0.5

0 Test Dogruluk F1 Kesinlik Animsama
Degerlendirme Metrigi

(c) Test seti lizerinde sonuclar

Sekil 4.28 Derin Oto Kodayicida dropout parametresinin LSTM siniflandirma
sonucuna etkileri
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Oto Kodlayici aginda ezberlemeyi engellemek icin giris katmanindan sonra
dropout katmani eklenmistir. 0.1-0.5 dropout degerleri kullanilarak Oto
Kodlayicidan elde edilen oOzellikler kullanilarak LSTM aginda siniflandirma

yapmanin sonuclar1 Sekil 4.28’de gosterilmistir.

Sekil 4.28 tizerinde goriildiigii gibi dropout degerini 0.1 kullanmak, test setinde
biitiin metriklerde daha iyi sonug iiretmistir. Oto Kodlayici kullanilarak ¢ikartilan
ozelliklerle en iyi elde edilen siniflandirma sonucu %79.3 dogruluk, %79 F1, %79

kesinlik ve %79 amimsamadir.

4.1.4 Makine Ogrenmesi Yontemleri

Derin 6grenmeyle elde edilen sonuclar1 karsilastirmak icin makine 6grenmesi
yontemleri ile siniflandirma yapilmistir. Makine 0grenmesi yontemleri olarak,
boliim 2’de anlatilan, bu alandaki calismalarda en cok tercih edilen Naive Bayes,
Karar Agaci, SVM ve Rasgele Orman kullanilmistir. Bu yontemler ile egitim
yapmak ve model olusturmak icin WEKA araci kullanilmistir. Biitiin yontemler

WEKA'da bulunan varsayilan ayarlar ve parametreler ile uygulanmaistir.

Makine oOgrenmesi yontemlerine pencerelerden zaman alaninda o6zellikler
cikartilarak girdi olarak verilmistir. Naive Bayes ile yapilan deneyde %56 dogruluk
elde edilmistir. Naive Bayes karsilastirilmak icin ¢ok kullanilan yontem olsa da
aktivite ve seyahat tiirii tanimada diisiik basar1 tireten yontem olmustur. Karar
Agaci (J48) ile yapilan deneyde %71 dogruluk elde edilmistir. SVM ile daha iyi
sonu¢ olan %81 dogruluk elde edilmistir. En iyi sonucg ise diger calismalarda da

iyi sonuc iireten Rasgele Orman ile %83.8 dogruluk elde edilmistir.

4.2 Smflandirma Sonucunu Etkileyen Etkenler

4.2.1 Veri On isleme

Veriler toplanirken veri toplayan kisiden, cihazdan veya sensérlerden kaynakli
hatalar olusabilmektedir. Bu hatalar veri setine u¢ degerleri (cok biiyiik veya ¢ok
kiiciik) eklemektedir. Sekil 4.29’da solda, 6n isleme yapilmadan Once ivme o6lcer

sensoriiniin x ekseninin cubuk grafigi verilmistir. Daha sonra veri {izerinde
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aritmetik ortalama ile Diizlestirme (Arithmetic Mean Smoothing) yapildiktan
sonra, Sekil 4.29'da sagda bazi ug¢ degerlerin (-30, +40 gibi) diizlestigi

goriilebilmektedir. Diizlestirme icin 11 oOrnekten olusan pencere boyutu

kullanilmustir.

2000000
1400000

1750000 -
1200000 -

1500000 -
1000000 -

1250000 4
800000

1000000
750000 600000 -
500000 4 400000 -
250000 - 200000
0- 0-

-30 -20 -10 0 10 20 30 40 -20 -10 0 10 20

Sekil 4.29 Egitim setinde ivme 6lcer x ekseni verileri cubuk grafigi (Solda) On
isleme yapilmadan 6nce (Sagda) Aritmetik ortalama Diizlestirme yapildiktan
sonra
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Sekil 4.30 (a) Dogrulama setinde Diizlestirmenin dogruluga etkisi (b) Test
setinde Diizlestirmenin sonuca etkileri
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Sekil 4.30’da goriildiigii gibi, Diizlestirme yapmanin dogruluk setinde dogruluga

cok az etkisi olsa da test setinde sonuclara olumsuz etki yapmustir.

4.2.2 Pencere Boyutu

Biitiin deneyler 16 saniyelik pencereler ile yapildiktan ve uygun parametreler
belirlendikten sonra 4, 8 ve 32 saniyelik pencereler ile deneyler yapilmistir. 32
saniyelik pencerede 80 zaman adimi ve 600 LSTM birim sayis1 kullanilmistir. 8
saniyelik pencerede 40 zaman adimi ve 300 LSTM birim sayis1 kullanilmistir. 4

saniyelik pencerede ise 20 zaman adimi ve 300 LSTM birim sayis1 kullanilmistir.

Parametreler
Bl Zaman Alani Ozellikler + LSTM

mmm Rasgele Orman (Makine Ogrenmesi)
I Ham Veri + LSTM

B Oto Kodlayici Ozellikler + LSTM

88.22
84.02
79.82
75.62
71.42

x67.22

563.02

1558.82

854.62
50.41
46.21
42.01
37.81
33.61
29.41
25.21
21.01

16.8
12.6
8.4
4.2
0.0

16s 8s
Pencere Boyutu

Sekil 4.31 Pencere boyutlarina gore farkli yontemler ile elde edilen dogruluk
sonuclari
32 saniyelik pencere yerine 16 saniyelik pencere kullanildiginda, LSTM ve zaman
alani ozellikleriyle %1.7, Rasgele Orman makine 6grenmesi yontemiyle %2.3,
LSTM ve ham veri 6zellikleriyle %1.9 daha diisiik dogruluk elde edilmistir (Sekil
4.31). Pencere boyutunu 16 saniyeden 32 saniyeye cikartmak sonuclar {izerinde

olumlu olsa da biiyiik iyilestirme yapmamuistir.
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16 saniyelik pencere yerine 8 saniyelik pencere kullanildiginda, LSTM ve zaman
alanmi Ozellikleriyle %2.7, Rasgele Orman makine 0grenmesi yontemiyle %1.8,
LSTM ve ham veri 6zellikleriyle %3.3, LSTM ve Oto Kodlayic1 6zellikleriyle %8.6
daha diisiik dogruluk elde edilmistir (Sekil 4.31). Bu deney sonucunda goriildigi
gibi Oto Kodlayic1 6zellikleri kullanirken 16 saniyeden kiiciik pencere boyutu

kullanmak sonucu cok olumsuz etkilemektedir.

Pencere boyutu 8 saniyeden 4 saniyeye indirildiginde ise, LSTM ve zaman alani
ozellikleriyle %2.2, Rasgele Orman makine 6grenmesi yontemiyle %3.5, LSTM ve
ham veri 6zellikleriyle %15, LSTM ve Oto Kodlayic1 6zellikleriyle %3.8 daha diistik
dogruluk elde edilmistir. Bu sonucta goriildiigii gibi 8 saniyelik pencere ile ham
veri Ozellikleri kullanarak %80 dogruluk elde edilirken 4 saniyelik pencere
kullanildiginda dogruluk %65’e diismiistiir. Ham veri 6zellikleri kullanirken 8

saniyeden kii¢iik pencere boyutu kullanmak sonucu ¢ok olumsuz etkilemektedir.

32 saniyelik pencere ile en iyi sonug, %88.1 dogruluk, elde edilse de 16 saniyelik
pencere kullanmak tercih edilmistir. 32 saniyelik pencereler kullanildiginda ve
pencereler %50 ortiistiiriildiigiinde her 16 saniyede bir tahmin yapilmaktadir. 16
saniyelik pencere kullanildiginda ise, 2 kat daha hizli, 8 saniyede bir tahmin

yapilabilmektedir.

4.2.3 Veriyi Egitim, Dogrulama, Test Setlerine Ayirma Yontemi

Veriler boliim 3.2.5’te anlatildig1 gibi 3 farkli yontemle egitim, dogrulama ve test

setlerine ayrilmistir.

Metrobus Yolculugu 10:10

|

Egitim Dogrulama Test Egitim Dogrulama Test

Sekil 4.32 Veri setini sirayla 3-1-1 seklinde setlere ayirmak

Ik denenmis olan yontem, pencereleri sirasiyla 3 tanesini egitim setine, 1 tanesini

dogrulama setine, 1 tanesini de test setine ekleyerek setlere ayirmaktir (Sekil
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4.32). Bu sekilde veriler %60 egitim setine, %20 dogrulama setine ve %20 test
setine ayrilmis olmaktadir. Bu yontem kullanildiginda farkli cihaz konumlarinda
toplanan aktivite verileri de esit sekilde setlere dagilmis olmaktadir. Bu yontem
kullanilarak setlere ayrilan veri ile Oto Kodlayic1 6zellikleri ¢ikartilarak yapilan
LSTM smniflandirma sonucunda, 16 saniyelik pencere ile, %97 dogruluk elde
edilmistir. Bu yontemle elde edilen sonu¢ adil olmamaktadir. Veriler setlere
ayrildiginda, ayni yolculugun 48 saniyesi egitim setine (3 pencere), devami olan
16 saniye dogrulama setine, devami olan 16 saniye de (1 pencere) test setine
eklenmektedir. Dolayisiyla ayni yolculugun art arda gelen ve cok benzer desenler
iceren boliimleri biitiin setlere de eklenmis olmaktadir. Bu sekilde egitim
yapildiginda ag ezberleme yapmaktadir ama dogrulama seti veya test seti ile bu
algilanamaz durumdadir. Agin ezberlemesini dogrulama setinde fark edilemez

olmasinin sebebi dogrulama setinde de egitim setindeki verilerin cok benzerinin

bulunmasidair.
&‘b
é5§§ 0‘;%0 &
& & »

Sekil 4.33 Veri setini aktiviteye gore %60-%20-%20 oraninda setlere ayirmak

Bir diger veriyi setlere ayirma yontemi, Sekil 4.33’te gosterildigi gibi, her
aktivitenin ilk %60’lik bolimiinii egitim setine, sonraki %Z20’lik bolimiini
dogrulama setine, sonraki %20’lik boliimiini de test setine eklemektir. Bu
yontemle ayrilan veri setlerinden 6zellikler cikartilarak LSTM ile siniflandirma
sonucunda ~%6 daha diisiitk dogruluk (%80) elde edilmistir. Bu yontemle veri
setini ayirarak siniflandirma yapmak adil sonu¢ vermemektedir. Veriler bu sekilde
setlere ayrildiginda aktiviteye ait cihaz konumlar1 dengesiz sekilde dagilmis
olmaktadir. Aktivite verisinin ilk %60’lik boéliimiinde, egitim setinde, olan cihaz

konumlar1 dogrulama setinde ve test setinde eksik olmaktadir. Ayni sekilde test
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setindeki cihaz konumlari egitim setinde mevcut degildir. Bu sekilde egitim
setindeki belirli cihaz konumu ile egitim yapilirken, test sirasinda egitimde hic
goriilmemis cihaz konumu ile karsilasilmis olmaktadir ve modelin basarisi yanlis

olciilmiis olmaktadir.

h

I w60 [%20 %20 | %60 %20 [%20

Sekil 4.34 Veri setini aktiviteye ve cihaz konumuna gore %60-%20-%20
oraninda setlere ayirmak
Veriyi egitim, dogrulama, test setlerine ayirmak icin tercih edilen yontem ise
yolculuk esasl dosyalar ile ayirmaktir. Her aktiviteye ait klasorler icerisindeki her
cihaz konumunun %60’lik bolimii egitim setine, %20’lik bolimii dogrulama
setine, %20’lik boliimii de test setine eklenmistir. Hesaplamalar dosya boyutuna
gore yapilmistir. Bu sekilde her aktivite dogru oranda setlere ayrilmis olmakta ve

aktivitelere ait cihaz konumlar1 dogru oranda biitiin setlere dagitilmis olmaktadir.
4.3 Simiflandirma Basarisini lyilestirme

Bu boliimde siniflandirma asamasindan sonra basariyr daha iyilestirmek icin

uygulanan adimlar anlatilmaktadir.

4.3.1 Boliim Esash Iyilestirme

Siniflandirma asamasindan sonra seyahat tiirleri iizerinde iyilestirilme yapilmistir.
Iyilestirme yapmak icin yolculuklar 5’er dakikalik béliimlere ayrilmistir. Kisi
seyahat ederken iki seyahat araci arasinda yiiriime aktivitesi olacagi i¢in her iki
farkli seyahat tiirii etiketi arasina yiirlime aktivitesi etiketi eklenmistir (Sekil
4.35). Bu sayede her 5 dakikalik yolculuktan sonra veya aracla seyahat ettikten
sonra ylirtime aktivitesi yapildiginda sonuc tizerinde iyilestirme yapilmis olacaktir.
iki yiiriime aktivitesi arasinda sadece tek bir aracla seyahat edilebilecegi
disiiniilerek, bir bolim icindeki en cok tahmin edilen simif hangisi ise, o

béliimdeki diger tahmin sonuclar1 buna gére diizeltilmistir (Sekil 4.35). Uzerinde
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iyilestirilme yapilan seyahat tiirleri sunlardir: metrobiis, tramvay, hizlt tren, tren,

metro, araba, motosiklet, bisiklet.

Bolim Bolim Bolim

) () () o | o
l l Iyilestirme Iyilestirme l
EEEE EEEY ] s JRRN o] st | e

Sekil 4.35 Boliim esash iyilestirme

Aracla seyahatlarda boliim esash iyilestirme algoritmasi uygulamak dogruluk
tizerinde %4.7, F1 metriginde %5, kesinlik metriginde %4, animsama metriginde
%5 iyilestirme yapmustir. Iyilestirme sonucunda %91.1 dogruluk elde edilmistir.
Iyilestirme algoritmasi Rasgele Orman makine 6grenmesi yonteminin sonuclari

tizerinde uygulandiginda %2.7 iyilestirilerek %86.5 dogruluk elde edilmistir.

Tablo 4.2 Aracla seyahat siniflarinda iyilestirme yapmanin metriklere etkileri

Aracla Seyahat Tiirii | F1 lyilestirme ini<1?e Sgltr:ilnlie ﬁfgﬁiﬁi

Tramvay %19 %13 %25
Metro %15 %17 %11

Araba %14 %19 %7

Tren %9 %7 %10

Hizli Tren %6 %4 %10
Bisiklet %5 %3 %7
Metrobiis %4 %3 %7
Motosiklet %4 %6 %1

103




Tablo 4.2’de goriildiigi gibi iyilestirme yapmak en cok sirasiyla tramvay, metro,

araba ve tren arag tiirleri iizerinde olumlu etki yapmaistir.

Tablo 4.3 Aktivite ve seyahat tiirlerine gore elde edilen sonu¢ metrikleri
(iyilestirmeden Once/iyilestirmeden sonra)

AktiViEE{ rSi;:yahat Dogruluk (%) | F1(%) | Kesinlik(%) | Animsama(%)
Metrobiis 91.1/97.9 90/94 88/91 91/98
Tramvay 65.3/90.4 69/88 73/86 65/90

Merdiven Inme 97.0/97.0 90/90 83/83 97/97

Merdiven Cikma 56.0/56.0 70/72 93/100 56/56

Hizli Tren 82.1/91.8 76/82 70/74 82/92
Tren 65.0/75.0 75/84 88/95 65/75
Metro 86.8/98.1 78/93 71/88 87/98
Araba 89.3/96.3 83/97 78/97 89/96
Motosiklet 95.5/97.4 93/97 90/96 96/97
Bisiklet 92.4/99.1 94/99 96/99 92/99
Kosma 96.7/96.7 97/97 97/97 97/97
Yiiriime 97.2/97.2 94/94 91/91 97/97
Sabit Durma 81.7/80.1 83/85 85/91 82/80
Ortalama 91.1 91 91 91

Tablo 4.3’de elde edilen en iyi sonuglar aktivite ve seyahat tiirlerinin her biri icin
ayr1 ayri verilmistir. Sonuclar, iyilestirme yapilmadan Once ve iyilestirmeden

sonraki oranlari olmak {izere karsilastirmali verilmistir.
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4.3.2 Tren ve Hizli1 Tren Simiflarini Birlestirme

Siniflandirma sonucunda en cok karistirilan seyahat araclarinin hizl tren, tren ve
metro oldugu tespit edilmistir. Bu ii¢ seyahat tiirleri rayl sistem iizerinde calisan
seyahat tiirleridir ve benzer hareket desenleri icerebilmektedir. Ozellikle hizli tren
ve tren seyahat tiirleri belirli rotalarda ¢cok benzer yolculuklar yapabilmektedirler.
Bu yiizden tren ve hizl tren aktiviteleri tek sinif olarak degerlendirildiginde, 12
sinif arasinda aktivite ve seyahat tiirti tanimanin dogruluk basaris1 %91.1’den

%93.1’e yiikseldigi goriilmektedir.

Tren ve hizli tren aktivitelerinin bir kismi sabit durma aktivitesi olarak tahmin
edilmistir. Sabit durma olarak tahmin edilen bu aktiviteler gercekte trenin durma
anlarinda toplanmis ve tren olarak etiketlenmis veriler olabilmektedir. Bu
aktiviteler dogru olarak kabul edildiginde dogruluk basaris1 %93.1’den %94.1e
ylikselmektedir.
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5

SONUC VE ONERILER

Bu boliimde aktivite ve seyahat tiirii tanimada elde edilen sonuclar ve sonuca etki

eden etkenlerin sebepleri anlatilmistir.
5.1 Sonug

Bu tezde LSTM derin 6grenme yontemi kullanilarak aktivite ve seyahat tiirii
tanimasi yapilmistir. Veriler ivme Olcer, jiroskop ve miknatis Olcer sensorlerinden
toplanmistir. Cihaz oryantasyonundan ve konumundan bagimsiz 13 aktivite ve
seyahat tiirii birlikte simiflandirilmistir. Bu tiirler sabit durma, yiiriime, kosma,
merdiven ¢itkma, merdiven inme, bisiklet, motosiklet, araba, metro, tramvay, tren,

hizli tren ve metrobiistiir.

LSTM derin 6grenme aginda aktivite ve seyahat tiirii tanimada uygun
parametreleri bulmak icin deneyler yapilmistir. Bu deneyler sonucunda Adam
eniyilestirici algoritmasi, 0.0005 6grenme hizi, %50 dropout, 600 LSTM birim
sayisi, 1 hiicreli LSTM, tek yonlii LSTM parametreleri ile en iyi sonug elde

edilmistir.
5.2 Normallestirme ve Diizlestirme

Veriyi 6n isleme adimlarinin smiflandirma sonucu {zerindeki etkileri
arastirilmistir. Zaman alaninda cikartilan 6zellikler pencere icinde boliim esash
normallestirilmistir. Her boliimdeki her eksenin en biiyiik ve en kiiciik degerleri
hesaplanmistir ve Normallestirme yapilmistir. Zaman alani 6zelliklerinde 0+1
veya -1+1 degerleri aras1 Normallestirme yapmanin sonuglari arasinda ¢ok biiytik
fark goriilmese de ham veriler iizerinde 0+1 degerleri arasina Normallestirme
yapmak %11 daha iyi dogruluk vermistir. Ham verilerde Normallestirme islemi
biitiin veri setindeki her eksenin en biiyiik ve en kiiciik degerleri hesaplandiktan

sonra eksenler iizerinde yapilmistir.
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Veriler iizerinde Diizlestirme (Smoothing) yapmanin verideki ug¢ degerleri
cikarttig1 gozlemlenmistir (Sekil 4.29). Ama bunun sonuca olumlu etkisinin
olmadig1 belirlenmistir. Diizlestirmenin sonucu olumlu etkilememis olmasinin
sebeplerinden birisi egitim yapilirken uc¢ degerlere duyarli olmayan MAE kayip
fonksiyonunun kullanilmasi olabilir. Bir baska sebep olarak veride egitimi

etkileyen cok fazla u¢ degerin olmadig1 sonucu cikartilabilir.
5.3 Zaman Adimi Sayisi

Ham veriler 20-400 aras1 zaman adimlarina ayrilarak siniflandirma deneyleri
yapilmistir. Ham veriler ile egitim yapildiginda, girdi ne kadar fazla zaman
adimina ayrilirsa sonucun da o kadar arttig1 gézlemlenmistir (Sekil 4.25). 200
zaman adiminda sonu¢ doyuma ulasmistir ve en iyi dogruluk degerini tiretmistir.
16 saniyelik pencerenin 200 boliime ayrilmasi her boliimde 80 milisaniyelik veri
oldugu anlamina gelmektedir. 80 milisaniyede 3 sensorden 48 tane deger
toplanmaktadir. Bu 48 ham veri 6zelligi LSTM ag1 bellegi icin yeterli kadar bilgiye
sahip boltimleri olusturdugu disiiniilmistiir. Girdi 400 boliime ayrildiginda ise
basar1 biraz diismiistiir. Bunun sebebi her bolimde LSTM aginin egitimi icin

yeterli kadar ozellik, bilgiye sahip olmamasi olarak yorumlanmustir.

Zaman alaninda ozellikler cikartildiginda girdiler 10-50 arasi zaman adimina
ayrilarak deneyler yapilmistir. Her bolim icin biitiin istatistiksel o6zellikler
cikartildig: icin boliim sayisi arttikca verinin boyutu da biiylimektedir. Donanim
kisitlamasindan dolayr girdiyi daha fazla boliimlere ayirarak deneyler
yapilamamustir. Sekil 4.22’de goriildiigii gibi zaman adimui sayis: arttikca basari da
artmaktadir. 40 ve 50 zaman adimi arasinda ¢ok az dogruluk farki mevcuttur ve
girdi 50 boliime ayrildiginda en iyi basariyr iiretmistir. Her boliimde 320
milisaniyede sensorlerden toplanmis her eksen icin 16 tane deger mevcuttur
(toplam 192). Istatistiksel 6zellikler cikartmak icin 16 tane degerin uygun, yeterli

oldugu ve iyi sonug tirettigi belirlenmistir.
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5.4 Ozellik Cikartma

LSTM parametreleri secildikten sonra 6nce ham veriler ile egitilerek siniflandirma
sonucu elde edilmistir. Daha sonra verilerden 27 adet zaman alaninda istatistiksel
ozellikler cikartilmistir ve LSTM ile siniflandirma yapilmistir. Son olarak Oto
Kodlayici derin 6grenme yontemi ile elde edilen 6zelliklerle LSTM ag1 egitilmistir

ve siniflandirma yapilmistir.

Ham veri iizerinde herhangi ayirt edici 6zellik c¢ikartmadan veriyi LSTM agina
girdi olarak vererek %83.3 dogruluk elde edilmistir. Diger yandan makine
o0grenmesi yontemiyle, istatistiksel 6zellikler kullanilarak en iyi elde edilen sonug
%83.8'dir. Bu sonu¢ LSTM agnin girdiyi boliimler halinde alarak ve bellek
olusturarak, belirli 6lciide ozellik ¢ikartabildigi ve istatistiksel 6zellikler kullanan
makine oOgrenmesi yontemleri kadar iyi smiflandirma yapabildigini
gostermektedir. Bunun sebebi LSTM yapisinin zamana bagl problemlere uygun

olmasi ve girdi boliimlerinden bellek olusturabilmesi olarak yorumlanabilir.

Oto Kodlayici ile ham veriden ozellikler cikartilarak %79.3 dogruluk elde
edilmistir. Bu sonug¢ ham veri kullanilarak elde edilen sonuctan %4 daha diistikttir.
Oto Kodlayicinin zamana bagl verilerdeki desenleri, herhangi bellek yapisi
olmadigi icin, cok iyi ¢ikartamadig1 sonucuna varilabilir. Zaman alaninda 27 adet
istatistiksel 6zellik cikartilarak LSTM aginda kullanildiginda %86.4 dogruluk elde
edilmigtir. Siirekli tekrar eden aktivite ve seyahat tiirii desenleri icin istatistiksel
ozellikleri kullanmanin daha iyi sonug iirettigi sonucuna varilabilir. Derin
o0grenme yontemi olan LSTM agi makine 6grenmesi yontemlerinden daha iyi

sonu¢ Uretmistir.
5.5 Pencere Boyutu

LSTM ve zaman alani 6zellikleriyle 16 saniyelik pencerelerle %86.4 dogruluk elde
edilmisken 32 saniyelik pencereler ile siniflandirma yapildiginda %88.1 dogruluk
elde edilmistir. Pencere boyutunu iki katina c¢ikarmak sonug¢ iizerinde %1.7
iyilestirme yapmistir. Pencere boyutunu biiyiitmek, makale [18] ve [35] icinde

belirtildigi gibi dogruluk tizerinde biiyiik etki yapmamistir. Bu sonuc¢ 16 saniyelik
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pencereden cikartilan istatistiksel 6zelliklerin 13 adet aktivite ve seyahat tiirlerini

yliksek basartyla siniflandirmak icin yeterli oldugunu gostermektedir.

Makine 6grenmesi yontemleri, ham veri ve Oto Kodlayici 6zellikleriyle 4 saniyelik
pencerede %80’den diisiik dogruluk elde edilmisken, istatistiksel ozellikler ve
LSTM agiyla %81.5 dogruluk elde edilmistir. 4 saniyelik %50 Ortiismeli pencereler
kullanildiginda her 2 saniyede siniflandirma yapilmaktadir. LSTM derin 6grenme
yonteminin ve zaman alanindaki 6zelliklerin, gercek zamanl aktivite ve seyahat
tiri tanima uygulamalarinda kullanilabilecek diizeyde iyi sonu¢ verdigini

gostermektedir.

Oto Kodlayic1 6zellikleriyle 16 saniyelik pencerede %79.3 dogruluk elde edilse de
8 ve 4 saniyelik pencerelerde sirasiyla %70.7 ve %66.9 dogruluk elde edilmistir.
Bu sonuclar Derin Oto Kodlayici aginin, tekrar eden aktivite verisi desenlerinden
ozellik cikartmada istatistiksel Ozellikler kadar iyi olmadigini gostermektedir.
Istatistiksel 6zelliklerin aktivitedeki tekrarlayan desenleri daha iyi ifade ettigi

ortaya konmustur.

16 saniyelik pencerede LSTM ve ham veri 6zellikleriyle elde edilen dogruluk ile
Rasgele Orman makine 6grenmesi yontemiyle elde edilen dogruluk arasinda %0.5
fark vardir. Herhangi ayirt edici 6zellik cikartmadan ham veri kullanarak derin
o0grenme yontemiyle siniflandirma yapmak, istatistiksel Ozellikler kullanan

makine 6grenmesi yontemi kadar iyi sonuc verebildigi ortaya konmustur.
5.6 Karistirilan Aktiviteler

Sekil 5.1 iizerinde siniflandirma sonucunun karisiklik matrisi verilmistir. Bu
grafikte, tramvay ve metrobiis seyahat tiirlerinin belirli miktarda karistirildig:
goriilmektedir. Bu iki seyahat tiirii belirli yollarda benzer sekilde yolculuk
yapmaktadir ve hizlar1 veya yokuslar1 benzer olabilmektedir. Bu benzer desenler
iceren veriler, az miktarda bu iki seyahat tiiriiniin karistirilmasina sebep olmus

olabilir.

Merdiven c¢ikma aktivitesi merdiven inme aktivitesiyle karistirilmistir. Benzer

problem makale [23]’de de bahsedilmistir. Merdiven inme ve merdiven ¢ikma
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aktiviteleri benzer ayak hareketleriyle yapilmaktadir. Bu benzer desenler
karisikliga neden olmus olabilir. Diger neden ise bu iki aktivite verilerinin digerler
verilere kiyasla cok az olmasi olabilir. Makale [24] egitim verisinin dogruluga
etkisinin oldugunu belirtmistir. Merdiven citkma ve merdiven inme aktivitelerinin
egitim verisinin ¢ok az olmasi bu aktivitelerin iyi basariyla siniflandirilmasina

engel olmus olabilir.

Cok karistirillan seyahat tiirleri ise hizl tren, tren ve metro’dur. Bunlardan en ¢ok
tren ve hizli tren seyahat tiirleri birbiriyle karistirilmistir. Tren ve hizli tren benzer
yollar lizerinde seyahat etmektedir. Hizli tren uzun yolda trenden daha hizli
seyahat etse de bazi yerlerde bu iki aracin hizlar1 ve yolculuklar1 benzer
olabilmektedir. Metro ise hizli tren ve tren gibi raylar iizerinde seyahat
gerceklestiren toplu tasima aracidir. Bu ¢ rayli sistem seyahat araclarinin
karistirilma sebebi belirli yerlerde benzer yolculuklar yapilabilmesidir ve beklenen

karisikliklardan biridir.

Motosiklet seyahat tiiriiniin yiirtime ile az oranda karistirildig1 goriilmektedir.
Motosikletteki kisinin ayak hareketleri yiiriiyen kisininkiyle ayni olmasa da trafikte
yavas hareket eden motosikletin desenleri yiiriime hareketi ile karistirilmis
olabilir. Diger yandan kosma hareketinin yiiriime aktivitesiyle karistirilmasi ise
dogaldir. Bisiklet siirme motosiklet siirme ile karistirilmistir. Bu iki binilen arag
birbirine benzer olup, kisinin oturma sekli de benzemektedir. Bisiklette pedal

cevrilse de bisikletin hareketi motosiklet hareketine benzeyebilmektedir.

Bazi arac tiirleri sabit durma aktivitesi olarak tahmin edilmistir. Buna sebep
olabilecek nedenlerden birisi araclarda seyahat ederken durma anlarinin da
seyahat tiirii olarak etiketlenmesidir. Dolayisiyla bu sabit durma olarak tahmin

edilen araclar gercekte de sabit duran araclari ifade ediyor olabilir.
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Karisiklik Matrisi
Metrobis| 942 23 0 0 0 0 1 0 42 23 0 2 0

Tramvay| 64 247 0 0 16 13 25 1 1 0 0 0 1

Merdiven inme{ © 0 130 0 1 0 0 0 0 0 2 1 0

Merdiven Cikma

HizhTrenl 55 40 0 0 PJEPPY 136 118 44 39 8 0 6 60
Trenl 5 26 0 0 485 PWIWN 196 71 44 8 0 110 346

Metro| © 1 0 0 49 67 879 5 5 1 0 3 2
Arabal 1 1 0 0 7 14 7 489 5 0 0 20 3
Motosiklet! © 0 0 0 7 2 1 7 30 0 69 16
Bisiklet{ © 0 0 2 34 5 0 0
Kosmal O 0 0 0 1 0 0 0
Yirame{ 1 0 5 0 13 0 0 0
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Sekil 5.1 LSTM ve zaman alani 6zellikleriyle elde edilen simiflandirma
sonucunun karigiklik matrisi
Calisma [41] araba ve bisiklet araclarinin birbiriyle karistirildigini yazsa da

yapilan deneyde bu iki arac birbiriyle karistirilmamastir.
5.7 lyilestirme

Siniflandirma yapildiktan sonra 5 dakikalik aracla yolculuklar iizerinde iyilestirme
yapilmistir ve dogruluk %4.7, F1 %5, kesinlik %4 ve animsama %5 iyilestirilmistir.
Aracla seyahat tiiriine binerken ve aractan inerken yiirtime aktivitesi
yapilmaktadir. Iyilestirme algoritmasi yiiriime aktivitesine kadar olan aracla
seyahat iizerinde iyilestirme yapmaktadir. Iyilestirme gecikmesini azaltmak icin,

yliriime aktivitesine ulasincaya kadar yolculuklar 5 dakikalik béliimlere ayrilarak
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iyilestirme uygulanmistir. Iyilestirme sonucunda elde edilen karisiklik matrisi

Sekil 5.2’de verilmistir.

Karisiklik Matrisi

Metrobis/102 1 0 0 o0 0 0 0 18 0 0 2 0
Tramvay 36 342 0 0 0 0 0 0 0 0 0 0 0
Merdiven inme{ © 0 130 0 1 0 0 0 0 0 2 1 0

Merdiven Gikma; © 0 21 28 0 0 0 0 0 0 1 0 0

Hizli Tren] 55 36 0 0 PpEEEE 31 42 1 20 2 0 6 39
Tren! 5 19 0 0 458 pHEEN 82 14 17 3 0 110 215

Metrol © 0 0 0 1 11 993 o0 4 0 0 3 0
Arabal 0 0 0 0 0 0 0 527 O 0 0 20 o0
Motosiklet{ © 0 0 0 0 0 0
Bisiklet; O 0 0 0 1 0 0
Kosma| © 0 0 0 1 0 0

Yargmel 1 0 5 0 13 0 0
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Sekil 5.2 Iyilestirme adimindan sonra simflandirma sonucunun karisiklik matrisi

Iyilestirme adimindan sonra tramvay seyahat tiiriinde F1 metrigi %19
iyilestirilmistir. Birbiriyle karistirilan metro seyahat tiiriinde %15 F1, tren seyahat
tlirtinde %9 F1 metrigi iyilestirilmistir. Motosiklet ile karistirilan bisiklet aracinda
ise iyilestirme sonucunda neredeyse karistirma olmamistir. Sabit durma olarak

tahmin edilen arac tiirlerinin sayis1 azalsa da belirli 6lciide hala karistirilmaktadir.

Sekil 5.2’de sabit durma aktivitesinin arag¢ tiirleri olarak etiketlendigi

goriilmektedir. Bunun sebebi kisinin sabit duran telefonu bir anda eline alirken
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olusan hareket desenlerinin aracla seyahat desenlerine benzetilmesi olarak

yorumlanmistir.
5.8 Model Boyutu ve Simiflandirma Siiresi

LSTM ve Rasgele Orman siniflandirma modellerinin boyutlar1 Sekil 5.3te
verilmistir. 4 ve 8 saniyelik pencereleri kullanan LSTM modelinin boyutu 4.8 ve
9.1 megabayttir. 16 saniyelik pencereler ile ham veri kullanan LSTM modeli 18.8
megabayt iken istatistiksel Ozellikler kullanan LSTM model boyutu 26.8
megabayta citkmistir. Diger yandan Rasgele Orman makine 6grenmesi yontemi
modelinde pencere boyutu arttikca model boyutu kiiciildiigii goriilmektedir. 4
saniyelik pencere kullanildiginda 368 megabayt olan model boyutu 16 saniyelik
pencere kullanildiginda 100 megabayta diismiistiir. Istatistiksel &zellikler
kullanan LSTM modeli boyutu Rasgele Orman modelinden 4 kat daha kiiciiktiir

ve akilli telefonlarda kullanilmaya uygundur.

‘O LSTM (Ham Veri) ) LSTM (istatistiksel Ozellikler)
LSTM (Oto Kodlayici Ozellikler) O Rasgele Orman
368,0 MB
337,7 MB
307,5 MB
277,2 MB
o 246,9 MB
2
5 216,7 MB
= 193
3 186,4 MB
o0
o 156,1 MB
K
= 1259 MB
100
95,6 MB
65,3 MB 51,6
35,1 MB 268
2 —Or; —O0
48mB O o— 188
4sn 8sn 16sn 32sn

Pencere Boyutu

Sekil 5.3 Siniflandirma Model Boyutu
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Modellerin siniflandirma siireleri karsilastirmali olarak Sekil 5.4’te gosterilmistir.

O LSTM (Ham Veri) . LSTM (istatistiksel Ozellikler)
LSTM (Oto Kodlayici Ozellikler) O Rasgele Orman

7,01 ms
6,01 ms
5,01 ms

4,01 ms

Sire (ms)

3,01 ms

2,01 ms

1,01 ms
0,01 ms Q

0,1 0,1
O —)

4sn 8sn 16sn 32sn

02

Pencere Boyutu

Sekil 5.4 Modelin Tek Ornegi Simiflandirma Siiresi

Rasgele Orman siniflandirma modeli, pencere boyutundan bagimsiz her 6rnegi
0.1 milisaniyede smniflandirmistir. LSTM modelleri arasinda ise istatistiksel
ozellikler kullanan model digerlerinden daha hizli siniflandirma yapmistir. Ham
veri ve Oto Kodlayic1 6zellikleri kullanan LSTM modeli 16 saniyelik veri 6rnegini
6 milisaniyede smiflandirmistir. Oto Kodlayicinin veriden 6zellik cikartmas: 0.7
milisaniye stirmektedir ve toplam siire 6.7 milisaniye etmektedir. 16 saniyelik veri
orneginden 27 adet istatistiksel ozellik ¢ikartmak 810 milisaniye stirmektedir. Bu
istatistiksel ozellikler kullanilarak 16 saniyelik veri 6rnegini siniflandirmak 2.5

milisaniye stirmektedir.

Literatiirde bu tez projesinde kullanilan veri setin daha biiyiigiinii kullanan
calisma [18] ivme Olcer, jiroskop ve miknatis olger ile 5 adet aktiviteyi %92.5
dogrulukla smiflandirmistir. Calisma [18] seyahat tiirlerini tek smif olarak
degerlendirmistir. Bu projede ise 12 aktivite ve seyahat tiirii siniflandirmada
%93.1 dogruluk basarisina ulasilmistir. Diger calismalarda bu projede kullanilan
veri setinden farkli veri setleri kullanilmistir ve sonuglarin birebir karsilastirilmasi
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miimkiin degildir. Derin 6grenme kullanan makale [17] 7 adet aktivite ve seyahat
tlirtint 10 saniyelik pencereler kullanarak %94.4 dogrulukla simiflandirmistir. Bu
tezde LSTM derin 6grenme yontemiyle 8 saniyelik pencereler kullanilarak 12 adet
sinif %90.1 dogrulukla smiflandirilmistir. 16 saniyelik pencereler kullanilarak
%93.1 dogruluk elde edilmistir. Calisma [16] icinde ucak ve feribot araclarinin
bulundugu 10 adet seyahat tiriini siniflandirmistir. GPS ve GIS kullanan bu
calisma %91.6 dogruluk elde etmistir. Seyahat tiirti tanima yolculuk esash
yapilmistir ve sabit pencere boyutu yoktur. Bu tez projesinde ise 13 aktivite ve
seyahat tiirti, cok enerji tiitketen GPS ve GIS kullanmadan, %91.1 dogruluk ile
siniflandirilmistir. Makale [16]’dan farkli olarak bu projede aktivite ve seyahat
tlirleri tanima hem cihaz oryantasyonundan hem de cihazin kisinin iizerindeki
konumundan bagimsiz yapilmistir. Aktivite tanima tizerinde calisan makale [2]

ise 8 adet aktiviteyi %95 dogrulukla tanimlayabilmistir.

Bu tez projesinde 13 aktivite ve seyahat tiirii birlikte degerlendirilmis ve %91.1
dogrulukla simiflandirilmistir. Hizli tren ve tren rayh arag tiirleri birlestirilerek
basar1 %93.1’e yiikseltilmistir. Siniflandirma ivme 6lcer, jiroskop ve miknatis 6lcer
sensor verileriyle, cihaz konumundan ve oryantasyonundan bagimsiz yapilmistir.
Derin 6grenme yontemi olan LSTM aginin ham verilerle, istatistiksel 6zelliklerle
ve Oto Kodlayici 6zellikleriyle nasil sonuclar iirettigi deneyler ile bulunmustur.
Derin 6grenme ile elde edilen sonuclar makine 6grenmesi yontemleriyle elde
edilen sonuclar ile karsilastirilmis ve derin 6grenmenin daha iyi sonug iirettigi
ortaya konmustur. Zaman alaninda cikartilan ayirt edici 6zellikler ve LSTM aginda
sonucu etkileyen onemli hiperparametreler listelenmistir. Kullanilan pencere
boyutlari, model boyutlari, modelin siniflandirma siiresi karsilastirmali olarak
verilmistir. Aracli seyahat tiirleri {izerinde uygulanan iyilestirme algoritmasinin

sonucu olumlu etkiledigi ortaya konmustur.
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