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TESEKKUR

Oncelikle, bu arastirma siiresince bana sagladig1 paha bi¢ilmez rehberlik, siirekli
destek ve sabir i¢in tez danismanim Dog. Dr. Kadiriye SIMSEK ALAN’ a en icten
stikranlarimi1 sunmak istiyorum. Makine 6grenmesi ve veri bilimi alanmdaki
uzmanligr bu calismanin sekillenmesinde biiyiik rol oynamis, yapict gern

bildirimleri ¢calismanin kalitesini 6nemli 6l¢lide artirmistir.

Saglam bir akademik temel sagladiklar1 ve entelektiiel agidan tesvik edici bir ortam
yarattiklar icin Matematik Miithendisligi Boliimii 6gretim iiyelerine minnettarm.
Ders donemimde edindigim bilgi ve beceriler, bu arastirmay1 tamamlamam i¢in

vazgecilmez olmustur.

Bu yolculuk boyunca manevi destek ve degerli tartigmalar saglayan

meslektaslarima ve arkadaslarima 6zel tesekkiirlerimi sunarim.

Heart Disease veri setini kamuya ac¢ik hale getirerek bu karsilastirmali analizi
miimkiin kilan UCI Makine Ogrenmesi Deposu'na tesekkiir ederim. Kaliteli veri
setlerine agik erigim, tibbi bilisim alanindaki aragtirmalarin ilerlemesi i¢in biiylik
Onem tagimaktadir.

Son olarak, kosulsuz sevgileri, anlayislar1 ve sonsuz destekleri i¢cin aileme ve
ozellikle esime en derin siikranlarimi bor¢luyum. Yeteneklerime olan inanglan ve
uzun ¢aligma saatlerindeki sabirlari, en biiytlik giic kaynagim olmustur. Bu tez,
onlarin tesviki olmadan miimkiin olamazdi.

Biisra SENEL KAHYAOGLU
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OZET

Kalp Hastaliklarimin Erken Teshisi i¢cin Makine
Ogrenmesi Algoritmalarimin Karsilastirmah
Performans Analizi

Biisra SENEL KAHYAOGLU
Matematik Miihendisligi Anabilim Dali
Yiiksek Lisans Tezi

Danisman: Dog. Dr. Kadiriye SIMSEK ALAN

Gilintimiizde kalp ve damar rahatsizliklar, kiiresel 6l¢ekte en fazla can kaybma
yol agan saglik problemleri arasinda yer almaktadir. Bu hastaliklarin 6nceden
tespit edilmesi, hastalarin yasam kalitesini yiikseltmek ve 6liim riskini azaltmak
bakimindan biiyiik 6nem tagimaktadir. Bilgisayar destekli tan1 sistemleri, bu
alanda hekimlere onemli bir destek mekanizmasi sunmaktadir. Mevcut
calismada, kardiyak rahatsizliklarin dnceden belirlenmesine yonelik olarak
farkli siniflandirma tekniklerinin etkinligi incelenmistir. Arastirmada Cleveland
klinigi verilerini igeren ve uluslararasi literatiirde sikca tercih edilen bir veri

kiimesi temel alinmistir. S6z konusu veri kiimesi, dort farkli saglik merkezinden
derlenen toplam 920 bireye ait klinik dl¢iimleri barindirmaktadir.

Arastirma kapsaminda gradyan artirma tabanli yontemler (XGBoost,
LightGBM), mesafe temelli smiflandiricilar (KNN), c¢ekirdek fonksiyonlu
ayiricilar (SVM), olasiliksal modeller (Lojistik Regresyon) ve agag topluluklar
(Random Forest) olmak iizere alt1 ayr1 teknik degerlendirilmistir. Veri hazirlama
siirecinde kayip gozlemler tahminleme yontemleriyle tamamlanmis, siniflar
aras1 dengesizlik ise sentetik ornekleme ile giderilmistir. Deneysel bulgular
cekirdek tabanli siniflandiricinin (SVM) %83 basari orani ve 0.88 egri alt1 alan
degeriile 6ne ¢iktigini ortaya koymustur. Agag toplulugu yontemi ise 0.90 egri
alti1 alan skoru ile smiflar arasi ayrim giiciinde en yiiksek performans
sergilemistir. Arastirma sonuglari, otomatik 6grenme yaklasimlarinin kardiyak
tanida giivenilir bir yardime1 arag olabilecegine isaret etmektedir.

Anahtar Kelimeler: Kalp hastaligi, makine 6grenmesi, simiflandirma,

xgboost, svm
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ABSTRACT

Comparative Performance Analysis Of Machine
Learning Algorithms For Early
Early Detection Of Heart Diseases

Biisra SENEL KAHYAOGLU

Departman of Mathematical Engineering

Master's Thesis

Supervisor: Assoc Prof. Kadiriye SIMSEK ALAN

Heartand circulatory system disorders representa major public health challenge,
accounting for a significant proportion of mortality cases globally. Timely
identification of these conditions plays a crucial role in enhancing patient
outcomes and reducing fatality rates. Computer-aided diagnostic tools have
emerged as valuable instruments to assist medical professionals in this domain.
The present research examines the effectiveness of various classification
approaches for the preliminary detection of cardiac abnormalities. The
investigation utilizes a widely-recognized clinical dataset compiled from four
distinct medical institutions, encompassing diagnostic measurements from 920
individuals along with 14 clinical attributes.

Six distinct analytical techniques were evaluated in this study: gradient boosting
frameworks (XGBoost, LightGBM), instance-based classifiers (KNN), kernel-
based separators (SVM), probabilistic models (Logistic Regression), and tree
ensemble methods (Random Forest). During data preparation, incomplete
observations were addressed through predictive imputation, while inter-class
disparity was mitigated using synthetic sampling strategies. Experimental
outcomes indicate that the kernel-based classifier (SVM) achieved superior
overall results with 83% classification accuracy and 0.88 area under the curve
metric. The tree ensemble approach demonstrated the strongest discriminative
capability, attaining a 0.90 area under the curve value. These findings suggest
that automated learning methodologies can serve as reliable assistive tools in
cardiac diagnosis.

Keywords: Heart disease, machine learning, classification, xgboost,
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1.GIRIS

1.1. Calismanin Amaci ve Onemi

Bu tez c¢alismasinin temel amaci, kalp hastaliklarinin erken teshisinde
kullanilabilecek makine 6 grenmesi algoritmalarinin karsilastirmali performans
analizini gerceklestirmektir. Calismada, uluslararasi literatiirde yaygin olarak
kullanilan ve giivenilirligi kanitlanmig UCI Machine Learning Repository'den
elde edilen Heart Disease veri seti kullanilarak alt1 farkli makine 6grenmesi
algoritmasmin performanslari sistematik bir sekilde degerlendirilmektedir.

1.1.1. Arastirmanin Temel Hedefleri

Bu aragtirmanin birincil hedefi, farkli makine 6grenmesi algoritmalarinin kalp
hastalig1 teshisindeki performanslarimi objektif metrikler kullanarak
karsilastirmak ve en uygun modeli belirlemektir. Bu kapsamda degerlendirilen
algoritmalar XGBoost, K-En Yakin Komsu (KNN), Destek Vektor Makineleri
(SVM), Lojistik Regresyon, LightGBM ve Rastgele Orman (Random Forest)
olarak belirlenmistir. Her bir algoritmanin giicli ve zayif yonleri, farkli

performans metrikleri agisindan analiz edilmektedir.

Ikincil hedef, veri 6n isleme tekniklerinin model performansi iizerindeki etkisini
incelemektir. Bu baglamda, eksik veri doldurma yontemleri (KNN Imputer,
Random Forest Regressor) ve smif dengesizligini giderme teknikleri (SMOTE)
uygulanarak bu islemlerin tahmin dogruluguna katkis1 degerlendirilmektedir.

Ugiinciil hedef, elde edilen bulgularin klinik uygulamalara aktarilabilirligini
tartigmaktir. Makine 6grenmesi modellerinin saglk sektoriinde karar destek
sistemi olarak nasil konumlandirilabilecegi, hangi kosullarda giivenilir sonuglar
iiretebilecegi ve klinisyenlerle is birligi icinde nasil kullanilabilecegi sorularma

yanit aranmaktadir.

1.1.2. Cahsmanin Bilimsel ve Pratik Onemi

Bu ¢alismanin bilimsel 6nemi, farkli makine 6grenmesi algoritmalarinin aym
veri seti lizerinde sistematik bir  karsilastirmasini  sunmasindan
kaynaklanmaktadir. Literatiirde c¢esitli algoritmalar ayr1 ayr1 g¢aligmalarda
degerlendirilmis olsada, bu tez ¢alismasi alt1 farkli algoritmay1 tutarh bir
metodoloji ve ayni1 degerlendirme kriterleri altinda karsilastirarak biitiinlesik bir
bakis agis1 sunmaktadir.



Pratik agidan degerlendirildiginde, bu ¢alismanin bulgular klinik karar destek
sistemlerinin tasarimina katki saglayabilecek niteliktedir. Saglik kuruluslarnda
uygulanabilecek erken uyari sistemleri, hekimlerin tan1 siirecini destekleyerek
hasta sonuglarmimn iyilestirilmesine yardimci olabilecektir. Ozellikle birinci
basamak saglik hizmetlerinde, risk altindaki bireylerin hizli ve dogru bir sekilde
belirlenmesi biiyiik 6nem tasimaktadir. Ekonomik agidan bakildiginda, erken
teshis sistemleri saglik harcamalarinin azaltilmasina da katki saglayabilecektir.
Kalp krizinin 6nlenmesi veya erken miidahale edilmesi, yogun bakim siire¢leri,
cerrahi miidahaleler ve uzun siireli rehabilitasyon programlaria kiyasla ¢cok
daha diisiik maliyetlidir. Bu nedenle, etkili tarama ve erken teshis sistemlerine
yapilan yatirnmlar hem bireysel hem de toplumsal diizeyde 6nemli kazanimlar
saglayabilmektedir.

1.1.3. Cahsmamn Genel Akis1

Sekil 1.2'de tez calismasinin genel akisi asagidasematik olarak gdsterilmektedir.
Calisma, veri setinin elde edilmesinden sonuglarin raporlanmasma kadar
sistematik bir siire¢ izlemektedir. Her asama, bir sonraki adimin temelini
olusturmakta ve metodolojik tutarliligi saglamaktadir.

Sekil 1.2'de goriildiigii iizere, calisma alt1 temel asamadan olusmaktadr. Tlk
asamada Heart Disease UCI veri seti elde edilmis ve 920 hasta kaydi ile 14
oznitelik iceren bu veri seti ¢alismanin temelini olusturmustur. ikinci asamada
kesifsel veri analizi (EDA) gerceklestirilerek veri setinin karakteristikleri
anlasiimistir. Ugiincii asamada veri 6n isleme adimlar (eksik veri doldurma,
SMOTE) uygulanmstir.



VERI SETI 920 hasta kaydi
Heart Disease UCI 14 oznitelik

KESIFSEL VERi ANALIZi Yas, Cinsiyet

(EDA) G6gis Agrist...

VERI ON iSLEME KNN Imputer

Eksik Veri + SMOTE Random Forest

MODEL EGITiMi XGBoost, SVM

6 Algoritma LightGBM, RF...

PERFORMANS Accuracy, AUC
DEGERLENDIRME F1 Score...

SONUCLAR ve

KARSILASTIRMA

Sekil 1. 1 Tez Calismasi Akis Semasi

Dordiincii asamada alt1 farklit makine 6§renmesi algoritmasi egitilmis, besinci
asamada bu modellerin performanslar ¢esitli metrikler (Accuracy, AUC, F1
Score vb.) kullanilarak degerlendirilmisgtir. Son asamada ise sonuglar
karsilastirilmis ve yorumlanarak raporlanmistir.



1.2. Literatiir Taramasi

Kalp hastaliklarmnin teshisinde makine 6grenmesi algoritmalarmnin kullanimy,
son yillarda arastirmacilarin yogun ilgi gosterdigi bir alan haline gelmistir. Bu
boliimde, konuyla ilgili yapilmis Onceki ¢alismalar sistematik bir sekilde
incelenmekte ve mevcut literatiirdeki bosluklar tartisilmaktadir. Literatiir
taramasi, ¢alismanin konumlandirilmasi ve 0zgiin katkisinin belirlenmesi

acisindan kritik 6neme sahiptir.

1.2.1. Uluslararas1 Cahismalar

Uluslararast literatiirde kalp hastaligi tahmini i¢in makine O6grenmesi
uygulamalarmailiskin ¢ok sayida ¢alisma bulunmaktadir. Bu ¢alismalar, farkli
algoritmalar, veri setleri ve metodolojiler kullanarak c¢esitli sonuglar elde
etmistir. Sekil 1.2 de bazi onemli ¢alismalarin performans sonuclan
karsilastirmali olarak sunulmaktadir.

Literaturdeki Cal larla Karsilastirma

%92.1
%88.7 %90.16

80 ==

60

40

Dogruluk Oram (%)

20

== Kabul Edilebilir Esik (%80)

Mohan et al. Alizadehsani Shah et al. Bu Calisma
(2019) etal. (2013) (2020) (2024)

Sekil 1. 2 Literatiirdeki Calismalarla Performans Karsilastirilmasi

Mohan, hibrit makine 6grenmesi teknikleri kullanarak kalp hastalig1 tahmini
iizerine kapsaml bir ¢calisma gerceklestirmislerdir [10]. Arastirmacilar, farkl
Oznitelik se¢cim yontemleri ve siniflandirma algoritmalarmin kombinasyonlarm
test etmisler ve %88,7 dogruluk oranina ulagmiglardir. Calismada Naive Bayes,
Random Forest ve Gradient Boosting algoritmalarinin hibrit kullanimimnin tek

algoritma kullanimina gore daha iyi sonuclar verdigi gosterilmistir.

Alizadehsani tarafindan koroner arter hastaliginin teshisi icin kapsamli bir veri
madenciligi yaklasimi énermislerdir [11]. iran'daki bir kardiyoloji kliniginden
toplanan 303 hastaya ait verileri kullanan arastirmacilar, %92,1 dogruluk oram
elde etmislerdir. Caligmada 6zellikle Naive Bayes ve Destek Vektor Makineleri
algoritmalarinin yiliksek performans gdsterdigi belirtilmistir. Arastirmanmn
onemli bulgularindan biri, 6znitelik se¢ciminin model performansi izerindeki
kritik etkisinin ortaya konmasidir.



Shah ve arkadaslari tarafindan makine 6§renmesi teknikleri kullanarak kalp
hastaligitahminiiizerine genis kapsamli bir karsilastirmali calisma sunmuslardir
[8]. Cleveland veri seti ilizerinde gerceklestirilen arastirmada KNN, Karar
Agaclarive Rastgele Orman algoritmalari degerlendirilmistir. Sonuglar, Rastgele
Orman algoritmasinin %90,16 dogruluk oraniile en iyi performansi gdsterdigini
ortaya koymustur. Calismada ayrica hiperparametre optimizasyonunun énemi
vurgulanmistir. Calismada yapay sinir aglar1 (ANN), derin sinir aglari

(DNN) ve geleneksel algoritmalar (SVM, Random Forest) degerlendirilmistir.
Sonuglar, biliyiik veri setlerinde derin 6grenme yaklasimlarinin avantajh
olabilecegini, ancak sinirli veri durumlarinda geleneksel yontemlerin rekabetci

performans sergiledigini gostermistir.

1.2.2. Ulusal Cahsmalar

Tiirkiye'de kalp hastaligi teshisinde makine 6grenmesi uygulamalarina yonelik
arastirmalar son yillarda artis gostermektedir. Bu ¢alismalar hem uluslararas
veri setleri hem de yerel saglik kurumlarindan elde edilen veriler kullanilarak

gerceklestirilmistir.

Gorgiin (2020), yiiksek lisans tezi kapsaminda makine 6 grenmesi yontemleri ile
kalp hastalig1 tahmini tizerine kapsamli bir caligma gergeklestirmistir [13]. UCI
Heart Disease veri seti kullanilan ¢alismada, farkli siniflandirma algoritmalan
karsilastirilmis ve 6znitelik se¢cim yontemlerinin etkileri incelenmistir. Calisma,

Tiirkge literatiire onemli bir katk1 saglamistir.

Yilmaz ve Yagin, Tiirkiye'deki bir iiniversite hastanesinden elde edilen yerel
veriler kullanarak kalp hastaligi risk tahmini modeli gelistirmislerdir [14].

Calismada ensemble (topluluk) yontemlerinin tek algoritmalara gore daha
yiksek performans gosterdigi bulunmustur. Arastirma, yerel popiilasyona 6zgii

risk faktdrlerinin 6nemini vurgulamistir.

1.2.3. Literatiirdeki Bosluklar ve Bu Calismanin Katkisi

Mevcut literatiir incelendiginde, baz1 6nemli bosluklar ve gelistirilmesi gereken
alanlar tespit edilmektedir. Birincisi, ¢ogu caligma sinirli sayida algoritma
iizerinde yogunlasmakta ve kapsaml karsilastirmalar sunmamaktadir. Ikincisi,
veri 0n isleme adimlarmin detayli raporlanmasi ¢ogu zaman ithmal edilmektedir.
Ucgiinciisii, farkli performans metriklerinin dengeli kullanimi konusunda

tutarsizliklar bulunmaktadir.

Bu tez ¢aligmasi, bahsedilen bosluklar1 gidermeye yonelik 6zgiin katkilar
sunmaktadir. Alt1 farkl algoritmanin ayn1 metodoloji altinda karsilastirilmasi,
kapsamli veri 6n isleme adimlarinin detayli dokiimantasyonu ve c¢oklu

5



performans metriklerinin dengeli kullanim1 bu katkilarin baslicalaridir. Ayrica,

caligma Tiirkge literatiire giincel ve kapsamli bir kaynak kazandirmaktadir.

Tablo 1.1 Literatiirdeki Onemli Calismalarm Ozeti

Calhiyma Y1l | Algoritmala | Dogruluk Veri Seti
r

Mohan ve ark. [10] | 2019 | Hibrit ML %88.7 Cleveland

Alizadehsaniveark. | 2013 | NB, SVM %92.1 Z-Alizadeh
[11]

Shah ve ark. [12] 2020 | RF KNN, %90.16 Cleveland

DT
Gorgiin [18] 2020 | Coklu ML %85.2 UCI Heart
Bu Calisma 2024 | 6 Algoritma | %83.0 UCI Heart

1.3. Problem Tanimi ve Arastirma Sorulari

Kalp hastaliklarinin erken teshisi, hasta sonuglarinin iyilestirilmesi ve saglik
sistemleri iizerindeki yiikiin azaltilmasi agisindan kritik dneme sahiptir. Ancak
geleneksel tan1 yoOntemleri zaman alici, maliyetli ve uzman bagimh
olabilmektedir. Bu durum, ozellikle saghk kaynaklarmin sinirli oldugu

bolgelerde erisilebilirlik sorunlarina yol agmaktadar.

Makine Ogrenmesi tabanli tan1 destek sistemleri, bu sorunlara potansiyel
¢Oziimler sunmaktadir. Ancak bu sistemlerin etkin kullanimi i¢in bazi temel
sorularin yanitlanmasi gerekmektedir. Bu arastirma, asagidaki temel sorulara

yanit aramaktadir:
Arastirma Sorusu 1: Kalp hastalig1 teshisinde hangi makine 6§renmesi

algoritmasi en yiiksek tahmin dogrulugunu saglamaktadir?

Arastirma Sorusu 2: Farkli performans metrikleri (dogruluk, AUC, F1 skoru)

acisindan algoritmalar nasil bir siralama gostermektedir?

Arastirma Sorusu 3: Veri 6n isleme teknikleri (eksik veri doldurma, SMOTE)

model performansini ne dl¢lide etkilemektedir?

Arastirma Sorusu 4: Yorumlanabilirlik ve hesaplama verimliligi ag¢isindan
algoritmalar arasindaki denge nasil kurulabilir?

1.3.1. Arastirma Hipotezleri

Bu arastirma, asagidaki hipotezleri test etmektedir:
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H1: Topluluk (ensemble) yontemleri (Random Forest, XGBoost, LightGBM),
tek algoritmalara (Lojistik Regresyon, KNN, SVM) gore daha yiiksek tahmin

dogrulugu saglayacaktr.

H2: SMOTE uygulamasi, sinif dengesizligi bulunan veri setinde model

performansini 6zellikle azinlik sinifi i¢in artiracaktir.

H3: Makine 6grenmesitabanlieksik veridoldurma yontemleri, basitistatistiksel

yontemlere (ortalama, medyan) gore daha iyi sonuglar verecektir.

H4: AUC metrigi, dengesiz veri setlerinde dogruluk metrigine goére daha

glivenilir bir performans gdstergesi olacaktir.

1.4. Calismamin Kapsami ve Simirhliklar

Bu ¢alisma, belirli bir kapsam dahilinde ger¢eklestirilmis olup baz1 sinirliliklar
icermektedir. Bu boliimde, ¢alismanin kapsami ve kabul edilen sinirliliklar
acikca belirtilmektedir.

1.4.1. Cahsmamn Kapsam

Calisma, UCI Machine Learning Repository'den elde edilen Heart Disease vern
seti ile siirhidir. Bu veri seti, dort farkli tibbi kurumdan (Cleveland, Macaristan,
Isvigre, VA Long Beach) derlenen toplam 920 hasta kaydin1 igermektedir
Degerlendirilen algoritmalar, gdzetimli 6grenme kategorisindeki siniflandimma
algoritmalari ile sinirh tutulmustur.

Calismada kullanilan performans metrikleri; dogruluk (accuracy), kesinlik
(precision), duyarlilik (recall), F1 skoru ve AUC (Area Under the ROC Curve)
olarak belirlenmistir. Bu metrikler, siniflandirma problemlerinde yaygin olarak
kullanilan ve model performansimnin farkli yonlerini degerlendiren standart

Ol¢titlerdir.

1.4.2. Simirhliklar

Bu c¢alismanin baslica sinirliliklart sunlardir: Birincisi, kullanilan veri seti
nispeten kii¢iik boyuttadir (920 6rnek) ve bu durum derin 6grenme gibi veri
yogun ydntemlerin uygulanmasini kisitlamaktadur. Ikincisi, veri seti retrospektif

verilerden olugsmakta olup prospektif dogrulama yapilmamaistr.

Ucgiinciisii, veri setinde cinsiyetdagilimidengesiz olup erkek hastalar agirhklidir
(%78.,9). Bu durum, kadmn hastalarda model performansmin farklilik
gosterebilecegi anlamina gelmektedir. Dordiinciisii, bazi 6zniteliklerde yiiksek



oranda eksik veri bulunmakta ve bu degerler tahminleme yontemleriyle

doldurulmustur.

Son olarak, ¢aligma tek bir veri kaynag1 (UCI) ile simirhdir ve sonuglarin farkh
popiilasyonlara genellenebilirligi i¢in ek dogrulama c¢alismalarina ihtiyag
duyulmaktadir. Bu smirhiliklar, sonucglarin yorumlanmasinda ve gelecek

caligmalarin planlanmasinda g6z 6niinde bulundurulmalidir.

1.5. Tezin Organizasyonu

Bu tez ¢alismasi, sistematik bir yap1 izleyerek bes ana boliilmden olugsmaktadir.
Her boliim, arastirmanin farkli bir yoniinii ele almakta ve bir biitiin olarak

caligmanin kapsamli bir sekilde sunulmasini saglamaktadir.

Birinci Boliim (GIRIS): Bu bsliimde ¢alismanin motivasyonu, amaci ve dnemi
agiklanmaktadir. Literatiir taramasi ile mevcut calismalar degerlendirilmekte,
arastirma sorular1 ve hipotezler belirlenmektedir.

Ayrica ¢alismanin kapsami ve sinirhiliklar tartisilmaktadir.

Ikinci Boliim (KURAMSAL TEMELLER): Bu béliimde makine dgrenmesi
kavramlari, kullanilan algoritmalar (Lojistik Regresyon, KNN, SVM, Random
Forest, XGBoost, LightGBM), veri madenciligi siire¢leri ve performans
degerlendirme metrikleri (dogruluk, kesinlik, duyarlilik, F1 skoru, AUC) detayh
olarak a¢iklanmaktadir.

Ugiincii Boliim (MATERYAL VE YONTEM): Bu béliimde Heart Disease UCI
veri setinin dzellikleri, kalp hastaliklarinin tibbi 6nemi, veri setine uygulanan 6n
islemler (eksik veri doldurma, SMOTE, 6l¢eklendirme) ve kullanilan yazilm

araglari tanitilmaktadir.

Dordiinciti Bolim (UYGULAMA VE BULGULAR): Bu boliimde kesifsel veri
analizi sonuglari, model egitim siirecleri ve algoritmalarin karsilagtirmah

performans analizleri sunulmaktadir. Her algoritmanin performans metrikler

tablolar ve grafiklerle gorsellestirilmektedir.

Besinci Boliim (SONUC ): Son béliimde, ¢alismadan elde edilen sonuglar
degerlendirilmekte, arastirma sorularina ve hipotezlere yanitlar verilmektedir
Calismanin kisitlamalari tartisilmakta ve gelecek arastirmalar i¢in Oneriler

sunulmaktadir



2. KURAMSALTEMELLER

Bu boéliimde, calismanin temelini olusturan makine 6grenmesi kavramlan,
kullanilan algoritmalar, veri madenciligi siirecleri ve performans degerlendirme
metrikleri detayli olarak ele alinmaktadir. Bilgisayar ve matematik miithendishigi
perspektifindenhazirlanan bu boltim, algoritmik yaklasimlarin teorik temellerini

aciklamay1 amaglamaktadir.

2.1. Makine Ogrenmesi (Machine Learning)

Makine 6grenmesi (Machine Learning- ML), yapay zekanm (Artificial
Intelligence- Al) bir alt dali olup bilgisayar sistemlerinin a¢ik programlama
yapilmadan verilerden Ogrenmesini ve deneyimlerinden faydalanarak
performansini iyilestirmesini saglayan bir bilim dalidir. Arthur Samuel
tarafindan "bilgisayarlara acikca programlanmadan Ogrenme yetenegi
kazandiran ¢alisma alani1" olarak tanimlanan makine 6grenmesi, glintimiizde
saglik, finans, glivenlik ve bir¢ok farkli sektérde yaygin olarak kullanilmaktadir

[5].

Makine 6grenmesinin temel prensibi, verilen bir veri kiimesinden Oriintiiler
(patterns) ¢ikarmak ve bu Orilintiilere dayanarak yeni, daha 6nce goriilmemis
veriler hakkinda tahminlerde bulunmaktir. Bu siire¢, geleneksel
programlamadan farkli olarak kurallarin agik¢a tanimlanmasi yerine verilerden
otomatik olarak 6grenilmesini igermektedir. Bir makine 6grenmesi modelinin
basarisi, egitim verilerinin kalitesine, secilen algoritmanin uygunluguna ve

hiperparametre (hyperparameter) ayarlamalarina baghdir.

Tom Mitchell makine 6grenmesini daha formal bir sekilde sOyle tanimlamistir:
"Bir bilgisayar programimin, T gorevinde P performans 0Ol¢iitiine gore E
deneyiminden 6grendigi sOylenir, eger T'deki performansi P ile 6l¢iildiigiinde E
deneyimi ile iyilesiyorsa." [4]. Bu tanim, makine O6§renmesinin ii¢ temel
bilesenini ortaya koymaktadir: goérev (task), performans olgiitii (performance

measure) ve deneyim (experience).

2.1.1. Makine Ogrenmesi Tanim

Makine 6grenmesi, istatistik, optimizasyon teorisi, bilgisayar bilimi ve olasilik
teorisinin kesisiminde yer alan disiplinler arasi bir alandir. Temel amaci,
verilerden anlamli bilgiler ¢ikarmak ve bu bilgileri kullanarak karar verme
siireglerini otomatiklestirmektir. Makine 6§renmesi sistemleri, girdi verilerini

(input) isleyerek cikti (output) liretir ve bu siiregte bir model (model) olusturur.
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Makine 6grenmesi modelleri genel olarak iki ana asamadan olusmaktadr.
Birinci asama olan egitim (training) asamasinda, model etiketli veya etiketsiz
veriler kullanilarak egitilir ve veriler arasindaki iliskileri 6grenir. Ikinci asama
olan test (testing) asamasinda ise egitilmis model, daha 6nce géormedigi veriler
tizerinde degerlendirilerek performansi Sl¢iiliir. Bu iki asamali yaklagm,
modelin genelleme (generalization) yetenegini test etmeyi amaglamaktadir.
Sekil 2.1°de gozetimli 6grenme siireci semasi verilmistir.

GOZETIMLI OGRENME SURECI

EGITIM MODEL EGITILMIS

VERisi EGITIMI MODEL

Egitim Asamasi: Model etiketli veriden Ggrenir | Test Asamasi: Model yeni veriler izerinde tahmin yapar-

Sekil 2. 1 Gozetimli Ogrenme Siirecinin Sematik Gosterimi

2.1.2. Makine Ogrenmesi Tiirleri

Makine Ogrenmesi algoritmalari, 6grenme ydntemlerine goére dort ana
kategoride siniflandirilmaktadir: gézetimli 6grenme (supervised learning),
gOzetimsiz 6grenme (unsupervised learning), yar1 gézetimli 6grenme (semi-
supervised learning) ve pekistirmeli 6grenme (reinforcement learning). Sekil
2.2'de bu tiirler ve temel 6zellikleri gosterilmektedir.

Makine Ogrenmesi Tiirleri ve Ozellikleri

MAKINE OGRENMESI

GOZETIMLI GOZETIMSIZ YARI PEKISTIRMELI
OGRENME OGRENME o OGRENME

Etiketl veri Etiketsiz veri Karma veri Odi
irma. I Az etiketli A
Regresyon Boyut indirgeme Gok etiketsiz

Sekil 2. 2 Makine Ogrenmesi Tiitleri ve Temel Ozellikleri

Gozetimli Ogrenme (Supervised Learning): Bu 6 grenme tiiriinde, model etiketli
veriler (labeled data) kullanilarak egitilir. Her bir girdi verisi i¢in karsilik gelen
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dogru ¢ikt1 (etiket) bilinmektedir. Model, girdi-¢ikti ¢iftlerinden 6 renerek yeni

girdiler i¢in tahminlerde bulunur.

Gozetimli 6grenme, siniflandirma (classification) ve regresyon (regression)
olmak iizere iki temel problemi ¢dzmektedir. Siniflandirma problemlerinde
amag, verlyl Onceden tanimlanmis kategorilere ayirmaktir (6rnegin:
hasta/saglikli). Regresyon problemlerinde ise siirekli bir degerin tahmini yapilir

(6rnegin: ev fiyati).

Gozetimsiz Ogrenme (Unsupervised Learning): Bu 6grenme tiiriinde, model
etiketsiz veriler kullanilarak egitilir. Algoritma, verilerdeki gizli yapilart ve
Orilintlileri kendi basma kesfetmeye calisir.

Kiimeleme (clustering), boyut indirgeme (dimensionality reduction) ve
iliskilendirme kurallar1 (association rules) goézetimsiz 0grenmenin temel
uygulama alanlaridir. K-ortalamalar (K-means) ve hiyerarsik kiimeleme yaygmn

kullanilan gozetimsiz 6grenme algoritmalaridir.

Yar1 Gézetimli Ogrenme (Semi-Supervised Learning): Bu yaklasim, hem etiketli
hem de etiketsiz verileri birlikte kullanmaktadir. Pratikte etiketli veri elde etmek
maliyetli olabildiginden, az miktarda etiketli veri ile biiyiik miktarda etiketsiz

veriyi birlestiren bu yontem tercih edilebilmektedir.

Pekistirmeli Ogrenme (Reinforcement Learning): Bu 6grenme tiiriinde, bir ajan
(agent) gevresiyle etkilesime girerek deneme-yanilma yoluyla dgrenir. Ajan,
aldig1 kararlarin sonucunda 6diil (reward) veya ceza (penalty) alir ve amaci
toplam 0diilii maksimize etmektir. Oyun oynama, robotik ve otonom araglar bu

O6grenme tiirliniin uygulama alanlarindandir.

Bu c¢alismada, kalp hastaligi teshisi bir siniflandirma problemi olarak ele
alinmakta ve gdzetimli 6grenmealgoritmalari kullanilmaktadir. Hasta ve saglikh

bireyleri ayirt etmek i¢in etiketli veriler kullanilarak modeller egitilmektedir.

2.2. Makine Ogrenmesi Algoritmalari

Bu boliimde, ¢aligmadakalp hastaligi tahmini i¢in kullanilan alt1 farkli makine
O0grenmesi algoritmast detayli olarak aciklanmaktadir. Her bir algoritmanm
calisma prensibi, avantajlar1 ve dezavantajlari ele alinmaktadir. Sekil 2.3'te bu
algoritmalarin ¢esitli 6zellikler agisindan karsilastirmasi sunulmaktadir.
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Makine Ogrenmesi Algoritmalarinin Ozellik Karsilastirmasi
(1: Zayif, 5: Gugli)

Sekil 2. 3 Makine Ogrenmesi Algoritmalarmin Ozellik Karsilastirmasi
2.2.1. Lojistik Regresyon (Logistic Regression)

Lojistik regresyon (Logistic Regression), ikili siniflandirma (binary
classification) problemleri i¢in yaygin olarak kullanilan bir istatistiksel
yontemdir. Adinda "regresyon" ge¢mesine ragmen, aslinda bir siniflandirma
algoritmasidir. Lojistik regresyon, bagimsiz degiskenler ile bagimli degisken
arasidaki iligkiyi lojistik (sigmoid) fonksiyonu kullanarak modellemektedir.

Sigmoid fonksiyonu, herhangi bir gergel sayiy1 0 ile 1 arasinda bir degere
dontistirmektedir. Bu 0zellik, fonksiyonun c¢iktisinin olasilik olarak
yorumlanmasina olanak tanimaktadir. Matematiksel olarak sigmoid fonksiyonu

1

T —— 2.1
1+e™? 21

o(z) =

(2.1) formiilii seklinde ifade edilmektedir. Burada z, bagimsiz degiskenlerin
dogrusal kombinasyonunu temsil etmektedir.

Lojistik regresyonun avantajlar1 arasinda yorumlanabilirlik, diisiik hesaplama
maliyeti ve asir1 6grenmeye (overfitting) kars1 direng sayilabilir. Dezavantajlan
ise dogrusal olmayan iliskileri yakalayamamasi ve karmasik veri yapilarinda
diisiik performans gostermesidir.
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2.2.2. K-En Yakin Komsu (K-Nearest Neighbors)

K-En Yakin Komsu (K-Nearest Neighbors - KNN), hem siniflandirma hem de
regresyon problemlerinde kullanilabilen, 6rnek tabanli (instance-based) bir
o0grenme algoritmasidir. Bu algoritma, parametrik olmayan (non-parametric) bir
yaklasim benimser ve verilerin dagilimi hakkinda herhangi bir varsaym

yapmaz.

KNN algoritmasinin ¢aligma prensibi oldukg¢a sezgiseldir. Yenibir verinoktasmi
siniflandirmak i¢in algoritma, egitim veri setindeki en yakin k komsuyu bulur ve
bu komsularin ¢ogunluk oylamasi (majority voting) ile smif etiketi belirlenir.
Mesafe dlciitii olarak genellikle Oklid (Euclidean) mesafesi kullanilmakta olup

Manhattan ve Minkowski mesafeleri de tercih edilebilmektedir.

d(x,y) = (2.2)

K degerinin se¢imi, model performansi iizerinde dnemli bir etkiye sahiptir.
Kiiciik k degerleri giiriiltiye duyarlihig: artirirken, biiyiik k degerleri smif
sinirlarin1 - bulaniklagtirabilmektedir. Optimal k degeri genellikle c¢apraz

dogrulama (cross-validation) yontemiyle belirlenmektedir.

2.2.3. Destek Vektor Makineleri (SVM)

Destek Vektor Makineleri (Support Vector Machines- SVM), Vladimir Vapnik
tarafindan gelistirilen gii¢lii bir siniflandirma algoritmasidir [15]. SVM'nin temel

amaci, farkl smiflara ait veri noktalarini en iyi sekilde ayiran optimal hiper

diizlemi (hyperplane) bulmaktir.

SVM algoritmasi, siniflar arasindaki marjini (margin) maksimize etmeye ¢alisir.
Marjin, hiper diizlem ile en yakimn veri noktalar1 arasindaki mesafedir. Bu en
yakin noktalara destek vektorleri (support vectors) ad1 verilmektedir ve bunlar
siniflandirma kararinda kritik rol oynamaktadir.

Flxg) =sign ) a; yi K(rqx) (23)

l

Dogrusal olarak ayrilamayan veriler i¢in SVM, c¢ekirdek hilesi (kernel trick)
kullanmaktadir. Cekirdek fonksiyonlari (kernel functions), veriyi daha yiiksek
boyutlu bir uzaya haritalayarak dogrusal ayrimi miimkiin kilmaktadir. Yaygm
kullanilan c¢ekirdek fonksiyonlar1 arasinda dogrusal (linear), polinom
(polynomial), radyal tabanli fonksiyon (Radial Basis Function- RBF) ve sigmoid
cekirdekleri bulunmaktadir.
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2.2.4. Rastgele Orman (Random Forest)

Rastgele Orman (Random Forest), Leo Breiman tarafindan2001 yilinda 6nerilen
bir topluluk 6grenme (ensemble learning) algoritmasidir. Bu algoritma, birden
fazla karar agacinin (decision tree) birlestirilmesiyle olusturulmakta ve her
agacin tahminlerinin ortalamasi veya c¢ogunluk oylamasi ile nihai karar
verilmektedir [6].

1 t
FO) =1 Zy (24)

Rastgele orman algoritmasinin iki temel bileseni vardir: torbalama (bagging) ve
rastgele Oznitelik se¢imi. Torbalama ydnteminde, egitim verisinden yeniden
ornekleme (bootstrap sampling) yapilarak her agag farkli bir alt kiime tizerinde
egitilir. Rastgele 6znitelik se¢iminde ise her diigiimde (node) bélme yapilirken
tiim Oznitelikler yerine rastgele seg¢ilen bir alt kiime degerlendirilir.

Rastgele ormanin avantajlar1 arasinda asir1 6grenmeye karst direng, eksik
verilere dayaniklilik, 6znitelik 6nem siralamasi ¢ikarabilme ve yiiksek boyutlu
verilerde 1iyi performans gosterme sayilabilir. Dezavantajlar1 ise
yorumlanabilirligin diisiik olmas1 ve biiylk veri setlerinde yliksek bellek
tiiketimidir.

2.2.5. XGBoost (Extreme Gradient Boosting)

XGBoost (Extreme Gradient Boosting), Tianqi Chen tarafindan gelistirilen ve
gradyan artirma (gradient boosting) ¢er¢evesine dayanan yliksek performansh
bir makine 6grenmesi algoritmasidir [7]. XGBoost, Kaggle yarigsmalarinda ve
endiistriyel uygulamalarda yaygin olarak tercih edilen bir algoritma olup

ozellikle yapilandirilmis veriler tizerinde iistiin performans sergilemektedir.

n K
A= Zl a(y:90) + kzzlb(fk) (2.5)

Gradyan artirma, zayif 6grenicileri (weak learners) sirali olarak birlestirerek
giiclii bir model olusturan bir topluluk yontemidir. Her yeni agag, onceki
agaclarin hatalarin1 diizeltmeye odaklanir. XGBoost, bu temel fikri
diizenlilestirme (regularization) terimleri, ikinci dereceden Taylor a¢ilimi ve

paralel islem destegi gibi optimizasyonlarla gelistirmektedir.

XGBoost'un 6ne ¢ikan oOzellikleri arasinda L1 (Lasso) ve L2 (Ridge)
diizenlilestirme destegi [16,17], eksik deger yonetimi, aga¢c budama (tree
pruning) ve Oznitelik dnem skoru hesaplayabilme yer almaktadir. Ayrica
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algoritma, GPU destegi sayesinde biiyiik veri setlerinde hizli egitim siiresi

sunmaktadir,

2.2.6. LightGBM (Light Gradient Boosting Machine)

LightGBM (Light Gradient Boosting Machine), Microsoft tarafindan gelistirilen
ve gradyan artirma ¢ergevesine dayanan bir makine 6grenmesi algoritmasidi
LightGBM, ozellikle biiyiik verisetlerinde yiiksek hiz ve diisiik bellek kullanmm

saglamak amaciyla tasarlanmistir.

N
y = argmax <%Z:1Pn(y =c| x)) (2.6)

LightGBM'in en onemli 6zelligi, yaprak bazli (leaf-wise) agac bliylitme
stratejisidir. Geleneksel gradyan artirma algoritmalari seviye bazl (level-wise)
biiyiitme kullanirken, LightGBM en yiiksek kayip azalmasini saglayan yapragi
bolerek ilerler. Bu yaklasim, daha hizli yakinsama ve daha ytiksek dogruluk

saglamaktadir ancak asir1 6grenme riskini artirabilmektedir.

LightGBM, Gradient-based One-Side Sampling (GOSS) ve Exclusive Feature
Bundling (EFB) gibi yenilik¢i teknikler kullanmaktadir. GOSS, biiyik
gradyanlara sahip 6rneklere odaklanarak egitim siiresini kisaltirken, EFB seyrek

(sparse) Oznitelikleri gruplandirarak boyut azaltma saglamaktadir.

2.3. Veri Madenciligi (Data Mining)

Veri madenciligi (Data Mining), biiyiik veri kiimelerinden anlamli driintiiler,
iliskiler ve bilgiler ¢ikarma siirecidir. Makine 6 grenmesi ile yakindan iliskili olan
bu disiplin, istatistik, veritabanisistemleri ve yapay zeka alanlarimin kesisiminde

yer almaktadir.

2.3.1. Temel Kavramlar ve Tanimlar

Veri madenciligi, ham veriden degerli bilgi ¢ikarma sanati ve bilimi olarak
tanimlanabilir. Bu siire¢, veritabanlarindaki gizli oOriintiilerin, beklenmedik
iliskilerin ve kullanigh bilgilerin otomatik veya yar1 otomatik yontemlerle
kesfedilmesini kapsamaktadir. Fayyad ve arkadaslari veri madenciligini,
"veritabanlarindan bilgi kesfi" (Knowledge Discovery in Databases- KDD)

siirecinin 6nemli bir adim1 olarak tanimlamiglardir [9].

Veri madenciliginde kullanilan temel kavramlar arasinda veri seti
(dataset), 6znitelik (attribute/feature), 6rnek (instance/sample), etiket (label) ve
model bulunmaktadir. Veriseti, analiz edilecek verilerin organize edilmis halidir.
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Oznitelikler, her bir érnegi tanimlayan karakteristiklerdir. Etiket, gdzetimli

o6grenmede tahmin edilmeye calisilan hedef degiskendir.

2.3.2. Tarihsel Gelisim

Veri madenciliginin kokleri 1960'l yillara kadar uzanmaktadir. Ilk dénemde
istatistiksel analiz yontemleri ve basit veritabani sorgular1 kullanilmaktaydi.
1980'lerde iliskisel veritabanlarinin yayginlasmasi ve veri ambar1 (data
warehouse) kavraminin ortaya ¢ikmasi ile veri madenciligi alan1 gelismeye

baslamistir.

1990'l1 yillar veri madenciliginin altin ¢ag1 olarak kabul edilmektedir. Bu
donemde CRISP-DM (Cross-Industry Standard Process for Data Mining) gibi
standart metodolojiler gelistirilmis ve ticari veri madenciligi araglar1 piyasaya
siirlilmiistiir. 2000'li yillardan itibaren biiyiik veri (big data) kavraminin ortaya
ctkmasi ve hesaplama giiciindeki artis, veri madenciligi uygulamalarini daha da
yayginlastirmistir.

2.3.3. Bilgi Kesif Siireci

Veritabanlarindan bilgi kesfi (Knowledge Discovery in Databases- KDD), ham
veriden kullanish bilgiye ulasmak i¢in izlenen sistematik bir siirectir. Bu siireg

VERITABANLARINDAN BILGI KESFi (KDD) SURECI

VERI YORUMLAMA

ON VERI __
ISLEME DONUSTURME g MADENCILIGI

SECIMI DEGERLENDIRME

meleme
Tliskilendirme sunumu

Hedef verl Ternizleme Narmalizasyon Siniflandirma Sonuglann
{imesinin 21 analizi ve
belirlenmesi Gl

Ham Veri — islenmis Veri —» Déntistiirilmus Veri » Greinttiler — Bilgi

Sekil 2. 4 Veri tabanlarindan Bilgi Kesfi (KDD) Siireci

genellikle bes temel asamadan olugsmaktadir: secim, On isleme, doniistiirme, veri
madenciligi ve yorumlama/degerlendirme. Sekil 2.4'te bu siire¢ sematik olarak
gosterilmektedir.

Secim asamasinda, analize dahil edilecek veri alt kiimesi belirlenir. On isleme
asamasinda, eksik veriler doldurulur, giiriiltiilii veriler temizlenir ve aykin
degerler (outliers) iglenir. DOniistiirme asamasinda, veriler normalizasyon,
standardizasyon veya Oznitelik miihendisligi (feature engineering) gibi
tekniklerle modelleme i¢in uygun hale getirilir.
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Veri madenciligi asamasinda, siiflandirma, kiimeleme, iliskilendirme veya
regresyon gibi teknikler uygulanarak veriden oriintiiler ¢ikarilir. Son agama olan
yorumlama ve degerlendirmede ise elde edilen sonuglar analiz edilir, model

performansi 6l¢iiliir ve bulgular karar vericilere sunulur.

2.3.4. Uygulama Alanlar

Veri madenciligi, giiniimiizde pek c¢ok farkli sektorde yaygin olarak
kullanilmaktadir. Saglik alanindahastalik teshisi, tedavi planlamasi ve ilag kesfi;
finans sektoriinde dolandiricilik tespiti, kredi risk analizi ve miisten
segmentasyonu; perakende sektoriinde miisteri davranis analizi ve iiriin Onerisi

sistemleri bu uygulama alanlarina 6rnek olarak verilebilir.

Saglik sektoriinde veri madenciligi ve makine 6grenmesi uygulamalar1 6zellikle
son yillarda biiyiik ilgi gérmektedir. Elektronik saglik kayitlarindan (Electronic
Health Records- EHR) hastalik oriintiilerinin kesfi, tibbi goriintiilerin analizi ve
kisisellestirilmis tip (personalized medicine) uygulamalari bu alandaki 6nemli
caligmalardandir. Bu tez calismasinda da kalp hastalig1 teshisi i¢in veri
madenciligi ve makine 6grenmesi teknikleri bir arada kullanilmaktadir.

2.4. Performans Degerlendirme Metrikleri

Makine 6grenmesi modellerinin basarisin1 dlgmek igin ¢esitli performans
metrikleri kullanilmaktadir. Bu metrikler, modelin dogrulugunu, giivenilirligini
ve genelleme yetenegini degerlendirmeye yardimci olmaktadir. Siiflandirma

problemlerinde en yaygin kullanilan metrikler asagida agiklanmaktadir.

2.4.1. Kanisikhik Matrisi (Confusion Matrix)

Karigiklik matrisi  (Confusion Matrix), bir smiflandirma modelinin
performansin1 gorsel olarak ozetleyen bir tablodur. Ikili smiflandirma
problemlerinde 2x2 boyutunda bir matris olusturulmakta ve dort temel deger
icermektedir: Dogru Pozitif (True Positive- TP), Dogru Negatif (True Negative-
TN), Yanlis Pozitif (False Positive- FP) ve Yanlis Negatif (False Negative- FN).
Sekil 2.5'te karigiklik matrisi ve performans metrikleri gosterilmektedir.
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KARISIKLIK MATRISI . .
(Confusion Matrix) PERFORMANS METRIKLERi

Tahmin Edilen
Dogruluk (Accuracy) (TP + TN) / (TP + TN + FP + FN)

Neggiif o Kesinlik (Precision ) TP / (TP + FP)

P‘”r' e . Duyarlilik (Recall) TP / (TP + FN)

F1 Skoru 2 x (Precision x Recall) / (Precision + Recall)

ROC Egrisi Altindaki Alan

Sekil 2. 5 Karisiklik Matrisi ve Performans Metrikleri Formiilleri

Dogru Pozitif (TP), modelin dogru sekilde pozitif olarak smiflandirdig
orneklerin sayisidir. Dogru Negatif (TN), modelin dogru sekilde negatif olarak
siniflandirdig1 6rneklerin sayisidir. Yanhs Pozitif (FP), ger¢ekte negatif olan
ancak modelin pozitif olarak siniflandirdigi 6rneklerin sayisidir (Tip I hata).
Yanlis Negatif (FN) ise gercekte pozitif olan ancak modelin negatif olarak
smiflandirdig1 6rneklerin sayisidir (Tip II hata).

2.4.2. Dogruluk (Accuracy)

Dogruluk (Accuracy), en temel performans metrigidir ve modelin dogru tahmin
ettigi 6rneklerin toplam 6rnek sayisina oranini ifade etmektedir. Matematiksel

olarak Accuracy asagidaki (2.2) formiilii ile hesaplanmaktadir.

(TP + TN)
(TP + TN + FP + FN)

Accuracy = 2.7)

Dogruluk metrigi basit ve anlasilir olmasina ragmen, dengesiz veri setlerinde
yaniltici olabilmektedir. Ornegin, bir sinifin digerinden ¢ok daha fazla rnege
sahip oldugu durumlarda, model cogunluk sinifim siirekli tahmin ederek yiiksek

dogruluk elde edebilir ancak azinlik sinifin1 hi¢ tantyamayabilir.

2.4.3. Kesinlik (Precision)

Kesinlik (Precision), modelin pozitif olarak tahmin ettigi 6rnekler arasinda
gercekten pozitif olanlarin oranini gostermektedir. Formiil olarak

Precision = —— (2.8)
recision = (TP n FP) .

(2.3) seklinde ifade edilmektedir. Yiiksek kesinlik degeri, modelin yanlis pozitif

(false positive) iiretme oraninin diisiik oldugunu gostermektedir.
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Kesinlik metrigi, yanlhs alarmlarin maliyetli oldugu durumlarda 6zellikle 6nem
kazanmaktadir. Ornegin, spam filtrelerinde énemli bir e-postanin spam olarak
isaretlenmesi istenmeyen bir durumdur ve bu nedenle yiiksek kesinlik
hedeflenir.

2.4.4. Duyarhhk (Recall)

Duyarlilik (Recall), gercekten pozitif olan 6rnekler arasinda modelin dogru
sekilde tespit ettiklerinin oranini gostermektedir. Hassasiyet (Sensitivity) veya
Gergek Pozitif Oran1 (True Positive Rate- TPR) olarak da adlandirilan bu metrik,

Recall = —F 29
CCEL=1TP + FN) (2:9)

(2.4) formiilii ile hesaplanmaktadir. Tibbi teshis gibi uygulamalarda duyarlihk
kritik 6neme sahiptir. Bir hastaligin gézden kagirilmasi (yanlis negatif), yanlis
alarm verilmesinden (yanlis pozitif) cok daha ciddi sonuglara yol agabilir. Bu
nedenle saglik alanindaki modellerde genellikle yiiksek duyarlilik
hedeflenmektedir.

2.4.5. F1 Skoru (F1 Score)

F1 Skoru (F1 Score), kesinlik ve duyarlilik metriklerinin harmonik
ortalamasidir. Bu metrik, her iki 6l¢iitii de dengeli bir sekilde dikkate aldigindan,
Ozellikle dengesiz veri setlerinde tercih edilmektedir.

Fl = 2 x (Kesinlik x Duyarlilik) / (Kesinlik + Duyarlilik)
ki metrigi dengeleyen harmonik ortalama

Sekil 2. 6 F1 Gosterimi

F1 Formiili yukaridaki sekil 2.6 da gosterildigi gibi F1 hesaplanir. Fl1skoru O ile
1 arasinda deger almakta olup 1 degeri miikemmel performansi, degeriise en
kotii performansi gostermektedir. Harmonik ortalama kullanilmasinin nedeni,
kesinlik veya duyarliliktan birinin ¢ok diisiik oldugu durumlarda F1 skorunun da

diistik kalmasini saglamaktir.
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2.4.6. ROC Egrisi ve AUC

ROC (Receiver Operating Characteristic) egrisi, farkli esik degerlerinde modelin
performansini gosteren bir grafiktir. Egri, Gergek Pozitif Orani (True Positive
Rate- TPR) ile Yanlis Pozitif Oran1 (False Positive Rate FPR) arasindaki iliskiyi
gorsellestirmektedir. Ideal bir model, ROC egrisinin sol iist kdsesine yakin bir

50 ROC Egrisi (Receiver Operating Characteristic)
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Sekil 2. 7 Farkli Performans Seviyelerinde ROC Egrisi
Ornekleri

seyir izler. Sekil 2.7'de farkli performans seviyelerine sahip modellerin ROC
egrileri gosterilmektedir.

Yukaridaki AUC (Area Under the Curve), ROC egrisinin altinda kalan alam
ifade etmektedir ve modelin genel performansini tek bir sayiyla 6zetlemektedir.
AUC degeri O ile 1 arasinda olup 1 miikemmel smiflandirmayi, 0.5 ise rastgele
tahmine esdeger performansi gostermektedir. Genel olarak AUC degeri 0.7'nin
tizerinde kabul edilebilir, 0.8'in iizerinde iyi ve 0.9'un {izerinde miikemmel

olarak degerlendirilmektedir.

Bu ¢alismada, kullanilantiim makine 6 grenmesi algoritmalarmin performanslart
yukarida agiklanan metrikler kullanilarak karsilastirllmakta ve en uygun

modelin belirlenmesi amaglanmaktadar.
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3. MATERYAL VE YONTEM

Bu boliimde, ¢calismada kullanilan veri seti, kalp hastaliklarinin 6nemi, veri
setine uygulanan 6n isleme adimlar1 ve kullanilan araglar ile kiitiiphaneler
detayli olarak aciklanmaktadir. Caligmanin tekrarlanabilirligini saglamak
amaciyla tim yontemsel adimlar ayrintili bir sekilde dokiimante edilmistir.
Bilimsel arastirmalarda yontem bdliimii, calismanin gegerliligi ve giivenilirligi

agisindan kritik 6neme sahiptir.

Makine 6grenmesi projelerinde veri kalitesi, model performansini dogrudan
etkileyen en Onemli faktorlerden biridir. Bu nedenle, veri setinin
karakteristiklerinin iyi anlasilmasi, uygun 6n isleme tekniklerinin se¢ilmesi ve
dogru algoritmalarm belirlenmesi bilylik 6nem tagimaktadir. Bu boéliimde ele
alman konular, ¢galismanin metodolojik temelini olusturmakta ve elde edilen

sonug¢larin yorumlanmasinda referans noktasi saglamaktadir.

3.1. Veri Seti: Heart Disease UCI (Cleveland)

Bu caligmada, makine Ogrenmesi alaninda yaygin olarak kullanilan ve
uluslararasi literatiirde kabul gérmiis Heart Disease UCI veri seti kullanilmistir.
Veri seti, UCI (University of California, Irvine) Makine Ogrenmesi Deposu'ndan
(Machine Learning Repository) elde edilmis olup kardiyoloji alanindaki

arastirmalar i¢in standart bir referans kaynagi olarak kabul edilmektedir.

Heart Disease veri seti, dort farkli tibbi kurulustan derlenen hasta kayitlarm
icermektedir. Bu kuruluslar Cleveland Klinigi (Ohio, ABD), Macaristan
Kardiyoloji Enstitiisii (Budapeste), Isvicre Universite Hastanesi (Ziirih) ve VA
Long Beach Tip Merkezi (Kaliforniya, ABD) olarak siralanmaktadir. Her bir
veritabani farkli hasta popiilasyonlarini temsil etmekte ve bu ¢esitlilik modelin

genelleme kapasitesini test etmek agisindan dnemli bir avantaj saglamaktadir.

Veri setinin orijinal versiyonu 76 Oznitelik igermesine ragmen, literatiirdeki
caligmalarin biliyiik cogunlugu 14 temel 6znitelik iizerinde yogunlagsmaktadir. Bu
Oznitelikler, klinik pratikte kolay elde edilebilen ve kalp hastalig1 teshisinde
anlamli bilgi saglayan degiskenlerden olusmaktadir. Toplam 6rnek sayis1 920
hasta kaydindan olusmakta olup bu rakam makine §grenmesi modellerinin

egitimi i¢in yeterli bir veri hacmi sunmaktadir.

3.1.1. Veri Setinin Genel Ozellikleri

Veri setinin temel 6znitelik dagilimlar: Sekil 3.1'de gorsel olarak sunulmaktadir.
Bu grafikler, veri setinin demografik yapisini, hedef degiskenin dagilimin ve
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Sekil 3. 1 Veri Seti Oznitelik Dagilimlari

onemli klinik parametrelerin karakteristiklerini ortaya koymaktadir. Kesifsel
veri analizi (Exploratory Data Analysis EDA) siirecinin ilk adimi olarak bu
gorsellestirmeler, veri setinin anlasilmasinda kritik rol oynamaktadir.

Sekil 3.1'in sol list panelinde goriilen yas dagilimi histogrami, veri setindeki
hastalarin yaslarinin 28 ile 77 arasinda degistigini gostermektedir. Ortalama yas
54 olup standart sapma yaklasik 9 yildir. Bu dagilim, kalp hastaligi riskinin orta
yas ve lzerinde arttigini gosteren epidemiyolojik verilerle uyumludur
Histogramin ¢an egrisine benzer sekli, yas degiskenininyaklagiknormal dagihm
sergiledigine isaret etmektedir.

Sag iist paneldeki pasta grafigi, cinsiyet dagilimim gostermektedir. Veri setinde
erkek hastalar %78,9 oraminda (726 kisi) ¢cogunlugu olustururken, kadin hastalar
%?21,1 oraninda (194 kisi) temsil edilmektedir. Bu dengesizlik, kardiyoloji
kliniklerindeki hasta profilini yansitmakta olup erkeklerde kalp hastalig

goriilme sikliginin kadinlara gore daha yiiksek oldugu gergegiyle ortiismektedir.

Sol alt panelde yer alan hedef degisken dagilimi, veri setindeki saglikli ve hasta
bireylerin sayisini gostermektedir. Toplamda 411 birey saglikli (num=0) olarak
siniflandirilirken, 509 birey kalp hastaligi tanist1 almis (num>0) olarak
etiketlenmistir. Bu dagilim, siniflar arasinda belirgin bir dengesizlik olmadigmi
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ve veri setinin smiflandirma problemi i¢in uygun bir yapida oldugunu
gostermektedir.

Sag alt paneldeki yatay ¢ubuk grafigi, gogiis agrisi1 tiplerinin dagilimim
sergilemektedir. Asemptomatik tip (496 hasta) en yaygin kategori olup bunu
non-anginal agr1 (203 hasta), atipik anjin (174 hasta) ve tipik anjin (47 hasta)
izlemektedir. Asemptomatik hastalarin ¢oklugu, kalp hastaliinin her zaman
belirgin semptomlarla kendini gostermedigini ve tarama testlerinin énemini

vurgulamaktadir.

3.1.2. Ozniteliklerin Detayl A¢iklamasi

Veri setinde yer alan 14 6znitelik, Tablo 3.1'de detayli olarak agiklanmaktadir.
Bu 6znitelikler, demografik bilgiler (yas, cinsiyet), semptomlar (g6 gis agrisi
tipi), fizyolojik Ol¢timler (kan basinci, kalp atig hizi), laboratuvar testleri
(kolesterol, kan sekeri) ve kardiyolojik test sonuglar1 (EKG, stres testi) olmak
tizere farkl kategorilerde gruplandirilabilir.

Tablo 3.1 UCI Veri Setindeki Oznitelikler ve Agiklamalar

Oznitelik Aciklama Veri Tipi Deger Arahgi
age Hastanin yas1 (y1l) Sayisal 28-77
sex Cinsiyet Kategorik | 0: Kadn, 1: Erkek
cp Gogiis agrist tipi Kategorik 0-3
trestbps | Dinlenme kan basinci (mm Sayisal 94-200
Hg)
chol Serum kolesterol (mg/dl) Sayisal 126-564
fbs Aclik kan sekeri> 120 mg/dl | Kategorik | 0: Hayr, 1: Evet
restecg Dinlenme EKG sonuglari Kategorik 0-2
thalach Maksimum kalp atis hizi Sayisal 71-202
exang Egzersize bagl anjin Kategorik | 0: Hayir, 1: Evet
oldpeak ST depresyonu Sayisal 0-6.2
slope ST segment egimi Kategorik 0-2
ca Boyanan damar sayis1 Sayisal 0-4
thal Talyum stres testi Kategorik 0-3
target Hedef degisken Kategorik | 0: Saghikli, 1: Hasta

Demografik 6znitelikler arasinda yas (age) ve cinsiyet (sex) yer almaktadir. Yas,
kardiyovaskiiler risk degerlendirmesinde temel bir faktor olup ileri yas artan
riskle iliskilendirilmektedir. Cinsiyet degiskeni ise erkeklerin kadinlara gore
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daha erken yaslarda kalp hastaligina yakalanma egiliminde oldugunu yansitan

onemli bir demografik gdstergedir.

Semptomatik 6znitelikler arasinda gogiis agrisi tipi (cp) 6ne ¢ikmaktadir. Bu
degisken dort kategoriden olusmaktadir: tipik anjin (0), atipik anjin (1), non-
anginal agr1 (2) ve asemptomatik (3). Tipik anjin, klasik koroner arter hastalig
semptomlarini tanimlarken, asemptomatik hastalar belirgin sikayet olmaksizin
hastalik tasiyabilmektedir. Bu ayrim, klinik karar verme siirecinde kritik 6neme
sahiptir.

Fizyolojik 6l¢timler kategorisinde dinlenme kan basinci (trestbps) ve maksimum
kalp atis hizi (thalach) bulunmaktadir. Yiiksek dinlenme kan basinct
(hipertansiyon), kalp hastaligi i¢in bagimsiz bir risk faktoriidiir. Egzersiz
sirasinda ulasilan maksimum kalp atis hizi ise kardiyak kapasitenin bir
gostergesi olup diisiik degerler fonksiyonel bozukluga isaret edebilmektedir.

Laboratuvartestleriarasinda serum kolesterol (chol) ve aglik kan sekeri (fbs) yer
almaktadir. Yiiksek kolesterol seviyeleri, damar sertligi (ateroskleroz) ve
koroner arter hastaligi riskini artirmaktadir. A¢lik kan sekeri degiskeni ise
diyabet varligini1 degerlendirmek i¢in kullanilmakta olup diyabet kalp hastalig
icin dnemli bir risk faktorii olarak kabul edilmektedir.

Kardiyolojik test sonuclar1 arasinda dinlenme EKG (restecg), egzersize bagh
anjin (exang), ST depresyonu (oldpeak), ST segment egimi (slope), floroskopi
ile boyanan damar sayisi (ca) ve talyum stres testi (thal) bulunmaktadir. Bu
Oznitelikler, kalbin elektriksel aktivitesini ve koroner arter perfiizyonunu

degerlendiren objektif test sonuglarini icermektedir.

ST depresyonu (oldpeak),egzersizsirasinda EKG'de gdzlemlenen bir bulgu olup
miyokard iskemisinin gostergesi olabilmektedir. Deger arttik¢a iskemi siddeti de
artmaktadir. Floroskopi ile boyanan damar sayisi (ca) ise koroner anjiyografi
sonuglarmi yansitmakta ve tikali damar sayist hakkinda dogrudan bilgi
saglamaktadir.

3.2. Kalp Hastahklarinin Onemi ve Teshisi

Kalp hastaliklari, modern tibbin en 6nemli saglik sorunlarindan birini teskil
etmekte ve diinya genelinde dnde gelen 6liim nedenlerinin baginda gelmektedir
Bu boliimde, kalp hastaliklarinin tanimi, smiflandirmasi, risk faktorleri ve
epidemiyolojik verileri ele alinmaktadir. Bu bilgiler, ¢alismanin motivasyonunu
ve klinik 6nemini ortaya koymaktadir.
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3.2.1. Kalp Hastalhklar1 Hakkinda Genel Bilgi

Kalp hastaliklari, kalp ve kan damarlarini etkileyen ¢esitli patolojik durumlan
kapsayan genis bir terimdir. Kardiyovaskiiler hastaliklar (Cardiovascular
Diseases - CVD) olarak da bilinen bu hastalik grubu, farkl etyolojilere ve klinik
tablolara sahip ¢ok sayida alt tipi igermektedir. Bu hastaliklarin ortak 6zelligi,
dolasgim sisteminin normal islevini bozarak yasamsal organ perflizyonunu

tehlikeye atmalaridir.

Kardiyovaskiiler hastaliklarin baslica tiirleri sunlardir: Koroner arter hastalig
(Coronary Artery Disease - CAD), kalbe kan saglayan arterlerin daralmasi veya
tikanmasi sonucu ortaya ¢ikmaktadir. Kalp yetmezligi, kalbin viicudun ihtiyag
duydugu kan miktarm1 pompalayamadig1 kronik bir durumdur. Aritmiler, kalbin
elektriksel iletim sistemindeki bozukluklar sonucu gelisen diizensiz kalp
atimlaridir. Kalp kapak hastaliklari, kalp kapaklarmin yapisal veya fonksiyonel
bozukluklarini igermektedir.

Koroner arter hastaligi, en yaygin ve en dliimciil kalp hastalig: tiirtidiir. Bu
hastalik, koroner arterlerin i¢ duvarlarinda aterosklerotik plak birikimi sonucu
gelismektedir. Plak birikimi, damar liimenini daraltarak miyokarda ulasan kan
akisin1 azaltmaktadir. ileri evrelerde plak riiptiirii ve {izerine trombiis olusumu,
akut miyokard enfarktiisiine (kalp krizi) yol agcabilmektedir.

Kalp hastaliklarinin klinik belirtileri hastaligmn tipine ve siddetine gore
degiskenlik gostermektedir. En sik goriilen semptomlar arasinda gogiis agrist
veya gogiiste baski hissi (anjina pektoris), nefes darligi (dispne), ¢arpinti, bas
donmesi, bayilma (senkop), yorgunluk ve bacaklarda sisme (6dem) sayilabilir.
Ancak bazi hastalar, 6zellikle diyabetik bireyler ve yaslilar, atipik semptomlar

gosterebilir veya tamamen asemptomatik olabilir.

3.2.2. Risk Faktorleri

Kalp hastaliklariin risk faktorleri, degistirilebilir ve degistirilemez olmak {izere
iki ana kategoride incelenmektedir. Degistirilemez risk faktorleri, bireymn
kontrol edemedigi genetik ve demografik 6zelliklerdir. Degistirilebilir risk
faktorleri ise yasam tarzi degisiklikleri ve medikal tedaviler ile modifiye
edilebilen faktorlerdir.

Degistirilemez risk faktorleri arasinda yas, cinsiyet ve aile Oykiisii yer
almaktadir. Yas ilerledik¢e kardiyovaskiiler hastalik riski artmaktadir;
erkeklerde 45 yas, kadinlarda 55 yas {izeri risk artisiyla iliskilendirilmektedir
Erkekler, 6zellikle orta yaslarda, kadinlara gore daha yiiksek kalp hastalig
riskine sahiptir. Ancak menopoz sonrasi donemde kadinlarda risk hizla artarak
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erkeklere yaklagsmaktadir. Birinci derece akrabalarinda erken yasta kalp hastahg
Oykiisii olan bireylerde genetik yatkinlik s6z konusudur.

Degistirilebilir risk faktdrleri arasinda hipertansiyon, dislipidemi, diyabet,
obezite, sigara kullanimi, fiziksel inaktivite ve sagliksiz beslenme
bulunmaktadir. Hipertansiyon (yiiksek kan basinci), kalp tizerindeki i ytikiinii
artirarak sol ventrikiil hipertrofisine ve kalp yetmezligine yol agabilmektedir.
Dislipidemi, 6zellikle yiliksek LDL kolesterol ve diisiik HDL kolesterol

seviyeleri, ateroskleroz gelisimini hizlandirmaktadir.

Tip 2 diyabet, kardiyovaskiiler hastalik riskini 2-4 kat artiran onemli bir
metabolik bozukluktur. Obezite, 6zellikle abdominal obezite, insiilin direnci,
hipertansiyon ve dislipidemi ile iliskili olup metabolik sendrom bilesenlerinden
birini olusturmaktadir. Sigara kullanimi, endotel disfonksiyonu, inflamasyon ve
tromboz egilimini artirarak  kardiyovaskiiler riski onemli Glgilide
yiikseltmektedir.

3.2.3. istatistiksel Verilerle Kalp Hastahklar1

Diinya Saglik Orgiitii (World Health Organization- WHO) verilerine gore,
kardiyovaskiiler hastaliklar diinya genelinde bir numarali 61iim nedenidir [1].
Her yil tahminen 17,9 milyon kisi bu hastaliklarnedeniyle hayatini kaybetmekte
olup bu rakam tiim kiiresel 6liimlerin yaklasik %31'ini olusturmaktadir. Bu

Olumlerin %85'i kalp krizi ve inme kaynaklidir.

Cografi dagilim agisindan degerlendirildiginde, kardiyovaskiiler hastaliklardan
Oliimlerin %80'inden fazlasi diisiik ve orta gelirli iilkelerde gergeklesmektedir.
Bu durum, saghk hizmetlerine erisim, erken tani imkanlar1 ve tedavi
olanaklarindaki esitsizlikleri yansitmaktadir. Gelismis iilkelerde son dekatlarda
kardiyovaskiiler mortalite oranlarinda diisiis gozlenirken, gelismekte olan
ilkelerde artis egilimi devam etmektedir.

Tiirkiye'de ise Tiirkiye Istatistik Kurumu (TUIK) verilerine gdre dolasim sistemi
hastaliklari, 6liim nedenlerinin basinda gelmektedir [2]. 2022 yili verilerine
gore, toplam Oliimlerin yaklasik %35'i1 dolasim sistemi hastaliklarindan
kaynaklanmaktadir. Yillik ortalama 168.000 kisi kalp ve damar hastaliklan
nedeniyle yasamini yitirmektedir. Bu rakamlar, Tiirkiye'de kalp hastaliklarim
Onlenmesi ve erken teshisi konusundaki ¢alismalarin 6nemini agik¢a ortaya

koymaktadir.

Ekonomik acidan degerlendirildiginde, kardiyovaskiiler hastaliklar saglik
sistemleri iizerinde biiyiik bir yiik olusturmaktadir. Tedavi maliyetleri, is giicii
kayiplar1 ve sosyal giivenlik harcamalari1 gbz 6niine alindiginda, bu hastaliklarn
toplumsal maliyeti trilyonlarca dolar1 bulmaktadir. Erken tani ve onleyici
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tedbirler, hem bireysel hem de toplumsal diizeyde 6nemli kazanimlar

saglayabilmektedir.

3.3. Veri Setine Uygulanan On islemler

Makine 6grenmesi modellerinin basarili ve giivenilir sonuglar tiretebilmesi i¢in
veri setinin uygun sekilde 6n islenmesi kritik 6neme sahiptir. Ham veriler
genellikle eksik degerler, aykir1 degerler, tutarsizliklar ve 6lgek farkliliklar: gibi
sorunlar icermektedir. Bu boliimde, veri setine uygulanan 6n isleme adimlan

detayli olarak agiklanmaktadir.

Veri 6n isleme siireci, veri kalitesini artirmak ve model performansini optimize
etmek amaciyla gergeklestirilen bir dizi sistematik adimdan olusmaktadir. Bu
adimlar arasinda eksik veri analizi ve doldurma, aykiri deger tespiti ve isleme,
kategorik degiskenlerin kodlanmasi, Oznitelik Ol¢eklendirme ve smif
dengesizliginin giderilmesi yer almaktadir. Her bir adim, modelin 6grenme
kapasitesini ve genelleme yetenegini dogrudan etkilemektedir.

3.3.1. Eksik Veri Analizi ve Doldurma Yontemleri

Eksik veriler (missing values), gercek diinya veri setlerinde siklikla kargsilagilan
bir sorundur. Eksik degerler, veri toplama siirecindeki hatalar, 6l¢iim cihazi
arizalari, katilime1 yanit vermeme durumlari veya veri aktarim problemleri gibi
cesitli nedenlerle ortaya c¢ikabilmektedir. Eksik verilerin uygun sekilde
islenmemesi, model performansini olumsuz etkileyebilir ve hatali tahminlere yol

agabilir.

Eksik veri mekanizmalari ii¢ kategoride incelenmektedir: Tamamen Rastgele
Eksik (Missing Completely at Random- MCAR), Rastgele Eksik (Missing at
Random-MAR)ve Rastgele Olmayan Eksik (Missing Notat Random- MNAR).
MCAR durumunda eksiklik herhangi bir degiskenle iliskili degildir. MAR
durumunda eksiklik gozlemlenen diger degiskenlerle agiklanabilir. MNAR
durumunda ise eksiklik, eksik degerin kendisiyle iligkilidir. Eksik veri
mekanizmasmindogrutanimlanmasi, uygundoldurma yénteminin se¢ilmesinde
kritik 6neme sahiptir.

Sekil 3.2'de veri setindeki Ozniteliklerin eksik veri oranlari gorsel olarak
sunulmaktadir. Bu grafik, hangi 6zniteliklerde ne 6l¢iide eksik veri bulundugunu
acgikca ortaya koymakta ve doldurma stratejisinin belirlenmesinde yol gosterici

olmaktadir.
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Ozniteliklerdeki Eksik Veri Oranlari
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Sekil 3. 2 Ozniteliklerdeki Eksik Veri Oranlar1

Sekil 3.2'de goriildiigii tizere, ca (floroskopi ile boyanan damar sayisi)
Ozniteliginde %66,4, thal (talyum stres testi) dzniteliginde %52,8 ve slope (ST
segment egimi) Ozniteliginde %33,6 oraninda eksik veri bulunmaktadir. Bu
yliksek oranlar, basit silme veya ortalama ile doldurma ydntemlerinin yetersiz
kalacagini gostermekte ve daha sofistike doldurma tekniklerinin kullanilmasim
gerektirmektedir.

Eksik verilerin doldurulmasi i¢in bu c¢alismada makine 6§renmesi tabanh
yontemler tercih edilmistir. Kategorik degiskenler i¢cin Lojistik Regresyon ve K-
En Yakin Komsu (KNN) Imputer kullanilmistir. Lojistik Regresyon, eksik
kategorik degerleri diger 6zniteliklere dayali olarak tahmin etmektedir. KNN
Imputer ise eksik degere sahip 6rnegin en yakin komsularinin degerlerini

kullanarak doldurma islemi ger¢eklestirmektedir.

Sayisal degiskenler i¢in Rastgele Orman Regresyonu (Random Forest
Regressor) ve KNN Imputer yontemleri uygulanmistir. Rastgele Orman,
topluluk 6grenme (ensemble learning) yaklasimiyla yiiksek dogrulukta
tahminler iiretebilmektedir. Her iki yontemde de GridSearchCV kullanilarak
hiperparametreler optimize edilmis ve doldurma isleminin dogrulugu
maksimize edilmistir.

3.3.2. Veri Dengesizligi ve SMOTE Y ontemi

Siniflandirma problemlerinde sinif dengesizligi (class imbalance), veri setinde
bir siifin diger siif(lar)a gore ¢ok daha fazla 6rnege sahip olmasi durumudur.
Bu dengesizlik, makine 6grenmesi modellerinin cogunluk simnifina yonelik yanh
(biased) tahminler iiretmesine neden olabilmektedir. Model, azinlik sinifini
yeterince dgrenemeyecegi igin bu smifa ait 6rnekleri yanhs siniflandirma

egiliminde olacaktir.
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Sinif dengesizligini gidermek i¢in ¢esitli teknikler kullanilmaktadir. Bu
teknikler genel olarak ii¢ kategoride incelenebilir: Asir1 6rnekleme (over-
sampling), alt rnekleme (under-sampling) ve hibrit yontemler. Asir1 6rnekleme
yontemlerinde azinlhik smifi  6rnekleri c¢ogaltilirken, alt Ornekleme
yontemlerinde cogunluk sinifi 6rnekleri azaltilmaktadir. Hibrit yontemler ise her
iki yaklagimi birlestirmektedir.

SMOTE (Synthetic Minority Over-sampling Technique), Chawla ve arkadaslan
tarafindan 2002 yilinda 6nerilen ve yaygin olarak kullamlan bir agir1 6rnekleme
teknigidir. SMOTE, basit kopyalama yerine sentetik (yapay) ornekler iireterek
azinlik siifin1 zenginlestirmektedir [8]. Bu yaklasim, modelin agir1 6 §renmesini
(overfitting) 6nlemeye yardimci olmaktadir. Sekil 3.3'te SMOTE algoritmasmmn
caligma prensibi sematik olarak gosterilmektedir.

SMOTE (Synthetic Minority Over-sampling Technique) Calisma Prensibi

DENGESIZ <
VERI SETI OR R

[ Azinlik: 200 K-NN ile Yeni sentetik Azinlik: 500
Gogunluk: 500 interpolasyan ornekler uret Cogunluk: 500

Sekil 3. 3 SMOTE (Synthetic Minority Over-sampling Technique) Calisma
Prensibi

SMOTE algoritmasi su adimlarla calismaktadir: 11k olarak, azinlik smifindan bir
ornek secilir. Ardindan, bu 6rnegin k-en yakin komsular (genellikle k=5)
belirlenir. Se¢ilen 6rnekle komsularindan biri arasindaki dogruiizerinde rastgele
bir nokta belirlenerek yeni sentetik 6rnek olusturulur. Bu islem, istenen dengeye

ulasilana kadar tekrarlanir.

Bu ¢alisgmada, SMOTE yo6ntemi yalnizca egitim verisi lizerinde uygulannustr.
Test verisinin orijinal dagilimmin korunmasi, modelin ger¢ek diinya
performansinin dogru degerlendirilmesi agisindan kritik dneme sahiptir. Egitim
setinde SMOTE uygulandiktan sonra, azinlik ve ¢cogunluk smaiflar1 esit sayida
ornege sahip olmus ve dengeli bir egitim seti elde edilmistir.
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3.3.3. Ozanitelik Ol¢eklendirme

Makine Ogrenmesi algoritmalarinin ¢ogu, 6zniteliklerin benzer Slgeklerde
olmasini1 varsaymaktadir. Farkli 6lgeklerdeki 6znitelikler, 6zellikle mesafe
tabanli algoritmalar (KNN, SVM) ve gradyan tabanli optimizasyon kullanan
algoritmalari¢in sorun olusturabilmektedir. Bunedenle, 6znitelik 6l¢eklendirme

(feature scaling) on isleme siirecinin 6nemli bir adimidir.

Yaygin kullanilan 6l¢eklendirme ydntemleri arasindaMin-Max Normalizasyonu
ve Standartlastirma (Z-score normalizasyonu) bulunmaktadir. Min-Max
Normalizasyonu, degerleri belirli bir araliga (genellikle 0-1) doniistiiriirken,
Standartlagtirma degerleri ortalama 0 ve standart sapma 1 olacak sekilde
dontistirmektedir. Bu calismada StandardScaler yontemi kullanilarak 6znitelik

olgeklendirmesi yapilmistir. Her 6znitelik i¢in X (scqreq) = —x;” uygulanmistir;
burada p 6zniteligin ortalamasini, ¢ ise standart sapmasini temsil etmektedir.
Olgeklendirme parametreleri (ortalama ve standart sapma) yalnizca egitim
verisinden hesaplanmis ve ayni parametreler test verisine uygulanmigtir. Bu

yaklagim, veri sizintisini (data leakage) dnlemek i¢in kritik 6neme sahiptir.
3.4. Kullanilan Araclar ve Kiitiphaneler

Bu caligmada Python programlama dili ve ¢esitli a¢ik kaynak kiitiiphaneler
kullanilmistir. Python, veri bilimi ve makine 6grenmesi alanlarinda en yaygmn
kullanilan programlama dillerinden biri olup zengin kiitliphane ekosistemi ve
genis topluluk destegiile 6ne ¢ikmaktadir. Sekil 3.4'te kullanilan yazilim araglan
kategorilerine gore gosterilmektedir.

Calismada Kullanilan Yazilim Araglan ve Katiphaneler

i ‘
‘ VERIi iSLEME ‘ GORSELLESTIRME MAKINE OGRENMESI
i -

* NumPy « Matplotlib « Scikit-learn * Imbalanced-learn
* Pandas * Seaborn * XGBoost * Python 3.9+

* Plotly « LightGBM

Sekil 3. 4 Calismada Kullanilan Yazilim Araglar ve Kiitiiphaneler

3.4.1. Veri isleme Kiitiiphaneleri

NumPy (Numerical Python): NumPy, Python'da bilimsel hesaplamalar i¢in
temel kiitliphanedir. Cok boyutlu diziler (ndarray) ve bu diziler iizerinde hizl
matematiksel iglemler yapilmasimi saglamaktadir. Vektorize islemler sayesinde
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dongii kullanimina gore ¢ok daha hizli hesaplamalar gerceklestirilebilmektedir.
Bu c¢alismada NumPy, matris islemleri ve sayisal hesaplamalar ic¢in

kullanilmistir.

Pandas: Pandas, veri manipiilasyonu ve analizi i¢in gelistirilmis gii¢lii bir
kiitiphanedir. DataFrame ve Series veri yapilari, tablo formatindaki verilerin
etkin bir sekilde islenmesini saglamaktadir. Veri okuma/yazma, filtreleme,
gruplama, birlestirme ve doOniistirme gibi islemler Pandas ile kolayca
gerceklestirilebilmektedir. Bu calismada veri setinin yiiklenmesi, temizlenmesi,
kesifsel analizi ve donistiriilmesi islemlerinde Pandas yogun olarak

kullanilmagtir.

3.4.2. Gorsellestirme Kiitiiphaneleri

Matplotlib: Matplotlib, Python'da veri gorsellestirme i¢in en temel kiitiiphanedir.
Cizgi grafikleri, histogramlar, sagilim grafikleri, pasta grafikleri ve daha birgok
gorsellestirme tiiriinii desteklemektedir. Yiiksek 0zellestirme imkani sunmasi

sayesinde yayin kalitesinde grafikler olusturulabilmektedir.

Seaborn: Seaborn, Matplotlib iizerine insa edilmis {ist diizey bir istatistiksel
gorsellestirme kiitiiphanesidir. Daha estetik varsayilan stiller ve karmagik
istatistiksel grafiklerin kolay olusturulmasi i¢in tasarlanmistir. Is1 haritalan
(heatmap), kutu grafikleri (boxplot) ve cift degiskenli dagilim grafikler
(pairplot) gibi gorsellestirmeler Seaborn ile kolayca olusturulabilmektedir.

Plotly: Plotly, interaktif gorsellestirmeler olusturmak i¢in kullanilan modern bir
kiitiphanedir. Web tabanl grafikler iiretmesi sayesinde kullanicilarin grafiklerle
etkilesime girmesine (yakinlastirma, kaydirma, veri noktasi bilgisi gorme)
olanak tanimaktadir. Bu calismada kesifsel veri analizi sirasinda interaktif
grafikler i¢in Plotly kullanilmistir.

3.4.3. Makine Ogrenmesi Kiitiiphaneleri

Scikit-learn: Scikit-learn, Python'da makine 6 grenmesi i¢in en yaygin kullanilan
kiitiphanedir. Siniflandirma, regresyon, kiimeleme, boyut indirgeme, model
secimi ve On isleme gibi genis bir yelpazede algoritmalar sunmaktadir. Tutarl
APl tasarimi sayesinde farkli algoritmalar arasinda kolayca gecis
yapilabilmektedir. Bu calismada Lojistik Regresyon, K-En Yakin Komsu,
Destek Vektor Makineleri ve Rastgele Orman algoritmalar1 Scikit-learn ile

uygulanmistir.

XGBoost: XGBoost (Extreme Gradient Boosting), gradyan artirma
algoritmasmin optimize edilmis ve Ol¢eklenebilir bir implementasyonudur.
Paralel islem destegi, diizenlilestirme (regularization) mekanizmalar1 ve eksik
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deger yonetimi gibi Ozellikler sunmaktadir. Kaggle yarismalarinda ve

endiistriyel uygulamalarda yaygin olarak tercih edilmektedir.

LightGBM: LightGBM (Light Gradient Boosting Machine), Microsoft
tarafindan gelistirilen hizli ve yiiksek performansh bir gradyan artirma
kiitiiphanesidir. Yaprak bazl (leaf-wise) agac¢ bliylitme stratejisi ve histogram
tabanl algoritmasi sayesinde biiyiik veri setlerinde XGBoost'a gore daha hizli

egitim siireleri sunabilmektedir.

Imbalanced-learn: Imbalanced-learn, sinif dengesizligi problemlerini ele almak
icin gelistirilmis bir kiitiiphanedir. SMOTE, ADASYN, Random Under
Sampling gibi c¢esitli 6rnekleme tekniklerini i¢cermektedir. Scikit-learn ile
uyumlu API tasarimi sayesinde makine O6grenmesi pipeline'larina kolayca

entegre edilebilmektedir.

3.4.4. Gelistirme Ortamm ve Donanim

Calismanin tiim agamalar1 Python 3.9+ siirtimii kullanilarak gergeklestirilmistir.
Gelistirme ortami olarak Jupyter Notebook tercih edilmistir. Jupyter Notebook,
kod, ¢ikt1 ve agiklamalarin bir arada sunulmasina olanak taniyan interaktif bir
gelistirme ortamidir. Kesifsel veri analizi ve deneysel ¢alismalar i¢in ideal bir

platform sunmaktadir.

Donanim olarak minimum 8 GB RAM ve Intel Core 15 veya esdegeri islemci
gereksinimi bulunmaktadir. Gradyan artirma algoritmalart (XGBoost,
LightGBM) igin GPU destegi opsiyonel olarak kullanilabilmektedir. Isletim

sistemi olarak Windows 10/11 veya Linux (Ubuntu 20.04+) desteklenmektedir.
3.4.5. Veri Bolme Stratejisi

Model egitimi ve degerlendirmesi i¢in veri seti %80 egitim (training) ve %20
test olmak iizere ikiye ayrilmigtir. Bu oran, makine 6grenmesi literatiiriinde
yaygin olarak kabul goren standart bir bolme oranidir. Yeterli egitim verisi
saglarken, model performansmin giivenilir bir sekilde degerlendirilmest i¢in

yeterli test verisi de ayrilmaktadir.

Veri bolme islemi sirasinda stratified sampling (tabakali 6rnekleme) yontemi
kullanilmistir. Bu yontem, her iki sette de (egitim ve test) hedef degiskenin
orijinal dagiliminm korunmasini saglamaktadir. Ozellikle smif dengesizligi
durumlarinda, tabakali 6rnekleme kullanilmazsa test setinde azinlik sinifinm

yetersiz temsil edilmesi riski bulunmaktadir.

Tekrarlanabilirlik i¢in random_state parametresi sabit bir degere (42)
ayarlanmistir. Bu sayede, aym kod tekrar ¢alistirildiginda ayni veri boliimii elde
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edilmekte ve sonucglarin tutarlili§i saglanmaktadir. Bilimsel arastirmalarda

tekrarlanabilirlik, sonuglarin dogrulanabilmesi agisindan kritik dneme sahiptir.

Model hiperparametre optimizasyonu i¢in 5 katli ¢apraz dogrulama (5-fold
cross-validation) kullanilmistir. Capraz dogrulama, veri setinin bes esit pargaya
boliinmesi ve her parcanin sirayla dogrulama seti olarak kullanilmasi prensibine
dayanmaktadir. Bu yaklasim, model performansinin daha giivenilir bir sekilde

tahmin edilmesini ve asir1 6grenme riskinin azaltilmasini saglamaktadir.
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4. UYGULAMA VE BULGULAR

Bu boliimde, Heart Disease UCI veri seti iizerinde gergeklestirilen kesifsel veri
analizi (Exploratory Data Analysis- EDA) sonuglar1 ve makine dgrenmesi
modellerinin performans degerlendirmeleri sunulmaktadir [3]. Tiim analizler
Python programlama dili kullanilarak ger¢eklestirilmis olup goérsellestirmeler

Matplotlib ve Plotly kiitiiphaneleri ile olusturulmustur.

4.1. Kesifsel Veri Analizi (Exploratory Data Analysis)

Kesifsel veri analizi (EDA), veri setinin yapisini, dagilimlarmi ve degiskenler
arasindaki iliskileri anlamak i¢in gergeklestirilen sistematik bir inceleme
stirecidir. Bu asamada veri setindeki her bir 6znitelik detayl olarak analiz

edilmis ve gorsellestirilmistir.

4.1.1. Yas Dagilimi Analizi

Yas degiskeni, kalp hastalig1 riskini etkileyen 6nemli faktorlerden biridir. Veri
setindeki hastalarin yas dagilimi Sekil 4.1'de histogram grafigi ile
gosterilmektedir.
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Sekil 4. 1 Veri Setindeki Hastalarin Yas Dagilim1 Histogrami

Sekil 4.1'de goriildigi tizere, veri setindeki hastalarin yaslan 28 ile 77 arasinda
degismektedir. Dagilim incelendiginde, en yogun hasta grubunun 50-60 yas
araliginda oldugu goriilmektedir. Ortalama yas yaklasik 54-55 civarinda olup
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dagilim yaklasik olarak normal dagilima benzemektedir. Bu bulgular, kalp
hastaliginin orta yas ve lizeri bireylerde daha yaygin goriildiigiine iligkin tibbi
literatiiri desteklemektedir.

4.1.2. Cinsiyet Dagilimi Analizi

Cinsiyet, kalp hastaliklarinda 6nemli bir demografik faktordiir. Veri setindeki
cinsiyet dagilimi Sekil 4.2'de pasta grafigi ile gosterilmektedir.

B Erkek
B Kadin

Sekil 4. 2 Veri Setindeki Cinsiyet Dagilimi

Analiz sonuglarmma gore veri setindeki erkek orant %78,9 iken kadin oram
%21,1'dir. Erkekler, kadinlara gore yaklasik 3,74 kat daha fazla temsil
edilmektedir. Bu dengesizlik, kalp hastaliklarinin erkeklerde daha sik goriilmesi
ve erkeklerin kardiyoloji kliniklerine daha fazla bagvurmasi ile ac¢iklanabilir.
Ancak model egitimi sirasinda bu dengesizligin gz éniinde bulundurulmast
gerekmektedir.

Sekil 4. 3 Cinsiyete Gore Yas Dagilimi
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Sekil 4.3'te cinsiyete gore yas dagilimi incelendiginde hem erkek hem de kadmn
hastalarda benzer yas dagilim oriintiisii gézlemlenmektedir. Her iki cinsiyette de
50-60 yas araligi en yogun hasta grubunu olusturmaktadir.

4.1.3. Cinsiyete Gore Hastalhlk Durumu

Veri setinde hastalarin farkli veritabanlarindan (Cleveland, Hungary,
Switzerland, VA Long Beach) geldigi goriilmektedir. Sekil 4.4'te her bir
veritabanindaki cinsiyet dagilimi gosterilmektedir.

Analiz sonuglarma gore en fazla hasta kaydi Cleveland (304) veritabanindan
gelmekte olup en az kayit Switzerland (123) veritabanmdadir. Cleveland
veritabaninda 97 kadin hasta bulunurken, VA Long Beach veritabaninda sadece
6 kadm hasta mevcuttur. Bu dagilim farkliliklari, veritabanlarinin toplandig

donem ve cografi konum ile iligkili olabilir.

m Erkek
B Kadin

Cleveland Humgary Switrerand VA Lang Beach
Verl Seti

Sekil 4. 4 Veritabanina Gore Cinsiyet Dagilimi
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4.1.4. Maksimum Kalp Atis Hiz1 ve Yas Tliskisi

Maksimum kalp atis hiz1 (thalach), egzersiz stres testi sirasinda olgiilen en
ylksek kalp atis hizini ifade etmektedir. Bu degisken, kalp sagliginin énemli bir
gostergesidir. Sekil 4.5'te yas ve hastalilk durumuna goére dagilim

gosterilmektedir.
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Sekil 4. 5 Yas ve Hastalik Siddeti Dagilimi

Sekil 4.5'te hastalik siddeti (num degiskeni: O=saglikli, 1-4=artan hastalik
siddeti) ve yas iliskisi incelenmektedir. Grafikten gorildiigii tizere, 54-55 yas
grubunda en yiiksek hasta sayisi1 gozlemlenmektedir. Hastalik siddeti arttikga
(renk degisimi ile gosterilen) hasta sayis1 genel olarak azalmaktadir, bu da ciddi
kalp hastaliginin nispeten daha nadir oldugunu gdstermektedir.

4.1.5. ST Segment Egimi Analizi

ST segmenti, elektrokardiyogramda (EKG) 6nemli bir bolge olup kalp kasmm
oksijen durumunu yansitmaktadir. Pik egzersiz sirasinda ST segmentinin egimi
(slope), kalp hastaliginin tanisinda kullanilan 6nemli bir parametredir. Bu
Oznitelik ti¢ kategori igermektedir: yukar1 egimli (upsloping), diiz (flat) ve asagt
egimli (downsloping).

Yukariegimli ST segmenti genellikle normal kabul edilirken, diiz ve asagi egimli

ST segmentleri kalp hastalig1 agisindan daha yiiksek risk gostergesi olarak
degerlendirilmektedir.

4.1.6. Achk Kan Sekeri ve Hastalik liskisi

Aclik kan sekeri (fbs) degiskeni, hastanin aglik kan sekeri seviyesinin 120
mg/dI'nin iizerinde olup olmadigin1 gostermektedir. Yiiksek kan seken
(hiperglisemi), diyabet belirtisi olup kalp hastaligi i¢in 6nemli bir risk
faktoridiir.
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Veri setinde aclik kan sekeri 120 mg/dl'nin iizerinde olan hastalarin orani
incelendiginde, bu hastalarin kalp hastaligina yakalanma riskinin daha ytiiksek
oldugu gozlemlenmistir. Bu bulgu, diyabet ve kalp hastalig1 arasindaki bilinen
iliskiyi desteklemektedir.

4.1.7. Gogiis Agris1 Tipine Gore Hastalik Sikhig:

Gogiis agrist tipi (cp), kalp hastaligi teshisinde kullanilan kritik semptomlardan
biridir. Veri setinde dort farkli gogiis agrisi tipi tanimlanmagtir: tipik anjin
(typical angina), atipik anjin (atypical angina), anjinal olmayan agr1 (non-
anginal) ve asemptomatik (asymptomatic).

typical angina non-anginal atypical angina asymptomatic

p

Sekil 4. 6 Gogiis Agrisi Tipine Gore Hastalik Dagilim1

Sekil 4.6'da goriildiigii iizere, asemptomatik (asymptomatic) grup en fazla hasta
say1sina sahiptir ve bu gruptaki hastalarin biiyiik cogunlugu kalp hastaligi tanist
almistir. Bu bulgu, kalp hastaliginin her zaman belirgin semptomlarla kendini
gostermedigini ve asemptomatik bireylerde bile ciddi kalp sorunlarinn
olabilecegini ortaya koymaktadir.

Analiz sonuglarina gore 104 birey gdgiis agris1 ve kalp hastaligi olmaksizin
saghkli olarak smiflandirilmistir. Ote yandan, 83 birey gdgiis agris1 olmaksizin
ciddi kalp hastalig1 tanis1 almisti. Bu durum, kalp hastaliginin sessiz

seyredebilecegini ve diizenli taramalarin 6nemini vurgulamaktadir.

4.1.8. Thalassemia Analizi

Talyum stres testi (thal), kalbin kan akisini degerlendirmek i¢in kullanilan bir
goriintiilleme yontemidir. Bu test sonucu ii¢ kategori igermektedir: normal, sabit
defekt (fixed defect) ve geri doniisiimlii defekt (reversable defect).
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Sekil 4. 7 Talyum Testi Sonuglarinin Cinsiyete Gore
Dagilim1

Sekil 4.7'de talyum testi sonug¢larmin cinsiyete gore dagilimi incelenmektedir.

Analiz sonuglarina gore 110 erkek ve 86 kadin normal sonug¢ almistir. Sabit
defektkategorisinde 42 erkek ve sadece 4 kadin bulunmaktadir. Geri doniisiimlii
defekt kategorisinde ise 171 erkek ve 21 kadn yer almaktadir. Erkeklerdeki
yiiksek oran, veri setindeki genel erkek cogunlugu ile iligkilidir.

Sekil 4.8'de talyum testi sonucglarma gore hastalik siddeti dagilimu
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fixed defect normal reversable defect
thal
Sekil 4. 8 Talyum Testi Sonuclarina Gore Hastalik
Siddeti Dagilim1

gosterilmektedir. Normal talyum sonucu olan bireylerde saglikli (num=0)
olanlarm orani yiiksek iken, geri doniisiimlii defekt kategorisinde hastalik
siddetinin daha yiiksek oldugu gézlemlenmektedir. Bu bulgular, talyum testinin
kalp hastaligi teshisinde 6nemli bir gosterge oldugunu dogrulamaktadir.
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Sekil 4. 9 Talyum Testi ve Gogiis Agrisi Tipi Iliskisi

Sekil 4.9'da talyum testi sonuglari ile gogiis agrisi tipi arasindaki iliski
incelenmektedir. Geri dontisiimlii defekt kategorisinde asemptomatik hastalarm
sayisinin yiiksek oldugu goriilmektedir. Bu bulgu, asemptomatik hastalarm
onemli bir kismmim kalp fonksiyonlarinda anormallik gosterdigini ortaya

koymaktadir.

4.2. Model Egitimi ve Sonuclari

Bu boélimde, veri seti lizerinde egitilen alti farkli makine o6grenmesi
algoritmasimin sonuglari sunulmaktadir. Tiim modeller ayni1 egitim ve test seti
boliimlemesi (%80 egitim, %20 test) ile degerlendirilmis olup SMOTE yontemi
ile smif dengesizligi giderilmistir. Oznitelikler StandardScaler ile
standartlagtirilmistir.

4.2.1. XGBoost Sonuclari

XGBoost (Extreme Gradient Boosting) modeli su parametrelerle egitilmistir:
max_depth=6, learning rate=0.05, n_estimators=500, subsample=0.8,
colsample bytree=0.8. Model,egitim verileriiizerinde optimize edildikten sonra
test seti tizerinde degerlendirilmistir.

XGBoost modelinin test seti iizerindeki performansi incelendiginde, dogruluk
(accuracy)oran1 %78, AUC skoruise 0.88 olarak elde edilmistir. Model, gradyan
artirma yaklasimi sayesinde karmasik iligkileri basariyla 6 grenmistir.
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4.2.2. KNN Sonuc¢lari

K-En Yakin Komsu (K-Nearest Neighbors) algoritmasi, n_neighbors=5
parametresi ile uygulanmisti. Bu algoritma, yeni bir veri noktasmi

siniflandirirken en yaki 5 komsunun ¢ogunluk oylamasini kullanmaktadar.

KNN modelinin performansi degerlendirildiginde, dogruluk orani
%80, AUC skoru ise 0.85 olarak hesaplanmistir. Basit yapisina ragmen KNN,

rekabetci sonuclar tiretmistir.

4.2.3. SVM Sonuglari

Destek Vektor Makineleri (Support Vector Machines) modeli, C=1, kernel="rbf,
gamma='scale' parametreleri ile egitilmistir RBF (Radial Basis Function)

cekirdegi, dogrusal olmayan smiflandirma problemleri i¢in uygundur.

SVM modelinin test seti performansi incelendiginde, %83 dogruluk orani ile en
yiksek dogruluk degerine ulasiimisti. AUC skoru ise 0.88 olarak
hesaplanmigtir. SVM'nin yiiksek performansi, optimal hiper diizlem bulma
yetenegi ile agiklanabilir.

4.2.4. Lojistik Regresyon Sonuclari
Lojistik Regresyon modeli, C=0.1, solver='liblinear', max iter=1000
parametreleri ile egitilmistir. Bu model, ikili siniflandirma i¢in temel bir yontem

olup yorumlanabilirlik a¢isindan avantaj saglamaktadir.

Lojistik Regresyon modelinin performansi, %79 dogruluk ve 0.85 AUC skoru

seklinde elde edilmistir. Basit yapisina ragmen model, makul sonuglar iiretmistir.

4.2.5. LightGBM Sonugclari

LightGBM (Light Gradient Boosting Machine) modeli, num_leaves=31,
max_depth=6, learning rate=0.05, n_estimators=500 parametreleri ile
egitilmistir. Yaprak bazli agac biiylitme stratejisi ile hizli egitim siiresi

saglamaktadir.

LightGBM modelinin test seti performansi, %80 dogruluk ve 0.88 AUC skoru

olarak hesaplanmistir. Model, XGBoost ile benzer performans gdstermistir.

4.2.6. Random Forest Sonug¢lari

Rastgele Orman (Random Forest) modeli,
n_estimators=500, max_depth=6, min_samples_split=10,
min_samples_leaf=5 parametreleri ile egitilmistir. Bu topluluk ydntemi, birden

fazla karar agacmin birlesiminden olusmaktadir.
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Random Forest modelinin performansi degerlendirildiginde, %79 dogruluk

orani elde edilmistir. Ancak AUC skoru 0.90 ile en yiiksek degere ulasmisti. Bu

sonug, modelin siniflart ayirt etme yeteneginin giiclii oldugunu gostermektedir.

4.3. Algoritmalarin Karsilastirmali Analizi

Bu boéliimde, kullanilan alti makine 6grenmesi algoritmasinin performanslan

karsilagtirmali olarak degerlendirilmektedir. Tiim modellerin dogruluk
(accuracy) ve AUC (Area Under Curve) skorlart Sekil

4.10'da gorsellestirilmistir.
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Sekil 4. 10 Modellerin Dogruluk ve AUC Skorlar1 Karsilastirmasi

Tablo 4.1 Makine Ogrenmesi Modellerinin Performans Karsilastirmasi

Algoritma Dogruluk (%) AUC Skoru
XGBoost 78 0.88
KNN 80 0.85
SVM 83 0.88
Lojistik Regresyon 79 0.85
LightGBM 80 0.88
Random Forest 79 0.90

Tablo 4.1 ve Sekil 4.10'daki sonuglar incelendiginde, SVM algoritmasinin %83
dogruluk orani ile en yiiksek dogruluk degerine sahip oldugu goriilmektedir.
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Ancak AUC skoru agisindan degerlendirildiginde, Random Forest algoritmasi
0.90 degeri ile en basarili sonucu elde etmistir.

Dogruluk ve AUC skorlarn birlikte degerlendirildiginde, her iki metrikte de
dengeli performans gosteren algoritmalar XGBoost, SVM ve LightGBM olarak
one ¢ikmaktadir. Bu algoritmalarin tamami1 0.88 AUC skoruna ulasirken, SVM

en yliksek dogrulugu saglamistir.

Random Forest algoritmasmin yliksek AUC skorunaragmen dogruluk degerinin
nispeten diisiik olmasi, modelin siniflari ayirt etme yeteneginin giiglii oldugunu
ancak kesin tahminlerde bazi hatalar yaptigini gdstermektedir. Bu durum, esik
degeri (threshold) optimizasyonu ile iyilestirilebilir.

Sonug olarak, kalp hastaligi tahmini icin SVM algoritmasi en yliksek dogruluk
orani ile 6ne c¢ikarken, Random Forest algoritmasi en yiiksek AUC skoru ile
siniflar aras1 ayirt edicilik agisindan en basarili sonucu vermektedir. Uygulama
senaryosuna bagl olarak, yiiksek dogruluk gerektiren durumlarda SVM, smiflar
aras1 ayirt ediciligin 6nemli oldugu durumlarda ise Random Forest tercih
edilebilir.
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5. SONUC

Bu boliimde, kalp hastaliklarinin erken teshisi i¢in makine O0grenmesi
algoritmalarinin karsilastirmali performans analizi ¢alismasindan elde edilen
bulgular degerlendirilmekte, ¢alismanin kisitlamalar: tartisilmakta ve gelecek

calismalar i¢in Oneriler sunulmaktadir.

5.1. Sonug¢larin Degerlendirilmesi

Bu tez calismasinda, Heart Disease UCI (Cleveland) veri seti tizerinde alt1 farkh
makine Ogrenmesi algoritmasinin kalp hastaligi tahmini performanslan
karsilastirmali olarak analiz edilmistir.

Calismada XGBoost, K-En Yakin Komsu (KNN), Destek Vektor Makineleri
(SVM), Lojistik Regresyon, LightGBM ve Rastgele Orman (Random Forest)

algoritmalar1 kullanilmistir.

Model Performans Karsilastirmasi —e— Dogruluk (%)
(Radar Grafigi) —e— AUC (x100)

Regresyon X:Boost

Random
Forest

Sekil 5. 1 Model Performanslarinin Radar Grafigi ile Karsilastirmasi

Sekil 5.1'de tiim modellerin dogruluk ve AUC skorlarinin radar grafigi ile
karsilastirmast gosterilmektedir. Grafikten goriildiigi tizere, AUC skorlar1 (mor
alan) genel olarak dogruluk degerlerinden (mavi alan) daha yiiksek bir dagilim
sergilemektedir. Bu durum, modellerin siiflar1 ayirt etme yeteneklerinin, kesin
tahmin yapma yeteneklerinden gérece daha giiclii oldugunu gostermektedir.
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Tablo 5.1 Algoritmalarin Detayli Performans Karsilastirmasi

Algoritma Dogruluk AUC Kombine | Siralama
(%) Skoru Skor

SVM 83 0.88 85.5 1
Random Forest 79 0.90 84.5 2
LightGBM 80 0.88 84.0 3
XGBoost 78 0.88 83.0 4
KNN 80 0.85 82.5 5
Lojistik Regresyon 79 0.85 82.0 6

Tablo 5.1'de goriildiigi lizere, kombine performans skoru (dogruluk ve AUC
ortalamasi) agisindan en basarili algoritma 85.5 puanla SVM (Destek Vektor
Makineleri) olmustur. SVM, %83 dogruluk oraniile en yiiksek dogruluga sahip

olurken, 0.88 AUC skoru ile de gii¢lii bir ayirt edicilik performansi sergilemistir.

Ikinci sirada yer alan Random Forest algoritmasi, 0.90 AUC skoru ile en yiiksek
AUC degerine ulasmistir. Bu sonug¢, modelin sniflar aras1 ayrt edicilik
yeteneginin ¢ok giiclii oldugunu gostermektedir. Ancak %79 dogruluk orany,
modelin kesin tahminlerde bazi hatalar yaptigina isaret etmektedir.

Genel Model Performans Siralamasi

R. Forest

LightGBM

Loj. Reg.

EN iYi

SVM

KNN

XGBoost 83.0

76 78 80 82 84 86 88 90
Kombine Performans Skoru
(Dogruluk + AUC Ortalamasi)

Sekil 5. 2 Genel Model Performans Siralamasi

Sekil 5.2'de modellerin genel performans siralamasi1 gorsellestirilmektedir.
SVM algoritmasinin en yiliksek kombine skorla one ¢iktig1i acikga
goriilmektedir. Gradyan artrma tabanli algoritmalar (XGBoost, LightGBM)
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benzer performans sergilerken, geleneksel yontemler olan KNN ve Lojistik
Regresyon da rekabetci sonuglar liretmistir.
5.1.1. Algoritmalarin Cok Boyutlu Degerlendirmesi

Makine 6grenmesi algoritmalarinin degerlendirilmesinde yalnizca dogruluk ve
AUC metriklerine bakmak yeterli olmayabilir. Algoritmalarm egitim hizi,
yorumlanabilirlik, asir1 6grenmeye direng gibi oOzellikleri de uygulama
senaryosuna gore 6nem kazanabilmektedir. Sekil 5.3'te tiim algoritmalarin ¢ok
boyutlu degerlendirme matrisi sunulmaktadir.

Model Degerlendirme Matrisi
(1: Zayif, 5: Gugli)

Dogruluk

AUC Skoru

Egitim Hizi 35
3.0
Yorumlanabilirlik 2 .
2.0
Asir Ogrenme | a
Direnci
15
Genel | 1.0
Performans 2 & 2 C:
XGBoost KNN SVM Loj. Reg. LightGBM R. Forest

Sekil 5. 3 Model Degerlendirme Matrisi (1: Zayif,5:Gii¢lii)

Sekil 5.3'teki degerlendirme matrisinden su sonugclar ¢ikarilabilir:

Dogruluk agisindan: SVM algoritmasi en yiiksek performansi gosterirken, diger

tiim algoritmalar benzer seviyelerde performans sergilemistir.

AUC skoru agisindan: XGBoost, SVM, LightGBM ve Random Forest
algoritmalari en yliksek puanlar1 almistir. Bu algoritmalar, smiflar1 ayirt etme

konusunda giiclii yeteneklere sahiptir.

Egitim hiz1 agisindan: KNN ve Lojistik Regresyon en hizli algoritmalar olarak
one ¢ikmaktadir. LightGBM, gradyan artirma tabanl algoritmalar arasinda en
hizlisidir. XGBoost, SVM ve Random Forest ise daha yavas egitim siiresine

sahiptir.

Yorumlanabilirlik acisindan: KNN ve Lojistik Regresyon en yiiksek
yorumlanabilirlige sahiptir. Bu algoritmalar, karar siire¢lerinin anlasilmasi ve
aciklanmasi agisindan avantaj saglamaktadir. XGBoost ve LightGBM gibi
topluluk yontemleri ise "kara kutu" modeller olarak kabul edilmekte ve

aciklanabilirlik agisindan dezavantaja sahiptir.
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Asirt 6grenmeye direng acisindan: Lojistik Regresyon ve Random Forest en
yliksek direnci gdstermektedir. KNN algoritmasi ise k degeri kiigiik secildiginde
asir1 6grenmeye daha yatkin olabilmektedir.

5.1.2. F1 Skoru ve Roc Egrisi Analizi

Madel F1 Score Comparison ROC Cunves

L]

— NG
KRN

—

— LagishE Regressnn

— LightGaM

== PRandom Forast

b 1 SWH LegBLG Regresscnlightdas  mandom Forest L] az L] o g e
Falie: Positlver Rate

Sekil 5. 4 F1 Skoru ve ROC Egrisi Analizi Grafigi

Sekil 5.4'te, galismada kullamlan altimakine 6grenmesi algoritmasinin F1 skoru
karsilagtirmasi ve ROC egrileri sunulmaktadir. Sol panelde yer alan F1 skoru
karsilastirmasi, modellerin kesinlik ve duyarlilik dengesini yansitmaktaolup sag
paneldeki ROC egrileri ise siniflandirma performansinin farkli esik
degerlerindeki davranigini gorsellestirmektedir.

F1 skoru sonuglar1 incelendiginde, SVM algoritmasinin 0.85 degeri ile en
ylksek performansisergiledigi goriilmektedir. Bu sonug, SVM'nin kalp hastahg:
teshisinde hem yanlis pozitifleri hem de yanlis negatifleri minimize etmede
dengeli bir basar1 sagladigin1 gostermektedir. SVM'yi sirastyla XGBoost ve
KNN algoritmalar1 0.82 F1 skoru ile takip etmektedir. Random Forest 0.83
degeriile giiclii bir performans sergilerken, LightGBM ve Lojistik Regresyon
algoritmalar1 0.81 F1 skoru ile benzer sonug¢lar tiretmistir.

ROC egrileri degerlendirildiginde, tiim modellerin kdsegen ¢izgisinin (rastgele
smiflandirict) belirgin sekilde iizerinde konumlandigi ve dolayisiyla anlamli bir
smiflandirma performans: sergiledigi goriilmektedir. XGBoost ve SVM
algoritmalarinin ROC egrileri sol {ist koseye daha yakin seyretmekte olup bu
durum s6z konusu algoritmalarin yiiksek dogru pozitif oranini diisiik yanlis
pozitift orani ile birlikte saglayabildigini ortaya koymaktadir. KNN
algoritmasinin ROC egrisinde gozlemlenen basamakli yapi, algoritmanm
mesafe tabanl dogas1 ve k komsu sayisinin etkisini yansitmaktadir.

47



Elde edilen bulgular, literatiirdeki benzer ¢alismalarla karsilastirildiginda tutarl
sonuglar ortaya koymaktadir. Tablo 1.1'de sunulan literatiir taramasinda, kalp
hastalig1 tahmininde SVM ve XGBoost algoritmalarinin siklikla en yiiksek
performansi sergiledigi belirtilmisti. Bu ¢alismada elde edilen sonuglar, s6z
konusu bulgulari destekler niteliktedir. Ozellikle SVM algoritmasinin yiiksek
boyutlu 6znitelik uzaylarinda etkili karar sinirlar1 olusturabilme kapasitesi, kalp

hastalig1 veri setinin 14 6znitelik i¢eren yapisinda avantaj saglamistir.

Tibbi teshis sistemleri agisindan degerlendirildiginde, F1 skorunun 0.81-0.85
araliginda olmas1 klinik karar destek sistemi olarak kullanilabilirlik
potansiyelini gdstermektedir. Ancak Bolim 2.4'te vurgulanan performans
metrikleri degerlendirmesinde belirtildigi izere, tibbi uygulamalarda duyarlilik
(recall) metriginin dncelikli oneme sahip oldugu goz oniinde bulundurulmalidir.
Bu baglamda, modellerin duyarlilik degerlerinin de F1 skoru ile birlikte

degerlendirilmesi, klinik uygulamalar i¢in kritik 6nem tasimaktadir.

Sonug olarak, SMOTE ile dengelenmis veri seti iizerinde gerceklestirilen model
egitimi ve 5-kath capraz dogrulama ile elde edilen sonuglar, makine 6 grenmesi
algoritmalarinin kalp hastalig1 erken teshisinde giivenilir bir ara¢ olarak
kullanilabilecegini ortaya koymaktadir. Alt1 algoritma arasinda SVM'nin F1
skoru bazinda en yliksek performansi sergilemesi, bu algoritmanin klinik karar
destek sistemlerinde Oncelikli olarak degerlendirilmesi gerektigini isaret
etmektedir.

Sekil 5.X'te, ¢aligmada kullanilan alti makine 6grenmesi algoritmasinin F1
skoru karsilagtirmasi ve ROC egrileri sunulmaktadir. Sol panelde yer alan F1
skoru karsilastirmasi, modellerin kesinlik ve duyarlilik dengesini yansitmakta
olup sag paneldeki ROC egrileri ise smiflandirma performansiin farkl esik

degerlerindeki davranigini gorsellestirmektedir.

F1 skoru sonuglar1 incelendiginde, SVM algoritmasinin 0.85 degeri ile en
yiiksek performansisergiledigi goriilmektedir. Busonug, SVM'nin kalp hastalig
teshisinde hem yanlis pozitifleri hem de yanlis negatifleri minimize etmede
dengeli bir basar1 sagladigin1 gostermektedir. SVM'yi sirastyla XGBoost ve
KNN algoritmalar1 0.82 F1 skoru ile takip etmektedir. Random Forest 0.83
degeriile gliclii bir performans sergilerken, LightGBM ve Lojistik Regresyon

algoritmalar1 0.81 F1 skoru ile benzer sonuglar tiretmistir.

ROC egrileri degerlendirildiginde, tiim modellerin kdsegen ¢izgisinin (rastgele
smiflandirict) belirgin sekilde iizerinde konumlandigi ve dolayisiyla anlamli bir
smiflandirma performans: sergiledigi goriilmektedir. XGBoost ve SVM
algoritmalarinin ROC egrileri sol iist koseye daha yakin seyretmekte olup bu
durum s6z konusu algoritmalarin yiiksek dogru pozitif oranini diisiik yanls
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pozitift orani ile birlikte saglayabildigini ortaya koymaktadir. KNN
algoritmasimin ROC egrisinde gozlemlenen basamakli yapi, algoritmanmn

mesafe tabanli dogasi ve k komsu sayisinin etkisini yansitmaktadir.

Elde edilen bulgular, literatiirdeki benzer ¢calismalarla karsilastirildiginda tutarh
sonugclar ortaya koymaktadir. Tablo 1.1'de sunulan literatiir taramasinda, kalp
hastalig1 tahmininde SVM ve XGBoost algoritmalarmin siklikla en ytiksek
performansi sergiledigi belirtilmisti. Bu c¢alismada elde edilen sonuglar, soz
konusu bulgular destekler niteliktedir. Ozellikle SVM algoritmasmin yiiksek
boyutlu 6znitelik uzaylarinda etkili karar sinirlar1 olusturabilme kapasitesi, kalp
hastalig1 veri setinin 14 6znitelik igeren yapisinda avantaj saglamistir.

Tibbi teshis sistemleri agisindan degerlendirildiginde, F1 skorunun 0.81-0.85
araliginda olmasi1 klinik karar destek sistemi olarak kullanilabilirlik
potansiyelini gostermektedir. Ancak Boliim 2.4'te vurgulanan performans
metrikleri degerlendirmesinde belirtildigi tizere, tibbi uygulamalarda duyarlilik
(recall) metriginin dncelikli 6neme sahip oldugu goz 6niinde bulundurulmalidi
Bu baglamda, modellerin duyarlilik degerlerinin de F1 skoru ile birlikte

degerlendirilmesi, klinik uygulamalar i¢in kritik onem tasimaktadir.

Sonug olarak, SMOTE ile dengelenmis veri seti tizerinde gerceklestirilen model
egitimi ve 5-katli capraz dogrulama ile elde edilen sonugclar, makine 6 §renmesi
algoritmalarinin kalp hastaligi erken teshisinde giivenilir bir ara¢ olarak
kullanilabilecegini ortaya koymaktadir. Alt1 algoritma arasinda SVM'nin F1
skoru bazinda en yliksek performansi sergilemesi, bu algoritmanin klinik karar
destek sistemlerinde Oncelikli olarak degerlendirilmesi gerektigini isaret
etmektedir.

5.1.3. Algoritma Bazh Ozet Degerlendirmeler

SVM (Destek Vektor Makineleri): Bu ¢alismada en yliksek dogruluk oranmna
(%83) ve en yliksek kombine skora (85.5) ulasan algoritmadir. RBF ¢ekirdegi
kullanilarak dogrusal olmayan smiflandirma basariyla gergeklestirilmistir.
Optimal hiper diizlem bulma yetenegi sayesinde siiflar arasi marjin maksimize
edilmistir. Kalp hastaligi tahmini gibi kritik saglik uygulamalarinda giivenilir

sonuclar sunmaktadir.

Random Forest: En yiiksek AUC skoruna (0.90) sahip algoritmadir. Bu sonug,
modelin smiflar1 ayirt etme yeteneginin ¢ok giiclii oldugunu gostermektedir.
Topluluk 6grenme yaklagimi sayesinde asir1 6grenmeye karst direnglidir.
Oznitelik 6nem siralamasi ¢ikarabilme &zelligi, hangi degiskenlerin hastalik

tahminine daha fazla katki sagladigini1 anlamaya yardimci olmaktadir.
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LightGBM ve XGBoost: Heriki gradyan artirma algoritmasida 0.88 AUC skoru
ile gii¢lii performans sergilemistir. LightGBM, yaprak bazli aga¢ biiyiitme
stratejisi sayesinde daha hizli egitim siiresi sunmaktadir. XGBoost ise
diizenlilestirme terimleri sayesinde asir1 6grenmeye kars1 daha direnglidir.

Biiyiik veri setlerinde bu algoritmalar tercih edilebilir.

KNN: Basit yapisina ragmen %80 dogruluk ve 0.85 AUC ile rekabet¢i sonuglar
iretmistir. Parametrik olmayan yapisi sayesinde veri dagilimi hakkmnda
varsayim gerektirmemektedir. Ancak biiylik veri setlerinde hesaplama maliyeti

artmaktadir.

Lojistik Regresyon: En yorumlanabilir model olmasina ragmen, performans
acisindan diger algoritmalarin gerisinde kalmistir. Dogrusal karar sinirlart
olusturmasi nedeniyle karmasik iligkileri yakalamakta zorlanabilmektedir.
Ancak basitligi ve hizi nedeniyle temel karsilastirma modeli olarak
kullanilabilir.

5.2. Kisitlamalar

Bu calisma, belirli kisitlamalar dahilinde gergeklestirilmistir. Bu kisitlamalarm
farkinda olmak, sonuc¢larin yorumlanmasi ve genellestirilmesi agisindan 6nem

tasimaktadar.

Veri Seti Boyutu: Calismada kullanilan Heart Disease UCI veri seti toplam 920
ornek icermektedir. Makine 6grenmesi modelleri i¢in bu boyut nispeten kiigiik
kabul edilmektedir [3]. Daha biiyiik veri setleri ile modellerin genelleme

yetenekleri artirilabilir.

Veri Seti Dengesizligi: Veri setinde erkek hastalarm orani (%78.9) kadmn
hastalara (%21.1) gore c¢ok daha yiiksektir SMOTE yontemi ile smif
dengesizligi giderilmeye calisilmis olsa da, cinsiyet dengesizligi model

sonug¢larini etkileyebilmektedir.

Eksik Veriler: Orijinal veri setinde bazi Ozniteliklerde eksik degerler
bulunmaktadir. Bu degerler makine 6grenmesi tabanl doldurma ydntemleri ile
tahmin edilmistir. Ancak doldurma islemi, ger¢ek degerlerden sapmalara neden
olabilmektedir.

Tek Veri Kaynagi: Calisma yalnizca UCI Heart Disease veri seti lizerinde
gerceklestirilmistir. Farkli popiilasyonlardan ve farkli saglik merkezlerinden

toplanan veriler ile sonuclarin genellenebilirligi artirilabilir.

Hiperparametre Optimizasyonu: Calismada manuel hiperparametre ayarlamasi
yapumistir. Grid Search, Random Search veya Bayesian Optimization gibi
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sistematik hiperparametre optimizasyon yontemleri ile model performanslarn

daha da artirilabilir.

Zaman Serisi Analizi: Veri seti kesitsel (cross-sectional) bir yapiya sahiptir ve
hastalarin zaman i¢indeki degisimleri dikkate alinmamaktadir.

Longitudinal veriler ile hastalik progresyonu daha iyi modellenebilir.

5.3. Gelecek Calismalar Icin Oneriler

Bu calismadan elde edilen deneyimler 1513inda, gelecek aragtirmalar igin
asagidaki 6neriler sunulmaktadir:

Derin Ogrenme Yontemlerinin Uygulanmasi: Yapay sinir aglart ve derin
o0grenme modelleri (CNN, RNN, Transformer tabanlimodeller) ile kalp hastalig
tahmini denenebilir. Ozellikle EKG sinyalleri veya ekokardiyografi goriintiileri
gibi farkli veri tiirleri ile derin 6grenme modelleri daha yiiksek performans

gosterebilir.

Topluluk Yontemlerinin Gelistirilmesi: Farkli algoritmalarin birlestirildigi hibrit
modeller veya oylama (voting) tabanli topluluk yontemleri ile performans
artirlabilir. Ornegin, SVM ve Random Forest algoritmalarmm birlestirilmesi
denenebilir.

Oznitelik Miihendisligi: Mevcut dzniteliklerden yeni tiiretilmis 6zniteliklerin
olusturulmasi (6rnegin: yas gruplari, BMI kategorileri, risk skorlar1) model
performansini artirabilir. Ayrica Oznitelik se¢imi teknikleri ile en Onemli

degiskenler belirlenerek model basitlestirilebilir.

Aciklanabilir Yapay Zeka (XAI): SHAP (SHapley Additive exPlanations) ve
LIME (Local Interpretable Model-agnostic Explanations) gibi aciklanabilir
yapay zeka yontemleriile model tahminlerinin arkasindakinedenler anlasilabilir
hale getirilebilir. Bu yaklagim, klinisyenlerin model ¢iktilarina giivenmesini
kolaylastirabilir.

Ger¢cek Zamanlh Karar Destek Sistemi: Gelistirilen modeller, hastane bilgi
yOnetim sistemlerine entegre edilebilir. Laboratuvar sonuglarina ve hasta
verilerine otomatik erigsim saglanarak, doktorlara ger¢ek zamanli uyarilar

verebilen akilli bir karar destek sistemi olusturulabilir.

Coklu Veri Kaynaklari ile Dogrulama: Farkli cografi bolgelerden ve farkli
popiilasyonlardan toplanan veri setleri ile modelin genellenebilirligi test
edilmelidir. Ayrica Tiirkiye'ye 6zgii veri setleri ile ¢alisilmasi, yerel popiilasyon
icin daha uygun modellerin gelistirilmesini saglayabilir.
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Mobil Saglik Uygulamalari: Gelistirilen modeller, mobil saglik uygulamalarmna
entegre edilerek bireylerin kendi saglik risklerini takip etmelerine olanak
taninabilir. Giyilebilir cihazlardan (akilli saat, fitness band1) toplanan veriler ile

stirekli izleme yapilabilir.

5.4. Genel Sonug¢

Bu tez caligmasinda, kalp hastaliklarinin erken teshisinde makine 6grenmesi
algoritmalarinin potansiyeli arastirilmistir. Alti farkli algoritma (XGBoost,
KNN, SVM, Lojistik Regresyon, LightGBM, Random Forest) Heart Disease
UCI veri seti lizerinde karsilastirmali olarak degerlendirilmistir.

Calisma sonucunda, SVM (Destek Vektor Makineleri) algoritmasinin %83
dogruluk ve 0.88 AUC skoruyla en yiiksek genel performansi sergiledigi
belirlenmistir. Random Forestalgoritmasiise 0.90 AUC skoruyla en yiiksek aymt
edicilik performansina sahip olmustur.

Elde edilen sonuglar, makine 6 grenmesi algoritmalarinin kalp hastaligi tahmini
icin etkili araglar oldugunu gostermektedir. Bu algoritmalar, klinisyenlere karar
destek araci olarak yardimci olabilir ve erken teshis sayesinde hayat kurtarict

miidahalelerin zamaninda yapilmasima katki saglayabilir.

Sonug olarak, bu ¢alisma kalp hastaliklarinin erken teshisinde yapay zeka ve
makine 6grenmesi teknolojilerinin 6nemli bir potansiyele sahip oldugunu ortaya
koymaktadir. Gelecekte daha kapsamli veri setleri, gelismis algoritmalar ve
aciklanabilir yapay zeka yontemleri ile bu alandaki ¢aligmalarin daha da ileriye
tasinmasi beklenmektedir.
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EKLER

EK-A: Veri Seti Detayh Bilgileri

Bu ekte, calismada kullanilan Heart Disease UCI veri setinin detayh
istatistikleri ve 6znitelik agiklamalari sunulmaktadir.

Tablo EK-A.1 Veri Seti Genel Istatistikleri

Ozellik Deger

Toplam Ornek Sayisi 920

Oznitelik Sayist 14

Hedef Degisken num (0-4)

Sinif Dagilimi Saglikli: 411, Hasta: 509

Eksik Veri Oran1 ~%35-10 (0znitelige gore degisir)
Veri Kaynagi UCI ML Repository
Veritabanlari Cleveland

Tablo EK-A.2 Ozniteliklerin Detayl Agiklamalar

Oznitelik Tip Arahk/Degerler Aciklama
age Sayisal 28-77 Hastanin yas1 (yil)
sex Kategorik 0,1 0: Kadm, 1: Erkek
cp Kategorik 0-3 Gogiis agrist tipi
trestbps Sayisal 94-200 Dinlenme kan basinci (mm
Hg)
chol Sayisal 126-564 Serum kolesterol (mg/dl)
fbs Kategorik 0,1 Aclik kan sekeri > 120
restecg | Kategorik 0-2 Dinlenme EKG sonucu
thalach Sayisal 71-202 Maks. kalp atis hiz1
exang Kategorik 0,1 Egzersize bagl anjin
oldpeak Sayisal 0-6.2 ST depresyonu
slope Kategorik 0-2 ST segment egimi
ca Sayisal 0-4 Boyanan damar sayisi
thal Kategorik 0-3 Talyum testi sonucu
num Kategorik 0-4 Hedef (hastalik seviyesi)
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Tablo EK-A.3 Gogilis Agrisi Tipi (cp) Agiklamalari

Deger Tip Ac¢iklama
0 Typical Angina Kalp kaynakl klasik gogiis agrisi
1 Atypical Angina Atipik belirtiler gésteren anjin
2 Non-anginal Pain | Anjinal olmayan gdgiis agrisi
3 Asymptomatic Gogis agris1 belirtisi yok

Tablo EK-A.4 Talyum Stres Testi A¢iklamalar1

Deger Sonu¢ Aciklama
1 Normal Kalp normal parametreler dahilinde ¢al
2 Fixed Defect Diizeltilmesi olasi olmayan kalic1
anormallik
3 Reversable Defect | Potansiyel olarak diizeltilebilir
anormallik

EK-B: Model Hiperparametreleri

Bu ekte, caligmada kullanilan makine 6grenmesi algoritmalarinin hiperparametre
ayarlar1 detayl1 olarak sunulmaktadir.

Tablo EK-B.1 XGBoost Hiperparametreleri

Parametre Deger Aciklama

max_depth 6 Maksimum agac¢ derinligi
learning_rate 0.05 Ogrenme orani
n_estimators 500 Agac sayis1

subsample 0.8 Ornek alt kiimesi orani

colsample bytree 0.8 Oznitelik alt kiimesi orani

random_ state 42 Rastgelelik tohumu

eval metric logloss Degerlendirme metrigi

Tablo EK-B.2 SVM Hiperparametreleri

Parametre Deger Aciklama
C 1 Diizenlilestirme parametresi
kernel rbf Cekirdek fonksiyonu
gamma scale Cekirdek katsayisi
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Tablo EK-B.2 SVM Hiperparametreleri

probability

True Olasilik tahmini aktif

random_ state

42 Rastgelelik tohumu

Tablo EK-B.3 LightGBM Hiperparametreleri

Parametre Deger Aciklama
num_leaves 31 Maksimum yaprak sayis1
max_depth 6 Maksimum agag¢ derinligi
learning_rate 0.05 Ogrenme orani
n_estimators 500 Agac sayisi

subsample 0.8 Ornek alt kiimesi orani

colsample bytree 0.8 Oznitelik alt kiimesi orani

random_state 42 Rastgelelik tohumu

Tablo EK-B.4 Random Forest Hiperparametreleri

Parametre Deger Aciklama
n_estimators 500 Agac sayisi
max_depth 6 Maksimum agag¢ derinligi
min_samples_split 10 Bolme i¢in min. 6rnek
min_samples_leaf 5 Yaprak i¢in min. 6rnek
random_ state 42 Rastgelelik tohumu

Tablo EK-B.5 KNN ve Lojistik Regresyon Hiperparametreleri

Algoritma Parametre Deger
KNN n_neighbors 5
KNN metric euclidean
Lojistik Regresyon C 0.1
Lojistik Regresyon solver liblinear
Lojistik Regresyon max_ iter 1000
Lojistik Regresyon random_ state 42
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EK-C: EK Analiz Gorselleri

Bu ekte, ana metinde yer almayan ancak calismay1 destekleyen ek gorsellestirmeler
Sekil 5. Ssunulmaktadir.

thal

M fixed defect

B normal

B reversable defect

count

age

Sekil EK-C.1 Yas ve Talyum Testi Sonuc¢larina Goére Hasta Dagilimi
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Sekil EK-C.2 Model Dogruluk ve AUC Skorlarinin Detayli Kargilagtirmasi

EK-D: Kullanilan Yazilim ve Siiriimler

Bu ekte, calismada kullanilan yazilim araglar1 ve kiitiiphanelerin siirlim bilgileri
sunulmaktadir. Bu bilgiler, ¢alismanin tekrarlanabilirligi agisindan 6nem tagimaktadir.

Tablo EK-D.1 Python Kiitiiphaneleri ve Siiriimleri

Kiitiiphane Siiriim Kullanim Amaci
Python 3.9+ Programlama dili
NumPy 1.21+ Sayisal hesaplamalar
Pandas 1.3+ Veri manipiilasyonu
Scikit-learn 1.0+ ML algoritmalari
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Tablo EK-D.1 Python Kiitiiphaneleri ve Siirtimleri

XGBoost 1.5+ Gradyan artirma
LightGBM 3.3+ Gradyan artirma
Matplotlib 3.5+ Gorsellestirme
Seaborn 0.11+ Istatistiksel gorsellestirme
Plotly 5.0+ Interaktif gorsellestirme
Imbalanced-learn 0.9+ SMOTE ve 6rnekleme

Gelistirme Ortami: Jupyter Notebook / Google Colab / Kaggle

Donanim: Calisma, standart bir diziistii bilgisayar iizerinde (§GB RAM, Intel Core i5
veya esdegeri islemci) gerceklestirilebilir diizeydedir. GPU kullanimi zorunlu degildir
ancak XGBoost ve LightGBM i¢in GPU destegi egitim siiresini kisaltabilir.
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