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Etiketsiz Verilerde Hiicre Boliitleme
Cell Segmentation On Unlabeled Data
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Ozetce —Derin 6grenme son yillardaki basarisiyla birlikte,
medikal goriintii isleme uygulamalar1 dahil bir c¢ok alanda
kullanilmigtir. Ancak, derin 6grenme yapilarinin iyi calisabilmesi
icin genelde cok miktarda etiketli veri gerekir. Hiicre boliitleme
probleminde de verinin etiketlenmesi zaman alici ve maliyetli bir
siirectir. Bu calismada, farkh dagilhima sahip iki hiicre béliitleme
veri setinden, dongiisel cekismeli iiretici aglar (CycleGAN) kul-
lanmilarak yapay veri seti iiretilmistir ve gercek veri iizerinde hiicre
boliitleme yapilmistir.

Anahtar Kelimeler—Yapay veri, GAN, hiicre, boliitleme, cekis-
meli iiretici aglar, veri arttirma

Abstract—Nowadays, latest deep learning architectures are
considered as the state of art in the area of computer vision.
Including medical image processing problems, various problems
have been solved using deep learning schemes. However, large
amount of labeled data are required for generalization. Labeling
data for segmentation is a time consuming process and because
of complexity of histopathology images, skilled pathologs are
needed. In this work, Cycle-consistant generative adversarial
network (CycleGAN) based architecture is used to generate a cell
segmentation dataset from another dataset which has a different
distribution. Using artificially generated data as training data, a
segmentation network is trained and tested on real data.

Keywords—Atrtificial data, data augmentation, GAN, segmenta-
tion, nuclei, Cyclegan

I. GIRIS

Patolojik inceleme sonuglari, 6zellikle kanser gibi hastalik-
larin teshisinde ©Onemli bir rol oynar. Yapilan biopsi ile
elde edilen Ornekler histopatolojik goriintiiler haline getir-
ilip incelenir. Incelemede hiicrelerdeki fizyolojik degisikliklere
bakilarak bir teshis konulabilir. Ancak alinan 6rnekte milyon-
larca hiicre bulunabilir. Bu hiicrelerin insan giiciiyle incelen-
mesi zaman ve insan giicii kaybina neden olmaktadir. Ayrica
farkli gozlemciler farkli sonuglara varabilir. Bu nedenlerle
hiicre boliitleme, siniflandirma gibi problemler i¢in bilgisayar
destekli ¢oziimler iizerinde akademik ve klinik ¢alismalar sik¢a
yapilmaktadir.

Derin 6grenme, ozellikle goriinti isleme alaninda
smiflandirma, boliitleme gibi  kompleks  problemlerin
¢Oziimiinde iyi sonuglar vermistir. Histopatolojik goriintiiler
ve manyetik rezonans (MR), bilgisayarli tomografi (CT) gibi
goriintilleme yontemleri ile elde edilen goriintiiler iizerinde
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Sekil 1: Solda yapay veri iiretmek i¢in kullanilan veri setinden
bir ornek, sagda iiretilen yapay veri ornegi.

e

yapilan caligmalarda basarili sonuglar elde edilmistir. [1]-[5].
Yapilan ¢aligmalarda, Sirinukuwattana v.d. [2] hiicre cekirdek
merkezlerini bulmak i¢in yerele duyarli derin ©grenme
yontemini Onermistir. Ronneberger v.d. [3] hiicre boliitlemek
icin tam-bagl evrisimsel sinir aglarindan [6] esinlenerek U’
seklindeki ag mimarisini (U-net) Onermigtir. Bu mimaride
altornekleme katmanlari, yukart oOrnekleme katmalarina
baglanarak hiicreleri temsil eden diisiik ve yiiksek seviyeli
oOznitelikler birlikte kullanilmigtir. Diger bir ¢alismada Cicek
v.d. U-net mimarisini ii¢ boyutlu evrisim katmanlartyla
kullanarak hacimsel boliitleme yapmistir [7].

Derin 6grenme yapilari, ¢ok iyi sonuglar vermesine ragmen
yeterli veri ile egitilmediginde genelleme yetene§i kazana-
mazlar. Ozellikle giidiimlii 5grenme sistemleri, biiyiik miktarda
etiketli veri gerektirir. Verinin etiketlenmesi, 6zellikle histopa-
tolojik goriintiiler i¢in zaman alict bir islemdir. Ayrica teshis
icin bilgilendirici belirtecleri tanimlamak ve etiketlemek, derin
biyolojik bilgi gerektirir. Hiicre tiplerini incelemek icin doku
kullanim1 gerekmeside maliyeti arttiran bir etkendir.

Literatiirde klasik veri arttirma yontemlerinin diginda ¢ekis-
meli tiretici aglar kullanilarak veri arttirma yapilan caligmalar
mevcuttur. Antoniou v.d. [8] verisetindeki Orneklerin farkli
interpolasyonlarini iireterek veriyi arttirmig, Marian v.d. [9]
verinin dagiliminin dengesiz oldugu durumlarda yapar veri
tireterek veriyi arttiran bir yontem Onermistir.

Bu calismada, Dongiisel-GAN (CycleGAN) [10] kul-
lanilarak halihazirda etiketi olan bir verisetinden, bagka bir veri
seti igin yapay veri Uretilmig ve egitim icin yalnizca tiretilen
yapay veri seti kullanilarak orjinal veri seti iizerinde hiicre
boliitleme yapilmugtir.
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Sekil 2: Dongiisel-Gan Yapisi, G ve F doniisiimii gerceklestiren
tiretici aglar, D, ve D, ise ayric1 aglardir.

II. DONGUSEL-GAN

Goodfellow v.d. [11] tarafindan 6nerilen ¢ekismeli tiretici
aglar(GAN), belirli bir veri dagilimimni 6grenerek aymi veri
dagilimindan gercek¢i ornekler iiretir. Bu mimaride, iiretici ve
ayirict (simiflandirict) ag bir minimax oyunu oynayarak denge
konumuna gelmeye calisir.

Cekismeli iiretici aglarda iiretici model ayirici model
olarak adlandirilan bir rakiple kars1 karsiya getirilir. Ayirict
model veri dagilimimi 6grenir ve herhangi bir 6rnegin gercek
veri setinden mi geldigine yoksa iiretici model tarafindan
mu iiretildigine karar verir. Uretici modelse ayirict modeli
kandirmaya c¢alisir. Her iterasyonda iiretici model gercek veri
dagilimindaki 6rneklere daha benzer 6rnekler tiretmeye baslar,
ayirict model ise yapay veriyi ve gercek veriyi daha iyi
ayirmaya baslar. Sonug¢ olarak iki agin bir dengeye gelmesi
beklenir.

Bir ornekle aciklamak gerekirse sahte para basan bir
kalpazanla, paranin gercek mi sahte mi olduguna karar veren
polis arasindaki iligki, ¢cekismeli iiretici aglardaki yaprya ben-
zer. Kalpazan her seferinde daha gercek¢i bir sahte para basar
ve polisi kandirmaya ¢aligir. Polis ise tecriibe kazandikca sahte
para ile gercek parayr ayirmayi daha iyi 6grenir.

G:iz— X, X'~P, (D)

Denklem 1°de goriildiigii iizere, iretici ag (G), iniform
dagilimh giiriiltii z’yi P, dagilimli X"’ ne doniistiiren en uygun
parametreleri arar. P, veri dagilimini ifade eder. Bu gekilde
yapilan doniisiimler ile 6rneklerdeki yapisal 6zellikler korun-
mayabilir, hiicre boliitleme promlemi icin orneklerin yapisal
ozelliklerinin korunmas: gerekir.

G:X —Y' Y'~P, .
F:Y —X, X' ~P,

Dongiisel-GAN’da [10] ise 2’de belirtildigi gibi iki farkl
veri dagilimindan iki adimli bir doniisiim gergeklesir. ilk
doniistim X Sy , X 0Orne8inin P, dagilimh bir 6rnege
doniistiiriilmesi ve yapisal ozelliklerinin ayni kalmasi icin
gerekli parametreleri, ikinci doniigiim ise Y’ L ox , Y/
orneginin P, dagiliml bir 6rnege doniistiiriilmesi ve ornegin
yapisal oOzelliklerinin X ile ayni olmasi icin gerekli olan
optimum parametreleri arar. Doniisiim icin kullanilan hedef
fonksiyonu, simiflandiric1 bir ag ve iiretici bir ag arasindaki
minmax oyunudur. Yapisal 6zelliklerini korunmasi igin ise
F(G(X)) iizerinde L1 hata fonksiyonu uygulanir.

Burada G ve F fonksiyonlann iiretici aglardir. D, ve
D, aglan verinin sirasiyla P, ve P, dagilimlarindan gelip
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gelmedigine karar verir.

Laan(G, Dy, X, Y)= Eyrpaara(v) [lOQDy ()]
+ Binpora () [l09(1 — Dy(G(2)))]

Cekismeli iiretici aglarda kullanilan hedef fonksiyonu(3) G
ve F aglar1 i¢in de kullanilmustir. F donlismiinii saglayan ag icin
hedef fonksiyonu Lgan(F,D,,Y,X) seklinde ifade edilir.
Ayrica F(G(X)) ve G(F(Y)) tizerinde dongiisel tutarliligin
saglanmasi icin L1 hata fonksiyonu (4) da uygulanir.

Leye(G, F) =Eprpyora( [||1F(G(2)) — 2]
+ Eympgara ) [[|1G(F () — ]

Sonug olarak toplam hedef fonksiyonu 5°te gosterilmistir.
Katsay1r A = 10 olarak segilmistir.

‘C(GaF7 DwaDy) :‘CGAN(FvD;EaKX)
+£GAN(G7D’L}7Xa Y) (5)
+ALeye (G, F)

“

A. Uretici Aglarin Yapisi

Bu calismada G ve F {iretici aglarinda otokodlayict mi-
marisine benzer bir mimari kullanilmigtir. Tek fark kodlayict
ve coziicii arasinda dokuz adet ResNet [12] katmani kul-
lanilmigtir. Katmanlarda sizdiran Relu aktivasyonu ve Batch
normalizasyonu [13] kullanilmigtir. Sizdirma katsayist 0.2
olarak secilmistir.

Input: 128x128x3 Output: 128x128x3

Tx7 Conv X7 Conv
stride=1 stride=1
out:128x128x32 out:128x128x3

" 3x3 conv | 3x3 Deconv
stride=2 stride=2

| out:64x64x64 | out:128x128x32

( 3x3 Conv | 3x3 Deconv
stride=2 stride=2

| out:32x32x128 | out:64x64x64

3xResnet Katmani _.{BxResnet Katmani HaxResnet Katmani

Sekil 3: Doniisiim i¢in kullanilan G ve F aglarinin yapisi

B. Ayiricit (Suuflandirict) Aglarin yapisi

D, ve D, aglan i¢in goriintiilerden rastgele kesilen 70x70
parcalarin gercek veri setinden gelip gelmedigini siniflandiran
[14] bir mimari kullanilmistir. Bu sayede siniflandirici aglarda
parametre sayisinin daha az olmasi saglanmigtir. Mimaride
4 evrisim katmanm: ve filtre boyutu 4x4 olan sirasiyla
32,64,128,256 adet filtre kullanilmistir. Filtreler ikili araliklarla
kaydirilmistir. Aktivasyon fonksiyonu olarak sizdiran Relu
secilmistir.
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Sekil 4: Gri seviye veriden {iretilen yapay veri

III. YAPAY VERI iLE HUCRE BOLUTLEME

Hiicre boliitleme probleminde egitim veri setinin etiketleri
olmadigi durumda, bu veri setinin dagilimina sahip yapay bir
veri setinin iiretilmesi ve bu veri seti kullanilarak bir agin
egitilmesi GAN tabanli tiretici aglar sayesinde miimkiin hale
gelmistir.

GAN tabanli mimariler kullanilarak yapilan calismalarda
imgeden imgeye gecis problemlerinde iyi sonuglar elde
edilmigtir [10], [14]. Imgeden imgeye gecis, bir bilgisa-
yarla gorii problemidir. Imgelerin yapisal 6zellikleri korunarak
bagka bir uzaya tasinmasi amaclanir. Ornek olarak kisin karli
bir ortamda ¢ekilmig bir resimin yazin cekilmis bir resime
doniigtiiriilmesi veya bir fotografin tinlii bir ressamuin ¢izdigi
bir resime doniistiiriilmesi gosterilebilir [10].

Hiicre boliitleme igin iiretilen yapay veri seti de, imgeden
imgeye gecis problemi gibi diigiiniilerek hali hazirda etiketi
olan ancak dagilimi boliitleme yapilmak istenen veriden ¢ok
farkli olan bir veri setinden iiretilmistir. Sekil 6’te gri seviye
bir boliitleme veri seti kullanilarak iiretilen yapay veri drnekleri
gosterilmisgtir.

Uretilen yapay veri ornekleri, boliitleme islemi yapil-
mak istenen veri setindeki oOrneklere benzemesine karsin
temel farkliliklar1 da bulunmaktadir. Farkliliklarin disinda
doniisiim sirasinda bazi bozunmalar gerceklesir. Uretilen veri
ile boliitleme etiketleri tam olarak oturmayabilir. Bu gibi
problemler performansta azalmaya sebeb olur.

A. Ag Yapisi ve Egitim Parametreleri

Boliitleme igcin U-net [3] mimarisi kullamlmigtir. U-net
mimarisi, U seklinde boyutu azaltip tekrar arttirarak caligan
otokodlayict benzeri bir mimaridir. Boyut agag1 ornekleme
ve yukar1 ornekleme katmanlari arasinda bulunan baglantilar
sayesinde diisiik ve yiiksek seviyeli oznitelikler birlikte kul-
lanilir.

Boliitleme icin kullanilan agda, 1 kaydirmali 3x3’likk
evrisim katmanlar1 kullamlmigtir. Sekilde goriildiigii gibi *U’
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Input: 128x128x2
7x7 Cony

Output: 128x128x1
TXF Conv

33 Conv 33 Conv

3x3 Conv Concat 3x3 Conv
2%2 Maxpool 7 2x2 upsampling
| Filtre Sayisi:32 | Filtre Sayisi:32
i 3x3 Conv a 3x3 Conv
3x3 Conv Concat 3x3 Conv
2x2 Maxpool * 2x2 upsampling
Filtre Sayisi64 Filire Sayisi.64
i 3x3 Conv a 3x3 Conv
3 Conv Concat %3 Conv
2x2 Maxpool ¥ 2x2 upsampling
Filtre Sansi128 Filtre Sayisi:12¢
3x3 Conv 3x3 Conv
3x3 Conv Concat 3x3 Conv
2x2 Maxpool ¥ 2x2 upsampling
| Filtre Sapsr25¢ | Filtre Sayisi:25¢
3x3 Conv
3x3 Conv
Filtre Sayisi: 512

Sekil 5: U-net Mimarisi

seklindeki agda her asagi ornekleme katmani kendiyle aymi
boyuta sahip yukari ornekleme katmamiyla birlesir. Bu bir-
lesme aktivasyon haritalarinin arka arkaya eklenmesi seklinde
olur. Katmanlarda Relu aktivasyonu, son katmanda sigmoid
aktivasyon fonksiyonu kullanilmistir. Hata fonksiyonu olarak
capraz entropi kullanilmigtir. Egitim 100 ¢evirim boyunca
yapilmig, 6grenme katsayisi le-3’ten baglayip her cevirimde
eksponansiyel olarak azaltilmigtir. Ag, her adimda bir 6rnek
kullanilarak egitilmistir. Ag egitilirken orjinal veri setinden
ornekler kullanilmamaigtir.

B. Veri Seti

Veri seti olarak Kaggle’da diizenlenen 2018 Data Sci-
ence Bowl yarigmasindaki veri seti kullanilmigtir. Veri setinde
farkli ¢oziiniirliiklerde gri seviye ve RGB hiicre boliitleme
verisi bulunmaktadir. Goriintiiler c¢esitli kogullar altinda elde
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Sekil 6: Yapay veri ile egitilen ag ile yapilan boliitlemenin
sonuglari

edilmis ve veri setinde hiicre tipi, yakinlastirma oranmi ve
goriintiileme modalitesi (parlak alan vs. floresan) degisiklik
gosterir. Veri seti, kullanilan algoritmanin bu varyasyonlar
arasinda genelleme yeteneginin ne kadar iyi oldugunu goster-
mesi amaciyla tasarlanmigtir. Veri setinde 670 adet goriintii
bulunmaktadir.

Veri setinde farkli ¢oziiniirliiklerde goriintiiler olmasi ne-
deniyle, 0.5 oranla istiiste Ortiisen, 256x256 boyutlu kesitler
alinarak veri seti yeniden boyutlandirilmistir. Bu yolla 108 adet
RGB ve 1901 adet gri seviye goriintii elde edilmmistir. Yapay
verinin iretilmesi i¢in 100 adet RGB ve 100 adet gri seviye
goriintii kullanilarak ag egitilmis, kalan gri seviye goriintiiler
kullamilarak 1801 adet yapay veri elde edilmigtir. Boliitleme
yapay veri ile yapilmigtir. Algoritmalar, Tensorflow ile grafik
islemci (GTX1060) iizerinde kosturulmugtur.

C. Dogrulama Yontemi

Dogrulama yontemi olarak ortalama kesisim-birlesim orani
(Jaccard Index,mean Intersection Over Union, mIOU) kul-
lamilmigtir. Ortalama kesisim-birlesim orani, boliitleme yapilan
ornekle etiketin nekadar benzestigini olcer. Esitlik 6’te IOU
hesaplanig1 gosterilmistir.

ANB| _
|[AuB|

|AUB| -
Al +|B| -

|AN B

IOU(A, B) = AN ]

(6)

IV. SONUCLAR

Derin 6grenme problemlerinde tek bir veri seti ile bulunan
sonuclar, ayni problem i¢in her durumda ayni performan-
sin elde edilecegi anlamina gelmez. Veri setinin dagiliminin
her durumu kapsamasi gerekir ve bu neredeyse imkansizdir.
Boliitleme probleminde de eldeki veri seti ile egitilen ag baska
bir veri setinde ayni perfomansi gostermeyebilir ve her veri
setinin ayrica etiketlenmesi zaman agisindan maliyetlidir.

Hiicre boliitleme probleminde, farkli veri setlerinde
hiicrelerin yapisal ozellikleri benzerlik gosterir. Bu benzerlik
korunarak etiketli bir veri seti, etiketi olmayan bir veri setinin
dagilimina yaklagtirilarak yapay bir veri seti elde edilmistir.
Yapay veri ile egitilen ag, boliitleme problemi icin %72.6
mlIOU skoru elde etmigtir. Ag gercek veri seti ile egitildiginde
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Sekil 7: Boliitleme yapllacak gergek veri setinden ornekler

100 cevirim sonucunda %82.3 mIOU skoru elde etmekte-
dir. Gergek veri seti ile elde edilen basarim gecilemesede
boliitleme veri setinin etiketi olmadig1 durumda, onerilen yon-
tem kullanilabilir bir bagariya sahiptir.

Bagarinin diisiikk kalmasindaki nedenlerden en Onemlisi
tiretici ve ayiric1 aglarm belirli bir yapisal diizene sahip hiicre
sekillerine yakinsayip digerlerini iiretememesidir. Gelecekteki
caligmalarda tiretici ve siniflandirt agin girislerine giiriiltii en-
jekte edilerek siirecin stokastik bir hale getirilmesi ve iiretilen
yapay verinin ¢esitliliginin arttirilmasi saglanacakar.

Tablo I: Sonug¢ Tablosu

Veri mlOU

Orjinal veri  0.823

Yapay veri  0.726
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