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TESEKKUR

Tez calismam siiresince bilgi ve deneyimiyle bana rehberlik eden, akademik
gelisimime 6nemli katkilarda bulunan; sabri, destegi ve yapici geri bildirimleriyle
her asamada yanimda olan saygideger danismanim Dog¢. Dr. Mert Bal’a en icten
tesekkiirlerimi sunarim.

Bu tezin konusunu bana Onererek ¢alismaya baslamamda biiyiik rol oynayan ve
fikir agamasindan itibaren destek veren degerli arkadasim Bas Veri Bilimei Sn.
Murat Oztiirkmen’e ayrica tesekkiir ederim.

Ayrica, tezimin uygulama siirecinde sektor bilgisi ve deneyimleriyle genel anlamda
katk1 sunan GTech ailesine tesekkiir ederim. Ozellikle calisma siiremden zaman
ayirmam konusunda gosterdikleri anlay1s ve destek, siireci daha verimli ilerletmemi
saglamistir. Bu kapsamda, haftalik is programimda bana zaman taniyarak hem
motivasyonumu artiran hem de akademik calismama odaklanmami kolaylastiran
GTech yonetimine ve ekip arkadaslarima da siikranlarimi sunarim.

Mesleki gelisimimde her zaman bana alan agan; deneyimi, ongoriisii ve yapici
tavriyla yalnizca ¢calisma hayatimda degil, kisisel gelisimimde de iz birakan degerli
yoneticim Kidemli Biiyiik Veri Platformlar1 Midiirii Sn. Tayfun Yal¢inkaya’ya
icten tesekkiir ederim. Gostermis oldugu destek ve ilham verici yaklagimi, bu siireci
benim i¢in ¢ok daha anlamli kilmistir.

Son olarak, her zaman yanimda olan, sabirlar1 ve sevgileriyle bana gii¢ veren aileme

ve dostlarima da tesekkiir ederim.
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OZET

Makine Ogrenmesi Yaklasim ile Banka Miisterilerinin
Kredi Riski Tahmini ve Kural Cikarimi

Hilal MEYDAN
Matematik Miihendisligi Anabilim Dali
Yiiksek Lisans Tezi

Danigsman: Dog¢. Dr. Mert BAL

Bu ¢alisma, kredi riski siniflandirma problemini ele almaktadir. Makine 6grenmesi
modelleriyle bankanin gegmis miisteri kitlesinin risk siniflarindan yola ¢ikarak,
aday miisteriler i¢in kredi riski siniflandirmasina ve beraberinde hem agiklanabilir
hem de denetlenebilir kurallar ¢ikarmaya odaklanmaktadir. Lojistik Regresyon, K-
En Yakin Komsular, Naive Bayes, Karar Agaclari, SVM ve Rastgele Orman gibi
denetimli 6grenme algoritmalari, Alman kredi veri kiimesi {izerinde
degerlendirilmistir. Veri kiimesindeki dengesiz siniflar problemine ¢6ziim sunmak
icin SMOTE teknigi uygulanmis, algoritmalarin her biri i¢in aym o6zellik
miithendisligi ¢alismalar1 gergeklestirilmistir. En iyi sonu¢ %83 dogruluk ve F1
puani ile Random Forest algoritmasindan elde edilmistir. Bu ¢alismayla, Random
Forest modellerinin karar mekanizmalarini aciklamaya yonelik yeni bir kural
cikarim algoritmasi olan “Children of the Tree (Agacin Cocuklari)”
gelistirilmistir. Bu algoritma, model ¢iktilarin1 anlamli ve yorumlanabilir [F-THEN
kurallar1 bi¢iminde sunarak, aday miisterilerin kredi riskini seffaf bicimde
degerlendirmeyi  amaclamaktadir. Kurallarin ~ gegerliligi, dogrulugu,
genellenebilirligi, yayginlhigi; “support”, “confidence”, “lift”, “leverage” ve
“conviction” gibi birliktelik kural madenciligi metrikleriyle sinanmistir. Ayrica
algoritma igerisinde kullanilan Minimum Ac¢iklama Uzunlugu (MDL) teknigi

sayesinde, kural setlerinin basitligi saglanmis ve modelin karmagiklig1 azaltilmigtir.
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Gergeklestirilen uygulamalar sonucunda, Agacin Cocuklar1 algoritmasi, ge¢mis
verilerden tiiretilmis aciklanabilir kurallarla riskli ve risksiz miisteri ayrimini
basarili sekilde gergeklestirmistir. Calisma, kredi riski analizi alaninda agiklanabilir

yapay zeka ve karar denetlenebilirligi acisindan yenilik¢i bir katki sunmaktadir.

Anahtar Kelimeler: Agacin Cocuklari, kural ¢ikarimi, Aciklanabilir Yapay Zeka,
Minimum Agiklama Uzunlugu (MDL), kedi riski.

YILDIZ TEKNIK UNIiVERSITESI
FEN BILIMLERI ENSTITUSU
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ABSTRACT

Bank Customers' Credit Risk Estimation and Rule
Extraction with the Machine Learning Approach

Hilal MEYDAN
Department of Mathematical Engineering

Master of Science Thesis

Supervisor: Assoc. Prof. Dr. Mert BAL

This study addresses the problem of credit risk classification. It focuses on
predicting credit risk for prospective bank customers by leveraging supervised
machine learning models trained on historical risk profiles, while also extracting
both explainable and auditable rules. Supervised learning algorithms such as
Logistic Regression, K-Nearest Neighbors, Naive Bayes, Decision Trees, Support
Vector Machines (SVM), and Random Forest were evaluated using the German
Credit dataset. To overcome the class imbalance issue in the dataset, the SMOTE
technique was applied, and the same feature engineering steps were carried out for
each algorithm. The best result was obtained from the Random Forest model,
achieving 83% accuracy and F1-score. As part of this work, a novel rule extraction
algorithm called “Children of the Tree” was developed to explain the decision
mechanisms of Random Forest models. The algorithm aims to transparently assess
credit risk for new customers by expressing model outputs in the form of
meaningful and interpretable IF-THEN rules. The wvalidity, accuracy,
generalizability, and prevalence of the rules were evaluated using association rule
mining metrics such as support, confidence, lift, leverage, and conviction.
Furthermore, the Minimum Description Length (MDL) principle was
incorporated into the algorithm to ensure simplicity of rule sets and reduce model
complexity. As a result of the experiments, the Children of the Tree algorithm

successfully distinguished between risky and non-risky customers through

XV



explainable rules derived from historical data. This study offers a novel contribution
to the field of credit risk analysis by enhancing explainability and decision

auditability in machine learning models.

Keywords: Children of the Tree, rule extraction, Explainable Al (XAI), Minimum
Description Length (MDL), credit risk.

YILDIZ TECHNICAL UNIVERSITY
GRADUATE SCHOOL OF SCIENCE AND ENGINEERING
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1

GIRiS

Kredi riski yonetimi, finansal kuruluslarin siirdiiriilebilirligi i¢in hayati 6neme sahip
bir faktordiir. Bankalar, miisterilerine kredi verirken kredi riskini minimuma
indirmek icin ¢aba gosterirler. Kredi riskinin dogru bir sekilde degerlendirilmesi,
bankalarin finansal saglig1 agisindan kritik bir konudur. Ayrica aday miisteriler i¢in
de olast risk durumlarmi belirlemek, bankanin gelecekteki riskini dogru
yonetmesine olanak tanir. Makine 6grenmesi (ML) siniflandirma yontemleri son
yillarda, bankalarin kredi riski tahmini yaparken verimli bir arag olarak
kullanilmaya baslanmigtir[1]. Ancak, makine 6grenmesi modellerinin karar alma
stireclerinin genellikle “kara kutu” (black-box) yapida olmasi ve insan yorumuna
acitk olmamasi, finansal regiilasyonlarla uyumlu ve agiklanabilir yapilar
gelistirilmesini zorunlu hale getirmistir[2]. SHAP[3] ve LIME[4] gibi yontemler,
makine O6grenmesi modellerinin kararlarini yorumlanabilir hale getirmek i¢in
modelin iizerine agiklayici bir katman ekleyerek ¢iktilara dair agiklamalar tiretmek
icin son donemde sik¢a kullanilan yaklagimlar olarak literatiirdeki yerlerini
almiglardir. Ancak bu tiir yontemler, karar siirecini disaridan yorumlama yaklagimi
benimserken; makine 6grenmesi modellerinin yapisindan dogrudan kurallar
cikararak agiklanabilirlik saglamaya yonelik caligmalar literatiirde gorece daha

sinirlt kalmistir[5].

Bu ¢alismada, kredi riski tahmini problemi bir uygulama alan1 olarak ele alinmakta;
esas bilimsel katki ise makine 6grenmesi modellerinden anlamli ve yorumlanabilir
kurallar ¢ikarilmasina yonelik gelistirilen yeni bir algoritma olan “Children of the
Tree” (CoT) ile sunulmaktadir[6]. Gelistirilen algoritma, model kararlarini insan
yorumuna daha yakin, tutarli ve veri temelli bir sekilde agiklayabilmeyi
amaglamaktadir. Bu calismada 6zetle; banka miisterilerinin kredi riski tahmininde

kullanilan makine 6grenmesi yontemleri detaylica ve matematiksel alt yapisiyla



incelenecektir. Buna ek olarak “Children of the Tree” algoritmasina kiyas olctitii
(benchmark) olabilecek IF-THEN tabanli kural ¢ikarma algoritmalari
incelenecektir. Son olarak bankanin aday miisterileri i¢in agiklanabilir bir yap1
sunmak amaciyla modellerden kural ¢ikarimi yapilacak ve riskli- risksiz miisteriler

icin bankanin dikkatine sunulacak kurallar toplulugu olusturulacaktir.

Bolim 1’de kredi riski siniflandirma ve makine dgrenmesi modellerinden kural
cikarimma dair uygulama bdliimiinde kullanilacak veri kiimesinin tanitimi
verilmigtir. 2. Bolimde 2.1 maddesinde, ¢alismada kullanilacak olan makine
ogrenmesi siniflandirma metotlarindan Lojistik Regresyon (LR), K-En Yakin
Komgular (KNN), Naive Bayes (NB), Karar Agaclari (DT), Destek Vektor
Makineleri (SVM) ve Rastgele Orman (Random Forest - RF) algoritmalar
anlatilmistir. Buna ek olarak, 2.2 basliginda kural tabanli modellerin degerlendirme
metriklerinden bahsedilmistir. 2.3 bashginda veri dengesizligi ve model
karmagiklig1 ile basa ¢ikma yontemlerinden “Synthetic Minority Oversampling
Technique (SMOTE)” ve Minimum Aciklama Uzunlugu (MDL) Tekniklerinden
bahsedilmistir, bunlar calismamizin deger Onerisini giliglendiren tekniklerdir.
Boliim 3’de, uygulama boliimiinde detaylica sonuglar1 verilecek olan modelden
kural ¢ikarim1 adiminda kullanilan “Children of the Tree (Agacin Cocuklari)” adli
yontem tanitilmistir ve kiyas 6l¢iitii olan bazi kural ¢ikarimi algoritmalarindan
bahsedilmistir. 4. Bolimde ise Bolim 2’de anlatilan makine &grenmesi
smiflandirma metotlari, Alman kredi veri seti iizerinde uygulanmig ve sonuglar
karsilagtirilmistir. Daha sonra yeni gelecek miisteriler icin  kural c¢ikarimi
uygulamasi anlatilmigtir. Son boliimde ise karsilastirilan sonuglarin  bir
degerlendirmesi yer almaktadir. Ayrica sonuglar Alici Isletim Karakteristik Egrisi
(Receiver Operating Characteristic - ROC) egrileri ile de grafiklestirilerek

desteklenmistir.

Boliim 4 “Uygulama” agsamasinda, banka miisterilerinin ge¢mis kredi risk verilerine
dayanarak, yeni kredi basvurularinda bulunacak miisteriler icin ikili risk
siniflandirmasi (riskli / degil) gerceklestirilmistir. Bu siiflandirma, Boliim 2°de
anlatilan makine 6grenmesi modelleri araciligiyla yapilmis; ardindan bu modellerin
karar siireclerinden agiklanabilir kurallar tiiretilmistir. Boylece sadece model ¢iktisi
degil, bu ciktinin altinda yatan nedenler de goriiniir hale getirilmistir. Yeni

gelistirilen “Children of the Tree” algoritmasi sayesinde, aday miisteriler igin



geemis veri desenlerinden elde edilen kurallarla seffaf ve yorumlanabilir risk
degerlendirme siirecleri olusturulmus; bu da kararlarin denetlenebilirligini ve
regiilasyonlara uyumun izlenmesini miimkiin kilmistir[6]. Gergeklestirilen
deneysel analizler sonucunda, smiflandirma algoritmalarinin performanslari,
dogruluk (accuracy), sinif bazli F1 skorlar1 ve Egri Altinda Kalan Alan (4rea Under
Curve - AUC) metrikleri kullanilarak degerlendirilmistir. Bu kapsamda elde edilen
degerler Tablo 4.1°de 6zetlenmis, ROC egrileri ise Sekil 4.2°de gorsellestirilmistir.
Boliim 5°te ise tezin genel degerlendirmesi yapilmis, algoritmanin sinirlarindan da

bahsedilmistir.

Ozetle ¢alisma sonuglar1 sdyledir; RF algoritmas1 %83 dogruluk, 0.83 ortalama F1
skoru (her iki sinifa ait F1 skorlarinin esit agirlikla alinarak hesaplandigir macro
average kullanilmistir) ve 0.92 AUC degeri ile en basarili sonuglari elde etmistir.
Bu model, hem genel dogruluk hem de pozitif-negatif siniflar arasinda dengeli

siniflandirma basarimi sunarak ¢aligmanin en gii¢lii modeli olmustur.

KNN algoritmas1 %81 dogruluk, 0.815 ortalama F1 skoru ve 0.89 AUC degeriyle
giiclii bir alternatif sunarken; LR %81 dogruluk, 0.81 ortalama F1 skoru ve 0.88
AUC ile benzer diizeyde performans gdstermistir. Bu iki model, o6zellikle
istatistiksel olarak tutarli siniflandirmalar iiretmis ve agiklanabilirlik agisindan

avantajli yapilariyla 6ne ¢ikmaistir.

SVM modeli %80 dogruluk ve 0.80 ortalama F1 skoru ile genel basarida geride
kalmis olsa da, 0.90 AUC degeriyle ROC egrisinde etkileyici bir egri ¢izmis; bu da

modelin ayirt edicilik giiciinii gostermistir.

NB, %78 dogruluk ve 0.78 ortalama F1 skoru ile orta seviyede basar1 saglamas,
smiflar arasinda dengeli ancak sinirli performans sergilemistir. DT modeli ise %75

dogruluk ve 0.76 ortalama F1 skoru ile en diislik basarty1 gosteren model olmustur.

Tiim bu sonuglarin 6tesinde, gelistirilen Children of the Tree algoritmasi, Rastgele
Orman modelinin yapisindan dogrudan kural ¢ikarimi yaparak hem
yorumlanabilirlik hem de tutarlilik agisindan degerli katkilar sunmustur[6].
Uretilen kurallar, yiiksek giiven, destek ve anlamlilik metrikleriyle hem
aciklanabilir hem de veriyle tutarli bi¢cimde yapilandirilmistir. Bu yoniiyle
algoritma, literatiirdeki “IF-THEN” tabanli yontemlerle karsilastirilabilir nitelikte

giiclii bir performans ortaya koymus; Ozellikle kararlarin  seffafligi,



denetlenebilirligi ve regiilasyonlara uyum agisindan Onemli avantajlar

saglamistir[6].

1.1 Veri Seti inceleme

Bu c¢aligmada, kredi riski analizi i¢in literatlirde yaygin olarak taninan bir kaynak
olan Statlog (Alman kredi veri seti)! veri seti kullanilmistir[7]. Bu veri seti, banka
miisterilerinin 6zelliklerini etkili bir sekilde yakalar ve miisteri risk seviyeleriyle
ilgili kurallar1 ¢ikarmak i¢in uygundur. Bu veri seti, banka pazarlama ve risk
yonetimi departmanlarindaki potansiyel miisterilerin risk seviyesini belirlemek i¢in
kullanilir. Bagvuranlarin demografik, finansal ve davranigsal 6zelliklerini bir araya
getirdigi icin degerlidir. Kredi riskini degerlendirirken, bir miisterinin yasi,
istihdam durumu, ge¢mis kredi 6demeleri, kredi siiresi ve talep edilen kredi tutari
gibi ¢ok boyutlu veriler, olasi riskler hakkinda ayrintili iggdriiler saglar[7]. Bu tiir
dengesiz veri setlerinde, etkili karar almayi saglamak icin yiiksek tahmin
dogruluguna sahip modeller gelistirmek ve istatistiksel olarak anlamli kurallar

iiretmek kritik oneme sahiptir.

Veri setinin dogasini anlamak, calismanin hizmet ettigi alan1 kavramak igin
onemlidir. Veri seti, kredi bagvurularin1 degerlendirmek i¢in kullanilan 20 6zellik
ve 1 hedef degisken icerir[7]. Bu oOzellikler, her bagvuru sahibi hakkinda
demografik, finansal ve davranigsal bilgileri igerir. Yas, basvuru sahibinin yasini
belirtirken, Kisisel Durum ve Cinsiyet, bagvuru sahibinin medeni durumunu ve
cinsiyetini belirtir. Konut, bagvuru sahibinin ikametgahinin miilkiyet durumunu
temsil eder ve "kendi evi", "kira" veya "licretsiz konaklama" olarak siniflandirilir.
Bakmakla Yiikiimlii Olunan Kisi Sayisi, basvuru sahibine maddi olarak kag kisinin

giivendigini gosterir[7].

Veri setindeki finansal 6zellikler arasinda, kredi tutar: talep edilen kredi tutarin;
Stire (ay) kredinin geri 6deme siiresini ay cinsinden belirtir. Mevduat tutari
(tasarruf) basvuranin tasarruf tutarini belirtir ve diisiikten yiiksege dogru farkli
araliklara kategorik olarak ayrilir. Mevcut Miilk niteligi, bagvuranin sahip oldugu
miilklerin tiiriinii ve degerini smiflandirir. Diger Taksit Planlari, bagvuranin ek

kredi sdzlesmelerinin olup olmadigin belirtir. Diger Borglular niteligi, bagvuranin

! Veri seti UCI Makine Ogrenmesi Deposundan alinmustir; belirli bir 6zellik kiimesiyle tanimlanan
kisileri iyi veya kotii kredi riskleri olarak siniflandirir.



kredi basvurusunda kefil veya baska borglularin olup olmadigini belirtir. Istihdam
durumu ve meslegi (is), bagvuranin istthdam durumunu ve meslegini kategorik
olarak ifade eden bir ozelliktir. Istihdam Siiresi, mevcut is yerinde calisilan

zamandir ve bu siirenin uzunlugu finansal istikrar1 6lgmek icin bir 6l¢iit olabilir[7].

Davranigsal 6zellikler arasinda, bagvuranin sahip oldugu mevcut kredi sayisi, kredi
basvurusunu degerlendirmede énemli bir faktordiir. Ote yandan, kredinin amaci,
kredinin hangi amagcla alindigin1 gosterir ve "araba", "mobilya", "egitim" gibi
kategorilere ayrilir. Kredi Geg¢misi, basvuranin ge¢cmis kredi 6demelerinin bir
Ozetini sunar ve 0demelerdeki diizenlilik, kredi riskini anlamada temel bir rol

oynar[7].

Telefon sahipligi, bagvuranin bir telefona sahip olup olmadigin1 gosterir, bu da
ozellikle iletisim i¢in 6dnemlidir. Yabanci Calisan, bagvuranin yabanci bir ¢alisan
olup olmadigmi gosterir. Bu iki 06zelligin, bir kisinin kredi basvurusunu
degerlendirmede modele dolayl: etkiler sunabilecegi ongoriilmektedir. Kredi Riski
alani ise, iki farkli smiftan olusan hedef degiskenimizi ifade eder. Simf 1, iyi
(risksiz) durumdaki bagvurular ifade ederken, simif 2, kotii (riskli) durumdaki

basvurulari ifade eder[7].

Tiim bu 6zellikler kredi riski analizinde farkli yonlerde bir araya gelerek bagvuranin
kredi geri 6deme kapasitesi hakkinda bilgi saglarken, calismamizda, kisinin
siiflandirma modelinde kredi verme agisindan riskli olup olmadigi tahmin edilmis
ve bu risk sinifina gore farkli kural ¢ikarimlari ile bankadaki miisterilerin durumuna

gore banka potansiyel miisterileri i¢in anlamli kurallar saglanmaya c¢alisilmigtir.
Tablo 1.1°de veri setindeki 6zellikler asagidaki gibi tablo halinde 6zetlenebilir.

Tablo 1.1 Orijinal Alman kredi veri seti 6zellikleri ve agiklamalari[6]

Ozellik Adi Veri Tipi Aciklama
. Mevcut
Checking Kategorik "vadesiz
Account

hesap" bilgisi

Kredi siiresi

Duration Sayisal (vade)




Tablo 1.1 Orijinal Alman kredi veri seti 6zellikleri ve agiklamalar1 (devami)[6]

Credit History Kategorik Kr.e (.11
gecmisi
. Kredi
Purpose Kategorik alinma amact
Credit Amount Sayisal . Kredi
miktar1
Saving . Mevduat
Account Kategorik | 1. cabs bilgisi
Mevcut s
Employment Kategorik yerindeki o
Duration calisma siiresi
(zaman aralig1)
Aylik taksit
orant
Installment rate Sayisal (harcanabilir
gelirin yiizdesi
olarak)
Personal Status . Medeni
Kategorik durum ve
and Sex N
cinsiyet
Diger
Other Debtors Kategorik borglular /

kefiller




Tablo 1.1 Orijinal Alman kredi veri seti 6zellikleri ve agiklamalar1 (devami)[6]

Su anda
Present . .
. Sayisal ikamet edilen
Residence .
stire (y1l)
. Mal varlig
Property Kategorik bilgisi
Age Sayisal Yas
Other . Diger
Installment Plans Kategorik O6deme planlari
. . Konut
Housing Kategorik durumu
Ayni
Number  of Savisal bankada
Credits Y bulunan diger
kredi sayis1
Job Kategorik Meslek
Bakmakla
yiikiimli
Dependents Sayisal olunan Kisi
sayisl
Ikili Telefon
Telephone | i ary) sahipligi
Foreign Ikili Yabanci
Worker (Binary) calisan
Kredi riski
Lo Ikili smift  (iyi  /
CreditRisk | ginary) kotii) — Hedef
degisken

Veri setine iligkin ayrintili agiklamalar i¢in bkz.[7].

Etiket kodlama (label encoding) yapilmadan 6nce veri setinin modelimize girisi

asagidaki Sekil 1.1 deki gibidir.

checking duration credit_hi:purpose credit_an savings_ employm installme personal_other_de present_iproperty age other_inshousing number_ijob dependeitelephon foreign_v
A1 6 A34 A43 1169 A65 AT5 4 A93 A101 4 A121 67 A143 A152 2A173 1A192  A201
A12 48 A32 A43 5951 A61 A3 2 A92 A101 2 A121 22 M43 A152 1A173 1A191  A201
Al4 12 A34 A46 2096 A61 AT4 2 A93 A101 3 A121 49143 A152 1A172 2A191  A201
A1 42 A32 A42 7882 A61 AT4 2 A93 A103 4 A122 45A143  A153 1A173 2A191  A201
A1 24 A33 A40 4870 A1 AT3 3 A93 A101 4 A124 53A143  A153 2 A173 2A191  A201

Sekil 1.1 Alman kredi verisi — girdi veri deseni

Her kategorik degiskenin igerdigi degerin sayisallagtirma sonucu asagidaki Tablo

1.2°de gosterildigi gibidir.



Tablo 1.2 Karar degiskenleri ve kategorilere dayali etiket kodlama degerleri

tablosu[6]
Ozellikler Kategori Aciklamalar/Degerler Etiketler
checking account All X < 0 DM (Alman Mark’1) 0
checking_account Al2 0<=X< 200 DM
X >=200 DM / en az 1 yillik
checking_account Al3 maas 0demeleri 2
checking account bulunmama
checking account Al4 durumu 3
hi¢c kredi almmamig / tiim
credit_history A30 krediler zamaninda 6denmis 0
bu bankadaki tim krediler
credit_history A3l zamaninda 6denmis 1
mevcut krediler simdiye kadar
credit_history A32 zamaninda 6denmis 2
geemiste  O0demede  gecikme
credit_history A33 olmus 3
sorunlu hesap / bagka bankalarda
credit_history A34 mevcut krediler 4
purpose A40 araba (yeni) 0
purpose A41 araba (ikinci el) 1
purpose A410 diger 2
purpose A42 mobilya / ekipman 3
purpose A43 radyo / televizyon 4
purpose A44 ev aletleri 5
purpose A45 tamirat 6
purpose A46 egitim 7
purpose A48 yeniden egitim 8
purpose A49 i / ticari amacl 9
savings_account A6l X< 100 DM 0
savings_account A62 100 <= X < 500 DM 1
savings_account A63 500 <= X <1000 DM 2
savings_account Ab4 X>=1000 DM 3
savings account A65 bilinmiyor / mevduat hesab1 yok 4
employment duration ATl igsiz 0
employment_duration AT2 X<lyi 1
employment duration A73 1 <=X<4yl 2
employment duration A74 4 <=X<T7wyil 3
employment duration AT5 X>=7wyl 4
personal status_sex A91 erkek : bosanmis / ayrilmig 0
personal status_sex A92 kadin : bosanmis / ayrilmis / evli 1




Tablo 1.2 Karar degiskenleri ve kategorilere dayali etiket kodlama degerleri

tablosu (devami)[6]

personal_status_sex A93 erkek : bekar 2
personal status sex A%4 erkek : evli / dul 3
other debtors Al01 yok 0
other_debtors A102 birlikte bagvuran 1
other debtors A103 kefil 2
property Al21 gayrimenkul 0
property Al122 yapi kooperatifi / hayat sigortasi 1

araba veya diger (6zellik 6’da
property Al123 olmayan) 2
property Al24 bilinmiyor / mal varlig1 yok 3
other installment plans Al4l banka 0
other installment plans Al42 magazalar 1
other installment plans Al43 yok 2
housing AlSl kiraci 0
housing Al52 kendi evi 1
housing Al53 iicretsiz 2
job Al71 igsiz / vasifsiz - yerlesik olmayan 0
job Al72 vasifsiz - yerlesik 1
job Al73 vasifli ¢aligan / memur 2

yonetici / serbest meslek / yiiksek
job Al174 | vasifli/ ist diizey ¢aligan 3
telephone Al91 yok 0
telephone A192 var, miisteri adina kayitl 1
foreign worker A201 evet 0
foreign worker A202 hayir 1
credit risk 1 Iyi (Kredi Riski Yok / Kabul Edilebilir) 1

Kot (Kredi  Riski  Yiiksek /
credit_risk 2 Reddedilebilir) 2

Bu veri setinde, her satir bankadan kredi alan bir bagvuruyu temsil etmektedir, 1000

giristen olusur. Her bagvuru, bir dizi niteliklere gore iyi veya kotii kredi riski olarak

siniflandirilmig risk alanini da igermektedir. Bu veri seti kredi riski tahmini ve

modelden kural ¢ikarimi adiminda, kurallar ¢gikarmak amaciyla kullanilmistir.

1.2 Literatiir Taramasi

Son yillarda gelisen ML algoritmalarinin, farkli sektorlerdeki uygulama basarilar

sayesinde karar destek sistemlerinde daha sik tercih edilmesi, bankacilik ve finans

gibi veri yogun alanlarda da bu yontemlerin kullanimini hizla artirmistir. Bankacilik

sektorii 6zelinde; kredi riski siniflandirmast gibi kritik problemlerde, kurumlarin
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kredi tahsis siireclerinde daha giivenilir, otomatik ve hizli kararlar almasi 6nem arz
etmektedir. Miisterilerin ge¢mis finansal davranislarina dayali olarak riskli/risksiz
olarak siniflandirilmasit da bu ihtiyag i¢in 6nemli bir ¢6ziim imkani sunmaktadir.
Makine 6grenmesi modelleri, bu siniflandirma problemlerinde sunduklar yiiksek
dogruluk, esneklik ve veriyle 6grenme kabiliyeti sayesinde geleneksel istatistiksel

yontemlere kiyasla daha basarili sonuglar verebilmektedir|[1].

Bu baglamda, kredi riski tahmini alaninda gergeklestirilen akademik ¢aligmalarda;
LR, DT, RF, SVM, NB ve KNN gibi ¢esitli algoritmalarin basariyla uygulandig ve
birgok veri setiyle basarili siniflandirma performanslarinin elde edildigi
goriilmektedir. Literatiirdeki ¢alismalar, hem modelleme tekniklerinin etkinligini
gostermekte hem de yeni yontem &nerileri i¢in zemin olusturmaktadir. Ozellikle
lojistik regresyon, karar agaglari ve benzeri temel siniflandiricilar, kredi riski
tahmini problemlerinde uzun siire yaygin olarak kullanilmis; bu yontemler, daha
sonra gelistirilen ensemble ve boosting tabanli algoritmalarin da temelini
olusturmustur[1]. Bununla birlikte, bu modellerin aciklanabilirlik ag¢isindan
sundugu avantajlar —O6rnegin lojistik regresyondaki katsayilarin dogrudan yorumu
ya da karar agaclarindaki if-then kurallari— finansal karar destek sistemlerinde
halen 6nemli bir referans noktas1 olma niteliklerini siirdiirmektedir[9]. Ote yandan,
bu modellerin karar alma siireclerini agiklama gereksinimi, 6zellikle regiilasyonlara
tabi alanlarda daha da 6nem kazanmis; bu durum, makine 6grenmesi modellerinden
aciklanabilir ve yorumlanabilir kurallar ¢ikarilmasit yoniindeki arastirmalari

tetiklemistir[10].

Bu boliimde, kredi riski tahmini ve makine 6grenmesi temelli kural ¢ikarimi
konularinda literatiirde ¢alisilan baslica ¢calismalar sunulacak; kullanilan yontemler,
elde edilen sonuglar ve belirlenen sinirliliklar ele alinarak, bu ¢alismanin hangi

boslugu doldurmay1 hedefledigi teorik bir ¢cer¢evede ortaya konacaktir.
1.2.1 Kredi Riski Simiflandirmasi ve Makine Ogrenmesi Yaklagimlar

Addo ve arkadaslarinin (2018) calismasinda, kredi riski siniflandirmasi amaciyla
cesitli makine 6grenmesi ve derin 6grenme algoritmalari karsilagtirilmis; model
performanslart AUC ve Root Mean Squared Error (RMSE) gibi metriklerle
degerlendirilmistir. Ayrica, dengesiz veri yapisiyla basa ¢ikmak amaciyla SMOTE

teknigi uygulanmistir. Bu yoniiyle ¢alisma, hem veri 6n isleme hem de model
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degerlendirme kriterleri agisindan kapsamli bir yaklagim sunmakta ve bu ¢calismada
kullanilan yontemlerin se¢imi i¢in referans niteligi tasimaktadir[ 11]. Benzer sekilde
bu tez kapsaminda da veri dengesizligini yonetmek amaciyla SMOTE yontemi
tercih edilmistir; model basarimini 6lgmek i¢in ROC egrisi ve AUC skoru temel

alimmustir.

Kredi riski smiflandirmasinda makine O6grenmesi algoritmalarinin etkinligini
arastiran Mahbobi ve arkadaslar1 (2023), kredi kart1 6demelerine iligkin “University
of California, Irvine Machine Learning Repository” (UCI) veri seti lizerinde SVM
ve KNN gibi algoritmalari farkli 6rnekleme teknikleriyle birlikte denemistir. SVM
algoritmasi, Ozellikle AII-KNN? yeniden Ornekleme yontemi ile birlikte
kullanildiginda %98.6 dogruluk ve 0.864 F1 skoru ile en basarili sonuglar elde
etmistir. Bu calisma, SVM ve KNN algoritmalarinin kredi riski tahmini alaninda
yiiksek potansiyele sahip oldugunu gostermistir[12]. Buradan hareketle; bu tez
caligmasinda da iki algoritmaya yer verilerek, benzer veri dengesizligi problemleri

altinda algoritmalarin performanslarinin degerlendirilmesi amaglanmistir.

Oguz Kog¢ ve arkadaglar1 (2023) tarafindan gerceklestirilen ¢alismada[13], kredi
skorlama problemlerinde c¢esitli makine Ogrenmesi algoritmalarinin (SVM,
Gaussian Naive Bayes, Karar Agaclari, Rastgele Orman, Extreme Gradient
Boosting (XGBoost), KNN, Cok Katmanli Algilayict Sinir Aglart (MLP) ve
Lojistik Regresyon) performanslarini, veri doniisiim teknikleri ve 6zellik se¢imi
stratejileriyle birlikte karsilagtirmali olarak degerlendirilmistir. Alman (1000
gozlem) ve Avustralya (690 gozlem) kredi veri setleri kullanilarak yapilan
analizlerde, Ozellikle Grid Search (GS) ve Wrapper Feature Selection (WFS)
tekniklerinin modeller lizerindeki etkileri incelenmistir. Sonuglara gére, Alman veri
setinde en yiiksek dogruluk %82 ile MLP+GS kombinasyonunda elde edilirken,
Avustralya veri setinde %89.05 dogrulukla XGBoost+GS yontemi dne ¢ikmistir.
Lojistik regresyon, her iki veri setinde de %87.62’ye kadar dogruluk gosterebilmis;
KNN ise WFS ile %89.05’e ulagarak yiiksek basar1 saglamistir. Calismada ayrica,
veri doniisiim tekniklerinin (6rnegin Min-Max ve Standardizasyon) 6zellikle KNN

ve MLP gibi algoritmalarin bagarisin1 artirdigi belirtilmis; karar agaclar1 gibi

2 AIILKKNN (Tiim k-En Yakin Komsular Yéntemi), veri madenciligi ve makine dgrenmesi
alaninda, 6zellikle anormal veri tespiti (anomaly detection) i¢in kullanilan bir yontemdir. KNN
tabanl1 aykir1 deger tespiti algoritmalarinin optimize edilmis bir versiyonudur.
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gomiilii 6zellik se¢im mekanizmasina sahip modellerde bile WFS uygulamasinin
performansi iyilestirdigi vurgulanmistir. Bu ¢alisma, sadece algoritma basarimini
degil, ayn1 zamanda hiperparametre optimizasyonu, 6zellik secimi ve dlgekleme
islemlerinin entegrasyonunun kredi riski siniflandirmasindaki belirleyici roliinii
gostermesi agisindan literatiire kapsamli bir katki sunmaktadir[13]. Kog¢ ve
arkadaslarinin (2023) ¢alismasi, kredi riski alaninda ¢ok sayida makine 6grenmesi
algoritmasinin performansini detayli bi¢imde incelemis; bu yoniiyle calismamiza
kiyas olgiitii (benchmark) niteliginde katki saglamistir. S6z konusu makale, kredi
skorlama problemlerine yonelik farkli algoritmalarin uygulanabilirligi hakkinda
icgbrii  sunarak, tezimizde degerlendirdigimiz  model seceneklerinin

belirlenmesinde yol gosterici olmustur.

Chen ve ekibinin 2009 tarihli ¢caligmasi, lojistik regresyon, karar agaci, naive bayes
gibi modellerden bazilarini birlestirerek kredi riskini tahmin etmek icin hibrit bir
yaklagim sunmaktadir. Bu ¢alismada lojistik regresyon, karar agaclari, Naive Bayes
ve yapay sinir aglart gibi farkli siniflandirma modelleri ile birlikte, bu yontemlerin
hibrit versiyonlar1 da degerlendirilmistir. Elde edilen sonuglara gore, hibrit
yaklagimlar, tekil modellere kiyasla daha yiiksek dogruluk oranlarma ulasmis ve
kredi riskinin tahmininde daha basarili performanslar sergilemistir. Ozellikle
lojistik regresyon temelli hibrit modellerin, veri seti iizerinde anlamli iyilestirmeler
sagladig1 goriilmektedir[14]. Bu calismada, lojistik regresyon modeli validasyon
setinde 9%79.42, test setinde %72.17 dogruluk oranina sahipken; karar agaci modeli
validasyon setinde %72.97, test setin %65.60 dogruluk oranina sahiptir. NB
algoritmasi ise validasyon setinde tek basma %77.16 dogruluk degerine sahipken,
test setinde %71.20 dogruluk degeri almistir. Hibrit model LR + DT 9%72.50
dogruluk oranina sahipken; hibrit model LR + NB %78.68 dogruluk oranina; hibrit
model LR + LR ise %82.94 dogruluk oranina sahiptir. LR + NN (neural network)
ise %83.44 dogruluk oraniyla en iyi hibrit model olmustur[14]. Tez calismasinda
yapay sinir aglar1 kapsam disi birakilmigtir. Ancak incelenen kaynaklardaki
sonuclara bakilinca; makine 6grenmesi tekniklerinin kredi risk skorlamasinda gii¢lii
alternatifler sundugunu ve 06zellikle agiklanabilir modellerle olusturulan hibrit
yapilarin (yapay sinir aglar1 ve makine O0grenmesinin birlikte kullanimi, vb.)
dogruluk acisindan 6nemli avantajlar saglayabilecegini gostermesi agisindan deger

tagimaktadir.
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[15]°teki galigma, kredi kart1 kullanicilarinin temerriide diisme olasiligini tahmin
etmek amaciyla alti farkli veri madenciligi (makine O6grenmesi) yontemini
karsilagtirmaktadir. Kullanilan teknikler arasinda KNN, Lojistik Regresyon,
Diskriminant Analizi, Naive Bayes siniflayici, yapay sinir ag1 (ANN) ve Karar
Agaglart yer almaktadir. Tayvan’daki bir bankadan elde edilen 25.000 gercek
miisteri verisiyle yapilan analizde hem siniflandirma dogrulugu (hata orani ve area
ratio®) hem de tahmin edilen temerriit olasiliginin giivenilirligi degerlendirilmistir.
Smiflandirma sonuglarina goére en diisiik hata orani KNN (0.16) ve karar
agaclarinda (0.17) gozlenmistir; ancak en yiiksek siniflandirma basarisi (area ratio)
yapay sinir agina aittir (0.54), onu naive Bayes (0.53) ve karar agaglar1 (0.536)
izlemektedir. Analizde yalmizca siniflandirma dogrulugu degil, ayn1 zamanda
tahmin edilen temerriit olasiliklarinin gergek olasiliga ne kadar yakin oldugu da
degerlendirilmistir. Bu amagcla gelistirilen “Sorting Smoothing Method” ile yapilan
regresyon analizine gére ANN en iyi performansi gostermistir (R? = 0.965). ikinci
sirada naive Bayes siniflayici (R? = 0.899), ardindan KNN (R? = 0.876), lojistik
regresyon (R?=0.794), diskriminant analiz (R? = 0.659) ve son olarak karar agaclari
(R? = 0.278) gelmektedir. Calisma, kredi riski degerlendirmesinde olasilik

tahmininin 6nemini vurgulamaktadir[15].

Makine Ogrenmesinde ensemble (topluluk) ydntemlerinin gelisimi, model
cesitliligini artirarak daha kararli ve yliksek performansh siniflandiricilar elde etme
amacini tagimaktadir. Bu kapsamda, 1990'li yillarda gelistirilen Bagging[16],
Boosting[17,18] ve Stacking[19] gibi yontemler, zayif 6grenicilerin bir araya
getirilerek daha giiglii modeller insa edilmesini miimkiin kilmistir. Bu yontemler
arasinda Ozellikle Bagging, bootstrap O6rneklemesi ile egitilen ¢oklu modellerin
ortalamasin1 alarak varyansi azaltmayi hedeflemektedir. RF algoritmasi ise,
Breiman’in Bagging yaklasimina karar agaclarini temel 6grenici olarak eklemesi
ve her agagta rastgele ozellik altkiimesi kullanilmasiyla gelistirilmis, ensemble
O0grenmenin en basarili ve agiklanabilir uygulamalarindan biri haline gelmistir[8].

Bu baglamda RF, hem tarihsel gelisim siireci agisindan hem de kredi riski gibi

% Kiimiilatif kazanimlar grafigindeki (lift chart) model egrisi ile baz ¢izgi arasindaki alanin, en iyi
model ile baz ¢izgi arasindaki alana oranini ifade eden bir 6l¢iittlir. Bu metrik 1’e yakinken modelin
iyi smiflandirdigi sOylenebilirken, 0’a yakin durumlarda modelin basarisiz olduguna kanaat
getirilebilir.
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aciklanabilirligin 6nemli oldugu alanlarda etkin bir yontem olarak literatiirdeki
yerini almigtir.

Kurniawan’in (2024) ¢alismasinda, kredi riski siniflandirmasi i¢in Rastgele Orman
algoritmas1 uygulanarak, kredi bagvurularimin “iyi” ya da “kotii” olarak
ayrilmasinda yiliksek dogrulukla calisan bir model gelistirilmistir. Endonezya
merkezli bir fintech sirketinden elde edilen 1.848.797 gozlem ve 503 degiskenden
olusan veri seti kullanilmistir. Calisma kapsaminda modelin dogruluk orani %97,
F1 skoru ise 0.8571 olarak rapor edilmistir. Ozellikle “repeat user”,

3

“monthly salary” ve “year of service” gibi degiskenlerin kredi degerlendirme
stirecinde belirleyici faktorler oldugu goriilmiistiir. Siniflandirma temelli bu
uygulama, kredi riski alaninda RF algoritmasinin etkinligini vurgulayan giincel bir

ornek teskil etmektedir[20].

Bowen Han’in (2025) ¢alismasinda, kredi riski tahmini amaciyla alt1 farkli makine
ogrenmesi algoritmasi—RF, SVM, KNN, LR, Gradient Boosting Machine (GBM)
ve Gradient Boosting Decision Tree (GBDT)—kapsamli degerlendirme
metrikleriyle karsilagtirnlmistir. Kaggle tizerinden elde edilen kredi bagvuru verisi,
ciddi sekilde dengesiz siif dagilimi igermektedir. Ozellik se¢imi Rastgele Orman
ozelligi onemi ve RFE (Recursive Feature Elimination) ile yapilmistir. En iyi
performans, RF + RFE kombinasyonunda elde edilmis; bu model %71 dogruluk
orani ile dne ¢ikmistir. KNN %69 dogrulukla ikinci sirada yer alirken, lojistik
regresyon yalnizca %29 dogruluk gostererek en zayif model olmustur. Calisma
smiflandirma temellidir ve yalnizca kredi riski alaninda uygulanmigtir. Bulgular,
dengesiz verilerde RF’nin yliksek dogruluk ve sinif ayirt etme giicii sayesinde kredi

riskinin degerlendirilmesinde etkili bir ara¢ oldugunu gostermektedir[21].
1.2.2 Modelden Kural Cikarim Yontemleri

Makine 6grenmesi modellerinden kural ¢ikarimi konusu, finans ve saglik gibi pek
cok alanda ele almmis ve wuygulanmistir[22,23]. Bugiine kadar yapilan
caligmalarda; modellerin yorumlanmasindan baglayarak,
aciklanabilir/yorumlanabilir model tasarimlarina, modelin egilimlerinin kurallar
araciliiyla ortaya konmasina ve hatta bu kurallarin ig birimleri tarafindan kullanilir

hale getirilmesine kadar genis bir yelpazede aragtirmalar ylriitilmustiir[2].
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Ozellikle agac tabanli makine 6grenmesi modellerinden kural ¢ikarimi, modelin

karar verme siireclerini daha anlasilir kilmak ag¢isindan 6nemli bir yaklagimdir.

Rastgele Orman gibi topluluk modellerinde, birden fazla karar agacindan kurallar
cikararak analiz yapmak; hem modelin agiklanabilirligini artirmakta hem de
giivenilir kararlar elde edilmesini saglamaktadir[8]. Bu baglamda, literatiirde "if-

then" (eger-o halde) bi¢ciminde calisan ¢esitli algoritmalar 6ne ¢ikmaktadir:

e inTrees Framework[24]: Rastgele Orman’dan ¢ikarilan kurallar1 siklik,
hata oran1 ve uzunluk gibi metriklere gore siralar. Karmasiklig1 azaltarak
kurallar1 daha sade ve anlasilir hale getirir. Ancak, kural karmasikligini
azaltma ve model hatasini dikkate alma gibi siireclerde MDL (Minimum
Description Length) teknigini kullanmaz. Ayrica kural ¢akismalari ve

aciklanabilirlik konusunda bazi sinirlamalar1 bulunmaktadir.

o ExtractingRuleRF[25]: RF modellerinden c¢ikarilan kurallar1 a¢gdzlii
(greedy) bir algoritma ile siralar. Bu yontem 0Ongoriisel dogrulugu

onceliklendirirken, agiklanabilirlik kapsami sinirli kalmaktadir.

o SIRUS[26]: RF ten tiiretilmis ve kural sikligina dayali bir yontemdir. Daha

kisa ve daha kararli kurallar tiretmeye odaklanir.

e RF+HC (Hill Climbing)[27]: Hill-Climbing algoritmasin1 kullanarak
RF’ten ¢ikarilan kural sayisini azaltir. Kii¢iik ve anlamli kural kiimeleri

olusturmak i¢in optimizasyon uygular.

o defragTrees[28]: RF kurallarin1 Bayesyen model se¢imi algoritmasi ile
sadelestirir ve Ongoriisel performansi optimize eder. Karmagiklig1 azaltirken

aciklanabilirligi korumay1 amaglar.

e ForEx++[29]: Karar ormanlarindan ytiksek kaliteli kural topluluklari iretir.
Ortalama metriklere dayali bir ¢erceve sunar ve ongoriisel performansa

odaklanir.

e MIRCOJ[30]: Matematiksel programlama kullanarak kural ¢esitliligini ve
karmagikligin1 minimize eder. Bu yontem ozellikle azinlik smifi daha iyi

temsil eden kurallar {iretmeyi hedefler.
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e OptExplain[31]: Mantiksal ¢ikarim, 6rnekleme ve optimizasyon teknikleri
kullanarak kurallar iiretir. Ozellikle genis veri kapsama alani sunabilme

kapasitesine sahiptir.

e RuleFit[32]: RF diigiimlerinden ¢ikarilan kurallar1 seyrek dogrusal

regresyon ile birlestirir. Ancak, yliksek korelasyonlu kurallarla

calisildiginda kararsizlik (instability) sorunlar1 yasayabilir.

o Node Harvest[33]: RF’ten ¢ikarilan kurallar1 agirlikli tahmin modeli olarak
kullanir. Sadece pozitif agirliklarla ¢alisir ve daha agiklanabilir modeller

sunmay1 amaglar.

e Forest-ORE (Optimal Rule Ensemble)[34]: Rastgele Orman
modellerinden agiklanabilir bir kural toplulugu iiretmeyi amaglayan bir
yontemdir. Karmasiklik, kapsama ve 6ngorii dogrulugu arasindaki dengeyi

saglamak i¢in Karma-Tamsayili Programlama (MIP) teknigini kullanir.

Asagida Tablo 1.3’te literatiirde kiyaslama olusturan matematiksel programlama
tabanli algoritmalarin temel oOzellikleri, avantajlari, dezavantajlari ve uygun

olduklar1 uygulama alaninin karsilastirmasi yer almaktadir.

Tablo 1.3 Matematiksel programlama tabanl algoritmalar[6]

_ Temel Uygulama
Algoritma Ad1 Ozellikleri Avantajlar1 | Dezavantajlar Alanlan
Karma
tamsay1l1 - .
optimizasyon Ongoriisel Buyuk vert
. setlerinde
Forest- kullanarak basari ile hesaplama Global model
Random Forest | agiklanabilirlik plal aciklanabilirligi,
ORE[34] . maliyeti
modellerinden arasinda denge | . . azinlik siniflar1.
. yiiksektir ~ ve
agiklanabilir kurar.
. zaman alicidir.
kural setleri
cikarir.
Matematiksel
programlama ile Azinlik
. Hesaplama . .
toplam kural | smift daha iyi o Risk analizi,
MIRCO[30] g . maliyeti . S
karmagikligini ve | temsil  eden | . . veri madenciligi.
A .. ylksektir.
cesitliligini kurallar {iretir.
minimize eder.
Mantiksal . . Mantiksal
Genis veri | . -
¢ikarim, islemler ve Optimizasyon
- kapsamini .
. ornekleme ve optimizasyon ve mantiksal
OptExplain[31] . acgiklama . .
optimizasyon <. stiregleri ¢ikarim
. . . yetenegine
teknikleri ile sahiptir karmagik uygulamalari.
kurallar iiretir. pHt- olabilir.
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Tablo 1.3 Matematiksel programlama tabanli algoritmalar (devami)[6]

defragTrees
28]

Bayesyen

kurallarim
sadelestirir
optimize eder.

model se¢imiyle
Random Forest

Dogrulugu
koruyarak
kurallar
sadelestirir.
ve

Bayesyen
stiregler biiytik
veri setlerinde
yavas
calisabilir.

Bayesyen
modelleme,
finans ve saglik
sektorleri.

Ote yandan Tablo 1.4’te literatiirde kiyaslama noktasi olusturan makine dgrenmesi

modelleri {lizerinde c¢aligabilen kural ¢ikarma algoritmalarinin temel 6zellikleri,

avantajlari, dezavantajlar1 ve uygulama alanlarinin karsilastirmasi yer almaktadir.

Tablo 1.4 Makine 6grenmesi temelli algoritmalar[6]

Algoritma Temel . . Uygulama
Adi Ozellikleri Avantajlan Dezavantajlar: Alanlar
Karmagik
modellerden . LI S . Dengesiz  veri
tiretilen  if- dizeplSHTme ilg kiimelerinde
onemli  kurallart Siniflandirma
. then SMOTE veya
RuleFit[32] . seger, bl ve  regresyon,
< aciklanabilirlik ve o finansal analiz
dogrusal dogruluk dengesi optimizasyona
g;;)lcézgfirrle Kurar. ihtiyag¢ duyar.
Art  arda
E:?a?:;? ile Basit, hizli ve ﬂB Eﬁlik vert Tip, finans,
RIPPER|35] , agiklanabilir severimde kiigiik veri
azaltan if-then . . performanst .
.| kurallar tiretir. . setleri
tabanli bir diisebilir.
algoritmadir.
(co(\?er:ilrll(g) Dengesiz  veri Karmagik veri
CN2[36] algoritmastyla sc.:'t le.r'm"de set{ermdve Biyoloji, tp,
if-then gliclidiir, anlamli | dogrulugu siiflandirma
Kurallar iiretir kurallar tiretir. diisebilir.
Karar -
agaclarindan Aqlk.l anabilir Karmagik
: ve basit kurallar | ... . o
kismi kurallar | ..~ . iliskilerde Egitim,
PART]37] . iretir; ¢ok smifli
¢ikaran if-then performansi siniflandirma
tabanl bir problemlerde siirlidir
algoritmadir etkilidir. -
Bayesyen
olasilik Agiklanabilirlik
. modeli ile | ve dogruluk Biiyilik veri
Bayesian . o . <
Rule Lists kurallar dengesini saglar; | setlerinde Saglik,
(BRL)[38] siralayan  ve | kiiglik veri | hesaplama hukuk, finans
optimize eden | setlerinde maliyeti yliksektir.
bir if-then | giigliidiir.
algoritmasidir.
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Tablo 1.4 Makine 6grenmesi temelli algoritmalar (devami)[6]

Karar
Tree Ensemble | yollarmin
modellerinden timiinii Biiyiik  wveri .
; .. Makine
¢ikarilan kurallar1 | kapsayan setlerinde ytiksek S3renmesi
TE2Rules[46] | dogruluk ve | yiiksek hesaplama g 2.
o o L aciklanabilir
aciklanabilirlik aciklanabilirli | maliyeti ve
. . N . modeller
dengesi ile | k ve dogruluk | zaman gerektirir.
optimize eder. dengesi
saglar.
Random Kisa ve Regresyon
Forest’tan tiiretilen belirlevici Nadir ama gresy
SIRUS|26] kararlt ve | JSMIYICL ) snemli kurallart |
. kurallar {iretir, .- siniflandirma,
aciklanabilir kural atlayabilir. .
. . kararhdir. stabil modeller
kiimeleri olusturur.
Her tahmin Karmasik
edilen durumu | desenleri Bivik  veri
agiklamak icin | anlamada setlerizll(lie Model
Anchors[39] | yerel kurallar | giigliidiir; R S aciklanabilirligi,
’, . . oOlceklenebilirlik .. ..
ureten if-then | sezgisel  ve o miihendislik
. sinirli olabilir.
tabanlt bir | aciklayici
yontemdir. kurallar tiretir.
Uygulamas
C4.5 & | . Kla rarl e th 1 kolay, hizli Overfitting’e Smiflandirm
CART[40,41] agagarty’a 1-then ) g, yatkindir. a,  regresyon,
kurallar iiretir. o egitim
aciklanabilir.
Boosting Performans .
Boosting
kullanarak 1 artirir, . -
. . . | nedeniyle Ikili
Slipper[42] kurallarin dengesiz veri
< 4 . hesaplama siiflandirma
dogrulugunu setlerinde maliveti artabilir
artirir. etkili olabilir. Y .
quuk veri quuk veri Kiiciik  veri
setlerinde setlerinde . - .
SRL R . setlerinde  asir1 Biiylik wveri,
Olgeklenebilir hizli, . NP
(Scalable Rule . . - basitlestirilmig gercek zamanl
kurallar iireten if- | agiklanabilir
Learner)[43] . .. sonuglar uygulamalar
then tabanli bir | ve  optimize | . o
R ) o iretebilir.
yontemdir. edilebilir.
IDS Kurallar  arasi Biiylk  veri Saglik,
cakigmay1r en aza Agiklanabi | setlerinde hukuk,
(Interpretable I L . T
Decision indirerek  diistik | lirlige oncelik | hesaplama giivenilirlik
Sets)[44] karmasgiklikta verir. maliyeti gerektiren
kurallar tiretir. yiiksektir. alanlar
ba“I;Irflrsu el GBM'ye
EBM g yakin Karmagik <
. modelleyerek < - Saglik,
(Explainable . . dogruluk, iligkilerde .
. Gradient Boosting finans, kritik
Boosting anlaml performansi .. .
. tabanl e karar siirecleri
Machines)[45] .- agiklamalar sinirli olabilir.
agiklanabilir alar
kurallar tiretir. saglar.
Hill-Climbing
. algoritmasi ile RF Kiigik ve Optimizasyon Optimize
Clil;lll?):-l??[Z(gI]lH- igerisindeki anlaml kural | siireci zaman | kiigiik veri
g kurallar1 optimize | setleri Uretir. alabilir. setleri

eder.
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Tablo 1.4 Makine 6grenmesi temelli algoritmalar (devami)[6]

siralama yapar.

RF

diigiimlerinden Pozitif . .

Node elde edilen | agirliklarla er?jﬁrg;:lel 5“&?12? wural
Harvest [33] kurallart agirlikli | basit kural seti P e g .
tahmin modeliyle | olusturur. sinirli olabilir. tabanli analiz
birlestirir.
Tahmin .

performansini . .Op.tlmlze

artirmak icin Tahminsel edilmis  kural Risk  analizi
ForEx++[29] | (iksek  kaliteli | Periormanst | boyutu, veri madenciligi

ﬁral topluluklar optimize eder. aciklanabilirligi J

Gireti P sinirlayabilir.

modellerinden, i QOk buyuk

dengesiz veri Her iki | veri setlerinde Saglik, finans

Kiimelerin simifta  yiliksek | islem maliyeti i ’ N r;
Children of | ~\MeeNINe dogruluk ve F1 | artabili;  bu | 'o yosu

uygun, SMOTE alanlar, dengesiz

the Tree[6] uygun, .~ | skoru saglar; en | durumda 6zellik ’ &

ile dengelenmis | .. . S0 . siniflar, ML

kurall Kari diistik maliyetli | temelli fland

urallar ~ ¢ikarir; smiflandirma

MDL maliyetiyle kurallar1 bulur. ﬁltr§1§me

onerilir.

1.3 Tez Calismasinin Genel Cercevesi ve Literatiirdeki Diger

Yontemlerle Karsilastirmasi

Bu c¢alismada, kredi riski tahmini problemi kapsaminda Lojistik Regresyon, Naive
Bayes, KNN, SVM, Karar Agaclar1 ve Rastgele Orman gibi literatiirde siklikla
kullanilan ¢esitli siniflandirma algoritmalar test edilmistir. Ancak agiklanabilirlik
ihtiyac1 ve if-then bi¢iminde kural iiretmeye elverisliligi dikkate alindiginda, en
yiiksek dogruluk ve denge metriklerini de saglayan RF modeli 6ne ¢ikmistir. Bu
nedenle ¢calismada nihai model olarak Rastgele Orman se¢ilmis ve dnerilen “Agacin
Cocuklar1”[6] algoritmasi, bu modelin karar agaglart iizerinden kural ¢ikarimi

yapacak sekilde yapilandirilmistir.

Onerilen algoritma “Children of the Tree” (Agacin Cocuklarr), kurallar
degerlendirme ve optimize etme siirecinde MDL[47] prensibini kullanmaktadir[6].
Bu yaklagim, literatiirdeki cogu algoritmadan farkli bir degerlendirme mekanizmasi
sunar. Ornegin, inTrees[24] algoritmas: da kural uzunlugu agisindan degerlendirme
yaparak kural setlerini sadelestirmeye caligsa da, MDL tabanli bir optimizasyon

stireci yliriitmemektedir. RIPPER ve CN2 gibi algoritmalar ise genellikle destek
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(support) ve giiven (confidence) gibi klasik kural ¢ikarimi metriklerine
odaklanirken[35,36]; tez calismasindaki yaklasim, kurallarin hem karmasikligini

hem de dogrulugunu ayn1 anda degerlendirmektedir[6].

Bu farkli degerlendirme mantigi, algoritmamizin CN2[36] ve RIPPER[35] gibi
yontemlerle dogrudan karsilastirilmasint zorlastirmaktadir; ¢iinkii s6z konusu
yontemler, degerlendirme siireclerine kural karmasikligini dahil etmemektedir. Ote
yandan, MDL tabanli optimizasyon sayesinde elde edilen kurallar hem daha basit
ve yogun hem de daha agiklanabilir olmaktadir[47]. Bu 0zgiin 0Ozellik,
algoritmamizi literatiirde farkli bir kategoriye yerlestirmekte; karmasiklik ve
dogruluk arasinda denge kurarak agiklanabilirlige oncelik veren bir yaklagim ortaya

koymaktadir.

Bu baglamda, “Certifiably Optimal Rule Lists” (CORELS) algoritmas1 da sade ve
yorumlanabilir kural dizileri {iretmeyi amaglayan dikkat ¢ekici bir caligmadir[48].
CORELS[48], bir kural listesi olustururken hem hata oranmi hem de kural
uzunlugunu optimize eder. Ancak burada da MDL dogrudan uygulanmaz;
sadelestirici bir ceza terimi (0rnegin: kural basina sabit ceza) ile kisa ve dogru
modeller iiretilmeye c¢alisilir. Dahasi, CORELS[48] sifirdan bir kural listesi
Ogrenirken c¢alisir; halihazirda egitilmis bir modelin aciklanmasi gibi bir hedefi
yoktur. Bu yoniiyle CORELS, agiklanabilir modeller iiretirken “Children of the
Tree[6]” ise agiklanamayan modelleri anlamli hale getirir — yani yontemsel olarak
biri dogal olarak yorumlanabilir (intrinsically interpretable), digeri sonradan

aciklanabilir (post-hoc explainable) yaklagimi temsil eder.

Ayrica “Children of the Tree” algoritmasinin, dengesiz veri kiimeleri iizerinde
basariyla calisabilmesi 6nemli bir avantajdir[6]. CN2[36] ve RIPPER[35] gibi
klasik kural ¢ikarim algoritmalarinin, bu tiir veri kiimelerinde genellikle baskin
smifa asirt uyum saglama (overfitting) egiliminde oldugu bilinmektedir. Buna
karsilik, Onerdigimiz algoritma azinlik sinifi hedefleyerek bu sinif i¢in anlamli
kurallar ¢ikarabilmekte, boylece daha dengeli ve islevsel bir siniflandirma

saglamaktadir[6].

Algoritmanin kural ¢ikarim siirecinde MDL (Minimum Description Length)
ilkesini dogrudan bir 6lgiit olarak kullanmasi, onu geleneksel algoritmalardan

temelde ayiran Onemli bir ozelliktir. Ciinkii burada sadece dogruluga degil;
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kurallarin ne kadar sade, agiklanabilir ve bilgi agisindan anlamli olduguna da
bakilmaktadir. Bu yaklasimda, kurallar1 sadece klasik birliktelik kural madenciligi
metrikleri ile degerlendirmek yeterli kabul edilmemistir. Sadelik ve basitlik
yonlerinden de degerlendirme saglanmistir. Bu yoniiyle “Children of the Tree”
algoritmasi klasik yontemlerle birebir kiyaslanmay1 da zorlagtirmaktadir[6]. Buna
ragmen s6z konusu calismalar bazi noktalarda CoT i¢in birer kiyas olgiitii
(benchmark) olusturabilir. Her ne kadar bu ¢aligmalar dogrudan MDL ilkesini kural
cikarimi amaciyla kullanmamis olsa da, bazilari model uyumu ile karmasiklik
arasinda denge kurmay1 hedefleyen yaklasimlariyla MDL’in temel felsefesine

dolayli olarak benzemektedir[6].

Buna ek olarak, CoT yalnizca dengesiz veri kiimelerinde azinlik sinifina
odaklanabilmesiyle degil, ayn1 zamanda bu tiir veri kiimesine uygulanan 6n igleme
tekniklerine kars1 da yiliksek uyum gostermesiyle one ¢ikmaktadir[6]. Caligmada
kullanilan veri seti lizerinde, SMOTE gibi sentetik Ornekleme teknikleriyle
dengesizlik giderildikten sonra literatiirdeki RuleFit[32] ve Anchors[39] kural
cikarimi algoritmalart da ayni 6nisleme adimlarindan gegirilerek uygulanmistir.
Ancak, bu algoritmalar dnisleme sayesinde elde edilen yapisal avantajlara ragmen,
“Children of the Tree” algoritmasinin ulastig1 basari/genellik diizeyine ayn1 anda
erisememistir. Ozellikle azmlik smifa ait dogru siniflandirma oranlar1 ve elde edilen
kurallarin dogruluk/karmagiklik dengesi bakimindan Onerilen yontem, istikrarli
bicimde daha basarili sonuglar tiretmistir[6]. Bu bulgular, tez ¢alismasinda 6nerilen
algoritmanin (Children of the Tree - CoT) adilce 6n islenmis veri ortamlarinda dahi
istliinliik sagladigin1 ve sadece teorik degil, pratik uygulamalar agisindan da

literatiirdeki yontemlere kiyasla anlamli bir katki sundugunu ortaya koymaktadir.
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2

YONTEMLER

Bolim 2, calismada kullanilacak veri madenciligi yontemlerine genel bir bakis
icermektedir. Bu boliimde yontemler hakkinda literatiir arastirmasi yapilmig ve bu
yontemlerin matematiksel altyapisi iizerinde durulmustur. incelenen yéntemler
Lojistik Regresyon, Karar Agaci, Naive Bayes ve K-En Yakin Komsular, Rastgele
Orman’dir. Bu ¢aligma dengesiz veri kiimesi lizerinde yapildigindan SMOTE[49]
yontemiyle veri dengeleme adimi da bu boliimde anlatilmis olacaktir. Ayrica aday
miisteriler i¢in modelden kural ¢ikarimi asamasinda uygulanan algoritmik yontem
de bu boliimde sunulmaktadir. Ayrica Minimum agiklama uzunlugu[47] teknigi ile
de ¢ikarilan kurallarin basitligini dlgen bir 6lgiit anlatilmaktadir. Bunun yaninda
birliktelik kural madenciligi basar1 6l¢iit metrikleri ve bunlarin “Children of the

Tree” algoritmasindaki kullanilisi da bu boliimde 6zetlenmistir[50].

2.1 Kredi Riski Tahmini icin Makine Ogrenmesi Modelleri

Makine Ogrenmesi (ML) modelleri, kredi riski tahmini gibi siniflandirma
problemlerinde sik¢a kullanilmaktadir[1]. Ciinkii bu problem dogas1 geregi,
geemiste borcunu 6demis ya da 6dememis miisteriler gibi etiketlenmis 6rneklerle
caligir. Bu durum denetimli 6grenme (supervised learning) yontemlerine dogrudan
uygundur. Bu kapsamda; Lojistik Regresyon, KNN, Naive Bayes, SVM, DT ve
Rastgele Orman gibi yontemler, farkli veri yapilar1 ve degiskenler arasindaki
iliskileri modelleyebilme yetenekleri sayesinde kredi riski analizinde yaygin olarak
kullanilmaktadir. Bu modellerin her biri farkli varsayimlara ve smiflandirma
stratejilerine dayanmakta olup, bazilar1 dogrusal karar sinirlarina (6rnegin lojistik
regresyon)[51,52], bazilar1 ise daha karmagik, dogrusal olmayan sinir yapilarina

(6rnegin Rastgele Orman)[8] daha uygundur.
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Literatiir aragtirmalarinda da bu modellerin benzer kredi riski problemlerinde
kullanildig1 ve ozellikle kullandigimiz veri kiimesine benzer yapida olan veri
kiimeleri tizerinde test edildigi goriilmiistiir. Bu nedenle bu tez ¢aligmasinda bu
yaygin yontemleri denenmistir. Ayrica, veri kiimesinin siniflar arasinda dengesiz
dagilim gostermesi nedeniyle, bu tiir durumlarla basa ¢ikmak tizere 6nerilen giiglii
yontemlerden biri olan SMOTE[49] da uygulanmistir ve tim yontemlerin
sonuclar1 ayni 6n isleme asamalarindan gegirilerek kaydedilmistir. Tiim modeller
siniflandirma basarimi agisindan degerlendirilmis ve en basarili performansi
gosteren model iizerinden kural ¢ikarim yapilmistir. Bu bdliimde denedigimiz
ML algoritmalarinin matematiksel temellerini ve isleyigini derinlemesine

inceleyecegiz.
2.1.1 Lojistik Regresyon

Lojistik Regresyon, tahmin edilmesi istenen sonucun olasilig1 (y degeri) - sonug
degiskeni zorunlu olarak kategorik bir veridir (kisinin kredisini o6deyip
odeyemeyecegi) - ve nitelikler (x) arasindaki iliskiye gore siniflandirma yapan bir
veri madenciligi algoritmasidir[52,53]. Diger bir deyisle, LR, verileri tanimlamak
ve bagiml bir ikili degisken ile bagimsiz degiskenler arasindaki iligkiyi agiklamak
icin kullanilir[52]. Bu yontem, hem niceliksel hem de niteliksel verilerle
caligabilir[53]. Niceliksel veriler, sayisal degerlere sahip olan verilerdir. Ornegin,
yas, gelir, kredi tutar1 gibi. Nitelliksel veriler ise, kategorik olarak siniflandirilabilen

verilerdir. Ornegin; cinsiyet, egitim seviyesi, medeni durum gibi.

Lojistik regresyon, bagimli degiskenin 0 ve 1 veya diger karigik ikili degerlerle
ifade edilebilecegi bir model olusturur. Bu model, verilerin incelenmesi ve

sonuclarin tahmin edilmesi i¢in kullanilabilir[52,54].

Aslinda Lojistik Regresyon, “Genellestirilmis Dogrusal Model” olarak bilinen daha
genis bir teknigin bir alt uygulamasidir. 1972'de Nelder ve Wedderburn, lineer
regresyon ile ¢ozmeye uygun olmayan problemlerin ¢éziimii i¢in bazi teknikler

Onermistir. Lojistik regresyon bunlarin 6zel bir durumu olarak ortaya ¢ikmistir[55].

Lojistik Regresyon, [-o0, +oo] araligindaki lineer regresyonun sigmoid fonksiyonu
yardimiyla logit doniisiimii kullanilarak [0,1] araligina doniistiiriilmesiyle elde

edilen istatistiksel bir regresyon modelidir[52,53].
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Lojistik regresyonu anlamak i¢in Once lineer regresyonu anlamak daha dogru
olacaktir. Oncelikle lineer regresyondaki temel amacimiz bagiml ve bagimsiz
degiskenler arasindaki iliskiyi dogrusal bir sekilde tanimlamaktir[56]. Bu amagla
dogrusal regresyon modeli, tahmin edilmeye calisilan degerleri bir dogrusal
fonksiyon yardimiyla veri setindeki gercek degerlere en yakin sekilde bulmaya
caligir. Bunu, bagimli degiskenin baglh oldugu diger tiim parametrelerin agirlikli
toplamlarindan olusan genel tahmin denklemi (bag fonksiyonu) ile yapar. Bu

denklem asagidaki gibidir[52,54]:
g) = by + byxy + byxy + -+ = u(x) (2.1)

Dogrusal regresyonun basit bir grafigi asagida Sekil 2.1'de verilmistir. Burada vy,

g(y) korelasyon fonksiyonuna esdeger olarak gosterilmistir.

y =Bot B1.X
y =Bo+ slope .X

/ N

Sekil 2.1 Lineer regresyon grafigi

Dogrusal Regresyon modelinde, veri setindeki degerlerle hizalanmis en yakin
dogrusal fonksiyonu ¢izmek icin En Kiigiikk Kareler Yontemi (Least Squares

Method - LSM) kullanilir[56].
En Kiiciik Kareler Yontemi (Least Squares Method — LSM)

En kiiciik kareler yontemi, iki bagimli fiziksel biiytikliik arasindaki matematiksel
baglantiy1 olabildigince gergek¢i bir denklem olarak yazmak icin kullanilan
standart bir regresyon yontemidir. Bagka bir deyisle, bu yontem, 6l¢iim sonucundan
elde edilen veri noktalarina "olabildigince yakin" gececek bir fonksiyon egrisi
bulmaya yarar. Gauss-Markov Teoremine gore en kiiciik kareler yoOntemi,

regresyon i¢in en uygun yontemdir[56]. Asagida Sekil 2.2°de Dogrusal olarak
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dagitilmig verilere sahip bir veri kiimesindeki dogrusal fonksiyon grafigi drnegi

verilmistir[57]. Bu 6rnek denklem (2.2)’deki gibi ifade edilebilir.

Datapoints
Regression

0.2 04 06 08 1.0

Sekil 2.2 Dogrusal olarak dagitilmis verilere sahip bir veri kiimesindeki dogrusal

fonksiyon grafigi 6rnegi[57]

Basit bir 6rnek vermek gerekirse, aralarinda lineer bir baglanti bulunan X ve Y adli
iki fiziksel niceligi g6z Oniinde bulundurarak; Y, X'in bir fonksiyonu olarak
yazilabilir. Bu iki miktar arasindaki baglanti dogrusal oldugundan, bir denklem

olarak ifade edilebilir[56]:
Y=AX+B (2.2)

X ve Y arasindaki baglant1 tek bir dogrusal denklem olarak ifade edilecekse, bu
noktalara miimkiin oldugunca yakin gececek bir ¢izgi bulunmalidir. Bagka bir
deyisle, yukaridaki denklemde a ve b, elde edilen ¢izgi veri noktalarina miimkiin

oldugunca yakin olacak sekilde degerler olarak se¢ilmelidir.

En kiigiik kareler yontemi, denklemin verdigi (teorik) Y degerleri ile dlgiimlerin
verdigi (gergek) Y degerleri arasindaki farklarin karelerinin toplaminin indirilmesi
fikrine dayanmaktadir. Bu yontem, denklemdeki a ve b sayilarini, s6z konusu

kareler toplam1 en kiiciik (dolayisiyla adi buradan geliyor) olacak sekilde secer[56].
Logit Doniisiimii (The Logit Transformation)

Lojistik regresyon, lineer regresyondan tiiretilen bir regresyon modeli olmasina
ragmen, bagimli ve bagimsiz degiskenler arasinda lineer bir iliski varsaymadigi i¢in
lineer regresyondan farklidir. Ancak bagimsiz degiskenlerin logit degerleri ile

sonug degiskeni arasindaki dogrusallig esas alir[52,53].
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Lojistik regresyon sadece bagimli degisken tarafindan karakterize edilen olayin
varlig1 veya yoklugu ile ilgilendiginden, bunu gosterecek g () bag fonksiyonu g()>0
ve g()<1 kosullarin1 da saglamalidir[52,53]. Diger bir deyisle bagimli degisken y
basar1 olasilig1 (p) ve basarisizlik olasilig1 (1-p) oldugundan; p>0 ve p<1 oldugu
sOylenebilir. Bu durumda g() fonksiyonunun her zaman pozitif olmast durumu iistel

bir fonksiyon kullanilarak (2.3) denklemindeki gibi ifade edilebilir[52,53].

g = e*® (2.3)

Ayn1 zamanda fonksiyonun g'den biiyilik bir sayiya boliinmesi gerekir ki g() her
zaman 1’den kiiclik olsun. Burada olusan p olasiligi (2.4)’deki gibi ifade
edilebilir[52,53,54].

et (2.4)

P=ou® 11

Eger denklem (2.1) , denklem (2.4)’te yerine konursa, olasilik fonksiyonu p
asagidaki gibi olur[52,53].

e” (2.5)

p basar1 olasilig1 ve q basarisizlik olasilig1 ise [52] deki gibi,

g=1-p (2.6)

(2.5) denklemindeki p degeri (2.6)'da yerine yazilirsa, (2.7) denklemini
olusturur[52].

e¥ 2.7)

p ve q arasindaki oran hesaplanirsa, denklem tek oran olarak adlandirilan denklem

(2.8) olur[52,53].

P oy (2.8)
1-p

(2.8) denkleminde esitligin her iki tarafinin logaritmasi alinirsa y degeri asagidaki

gibi elde edilir (Bdylece logit doniisiimii yapilmistir)[52,53,55].
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- os(2) @

Buradan modele geri doniiliir ve (2.1) denklemindeki u(x) denklem (2.9)'da yerine

konursa (2.10) denklemi elde edilir[52,53,54].
u(x) = log (ﬁ;p) 10

Yukarida p'nin bagimsiz degiskenlerin dogrusal bir fonksiyonu oldugu sdylendi.

Boylece dogrusal olmayan bir yap1 dogrusal bir sekilde gdsterilmistir.

Denklemin (2.5) diger adi lojistik fonksiyondur[52,53]. Sigmoid fonksiyonun
yaygin olarak kullanilan bir seklidir. Grafigi Sekil 2.3'te gosterildigi gibidir.

1
L

o)
ol

Sekil 2.3 Lojistik fonksiyon grafigi[53]

Sigmoid Fonksiyonu

Bir sigmoid fonksiyonu, karakteristik bir "S" sekilli egriye veya sigmoid egriye
sahip olan matematiksel bir fonksiyondur. Sigmoid fonksiyonun yaygin bir 6rnegi,
Sekil 2.4’te gosterilen ve asagidaki formiil ile tanimlanan lojistik

fonksiyondur[52,53].

e* (2.11)
$¢) T 14e*  1+e*
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Sekil 2.4 Sigmoid fonksiyonun grafigi[53]

Bir ikili siniflandirma probleminde bazi egitim verileri verilsin:
D={(x"y"),n= 12,..,N}, burada hedef degisken y€{0,1} dir. Yeni bir x

girisinin smif 1'e ait olma olasilig1 kullanilarak atanabilir[53,54].

p(y =1lx) = f(x"w) (2.12)

Burada f fonksiyonu lojistik fonksiyondur. Lojistik regresyon modele karsilik

gelir[53].

p(y =1]|x) = o(b + xTw) (2.13)
Burada b bir skalerdir ve w bir vektordiir. Sigmoid fonksiyonunun b + xTw
arglimani arttikca, x'in 1. sinifa ait olma olasilig1 artar[53,54].
Karar Stniri(Decision Boundary)
Karar sinir1, p(c = |x) = p(c = 0]x) = 0.5 olan x kiimesi olarak tanimlanir. Bu,
hiper diizlem tarafindan verilir.

b+xTw=0 (2.14)

Karar siirt p(c = |x) = 0.5 (diiz ¢izgi). Iki boyutlu veriler i¢in karar smir1 bir
cizgidir. Sinif 1 i¢in tim egitim verileri (mavi bolgede koyu mavi daireler) ¢izginin
bir tarafinda ve sinif 0 i¢in (gri bolgede gri daireler) diger tarafta yer aliyorsa,
verilerin  Sekil 2.5’te gosterildigi gibi dogrusal olarak ayrilabilir oldugu
sOylenir[58].
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Logistic Regression

Sekil 2.5 Bir Lojistik Regresyon siniflandiricisi kullanilarak siniflandirilan iki

boyutlu 6rnek veri kiimesi i¢in karar sinir1[58]

Asagidaki Sekil 2.6'da hiperdiizlemin b + xTw > 0 olan tarafinda x girdilerinin
1'ler, diger tarafinda ise 0'lar olarak siniflandirildig1 agik¢a goriilmektedir. "Sapma"
parametresi (bias) b, karar smirin1 sabit bir miktarda kaydirir. Karar siirimin

oryantasyonu, hiper diizlemin normali olan w tarafindan belirlenir[53,54], bkz.
Sekil 2.6.

Geometrik yorumu agikliga kavusturmak igin, x karar sinirinda bir nokta olsun ve
yeni bir x* = x + w noktasi olsun. Burada w+, w'ye dik bir vektordiir, boylece

wTw0t = 0. Daha sonra,
wix*=b+wl(x+wh)=b+wix+wiwt=b+wix=0 (2.15)

Boylece, eger x karar sinirindaysa, x artt w'ye dik herhangi bir vektor de dyledir. D
boyutlarinda, w'ye dik olan vektorlerin uzayi, D - 1 boyutlu bir hiper diizlem
olusturur[53]. Ornegin, veri iki boyutluysa, karar sinir1 Sekil 2.6'da gosterildigi gibi
tek boyutlu bir hiper diizlem, bir ¢izgidir.

Sekil 2.6 Karar siirinin gorsellestirilmesi[53]
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Yukarida belirtildigi gibi, ger¢ek degerler ile LSM tahmini kullanilarak tahmin
edilen degerler arasindaki farkin dogrusal modelde en diisiik oldugu regresyon
modeli (2.2)'deki gibi bulunur[56]. Lojistik Regresyonda, LSM yerine Maximum
Likelihood Method (MLM) kullanilir[52,53]. Ciinkii Lojistik Regresyonda tahmin

edilen durum siniflarin olasilik degerleridir.

Lojistik Regresyon ve Lineer Regresyon arasindaki fark asagidaki Sekil 2.7 ve
Sekil 2.8’de oldugu gibi gosterilebilir - x ekseni arglimani, y ekseni sonug

degiskenini temsil eder.

Sekil 2.7 Lineer regresyon

Sekil 2.8 Lojistik regresyon

Sekil 2.7 ve Sekil 2.8'de goriildiigii gibi sonu¢ degiskeninin degerleri ({0,1},

olasilik degerleri) i¢in dogrusal regresyon kullanilmasi uygun degildir.
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Maximum Olabilirlik Yontemi(Maximum Likelihood Method - MLM)

Istatistikte, maksimum olabilirlik tahmini, olabilirlik fonksiyonunu optimize ederek
bir modelin parametrelerini tahmin eden, yani kullanilan istatistiksel modelde

yapilan gbzlemlerin en olas1 oldugu parametreleri segen bir tahmin yontemidir[59].
Maksimum olabilirlik yonteminin arkasindaki temel ilke beklentidir:

"Rastgele bir olayin meydana gelmesi, olaymn gergeklesmesi

en muhtemel olay olmasindan kaynaklanir."

Bu yoéntem 1920'lerde Ingiliz istatistik¢i Sir Ronald A. Fisher (1890-1962)
tarafindan kesfedildi[59].

Belirli bir yigindan* Xi, Xz, Xs, ..., X, seklinde gekilen 6rnekler olsun. Bu
orneklerin ait oldugu yi1ginin dagilim tiiriiniin bilindigi ve 6rneklerin birbirinden

bagimsiz oldugu varsayilir.

Amag, y1gmin olasilik yogunluk fonksiyonunu sekillendiren parametreleri bilinen
orneklerden tahmin etmektir. Yiginin olasilik yogunluk fonksiyonu p (x|0)

olsun[52,53].
X1, X2, X3, ..., Xo'nin birbirinden bagimsiz oldugu bilindiginden,

n (2.16)
1©® = [pel 0
k=1

L(0) “olabilirlik fonksiyonu” olarak adlandirilir. L()'yi maksimize etmek igin
parametresine gore tiirev alinirsa, tiirev ifadesini sifir yapan deger, p (x|0) 'nin 0

parametresi (y1ginin olasilik fonksiyonu) i¢in tahminimiz olacaktir[60].

Durum asagidaki Sekil 2.9 Gauss dagilimindan tek boyutlu uzaydaki noktalar ile

Ozetlenebilir.

Tek boyutlu uzaydaki noktalar asagidaki gibi Gauss dagilimindan kaynaklanir.
Noktalarin kaynaklandigi dagilimin varyans (c?) parametresinin bilindigi ve

ortalama (p) parametresinin bilinmedigi varsayilsin. Noktalarin ait oldugu sonsuz

4 Yigin (population), istatistiksel agidan incelenmek istenen tiim birey, nesne, olay ya da 6lgiim
degerlerinin olusturdugu, genellikle ¢ok biiyiik veya sonsuz biiyiikliikte varsayilan temel veri
evrenidir. Orneklem bu yigindan rastgele segilerek elde edilir ve yapilan analizlerin amac1, bu 6rnek
iizerinden y18inin 6zellikleri hakkinda genelleme yapmaktir.
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yigin aday1 olabilir. Bu sonsuz yigin adaylarindan dordii asagida gosterilmistir.
Ortalama (p) parametresi nedeniyle her kesikli ¢izginin konumu farklidir. Cilinkii
her birinin degeri farklidir. Bu yiizden noktalarimizin ait oldugu sonsuz y1gin aday1

olabilir. Ancak burada p parametresinin puanlara gére en uygun olani tahmin

edilecektir[59].

Sekil 2.9 Gauss dagilimindan tek boyutlu uzaydaki noktalar[61]

Bu noktalar kullanilarak, yukaridaki denklem (2.16)'daki formiil yardimiyla
Olabilirlik Fonksiyonu L(0) ¢ikarilir. L(0) grafigi asagida Sekil 2.10°daki gibidir.

4

12x 107
8x107} 5

-7
4x10

: o 0
| 2 5 4 ) 6 7
Sekil 2.10 L(0) grafigi[62]
L(0)'nin “e” tabanina gore logaritmas1 alinirsa;
In L(6) = In(p(x110) . p(x216) ... p(x,10))
=Inp(x|0) + np(x,|0) + ... + Inp(x,|0)
= 33y In(p(x, [6)) 17

denklem (2.17) yukaridaki gibi elde edilir. Daha sonra (2.17) denkleminin 0'ya gore
tiirevi ve InL(0) ‘yi maksimum yapan 0 degeri bulunur. Bu degerin grafigi asagida
Sekil 2.11°deki gibidir.
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In L(6) dnL(B) B

-20¢ a8 ’

100k 1 2 3 4 5 6 \7
Sekil 2.11 Maksimum 6 degerini gosteren In L(6) fonksiyonu[63]

2.1.2 K En Yakin Komsular (K-Nearest Neighbors)

K-En Yakin Komgular, smiflandirma islemlerinde kullanilan hafiza tabanh
yontemler arasinda sayilan bir yontemdir. Etiketlenmemis yeni bir veri noktasi, en
yakin k komsusuyla iligkili bir cogunluk etiketi atanarak siniflandirilir. Bu en yakin
komsular, Oklid mesafesine dayali olarak en yakin k veri noktasidir. Asagida Sekil

12°de KNN igin karar sinir1 verilmistir[58].

k-Nearest Neighbors

Sekil 2.12 K-En Yakin Komsu algoritmasi i¢in karar siniri[58]

Bu yontemde gozlem degerleri arasindaki uzakliklar kullanilarak siniflandirma
islemi yapilir. Uzaklhik iligskisi olarak cogunlukla Oklid uzakhik formiilii
kullanilir[64]. Sekil 2.13’te k=3 ile KNN i¢in agiklamali bir gorsel verilmistir.

» (2.18)

(i, j) = Z(xij - xjk)z

k=1
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Q KEY:
\ Q QO Unlabled Data Point
K I ,’ @ Positive Class

@ Negative Class

Sekil 2.13 k=3 ile k-En Yakin Komsular siniflandirma algoritmasi i¢in gorsel
aciklama[58]

Algoritma su sekilde calisir.

* Bir k parametresi belirlenir. Bu parametre, belirli bir noktaya en yakin

komsu sayisidir.

* Bu algoritma belirli bir noktaya en yakin komsular1 belirlediginden, o

nokta ile diger tiim noktalar arasindaki mesafeler ayr1 ayr1 hesaplanir.

* Yukarida hesaplanan uzakliklara gore siralar biiyiikten kii¢lige siralanir ve

aralarindan en kiictik k segilir.

* Segilen satirlarin ait oldugu kategori belirlenir ve en ¢ok tekrarlanan

kategori degeri secilir.

* Secilen kategori tahmin edilmesi beklenen goézlem degerinin kategorisi

olarak kabul edilir[64].

Siniflandirmay1 yalnizca en yakin tek komsuya dayandirmak yanligliklara yol
acabilir. Komsu basit¢e yaniliyorsa (yanlis bir egitim sinifi etiketine sahipse) veya
smifinin 6zellikle temsili bir 6rnegi degilse, bu durumlar tipik olarak yanlis bir
siniflandirmayla sonuglanacaktir. Tek bir en yakin komsudan daha fazlasini dahil
ederek, daha yumusak bir karar sinir1 ile daha saglam bir simiflandirict

yapilabilir[65].
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Sekil 2.14 Siniflandirilacak merkezli bir hiperkiire noktast ve komsulari[65]

K-en yakin komsularda, Sekil 2.14'te siniflandirilacak noktanin (burada merkezi
nokta) etrafinda bir hiperkiire ortalanir. i¢ daire en yakin komsuya karsilik gelir.
Ancak, en yakin 3 komsuyu kullanarak iki "mavi" sinif ve bir "kirmiz1" sinif
oldugunu buluruz - ve bu nedenle nokta "mavi" sinif olarak smiflandirilir.

Beraberlik durumunda, k beraberlik bozulana kadar uzatilabilir[65].

Farklilik 6l¢iisii olarak Oklid mesafesinin kabul edilmesinin nedeni budur, K-En
Yakin Komsular algoritmasi, x test noktas1 merkezli bir hiperkiireyi dikkate alir.
Hiperkiire egitim verilerinde tam olarak K noktas1 igerene kadar r yarigapi artirilir.
Smuf etiketi c(x) daha sonra hiperkiire (hipersfer) icindeki en ¢ok sayida sinif

tarafindan verilir[65].
2.1.3 Naive Bayes

Naive Bayes smiflandiricisi, Bayes teoremine dayanan olasiliksal bir

yaklagimdir[66].
Bayes’ Teoremi

Bayes teoremine dayali siniflandirmalar yapmak miimkiindiir. S; ve S; ayrik

(uyumsuz) olaylardir [66,67].

S,NS,=0. (2.19)
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Sy S»

Sekil 2.15 Sy, Sz ve A olaylar1[67]

A olaymin T; ve T cinsinden agiklanmasi. Bunun i¢in kosullu olasilik kullanilir.

P(AlS;) (2.20)

P(S5:14) = “PQA)

Sekil 2.15'te goriildiigii gibi, A olayr Si ve Sz olaylarindan birinde gergeklesir. A
olay1 i¢in agagidaki bagint1 yazilabilir[67].

A=(5,NnA) U (S,NnA) 2.21)

Bdylece, A olaymin olma olasiligi su sekilde yazilabilir:

P(A) = P(S; N A) + P(S, N A) (2.22)

Denklem (2.20) kullanilarak asagidaki bagint1 elde edilebilir.

P(AlS;) (2.23)

P(5:14) = P(S; n A)+ P(S, n A)

Bu sonug genellestirilebilir. Temel kiime Si, Sa, ..., S, olaylarindan olusuyorsa ve
olasiliklar sifir degilse, A olaymin S; olayinda meydana gelme olasilig1 asagidaki
gibi hesaplanir:

P(Als;) (2.24)

P(S;|A) =
(J| ) ?=1P(Si 8] A)

P(A|S; ) = P(A|S))P(S;) oldugu icin asagidaki gibi yazilabilir[67]:

P(Als; )P(S;) (2.25)
PGS nA)

P(Sj]4) =
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Bayes’ Siniflandiricist

Bayes siniflandiricilart  istatistiksel — smiflandirma  teknikleri  arasindadir.
Siniflandirma isleminin basinda, X kiimesinin siif tiyeligi bilinmeyen bir veri
kiimesi olarak kabul edilirse ve bu X veri kiimesinin C sinifina ait oldugu hipotezi
H ise, P(H|X) olasilig1 hesaplanabilir. Hnin C smifina ait oldugu varsayimiyla.
Burada P(H|X), H hipotezinin X {iizerinde sartlandirilmasina iligkin "olasilik
sonras1" olarak bilinir. Bayes iliskisi su sekilde ifade edilebilir[67]:

P(X|H)P(H) (2.26)

PCHIX) = =55

P(H), hipotezi olusturan bir "0ncel olasiliktir" (priori). P(X|H), H kosulunda bir

“sonsal olasilik™tir.
Naive Bayes Siniflandiricisi

Naive Bayes smniflandiricisi, siniflandirmadan once veri setindeki gozlem
degerlerinin her biri i¢in olasilik degerlerini hesaplar. Algoritma, bir eleman igin
her durumun olasiligin1 hesaplayarak ¢alisir ve bunu olasilik degeri en yiiksek olana
gore siniflandirir. Her egitim 6rnegi, bir hipotezin dogru olma olasiligini kademeli
olarak artirabilir/azaltabilir -Gnceki bilgi gozlemlenen verilerle birlestirilebilir[66].
Naive Bayes algoritmasi, adin1 6zellik bagimsizligimin saf varsayimindan alir.
Naive Bayes algoritmasinin karar smir1 Sekil 2.16'da gosterilmektedir. Ozellik
eksenleri boyunca simif etiketleri (Y = [y; = +1; y, = -1]) i¢in kosullu olasiliklar
asagida Sekil 2.16’da gosterilmistir. Kosullu olasiliklarin bir Gauss dagilimindan
alindig1 varsayilir[58].

Gaussian Naive-Bayes

P(z,|Y = 41) 8 Positive

Negative
lass

. * .~ 0 o: ° °
- oﬁO..O‘:“: 8!" oo, i"’..o.
o. “" .‘. 4 'f
Ry o deoo | N _ ¥ _ " oo e
‘.. a® :.o o® 3'
. °

°
. P(za]Y = —1)

P(z,|Y =+1)  P(z,|Y = —1)

Sekil 2.16 Naive Bayes algoritmasinin karar siniri[58]
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Kiigiik bir egitim verisi ile ¢cok basarili bir smiflandirma yapabilmektedir. Ote
yandan, veri girisi ve c¢ikisi degisken olan dinamik veri kiimelerinde, her
siniflandirma islemi ig¢in veri setini tekrar tekrar taramak zorunda oldugundan

siiflandirma yapmak zor (maliyetli) olacaktir. Algoritma su sekilde agiklanabilir:

X, smif iiyeligi bilinmeyen bir veri rnegi olsun. Ornek X= {x1, X2, ..., X} Oznitelik

degerlerinden olugmalidir. Bu 6rnek sinifta m siif oldugunu varsayildiginda; Ci,

Ca, ..., Cn sinif degerleri olsun. Sinifi belirlenecek 6rnek igin,
_ PIX|CHP(Cy) (2.27)
P(Ci|X) = TP

olasiliklar hesaplanir. P(X|C;) olasiligi i¢in, 6rnegin x; degerlerinin birbirinden

bagimsiz oldugu varsayilarak agsagidaki denklem kullanilabilir[68].

P(X|C) = [T=1 P(xxc|C) (2.28)

Bilinmeyen X 6rnegini siiflandirmak igin, (2.27) denklemindeki P(C;|X) igindeki
paydalar birbirine esit oldugundan, yalnizca pay degerlerini karsilagtirmak
yeterlidir. Bu degerlerden en biiyiigii se¢ilerek bilinmeyen 6rnegin bu sinifa ait

oldugu belirlenir[67].

Argmax{P(X|C))P(C))} (2.29)

Sonsal olasiliklar1 kullanan yukaridaki ifade (2.29), “Maksimum A Posteriori
Siniflandirmast (MAP)” olarak da bilinir. Son olarak, denklem (2.28) nedeniyle,
asagidaki denklem Bayes siniflandiricist olarak kullanilabilir[66]:

i (2.30)
Cyap = arg max 1_[ PO |Cy)
k=1

Kosullu olasilik degerlerini hesaplamak i¢in sayisal veri dagiliminin normal
dagildig1 varsayilirsa Gauss dagilimi kullanilabilir. Olasilik yogunluk fonksiyonu
su sekilde hesaplanabilir[68]:

_(xk—ﬂci)z

1 a2
POl C) = f (i ey 0c) = e 7 2.31)

burada u¢, ortalama, o, ise standart sapmadir.
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Stifir Olasuhik (Sifir Frekans) Sorunundan Kacinmak

Test setindeki bir degerin egitim setinde gdzlenemeyen bir degeri varsa olasilik
degeri olarak sifir verir yani tahmin edemez. Bu durum genellikle “Sifir Frekans”
olarak bilinir. Diizeltme teknikleri bu durumu ¢6zmek i¢in kullanilabilir. En basit
diizeltme tekniklerinden biri “Laplacian Estimator (Laplacian Correction)” olarak
bilinir. Laplace diizeltmesi, her duruma bir eklenerek uygulanabilir. Elde ¢ok fazla
veri oldugu diisiiniiliirse her bir duruma ait 6zellik degerlerine 1 eklenmesi durumu
genel olarak etkilemeyecegi gibi sifir olasiliktan da kurtulmamiza yardimci

olacaktir[69].
2.1.4 Karar Agaci (Decision Tree)

Karar agaclari, swrali bir karar siirecini grafiksel olarak diizenlemenin bir
yoludur[58]. Siniflandirma agaglari, akis semalarina benzer yapilardir. Bir Karar
Agaci, her bir diigiimiin bir 6zellige uygulanan bir if-else testini temsil ettigi ve
dallarin olas1 sonuglar1 temsil ettigi diigiimlerden ve dallardan olusur[65]. Her
Oznitelik bir diigiim tarafindan temsil edilir. Dallar ve yapraklar aga¢ yapisinin
unsurlaridir. Son yapiya "yaprak", iist yapiya "kok" ve aralarindaki yapilara "dal"

adi verilir[69].

Siniflandirma modelleri, ¢ok sayida Oznitelik igeren bir veri kiimesinden
tiiretilebilir. Ancak, baz1 6zellikler bu modele dahil edilmeyebilir. Bir siniflandirma

agaci ornegi asagida Sekil 2.17'de verilmistir.

‘ Weather
Sunny Cloudy Rainy
, ‘ , \
‘ Humidity Yes ‘ Wind ‘
.// \\ // \\
High Normal Strong Weak
/ AN / N\
No Yes No Yes

Sekil 2.17 Siniflandirma agaci 6rnegi[65]

40



Sekil 2.18 Iki boyutlu veri seti ve diigiimler ve dallar ile karar agaci

algoritmasinin karar siniri[58]

Her dikdortgen bir diigiimii temsil eder ve dallar Sekil 2.18'de oklarla temsil edilir.
Karar Agaglarinda Dallanma Kriterleri

Smiflandirma agaclarindaki en 6nemli sorunlardan biri de hangi kriterlere gore
boliimleme yani herhangi bir kdkten dallanma yapilacagidir. Aslinda, bir karar

agaci algoritmasi her bir farkli kritere karsilik gelir.

Entropi tabanli segmentasyon kullanan algoritma Ornekleri, ID3 ve C4.5

algoritmalaridir.
Entropi

Bir sistemdeki belirsizligin Olciisiine "entropi" denir. S bir kaynak olsun. Bu
kaynagin n mesaj, mesajlar {mi, m, ..., ma} olmak iizere, iiretebilecegi ve tim
mesajlarin birbirinden bagimsiz oldugu varsayilmaktadir. P = {p1, p2, ..., Pn}
olasilik dagilimi ile mi mesajlar1 liretme olasilig1 pi'dir mesajlar1 iireten S

kaynaginin entropisi H(S) asagidaki gibidir[67]:

HES) = - ) piloga(p) .
i=1 .

Karar Agacinda Entropi

Karar agaglari olusturulurken dallanmaya hangi 6znitelikten baglanacagi dnemlidir.
Clinkii sinirlhi sayida kayittan olusan bir egitim seti kullanarak olasi tiim agac
yapilarini ortaya ¢ikarmak ve aralarindan en uygununu secerek oradan baglamak

zor bir igtir. Bu nedenle karar agaci algoritmalarinin ¢ogu bastan bazi degerleri

41



hesaplar ve buna gore bir aga¢ olusturur. Bu amagla entropi kavrami kullanilabilir

ve agacin entropi degerine gore dallanmas1 gergeklesebilir.

Veri tabanindan egitim i¢in elde edilen kayit setinin egitim seti sinifinin alacagi
degerlere gore {Ci, Co, ..., Ci} seklinde k sinifa ayrildigini diisiinelim. Bu siniflar
hakkinda ortalama bilgi miktarina ihtiya¢ duyulabilir. Burada S, sinif degerlerini

iceren kiime i¢in Ps siniflarinin olasilik dagilimidir ve agagidaki gibi hesaplanir[69].

PZ(IQI |1C, | Ick|>
STUSL IS S

(2.33)
|C;| ifadesi, Ci kiimesindeki eleman sayisini verir. Burada, 0rnegin, p; = %

olasilig1 ifade eder. Dolayisiyla, S veya entropi i¢in ortalama bilgi miktari su sekilde
ifade edilir:

HES) = - ) piloga(p) -
i=1 .

Dallanma ve Kazang Kriterleri icin Ozniteliklerin Secilmesi

Hedef 6zniteligi temsil eden S'nin, hedef 6zniteligi olmayan (yani bir sinif 6zniteligi
olmayan) bir X 6zniteliginin degerlerine bagl olarak Si, Sz, ..., Sy alt kiimelerine
boliinsiin. S'nin bir elemanimin smifin1 belirlemek i¢in gereken bilgi, Si'nin bir
elemaninin sinifin1 belirlemek i¢in gereken bilginin agirlikli ortalamasi olarak kabul
edilir. Dolayisiyla bu tanima gore S'nin bir elemaninin simifin1 belirlemek igin
gerekli olan bilgi asagidaki gibi hesaplanir[69].

o ISi)
5]

H(X,S) = H(S)

l

(2.35)

S setinin X testine® gore boliinmesi sonucunda elde edilen bilgiyi lgmek igin
"kazang kriteri" adi verilen bir ifade kullanilmaktadir. Bu kriter [67]deki gibi

asagida denklem 2.36’daki olarak tanimlanabilir:

Kazang (X,S) = H(S) — H(X,S) (2.36)

5 Veri kiimesi S'yi, 6znitelik X'in degerlerine gore alt pargalara ayiran bir karar kosulu veya dallanma
kuralidir. Ornegin; Eger X = “Yag” degiskeni ise; test = “Yas > 30?” olabilir.
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Burada aynistirma yapilirken Kazang (X, S) degerinin maksimize edilmesi
amaclanmaktadir. En yiiksek bilgi kazancini saglayan ve kazanci maksimize eden
X ozelligi segilir.

Kazang kriteri hesaplanirken eger bir 6zellik digerlerinden ¢ok farkli degerler
iceriyorsa (2.35)'teki H (X,S) degeri sifir veya sifira yakin olacaktir; (2.36)'daki bilgi
kazanci en yiiksek degere ulasacagi icin yaniltict sonuclar elde edilebilir. S6z
konusu problemin ¢éziimii i¢in veri setinde boyle bir 6znitelik varsa bilgi kazanimi

yerine “kazang orani1” ad1 verilen bir iliski kullanilmaktadir[67].

Kazang oraninin hesaplanmasinda boliinmiis bilgi ad1 verilen kavram Quinlan [69]
tarafindan ortaya atilmistir. Bu yol, S kiimesi i¢in X Ozniteliginin degerini
belirlemek icin gerekli bilgi miktarini ortaya ¢ikarmak amaci ile bulunmustur. S6z
konusu bilgi miktar1 H(Pyxs) seklinde ifade edilebilir. Burada Py sifadesi X 6znitelik
degerlerinin olasilik dagilimidir ve agagidaki gibi hesaplanir[67]:

:<|51| 1S, |5k|> (2.37)
XSS IS IS]

Burada H(Px ) miktari, X 6zniteligi i¢in boliinmiis bilgi olarak bilinir. Bu deger su

sekilde hesaplanir:

S| |S] |5k|> (2.38)
H (P =H|—,—,..,—
(Pxs) (ISI IS|” " |S]|

Bunun yerine asagidaki ifade kullanilabilir:

£ 1S (2.39)

H(Px,s) = WH(SL-)

l

H(Pxs) degeri ve yukarida elde edilen kazang kriteri yardimiyla kazang¢ orani

hesaplanir[67]:

Kazanc Oramt (X,S) = G:EZ(X;) (2.40)
X,S

ID3 Algoritma Adimlar

Quinlan tarafindan karar agaclari ile stniflandirma yapmak i¢in gelistirilen birgok

algoritmadan biri de ID3'tiir. Bu yontemde ve C4.5'te karar agacinda dallanmanin
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hangi  Oznitelife gore yapilacagint belirlemek icin entropi kavrami

kullanilmaktadir[67].
ID3 algoritmasinin adimlar1 su sekilde verilebilir:
1. Smif niteligi i¢in entropi hesaplanir. Bunun i¢in denklem (2.41) kullanilir.

n (2.41)
HES) = = ) pilogs(»)
i=1

2. Smmf kalitesi dikkate alinarak her bir o6zellik i¢in agirlikli ortalamalar

hesaplanir. Bu amagla agagidaki (2.42) esitligi kullanilir.

H@Q:;;%H@) (2.42)

3. Her 06zellik i¢in bilgi kazanci agagidaki (2.43) kullanilarak hesaplanir:

Bilgi Kazanci (X,S) = H(S) — H(X,S) (2.43)

4. En biiyiikk bilgi kazancin1 saglayan Ozellik secilir. Bu Oznitelik,

siiflandirma agacinin bir digtimiidiir.

5. Bir 6nceki diigimden ayrilan her dal i¢in veri seti yeniden diizenlenir ve 1.
adima geri doniiliir. Her adimda veri seti satirlar1 azaltilir. Islem, islenecek

bagka satir kalmayincaya kadar devam eder.
C4.5 Algoritmast

Quinlan tarafindan ID3 algoritmasinin genigletilmis bir versiyonu olarak
geligtirilmistir. Bu algoritma, ID3 algoritmasinin adimlarimi birebir takip
etmektedir. ID3'ten farkli olarak, sayisal degerlerle dzniteliklerin (niteliklerin) karar
agaclarin1 olusturma olanagr saglamistir. Ek olarak, bilinmeyen 06znitelik
degerlerine sahip 6rnek kiimeler i¢in, karar agacinin ne sekilde olusturulacagina

dair bir yontem saglar[69].
Sayisal Degere Sahip Nitelikler

C4.5 algoritmas: arastirmacilara sayisal ozellik degerlerini kategorik degerlere
doniistiirmenin bir yolunu sunar. Bunun i¢in 6znitelik degerleri bir t esigine gore
iki pargaya béliiniir ve her bdliim igin bilgi kazanci hesaplanir. Islemler sonucunda

en biiyiik kazanci saglayacak olan boliinmeye ulasilmasi hedeflenir[67].

44



Bilinmeyen Oznitelik Degerleri

Veritabanindaki bazi bilgiler bazen kaybolabilir. Veriler toplanirken bazi degerler
kaydedilmemis veya eksik kaydedilmis olabilir. Kaybolan degerlerin neden oldugu

sorunlar1 6nlemek i¢in asagidaki yollardan biri izlenebilir[67]:
a) Eksik verilerle ilgili tiim degerler veri tabanindan silinir.
b) Kayip verilerle ¢aligmak i¢in yeni bir algoritma kullanilir.

[Ik ¢oziimiin basit olmasma ragmen; kayip veriler biiyiikse, bu ¢dziim kabul

edilemez. Boyle bir durumda ikinci se¢enegi tercih etmek daha akillica olacaktir.

C4.5'te eksik verileri olan numuneler i¢in kazang kriterini hesaplamak i¢in bir
diizeltme faktorii kullanilir. H(X) ve H(X, S) degerlerinin daha 6nce belirtildigi gibi
hesaplandigini varsayalim. Bu hesaplamalarda sadece 6zellikleri bilinen numuneler
dikkate alinir. Yani eksik degerleri iceren satirlar egitim setinden ¢ikarilmistir. Bu

durumda kazang kriteri F faktorii kullanilarak diizeltilir[67]:

_ Veritabaninda bilinen degere sahip 6rnek sayist (2.44)

~ Veritabaninda tiim degerlere sahip 6rnek sayist

Yeni kazang kriteri s0yle olacaktir:

Kazang (X) = F(H(S) — H(X,S)) (2.45)

Benzer sekilde degeri bilinmeyen ornekler ek bir gruba boliinerek H(Py ) bilgi
bolme degeri hesaplanabilir. X testinin bu test veri setini n + 1 alt kiimeye
boldugii varsayilirsa, H(Pys) degeri hesaplanir. Bu, kazang oranmim degerini

dogrudan etkiler.
Budama Karar Agaclart

Karar agaclar1 karmasik bir goriiniime sahip olabilir. Bir karar agaci, bir alt agac
atilarak bir yaprak ile degistirilebilir. Bu isleme "karar agacini budama" denir.
Budama, "tahmin hata oranin1" azaltmay:1 ve smiflandirma modelinin kalitesini

iyilestirmeyi amaclar[70].

Ancak hata oranini hesaplamak kolay degildir. Tahmini hata oranini belirlemek i¢in
yeni bir dizi ek test 6rnegi kullanilabilir. Bu teknik, dnceden var olan 6rnekleri esit
biiylikliikte bloklara boler ve her blok i¢in o blogu olusturan tiim 6rneklerden bir

agac olusturulur, ardindan bu agac verilen 6rnek blogu ile test edilir. Budama
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isleminin temeli, smiflandirma dogruluguna katki saglamayan alt agaclarin

cikarilmasidir. Boylece daha az karmasik bir agac iiretilir.
Ozyinelemeli bolme yonteminde diizenleme yapmanin iki yolu vardr:

a) Bazi durumlarda 6rneklem setinin daha fazla boliinmemesine karar
verilir. Bolmenin sona ermesi olarak y* gibi istatistiksel testlere dayanir.
Bolmeden dnce ve sonra gozle goriiliir bir fark yoksa s6z konusu diigiim
yaprak olarak gosterilir. Yani aga¢ dallanmadan karar verilir. Bu teknige

"6n budama" denmesinin nedeni budur.

b) Baz1 agaglar secilen bir "dogruluk 6l¢iisii" kullanilarak budanabilir. Bu
yontemde aga¢ olusturulduktan sonra budama yapilir. C4.5 simiflandirma

yontemi bu teknigi kullanir.

C4.5'te budama

C4.5'te beklenen hata oranmi tahmin etmek i¢in 6zel bir yontem kullanilir. Bu
yonteme "kotiimser budama" denir. Agactaki her bir diiglim i¢in U list gliven

siniri, iki terimli dagilimlarin istatistiksel tablolar1 kullanilarak elde edilebilir[70].

Verilen diiglim Ucr, Si ve E’nin bir fonksiyonudur. C4.5 algoritmas1 %25 giiven

. o . . 1Sil\ qonsse o ..
sinirin1 kullanir ve verilen her digiimdeki Si'yi U%zs(?‘)dugumunun giiven

araligiyla karsilagtirir. Her yapragin tizerindeki agirliklar toplam vaka sayisidir. Alt
agactaki kok diiglimiin beklenen hatasi, yapraklardaki toplam agirligin Uy,zs’inden
azsa (alt agacin beklenen hatasi), alt aga¢ yok edilir. Yerine bir kok digim

yerlestirilir. Boylece budanan agagta yeni bir yaprak olarak goriiniir.
2.1.5 Destek Vektor Makineleri

Destek Vektor Makineleri (Support Vector Machines - SVM), ilk olarak Cortes ve
Vapnik tarafindan 1995 senesinde tamtilmustir. Ozellikle de dogrusal olmayan
veriler lizerinde sagladigi etkin ayirma yetenegi ile makine 6grenmesinde 6ne ¢gikan
yontemlerden biri haline gelerek, bir¢ok siniflandirma problemlerine yiiksek
dogruluk sundugu goriilmistiir. SVM, ornekleri yliksek boyutlu bir 6zellik uzayina

tastyarak, bu uzayda optimal bir ayrim hiperdiizlemi bulmay1 hedefler[71].
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SVM, verilerin tiiriine bagli olmak iizere, algoritmanin ¢aligsmasi sirasinda ¢ekirdek
(kernel) fonksiyonlar1 da kullanilabilmektedir. Bu sayede hem dogrusal hem de
dogrusal olmayan smiflandirma islemlerini gergeklestirilebilmektedir.  Eger
smiflandirma igleminde, tam ayristirilabilir veriler kullanilirsa genellikle tim
veriler bir hiper diizlem ile smiflandirilabilmektedir. Fakat, eger tam
ayristirilamayan veriler kullanilirsa, ¢cogunlukla ayn1 boyutta tek bir diizlem ile
siniflandirilamamaktadir[72]. Bu nedenle de farkli c¢ekirdek fonksiyonlari

kullanilmaktadir.

Destek Vektor Makineleri’nin en 6nemli avantaji, siniflandirma problemini “kareli
optimizasyon” problemine doniistiirlip ¢ozmesidir. Boylece problemin ¢oziimiine
iliskin 6grenme asamasinda iglem sayisi azalmakta ve diger teknik/algoritmalara
gore daha hizli ¢6ziime ulagilmaktadir[73]. Bu niteliginden dolay1, 6zellikle biiyiik
veri setlerinde avantaj saglamaktadir. Buna ek olarak, optimizasyon temelli
oldugundan siniflandirma performansi, kullanisli olusu ve hesaplama karmasikligi
acisindan diger tekniklere gore daha basarili oldugu neticesine Nitze ve arkadaglar

tarafindan varildig sdylenebilir[ 74].

Algoritmanin temelde isleyisine bakacak olursak; bir diizlem iizerine yerlestirilmis
noktalar1 ayirmak i¢in bir dogru ¢izer. Bu dogrunun, farkli iki siifin tiim noktalar
icin maksimum uzaklikta olmasin1 amaglar ve buna ek olarak tek bir sinif iginde
bulunan farkli siniftan gézlem sayisinin en az olmasina dikkat eder. Karmasik olsa

bile, kiiciik ve orta 6lgekteki veri setleri i¢in uygundur.

Destek Vektor Makineleri’nin uygulanmas: siirecinde ¢ekirdek fonksiyonu se¢imi

ve parametre optimizasyonu 6nemli rol oynamaktadir[75].
Destek Vektor Makinelerinin Matematiksel Temelleri

Destek Vektor Makineleri’nin (SVM) matematiksel temelleri, kalkiiliis, vektor
geometrisi ve kisitli optimizasyon teorilerine dayanmaktadir. Bu yontem hem
dogrusal hem de dogrusal olmayan siniflandirma problemleri i¢in uygulanabilir bir
yap1 sunar. Ayrica veri kiimesinin dogrusal olarak ayrilabilir olup olmamasi,

algoritmanin uygulama bi¢imini dogrudan etkilemektedir[52,71].

Veri noktalari, bir boyutta bir say1 dogrusu iizerinde; iki boyutta dogru ile; li¢
boyutta diizlem ile ve daha yiiksek boyutlarda ise hiper diizlem (hyperplane)

yardimiyla ayrilabilir. Bu nedenle SVM algoritmasinin ¢alisma mantigini
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kavrayabilmek icin 0Ozellikle hiper diizlem kavramimnin temel aldigi vektor

uzaylarinin geometrisine asinalik gereklidir[53,54].

Asagida gosterilen Sekil 2.19'da iki farkli sinifi temsil eden veri kiimeleri yer
almaktadir. Sol tarafta iki boyutlu diizlem iizerinde kolaylikla ayrilabilen siiflar
dogru ile ayrilmisken, sag tarafta daha yliksek boyutlu bir 6zellik uzayinda
smiflandirilmas:  gereken veriler, ancak bir hiper diizlem araciligiyla
ayrilabilmektedir. Bu durum, 6zellikle ¢cok boyutlu veri setleri iizerinde ¢alisan
makine Ogrenmesi algoritmalart i¢in geometrik sezginin Onemini ortaya

koymaktadir[53].
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Sekil 2.19 iki ve ii¢ boyutlu veri kiimeleri i¢in smiflandirma &rnegi (dogru-hiper

diizlem 6rnekleri)
Dogrusal ayrilma durumu miikemmel dogrusal ayrilma ve belli bir hata oraniyla
dogrusal ayrilma olarak iki ayr1 kategoride incelenebilir.
Miikemmel Dogrusal Ayrilma (Dogrusal Ayrilabilme)

Regresyon modellerinde, bir dogrusal regresyon modeli asagida denklem

(2.46)’deki gibi bir dogru denklemiyle ifade edilebilir[56].

y = hg(x) =64 + 6,(x) (2.46)

O : Agirlik degerleri,
x : Bagimsiz degiskeni temsil etmek iizere.

Denklem (2.46)’da x=x1 ve y=x2 olarak yazilirsa ve sag taraf sifir olacak sekilde

denklem diizenlenirse, denklem (2.47) elde edilmis olur.
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X, =0p+ 01x; 2 0;x;1 —x, +6, =0 (2.47)
x ve w vektorleri iki boyutlu vektorler olmak iizere, x=(xi,x2) ve w=( O1,-1)
vektorlerinin i¢ carpimi:
011 —x; =<w,x > (2.48)
(2.48) seklinde ifade edilebilir[53].

Burada Denklem (2.47)’de Denklem (2.48)’te bulunan ifade yerine konulursa,

<w,x>+6,=0 (2.49)

(2.49) denklemi elde edilir[53,54].

Boylece dogru ile gosterilen dogrusal regresyon modeli kullanilarak bir hiper

diizlemin matematiksel gosterimi elde edilmistir.
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Sekil 2.20 SVM ile siniflandirma 6rnegi

Yukarida Sekil 2.20’de goriindigii gibi yi € {—1,1} olmak iizere her bir x;
vektoriiniin bir y; sinif etiketine sahip oldugu ve bu iki sinif etiketinin sekildeki gibi

dogrusal olarak ayrilabildigi goriilmiistiir[53]. Burada;

e H: bir hiper diizlemdir.

o yi=t1 ve yi=-1 iki farkli sinif etiketidir.

O halde H hiper diizleminin {izerinde kalan ve yi=+1 sinifina ait olan noktalarin

denklemi (2.50),
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<w,x; >+6, = +1 (2.50)
ve H hiper diizleminin altinda kalan ve yi=-1 sinifina ait olan noktalarin denklemi
(2.51),

<w,x; > +6, > —1 (2.51)

seklinde ifade edilebilir[54].

Denklem (2.50) ve Denklem (2.51) tek bir denklem sistemi ile gosterilmek
istenirse asagida (2.52) gibi gosterilebilir[54].

yi(<w,x; >+46) =1 (2.52)

En Uygun Hiper Diizlemin Secilmesi

Sinif-1
o
[e]
=TT b o
L PS 3
-~
8. |
Destek Vektori e .
d TrHl —(w,x) + 6, =1
. De_sl:'k‘\/e-ifl'om d H—>(w.x) + 6,=0
A T A »
A A A e A A e H2 —(w,x) + 6, = —1
Sinif-2

Sekil 2.21 En uygun hiper diizlem

Yukarida Sekil 2.21°de de goriildiigii gibi algoritma en uygun hiper diizlemi se¢mek
icin iki kosulu onceler ve her iterasyonda bu iki kosulu saglayan en iyi hiper

diizlemi bulmak iizere hesaplamalarina devam eder[53].
Algoritmanin saglamaya ¢alistig1 kosullar:

1) Her bir H; ve H; hiper diizlemleri arasindaki mesafe (2d, marjin) en biiyiik
olmalidir.

2) Smif 1 ve Smif 2’ye ait 6rnekler en iyi sekilde birbirinden ayrilabilmelidir.

Bu durumlar saglayan H hiper diizlemi en iyi hiper diizlem (optimal hyper plane)

olarak ifade edilir[54].

50



Burada yukarida tanimlanan Denklem (2.49), H optimal hiper diizlemini ifade

ederken,

<W,x>+90=0,<W,x>+eo—d=O (2.53)

(2.53) denklemi H; hiper diizlemini ve (2.54) denklemi,

<w,x>+6,+d=0 (2.54)
H> hiper diizlemini ifade etmektedir. Burada d (marjin) mesafesinin degeri
hesaplama kolaylig1 agisindan 1 olarak alinabilir[53].
Bu sartlar altinda H; ve H; hiper diizlemleri sirastyla, < w,x > +60, =1 ve
<w,x >+6, = —1 olarak ifade edilebilir.

Marjinin geometrik karsilig1 asagidaki Sekil 2.22°de verilmistir. Marjinin uzunlugu
sekilden de anlasilacag: iizere, bir veri 6rnegi ile hiper diizlem arasindaki Oklid

uzakligidir[53,54].

Sekil 2.22 Marjinin vektorel gosterimi

x ve x’ vektor ve w bir birim vektor olmak {izere; P’ noktasi, P noktasinin hiper
diizlem tizerine dik iz diistimiidiir. m ise w birim vektori ile ayn1 yondedir ve normu
d mesafesi kadardir. O halde,

w (2.55)
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Seklinde (2.55) denklemi yazilabilir. Vektorlerin ¢ikarma 6zelliginden de

xX’=x-m => x' =x—d > (2.56)
[lwl]|

(2.56) seklinde ifade edilebilir.

P’ noktas1 hiper diizlemin iizerinde oldugundan H hiper diizlem denklemini

saglayacaktir[53]. O halde,
<w,x'>46,=0

<w,x—d.—>46,=0 =>

[wl|

<w,x>—-d 2 1 9,=0 =
[iwl]
2

<w,x>-— .M+GO=O =>
[Iwl]

<w,x>—-d.||lw|]| +6,=0 =

d_|<w,x>+90| .

S wll Tl (2.57)
d= m olduguna gore maksimize edilmek istenilen marjin degeri olan 2d
degeri[54],

2
2d = (2.58)
[wl]

(2.58) olacaktir. Boylece maksimizasyonun amag fonksiyonu elde edilmis olur.

Algoritmanin saglamaya c¢alistig1 ikinci kosul ise maksimizasyonun hangi sart
altinda yapilacagmi belirleyen kisiti verecektir. Bu ise Denklem (2.52)’yi
kullanarak ifade edilebilir Burada y; degerlerinin degisimine gore Denklem

(2.50)’nin veya Denklem (2.51)’in olusacag1 goriilmektedir.
Marjinin En Biiyiiklenmesi

Yukarida Denklem (2.57)’de elde edilen marjin fonksiyonuna bakildiginda
marjinin en biiyiilklenmesi i¢in paydadaki w birim vektdri normunun en

kiiciiklenmesi yani minimize edilmesi gerekmektedir. Islem kolaylig1 ve
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tiirevlenebilirligin kolay olmasi amaciyla paydadaki ||w|| ifadesi yerine %“WIIZ
yazilabilir[53,54].
Bu durum denklem (2.59),

1 2.
2d = 5 |Iwll? (29

seklinde ifade edilebilir. Bu da vektorlerin 6zelliklerinden bilindigi tizere (2.60)
olarak ifade edilebilir.

1 2.
2d=§<w,w> (2.60)

Boylece artik algoritma tarafindan c¢oziilmesi beklenen problem karesel bir

minimizasyon problemidir.
Amag fonksiyonu: % <w,w>

Kisit fonksiyonu: y;(< w,x; > +6,) > 1,V
Karesel programlamada kisitlarin dogrusal olmasi gerekmektedir.

Yukaridaki minimizasyon problem Lagrange Carpanlar1 yardimiyla ¢dziilebilir.
Lagrange carpanlari en kiigiikleme tipindeki problemi dual probleme doniistiirerek
problemin daha kolay ¢oziilmesine imkan verir. Problemin ¢ézlimiinde kullanilan
Lagrange fonksiyonu Esitlik (2.61)’de verilmistir[72].

n

n
1
Ly(w,80,@) =5 IWI? = )" [ yi(< wxi > +60)] + ) ay

i=1 i=1

2.61)

Bu esitliklerde ai>0 olmak tizere, her bir ai Lagrange ¢arpani olarak ifade edilir.
Ly, w agirlik vektorii ve 6 sabitini en kiiglikleyen ve negatif olmayan dual degisken

a;’y1 en biiyilikleyen bir fonksiyondur[76].

Lagrange fonksiyonunun w ve 8,’ya gore kismi tiirevler alinarak Esitlik (2.62) ve

(2.63)’teki Karush-Kuhn-Tucker (KKT) kosullar elde edilir[77].

dLy (w,0¢,a) .

=w—Yinyiax; =0 =>w =YL, yax (2.62)

ow
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Ly (w,80,a)

o = 0=>XiL,yia; =0 (2.63)
0

Elde edilen esitlikler Lagrange fonksiyonunda ilgili yerlere koyularak problem en
biiylikleme tipindeki dual Lagrange problemine (Lp (o)) doniisiir. Denklem (2.64)

olarak asagida ifade edilmistir.

max Ly (@) = Lp(w,0p,a) =

1
= =1 & t 52?:1 -1 @Yy < xi,xj > (2.64 2)

su kisitlar altinda,

=1y =0 veVa; 20 (2.64 b)

Optimal hiper diizlemin belirlenmesi i¢in (2.64 a) ve (2.64 b)’den olusan model
(2.64) ¢oziilerek, dual Lagrange Lp (a)'y1 maksimum yapan ai degerleri elde edilir.
ai Lagrange carpanlarindan sifirdan biliylik deger alan egitim Ornekler “destek
vektorleri” olarak ifade edilir. Optimal ayirma hiper diizlemi, sifirdan biiyiik deger

alan bu Lagrange c¢arpanlari ile belirlenir [72].

ai 'nin ¢ézlimii ile optimal hiper diizlemin Esitlik (2.65) ve (2.66)’da verilen agirlik

vektorli w ve 6 sabit parametreleri belirlenir.

n
*
w —Z)’iaixi
i=1

1
0y’ = —5 <w,x, > (2.66)

(2.65)

Sonug olarak elde edilen hiper diizeleme bagli olarak siniflandirici Esitlik (2.67)’de

verilmistir.

f(x) = sgn((w*, x;)) + 6,") = sign(XiL, yia; < x;,%; >) (2.67)

Ayrica Esitlik (2.67)’deki siniflandiriciya alternatif olarak, algoritmanin gergek
degerler iiretmesinden dolay1 Esitlik (2.68)’de verilen siniflandiricinin kullanimi

daha uygun olmaktadir.
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-1, z< —1
) _1SZS1

) =h((w*x) +6y°) =>h(z) =1 z
1, z>1 (2.68)

Hata Payt ile Dogrusal Olarak Ayrilma

Veri setinin belirli bir hata ile dogrusal olarak ayrilma durumu, yani buna
miikemmel ayrilamama da denir; veri setinin giiriiltiilii veri icermesi, ¢ok boyutlu
olmas1 veya karmasik yapisindan kaynaklanmaktadir[75,78]. Belirli bir hata ile
dogrusal ayrilma durumunda iki sinifli veri setini ayirmak igin gevsek sinir (soft

margin) yaklagimi kullanilmaktadir[75].
Esnek Marjin

Guriltili bir veri seti igerisinde Sinif 1’e ait olmasi1 gereken veriler Sinif 2’nin
icerisinde bulunabilirken, Sinif 2’ye ait olmasi1 gereken bazi veriler de Smif 1
icerisinde bulunabilir. Yani aslinda veri setlerini diizgiin dogrularla tam olarak
ayrramiyor oldugumuzu diisinmek miimkiindiir. Bu tip durumlarda gevsek
degiskenlerden (slack variable) faydalanilabilir[71]. Bu gevsek degiskenler marjini
biiylitmek amaciyla kullanilabilecek hata pay1 olarak ifade edilebilir. Marjin ne
kadar biiyiikse SVM algoritmasi o kadar optimal bir sonuca ulasabilecek anlamina
gelir. Bu sebeple hata oranini da minimumda tutmaya calisacak sekilde marjini
biiylitmek, daha iyi sonug¢ alabilecegimiz bir optimizasyon problem i¢in

onemlidir[71].

Giriiltii icermeyen bir veri seti, yukarida da anlatildigi gibi, diizgiin ayrisabilen

dogrusal bir probleme 6rnektir.

Asagida Sekil 2.23’te “keskin marjin” ornegine, Sekil 2.24’te ise “esnek marjin”

ornegine yer verilmistir.
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Sekil 2.24 Esnek marjin 6rnegi

Yukarida anlatilan amag¢ fonksiyonu ve kisit fonksiyonlarina ufak eklemeler
yaparak belli bir hata pay:1 ile optimizasyon yapabilen bir SVM modeli elde
edebilmek miimkiin.

Hiper parametre diizlemine & gevsek degiskeni uygulanir[72].

Vi(<w,x; >460)+§=>1,6=0,V; (2.69)

Marjin Esnetme Kurall

Esnek marjin kullanilarak yapilan bir siniflandirmada, marjininn ¢ok artmasi hatali
siniflandirilan  6rneklerin  ¢ogalmasina neden olacaktir. Bu sebeple hatali

siniflandirilan 6rnek sayist da minimum tutulacak sekilde marjin esnetilmelidir[71].
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Burada yeni minimizasyon fonksiyonumuz:

S<w,w > +c YL & (2.70)

Kisit fonksiyonumuz :

yi(w,x; >+46,) —1+& =0, &=0, Vi:i=l,.n (2.71)

Burada dikkat edilmesi gereken minimizasyon fonksiyonunda eklenen esnek
degiskenlerin toplamimin minimum olacagidir. Negatif esnek degiskenlerin
problem olusturmamasi i¢in ikinci bir kisit eklenerek onlarin hesaba katilmasi
engellenmistir. Ancak bu artik problemin dogrusal olarak ¢oziilebilmesini imkansiz
kilar. Artik elimizde kisith dogrusal olmayan bir optimizasyon problem

bulunmaktadir[71].

Burada eger kisitlarda “esitlik” var ise ¢O0ziim yoluna giderken “lagrange
carpanlart” kullanilir. Eger kisitlarda “esitsizlik” durumu mevcut ise “lagrange
fonksiyonu” olusturularak “Karush-Kuhn-Tucker (KKT)” kosullar1 iizerinden
¢coziime ulasilir[77].

Ayrica buradaki ¢ parametresinin nasil hesaplanacagina dikkat etmek gerekir. “c”
burada esnek marjin i¢in bir hiper parametredir ve eger kiigiik bir “c” parametresi
secilirse yanlig siniflandirilmis 6rneklere tolerans gosterilerek ¢ok daha genis bir

marjin elde etme durumu ortaya ¢ikar. “c” ¢ok biiylik se¢ilirse de dar bir marjin elde

edileceginden sonug yine istenilen gibi olmayacaktir[76,77].

Burada en uygun “c” degeri arastirilirken ¢capraz dogrulama ya da 1zgara arama(grid

search) gibi yontemler kullanilabilir.
Esnek Marjin igcin Dual Coziim

Bir dogrusal programlama problemi kendisi ile iligkili baska bir dogrusal
programlama problemine doniistiiriilebilir. Bu tarz ikili yapilarda doniisiimden
onceki problemin kendisine Primal, problemin doniistiiriilmiis haline ise dual adi

verilir.

Eger primal bir amag¢ fonksiyonu maximize edilecekse bunun dual hali olan amag

fonksiyonu minimize edilmelidir. Tersi durumda ise dual maximize edilmelidir.

Daha 6nceki problem dikkate alinacak olursa, elimizde bulunan problem marjini en

biiyiik yapma problem idi. Yani maximizasyon yapmak gerekiyordu. O halde bu
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problemin dual hali i¢in Denklem (2.70) ve (2.71)’de sirasiyla, agiklanan amag ve

kisit fonksiyonlari, minimizasyon yapmak iizere yazilabilir[53,54].

Bunlarin kullanilmasiyla olusturulan Lagrange Fonksiyonu ise:

n
1
L,(w,8,&a,p) = S <w,w> +625i
i=1

—2 ai[yi(Kw,x; >+6) —1+&] — Eﬂifi
i=1 =1 (2.72)

a ve P carpanlant ayarlanarak, w, O, ve & parametrelerini gore Lagrange

fonksiyonunun en kii¢iiklenmesi ile problemin dual ¢6ziimii sdyle yazilabilir[76]:

max  ( min L,(w,8,,§ a,B)) (2.73)

a;20,6;20 ;20

Lagrange fonksiyonunun minimize edilmesi i¢in w, 6,,¢ parametrelerini gore

kismi tlirevlerinin alinmasi1 gerekmektedir[76].

oL ( 3] E a ﬁ) En _ — nE
w, S &, = a
p 0 =Ww — yial.xi = O =>Ww yi l'.xi

aw

(2.74)
n
dL,(w,8,,¢&; a, (2.75)
p( OE :8):0:>zalyl:0
a9, ,
i=1
dL,(w,6,,¢; a, :
pW O G (2.76)
9§
Bu degerler denklem 2.26’da yerlerine yazilirsa;
1 n n
L,(w,0¢,&a,p) = 5 < z VidiX; »Z Vjajx;
i=1 j=1
n n n
>+CZ§i—2ai[yi (< VidiXi, X; >+90>—1
i=1 i=1 i=1 (277)

+$il —iﬁifl’

Denklem (2.77)’de gerekli diizenlemeler yapildiktan sonra denklem (2.78) elde
edilir[76].
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(2.78)

n 1 n
L(a) Z - EZZala]yly] < xp,xj>

i=1
Dual en iyileme fonksiyonu ise artik

Amag fonksiyonu: L(a) = Y, a; — % e1 27=1 A 4YY; < X, Xxj >
Kisitlarise: 0 < a; < ¢ , i=1

=1y =0
seklindedir. Dual en iyileme problem i¢in iiretilen ¢6ziim KKT kosullarini saglarsa,

bu ¢oziim i¢in en uygun ¢éziim denilebilir. Bu problem i¢cin KKT kosullar nelerdir,

Esitlik (2.71), (2.74), (2.75), (2.76)’teki tiim kosullardir. Bunlara ek;

a; 20, Bi =0, Bisi =0, ailyi (<K w,x; > +6) =1+ ] =
kosullar1 sayilabilir[77].

Dogrusal Olmayan Siniflandirmada Destek Vektor Makineleri

Ger¢cek yasam problemlerinde cogunlukla, bir veri setinin hiper diizlem ile
dogrusal olarak ayrilmasi miimkiin degildir. Dogrusal olmayan SVM de tam bu
noktalarda kullanilmaktadir. Veri setinin dogrusal bir fonksiyonla tam veya belirli
bir gevsek degisken kullanilarak ve hata payir kabul edilerek ayrilamamasi
durumunda kullanilan algoritmalardir. Burada smiflar1 ayirma islemi, ayirma
diizleminin tahmin edilmesiyle miimkiin olabilir denilebilir. Ancak bu islem de

oldukca zordur[75].

Asagida Resim 2.25’te dogrusal olmayan destek vektorlerinin modellemesi

gosterilmigtir.

Sekil 2.25 Dogrusal olmayan destek vektor makinelerinin gosterimi
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Buradan da anlasilacag tlizere iki sinifli bir problemde siniflar1 dogrusal olarak ya
da belli bir hata payr kabul edilerek ayirabilecek herhangi lineer bir diizlem
cizilememektedir. Bu gibi durumlarda SVM kernel fonksiyonlarina bagvurur. Bu
ama¢ icin literatiirde kullanilan farkli tipte c¢ekirdek fonksiyonlari

bulunmaktadir[71,72]. Bunlardan bazilar;
* Dogrusal ( K(x,z)=<x,z>),
* Polinom (K(x,z) =(< x,z > +1)%),

2
[lx=z|]|

* Gaussian Kernel (RBF Kernel) (K(x,z) =e 202 ),
* Laplace,

e Anova,

* Sigmoid,

* Bessel ¢ekirdek fonksiyonlaridir [72].

Asagida Sekil 2.26°da dogrusal olarak ayrilamayan veri kiimesi bulunmaktadir.

Sekil 2.26 Dogrusal olarak ayrilamayan bir veri kiimesi

Ancak bu sekli 3 boyutlu uzayda gosterirsek, bir diizlem vasitasiyla bu sekildeki
siniflar1 birbirlerinden ayirmak miimkiin olabilir. Asagida Sekil 2.27°deki gibi, {i¢

boyutlu bir uzayda bir diizlemle ayrisabilir.
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Sekil 2.27 Diizlem ile ayirma gosterimi

Iki boyutlu uzaylardan yiiksek boyutlu uzaylara esleme(mapping) islemi sirasinda
Oznitelik sayis1 arttikca yiiksek islem yiikii gerektiren matematiksel ifadelerin
kullanilmas: gerekmektedir. Bu da modelin hesaplamalarinda zorluk yaratan bir
faktor olacaktir. Bu zorlugun asilmasi noktasinda g¢ekirdek(kernel) fonksiyonlari

devreye girer[72,76].

Cekirdek fonksiyonlari genel itibariyle herhangi bir dogrusal siniflandirma
probleminde karsilagilan, < x;X; > i¢ ¢carpim ifadesinin yerine yazilabilecek ve iki

boyutlu bir problem daha yiiksek boyutlara tastyormus gibi davranip, aslinda
normun karesini hesaplamak yoluyla, algoritmay1 fazla islem yiikiinden kurtaracak

bir fonksiyondur.

K(x; x;) = (< x;x; >)* seklinde genel bir gosterimi vardir. Bu gosterim x, z € R?
olmak tizere, x=(x4, x,) ve z=(24, Z,) veri setindeki girdi uzayina ait vektorlerdir.
a,b € R3 olmak iizere, x ve z vektorlerinin ¢ doniisiimii sonrasinda yiiksek boyutlu

Oznitelik uzayinda a ve b vektorleri ile temsil edildigi varsayilirsa;

@ @
(X1, x2)— (aq,0a;,0a3) = (xfa\/zxﬁfz:x%) , (21,27)>

(b1, by, b3) (2.79)

= (lea\/zzlzZr ZZZ)

® doniigiimii sonrasinda 6znitelik uzaymda olusan yeni koordinath vektorlerin i¢

carpimlar1 agagidaki gibi yazilir.
(<a,b>)=<¢px),p(z) > =

e o2
=< X} \2x,%x5,%x2,22 \[22,2,, 2% >
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= x2z% + 2x,x,2,7, + x522

= (X121 + X2;)?

— (< X, Z >)2 (280)

Buradan anlagiliyor ki doniisiim gerceklestirmeye gerek duyulmadan, sadece girdi
uzayindaki vektorlerin i¢ ¢arpimlarinin karesini hesaplayarak doniisiimden alinacak
sonuglar hesaplanabilmektedir. Oznitelik uzaymna tasinan vektorlerin i
carpimlarini ifade eden fonksiyona da ¢ekirdek fonksiyonu denir. Bu doniisiime
gerek duyulmadan yapilan i¢ carpimlar yoluyla sonug hesaplama yontemine de bazi

kaynaklarda ¢ekirdek hilesi ad1 verilmektedir[76].

Yukarida bahsedildigi gibi c¢ekirdek fonksiyonlari, herhangi bir dogrusal
siniflandirma probleminde kargimiza ¢ikan, , < x; x; > i¢ ¢arpim ifadesinin yerine
yazilabilir. Ornegin bir oOnceki esnek marjinin kullanildigi en iyileme

problemindeki L(a) amag fonksiyonunda i¢ ¢arpim < x; x; >

Ifadesi yerine K (x; x;) fonksiyonu yazilirsa yeni amag fonksiyonu;

1
L(a) = Xisy a; — S Xit Xj=1 @10y YK (%) (2.81)

Kisitlarise: 0 < a; < ¢ , i=1

*,a;yi =0 seklinde yeniden tanimlanabilir. Boylece dogrusal
olarak smiflandirilamayan oOznitelik vektorlerinin yiliksek boyutlu bir uzaya
taginarak elde edilen ¢ekirdek fonksiyonu yardimiyla siniflandirilmasi da saglanmis

olmaktadir[71,76].
Mercer Kosulu
“Her fonksiyon ¢ekirdek fonksiyonu olabilir mi?” sorusunun cevabini arar.

Bir fonksiyonun ¢ekirdek fonksiyonu olabilmesi i¢in Mercer kosullar1 ad1 verilen

matematiksel kosullar1 saglamasi gerekmektedir.

Bu kosullar; fonksiyonun siirekli olmasi, simetrik olmasi ve pozitif yar1 taniml

olmasi seklindedir[76].
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Sonug olarak, dogrusal olmayan SVM i¢in 6zellik uzayinda tanimli ayirma hiper
diizlemine bagl olarak smiflandirici karar fonksiyonu Denklem (2.82) ile ifade

edilebilecegi gibi,

flx) = sign((w*,xl-) + 90*) = sign(Xiz, yia; < @(x);, ¢(x;) >) (2.82)

ile genellestiriledebilir[75].
2.1.6 Rastgele Orman (Random Forest)

“Random Forest” algoritmasi, Leo Breiman ve Adele Cutler tarafindan
gelistirilmis, 2001 yilinda Breiman'in yayimladigi "Random Forests" makalesi[8]
ile tanitilmistir. Algoritma temelde, birden fazla karar agaci (decision tree) kullanan
bir topluluk (ensemble) o6grenme yontemidir. Temellerinin, 19901 yillarda
Breiman ve arkadaslarinin Bagging (Bootstrap Aggregating) yontemi iizerinde

caligmalari sirasinda atilmistir.

Karar agaclarinin tek baslarina asir1 6grenmeye (overfitting) yatkin olabilmesi
durumuna ¢aligmalar sirasinda rastlanilmaktadir. Diger ensemble algoritmalar1 gibi
Random Forest'te de bircok agactan olusan topluluk yapisi bu riski azaltir[8].
Breiman ve arkadaslar1 bu durumu “Giiglii Sayilar Yasasi”na dayandirarak
aciklamaktadir. Giiclii Sayilar Yasasi, bir dizi rastgele degiskenin ortalamasinin,
yeterince bilyiik bir 6rneklem biiyiikliigiiyle, bu degiskenlerin beklenen degerine
(yani ortalamasina) yakinsamasini garanti eder. RF algoritmasinda, birgok karar
agaci (her biri rastgele olarak farkli 6zelliklerle egitilmis) bir araya getirilerek bir
siiflandirici olusturulur. Bu durumda, her agacin tahmini rastgele bir degisken
olarak disiiniilebilir. Ayrica RF’in genelleme yetenegi karar agaglarina gore daha
yiiksektir. Bunun sebebi ¢ok sayida karar agacinin tahminde s6z sahibi olmasidir.
Bu durum, modelin daha dengeli ve genelleme yeteneginin yiiksek olmasini

saglar[8,54].

Modelin agiklanabilirligini artiran 6nemli bir 6zellik olan, degisken Onem
dereceleri (feature importance) dogrudan RF modelinden elde edilebilir. Bu da,
karmagik aga¢li modeller i¢in tahminde neyin daha ¢ok dnemsendigini gosterme

konusunda anlamli sonuglar1 gézler 6niine serer[79].
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“Random Forest”in Temel Ilkeleri

“Random Forest”, temelinde Bagging yontemine dayanir. Bu yontemde, egitim
verisinden farkli alt kiimeler (bootstrap drneklemeleri) alinarak her biri i¢in ayr1 bir

model olusturulur. Bu modellerin sonuglar1 birlestirilerek nihai tahmin yapilir[8].

Her bir karar agaci, farkli bir bootstrap 6rneklemesi kullanilarak egitilir. Ayrica, her
diigiimde rastgele bir alt 6zellik kiimesi secilir ve bu 6zellikler arasindan en iyi
ayrimi yapan 0zellik secilir. Bu, agaglar arasindaki korelasyonu azaltir ve modelin

genelleme yetenegini artirir[8].

Tahminler, agaclarin oylarma gore yapilir. Oylama kisminda literatiirde bir¢cok
“Voting” yontemi verilmektedir. Ancak “Random Forest”ta regresyon
problemlerinde ortalama alinirken, siniflandirma problemlerinde en fazla oy alan

sinif se¢ilir. En fazla oy alan siifin se¢ilmesi durumuna ‘demokrasi usulii’ oylama

da denilmektedir[8,54].
“Random Forest”in Matematiksel Temelleri

h1(x),h2(x), ... ,hk (x) smiflandiricilardan olusan bir topluluk verildiginde ve Y, X

rastgele vektoriinlin dagilimindan rastgele ¢ekilen egitim seti ile kenar fonksiyonu

(marjin) agagidaki gibi tanimlanabilir[8].

mg(X.Y) = avi I(hy (X)=Y) — Max av I(hye X) = J) (2.83)

Burada I(*) gosterge fonksiyonudur. Marjin, X ve Y'de sag sinifa verilen ortalama
oy sayisinin, diger siniflara ait ortalama oy sayisini ne dlciide astigini dlger. Marjin
ne kadar biiyiik olursa, simiflandirmaya olan giliven de o kadar artar. Genelleme

hatasi su sekilde verilir[8]:

PE* = Pxy(mg(X,Y)<0) (2.84)

X, Y alt simgeleri olasiligin X, Y uzayinin {izerinde oldugunu gosterir.

Rastgele ormanlarda, A (X) = A(X,0%). Cok sayida agag i¢cin “Biiyiik Sayilarin
Glicii Yasast”ndan (Strong Law of Large Numbers) ve aga¢ yapisindan su sonug

cikar:
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Teorem 2.1 Agacg sayisi arttik¢a, hemen hemen tiim diziler i¢in O, ...PE * suna

yvakinsar[8]:

Py (Po (h(X.0)=Y) — max Po(h(X, ) = /) < 0) (2.85)

Bu sonug, daha fazla aga¢ eklendik¢e rastgele ormanlarin neden asirt uyum
saglamadigini, ancak genelleme hatasinin sinirlayict bir degerini iirettigini

aciklamaktadir.
Gii¢ ve Korelasyon

Rastgele ormanlar igin, bireysel siniflandiricilarin ne kadar dogru oldugunun ve
aralarindaki bagimliligin 6l¢iisii olan iki parametre agisindan genelleme hatasi igin
bir iist sinir tliretilebilir. Bu ikisi arasindaki etkilesim, rastgele ormanlarin isleyisini
anlamanin temelini olugturur. Bu iliskinin matematiksel temeli, Amit ve Geman’in

1997 tarihli analizine dayanmaktadir[8,80].
Tamim 2.1 Rastgele bir orman i¢in marjin fonksiyonu

mr(X,Y ) = Py (h(X,0)=Y) — r}r:gx Py(h(X,0) =)) (2.86)

ve siniflandiricilar kiimesinin giicti {h(x,®)} ve ® her bir agacin olusturulmasinda
kullanilan rastgelelik kaynaklarini (bootstrap orneklemesi ve 6zellik segimleri)

temsil eder,

s = Exymr(X,Y). (2.87)

s > 0 varsayarsak Chebychev’in esitsizligi sunu verir:

PE* <var(mr)/s* (2.88)

mr varyansi i¢in daha acgiklayici bir ifade asagida tliretilmistir:

J(X,Y)= arg max Po(h(X,0) = j) (2.89)
]

olsun.

65



Boylece,

mr(X,Y ) = Py (h(X,0)=Y )— Py (h(X,0)="(X,Y)) (2.90)

= EO[I(h(X,0)=Y )—I(h(X,0)=;(X,Y))] (2.91)

olur.
Tanim 2.2 Ham marjin fonksiyonu

rmg(®,X,Y )= I(h(X,0)=Y )~I(h(X,0)=;"(X,Y)) (2.92)

Dolayisiyla, mr(X,Y), rmg(®,X,Y))'nin @'ye gore beklenen degeridir. Tanim
fonksiyonundaki (identity) herhangi bir islev igin;

[Eof(®)]*=Eeef(0)f(O") (2.93)

®, @' 'nin ayn1 dagilimla bagimsiz oldugu durumu tutar, bu da sunu gosterir:

mr(X,Y )= Ee.0rmg(0,X,Y )rmg(®'.X,Y)

(2.94)
(2.94)" kullanmak sunu verir:
var(mr)=Ee e (covx,yrmg(0,X,Y rmg(0',X,Y))
=FEo.0 (p(0,0')sd(®)sd(©")) (2.95)

burada p(®,0'), rmg(®,X,Y) ile rmg(®',X,Y ) arasindaki korelasyon olup 0,0
sabittir ve sd(®) rmg(0,X,Y ) @'yi sabit tutuyor (p, iki farkli aga¢ modelinin aym
veri noktasi lizerindeki ciktilari, 6rnegin; dogru sinifi tahmin edip etmemesi,

arasindaki istatistiksel bagimhihigi/korelasyonu dlger.).

Daha sonra,
var(mr) =p(Eesd(©))?
<pEo var(®) (2.96)

burada p-korelasyonun ortalama degeridir; soyle ki;

p=E0,0' (p(0,0')sd(0)sd(©"))/ EO,0' (sd(®)sd(®")) . (2.97)
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Yerine yazilirsa;

E¢var(®) < E@)(Ex,yl’mg(®,X,Y))2 —s? (2.98)

<1-s?

(2.88), (2.96) ve (2.98)'in bir araya getirilmesi sunu verir:

Teorem 2.2 Genelleme hatasi i¢in bir iist sinir su sekilde verilir[8]:
PE* <p(1-s%)/s? (2.99)

Sinirin gevsek olmasi muhtemel olmasina ragmen, Vapnik-Chervonenkis (VC) tipi
smirlarin diger siniflandiricr tiirleri i¢in yaptig1 gibi, rastgele ormanlar i¢in de aynm
anlamli iglevi yerine getirir. Rastgele ormanlar i¢in genelleme hatasinda yer alan
iki bilesenin, ormandaki bireysel siniflandiricilarin giici ve ham marjin
fonksiyonlar1 agisindan aralarindaki korelasyon oldugunu gostermektedir. C/s2
orani korelasyonun giiclin karesine boliinmesiyle elde edilir. Rastgele ormanlarin
isleyisini anlamada bu oran yararli bir rehber olacaktir; ne kadar kiigiikse o kadar
lyidir.
Tanim 2.4 Rastgele bir orman i¢in ¢/s2 oran1 su sekilde tanimlanir:

c/s2=p/s* (2.100)
Iki sinif durumunda basitlestirmeler vardir. Marjin fonksiyonu,

mr(X,Y )=2Po(h(X,0)=Y ) —1 (2.101)

Gliciin pozitif olmas1 gerekliligi (bkz. (2.88)) taninan zayif 6grenme kosuluna
benzer hale gelir EX,;YPO® (h(X, ®) = Y) > 5. Ham marjin fonksiyonu
2I(h(X,®)=Y) —1'dir ve p korelasyonu I(h(X,®)=Y) ve [(h(X,0®')=Y) arasindadir.

Ozellikle Y i¢in degerler +1 ve -1 olarak alimirsa, o zaman;
p=Ee.e [p(h(-,0),h(-,0")] (2.102)

bdylece p ormanin iki farkli iiyesi arasindaki ®, @' dagilimi iizerinden ortalamast

alian korelasyondur.
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J (X, Y)'yi belirleyen orman oldugundan, kuvvet olgiisii, tek tek agaglara oldugu
kadar ormana da baglidir . Bagka bir yaklasim da miimkiindiir. Boylece genel
hata oran1 PE* (2.103)’deki gibi olur:

PE* = Pxy (Pe(h(X,0)=Y )~ max Po(h(X,0) = /) < 0) <
]

2j Pxy (Po(h(X,0) =Y) — Po(h(X,0) = j) <0). (2.103)
Bu dogrultuda, her siif i¢cin marjin degeri (2.104) denklemindeki gibi tanimlanir:
sj = Pxy (Po(h(X,0) =Y) — Po(h(X,0) = j) (2.104)

j smifina gore siniflandiricilar kiimesinin {4(x,®)} kuvveti olsun. Bu gii¢ tanimi

ormana bagli degildir. Bu tanim, siniflandiricilar kiimesinin j sinifi {izerindeki
ayrim giiciinii ifade eder. Chebyshev esitsizligi kullanildiginda, tiim sj>0 i¢in

asagidaki denklem (2.105)’te hata orani iist sinirt su sekilde verilir:
PE*<Y; var(Po(h(X,0) = ¥) = Po(h(X,0) = j)/5} (2.105)

ve (2.96)nin tiiretilmesinde kullanilanlara benzer tanimlar kullanilarak,

(2.105)'deki varyanslar ortalama korelasyonlar cinsinden ifade edilebilir.

2.2 Kural Tabanh Modellerin Degerlendirme Metrikleri

Birliktelik Kurali Madenciligi (Association Rule Mining), biiyiik veri kiimeleri
icerisinde Ogeler (0zellikle degisken, iirlin, durum vb.) arasindaki bagimliliklar1 ve
oriintiileri kesfetmek i¢in veri madenciliginde sik¢a kullanilan bir tekniktir.
Literatiirde bu yontemle iligkili olarak “ilgin¢lik oOl¢iitleri” (interestingness
metrics) terimi de kullamlmaktadir. Ozellikle "support" (destek), "confidence"
(gliven) ve "lift" (kaldirma orani) gibi 6l¢iitler, birliktelik kurali madenciliginde en
yaygin kullanilan metrikler arasindadir. Bu metriklerin gelistirilmesindeki temel
amag, verideki ogeler arasinda anlamli iliskileri ortaya koyarak kullanictya degerli
bilgiler sunmaktir. Boylece ge¢mis iligkilerin analizi yapilabilir ve bu analiz,

gelecekteki caligmalar veya karar alma siirecleri i¢in yon gosterici olabilir[81, 82].

Support ve confidence metrikleri, ilk olarak Agrawal ve Srikant tarafindan
onerilmistir ve birliktelik kurali madenciliginin temelini olusturur. Bu metrikler,

belirli dgelerin bir veri kiimesinde birlikte goriilme olasiligini ifade eder. Daha
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sonra gelistirilen lift gibi ek metrikler ise, kurallarin birbirine ne kadar bagh
oldugunu ya da bagimsiz olup olmadigini tespit etmeye yardimci olur. Pozitif ya da
negatif bagimliliklarin derecesini belirler. Ayrica, certainty factor ve netconf gibi
ilginglik olgiitleri, 6zellikle yaniltict veya bagimsiz kurallarin etkisini azaltarak

daha anlamli sonuglar elde edilmesini saglar[82].

2.2.1 Children of the Tree Algoritmasi i¢in Ozellestirilmis Kural

Degerlendirme Metrikleri

Bu boéliimde, Children of the Tree algoritmasi tarafindan ¢ikarilan kurallarin
degerlendirilmesinde kullanilan ve klasik birliktelik kurali metriklerinden
uyarlanarak siniflandirma baglamina adapte edilen Oolgiitler sunulmaktadir.
Children of the Tree algoritmasi, ¢ikarilan kurallarin veri kiimesinde ne kadar
anlamli ve ilgi ¢ekici oldugunu degerlendirmek amaciyla cesitli istatistiksel dlciitler
kullanmaktadir[6]. Bunlar arasinda en temel olan1 support (destek) oOlciitiidiir ve
bir kuralin veri kiimesinde ne siklikla gectigini, yani ka¢ 6rnege uygulandigini
gosterir. Confidence (giiven) degeri ise bir kuralin dogruluk oranini temsil eder;
yani onciil kosul gerceklestiginde sonucun ne kadar siklikla gerceklestigini dlger.
Lift (kaldirma) metrigi, kuralin tahmin basarisini tesadiifi siniflandirmaya gore ne
kadar iyilestirdigini gosterir; deger 1'den biiyiikse kural, sonucu beklenenden daha
iyi acikliyor demektir. Leverage (kaldirac) ise kuralin gerceklesme orani ile, 6nciil
ve sonucun birbirinden bagimsiz oldugu varsayimina dayali beklenen oran
arasindaki farki lgerek birlikteligin giiciinii degerlendirir. Son olarak, conviction
(ikna giicii) metrigi, kuralin dogrulugunun ne kadar ikna edici oldugunu, 6zellikle
de kuralin yanlis ¢iktigt durumlara kiyasla nasil performans gosterdigini
hesaplar[6,83]. Bu metrikler birlikte kullanilarak, Children of the Tree
algoritmasinin lirettigi kurallar yalnizca dogruluklarina gore degil, ayn1 zamanda ne

kadar agiklayici ve anlamli olduklarina gore de siralanmakta ve secilmektedir.

Support (Destek): Bir kuralin, veri kiimesinde ne siklikla gectigini gosterir. Yani,

kuralin kag¢ 6rnege uygulandigini belirtir[6].

Nrule (2.106)

Ntotal

Support =

e Nrule: Kurala uyan ornek sayisi
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e Ntotal: Toplam ornek sayist
Yorum: Yiiksek destek degeri, kuralin veri kiimesinde sik tekrarlandigini gosterir.

Confidence (giiven): Bir kuralin dogru olma olasiligii 6lger. Ozellikle belirli bir

ozellik ya da kosul verildiginde, kuralin ne siklikla dogru ¢iktigini ifade eder[6].

Confidence = 22t (2.107)

rule

Ncorrect: Kuralin hem énciil hem sonug kisminin dogru oldugu érnek sayist
Nrule: Kurala uyan toplam ornek sayisi

Yorum: Giiven degeri, kuralin dogruluk oranini verir. 1°e yakinsa, kural oldukca

giivenilirdir.

Lift(kaldirma): Bir kuralin basariminin beklenen dogruluga goére ne olgiide iyi
oldugunu degerlendirir. Lift, bir kuralin sadece tesadiifen mi ¢alistigini, yoksa
gercekten giiclii bir iliskiye mi dayandigini anlamamiza yardimci olur. Eger A
meydana geldiginde B’nin olma olasiligi, B’nin genel olma olasiligina kiyasla
artiyorsa, bu kural “tesadiifi olmayan”, anlaml bir iligkidir. Lift bunu "kac¢ kat
daha iyi?" sorusuyla cevaplar. Lift degeri 1’den biiylikse, A’ nin olmasi B’nin olma
olasiligini artirtyor demektir. 1°den kiiclikse, A varken B’nin olma ihtimali azaliyor

demektir[83].

Lift = Confidence /Ncass (2.108)

Ntotal

Confidence: Kuralin giiven degeri

Nclass

Neotal " Veri kiimesinde ilgili sinifin genel orani

Yorum:
e Lift=1 — Onciil ve sonug bagimsiz
e Lift > 1 — Kural, sonug sinifi iizerinde pozitif etkili
e Lift <1 — Kural, sonucu beklenenden daha az agikliyor

Leverage(kaldirag): Bir kuralin gerceklesme sikligi ile bu kuralin onciil ve
sonucunun istatistiksel olarak birbirinden bagimsiz olmasi durumunda beklenen
gerceklesme siklig1 arasindaki farki dlger. Bagka bir deyisle, kuralin gézlemlenen

destek (support) degeri ile Onciil ve sonucun bagimsiz kabul edildigi durumda
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hesaplanan teorik destek degeri arasindaki farktir. Bu fark pozitifse, kural
beklenenden daha sik gerceklesiyor demektir ve aralarinda anlamli bir iligki
olabilecegine isaret eder; negatifse, beklenenden daha seyrek goriilityor

demektir[6,83].

Nantecedent _ Nclass (2.109)

Leverage = Support —
g pp Ntotal Ntotal

Support: Kuralin destek degeri

Nantecedent

Notal - Onciil kosulun gercgeklesme orant

Nclass

: Sinifin genel orani
Ntotal f &

Yorum:
e Leverage degeri 0 ise — kuralin etkisi tesadiifle ayni
e 0’dan biiyiikse — anlamli bir birliktelik vardir

Conviction(ikna giicii): Bir kuralin dogrulugunun ne kadar giivenilir ve istisnasiz
oldugunu dlcer. Ozellikle, A gerceklestiginde B’nin gergeklesmeme olasilig1 ne
kadar diigiikse, conviction degeri o kadar yiiksek olur. Bu da kuralin istatistiksel
olarak ne kadar tutarli ve ikna edici oldugunu gosterir. Kuralin yanliglandig
durumlar nadirse, conviction metrigi yiikselir; dolayisiyla yiiksek conviction,

kuralin giivenilirliginin giiglii bir gostergesidir[83].

Nclass (21 10)

~ Ntotal

Conviction =
victio 1— Confidence

Confidence: Kuralin giiven degeri

Nclass
Ntotal

: Swnifin genel orani

Yorum:
e Conviction degeri 1’e esitse — kural ve sonug birbirinden bagimsiz
e 1’den biiyiikse — kural ikna edici, sonugla iliskili

e Cok yiiksek conviction — kuralin yanlis tahmin yapma olasilig1 diigiiktiir
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2.3 Veri Dengesizligi ve Model Karmasikhig ile Basa Cikma

Yontemleri

Makine Ogrenmesi uygulamalarinda smif dagilimindaki dengesizlik ve model
karmagiklig1, dogru ve aciklanabilir tahminler elde etmenin Oniindeki baslica
engellerdendir. Dengesiz veri kiimeleri, 6zellikle azinlik sinifin ihmal edilmesine
neden olarak siniflandirma performansini diisiiriirken; yiiksek model karmasikligi,
asir1 uyuma (overfitting) yol acarak hem genellenebilirligi zayiflatmakta hem de
yorumlanabilirligi azaltmaktadir. Bu c¢alismada s6z konusu iki problemle basa
cikmak amaciyla iki farkli yaklagim benimsenmistir: SMOTE teknigi, siniflar arasi
dagilimi dengelerken; Minimum Description Length (MDL) ilkesi ise gelistirilen
kural ¢ikarim algoritmasinda, modelden elde edilen kurallarin basit, aciklanabilir
ve diisiik karmasikliga sahip olmasimi saglamaktadir. MDL, yalnizca dogruluk
degil, aym1 zamanda bilgi yogunlugu yiiksek ve yorumlanabilir kurallar

onceliklendirerek modelin agiklanabilirligini artirmaya katki sunmaktadir.
2.3.1 SMOTE

SMOTE, dengesiz smif yapisina sahip veri kiimelerinde, azinhk simifin 6rnek
sayisim artirmak amaciyla kullanilan sentetik veri iiretme yontemidir[49].

Glinlimiizde makine 6grenmesi uygulamalarinda ¢okca kullanilmaktadir.

Dengesiz veri kiimesi problemi, smiflandirma performansini olumsuz ydénde
etkileyen Onemli bir faktordiir[49]. Dengesiz sinif dagilimina sahip veri
kiimelerinde, 6grenme algoritmalar1 ¢ogunluk sinifi lehine 6grenme egilimindedir;
bu durum azinlik siifina ait 6rneklerin dogru tahmin edilememesine yol agar. Bu
caligmada, azinlik sinifina ait 6rnek sayisimi artirmak icin SMOTE (Synthetic

Minority Over-sampling Technique) yontemi kullanilmigtir.

SMOTE, Chawla ve arkadaslari (2002) tarafindan Onerilen, veri kiimesindeki
azinlik sinif Orneklerinden yeni, sentetik Ornekler liretmeye dayali bir asir
ornekleme (over-sampling) yontemidir[49]. SMOTE, klasik ¢ogaltma
yontemlerinin aksine, azinlik sinifindaki 6rneklerin dogrudan kopyalanmasi yerine,
bu 6rnekler ile komsular1 arasinda yeni ornekler olusturarak veri setini genisletir.
Boylece, 6grenme algoritmasinin karar sinirlart daha genelleyici hale gelir ve

modelin agir1 6grenme (overfitting) riski azaltilir[49]. Diger bir deyisle modele veri
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kiimesindeki 6rneklemler arasinda ara alternatif noktalar sunarak desenin daha iyi

anlasilmasina olanak tanir diyebiliriz.

Matematiksel olarak SMOTE islemi su sekilde tanimlanabilir: Azinlik sinifina ait
her bir 6rnek x; i¢in, ayni siniftan k£ adet en yakin komsusu belirlenir (genellikle £
= 5). Bu komsular arasindan rastgele bir tanesi segilir (x;). Daha sonra, bu iki 6rnek
arasindaki fark vektori ile rastgele bir say1 (0€[0,1]) carpilarak, x;’ye eklenir ve

yeni bir 6rnek agagidaki (2.111) gibi olusturulur:

xyem- =X +6- (xzi - xi) (2111)

Bu islem sonucunda elde edilen x,.,; Ornegi, veri uzayinda x; ile x.; arasindaki dogru
y
pargasi lizerinde yer alir. Bu sayede iiretilen 6rnek, mevcut veri yapisina uygun,

gercekei bir azinlik sinif 6rnegi olur[49].

SMOTE yoéntemi, 6zellikle veri kiimesinin azinlik sinifa ait 6rneklerinin sayica
yetersiz  oldugu durumlarda smiflandirma algoritmalarinin = performansini
artirmakta etkili bir yontem olarak kabul edilmektedir. Bununla birlikte, yontemin
bir smurliligi, giriltilii veya hatali azinlik oOrneklerinden de yeni Ornekler

uretebilecek olmasidir.

Bu calismada SMOTE yontemi, Alman Kredi Veri Seti lizerindeki “iyi” ve “kotii”
smiflar arasindaki dengesizligi azaltmak ve makine 6grenmesi modellerinin her iki

smifta da dengeli performans gdstermesini saglamak amaciyla uygulanmstir.
2.3.2 Minimum Ac¢iklama Uzunlugu (MDL) Ilkesi

Minimum Ac¢iklama Uzunlugu (MDL) ilkesi, basta Jorma Rissanen tarafindan
yaymmlanan bir dizi ¢alisma ile gelistirilmis, bilgi kuramima dayanan bir model
segme yontemidir[84, 86, 87]. Bu ilkenin kokleri, 1960’larda Solomonoff,
Kolmogorov ve Chaitin tarafindan gelistirilen Kolmogorov ya da algoritmik

karmasikhik kuramina dayanmaktadir[88].

MDL ilkesi, makine O0grenmesi ve istatistikte Occam’in Usturasi ilkesinin
bigimsel (formel) bir ifadesi olarak kabul edilir. Model se¢imi siirecinde MDL,
modelin karmagikligi ile veriye uyum diizeyi arasinda bir denge kurmayi

amaglar[85].
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MDL Kavram

MDL’ye gore, bir veri kiimesi i¢in en uygun model, veriyi en iyi sikistiran

modeldir. Bu yaklasim iki temel bilesenden olusur[89,90]:

e  Model Karmasikhig: (L(h)): Hipotezin veya modelin tanimi i¢in gereken
bit sayisini ifade eder. Basit modeller genellikle daha kisa tanim uzunluguna

sahiptir.

e Veriye Uyum Maliyeti (L(D | h)): Model kullanilarak verinin agiklanmasi
icin gereken bit sayisini ifade eder. Veriye iyi uyum saglayan bir model,

hatalar1 ya da sapmalar1 kodlamak i¢in daha az bit gerektirir.

Zamanla MDL, oriintii madenciliginden model sadelestirmeye kadar genis bir
alanda kullanilmaya baglanmistir. Ornegin, KRIMP algoritmasi sik itemset’lerden
olusan Oriintii tablosunu MDL’ye gdre optimize ederek veriyi en iyi sikigtiran
desenleri seger[91]. Benzer sekilde, SLIM (Supersparse Linear Integer Models)
gibi agiklanabilir modellerde LO ve L1 ceza terimleri kullanilarak modelin
karmagiklig1 kontrol altina alinir; bu yapt MDL’ye kuramsal olarak benzer olsa da

dogrudan MDL ilkesiyle tanimlanmis degildir[92].

Ancak bu yaklasimlar dogrudan IF-THEN bicimli kural ¢ikarimi amaciyla
MDL kullanan yapilar degildir. Bu ac¢idan istisna sayilabilecek drneklerden biri,
MARS (MDL-based Association Rule Selection) algoritmasidir. MARS, birliktelik
kurali madenciligi sonucunda elde edilen kurallar arasindan, veriyi en kisa
aciklayanlar1 secmek i¢gin MDL hesaplamalar1 yapar. Burada hem L(R) hem de
L(DIR) hesaplanir ve en sade kural kiimesi belirlenir[93]. MARS 6nceden verilen
bir kural listesi iizerinden calistirilir, Children of the Tree algoritmamiz gibi

herhangi bir makine 6grenmesi modelini agiklama yetenegi yoktur.

Bu baglamda, Children of the Tree algoritmasi dikkat ¢eken bir yaklasimdir.
Yontem, Rastgele Orman gibi aga¢ tabanli modellerin ic¢indeki karar yollarinin
iizerinden gecerek IF-THEN kurallar iiretir. Uretilen bu kurallar daha sonra sadece
support ve confidence gibi klasik olgiitlerle degil, ayn1 zamanda her bir kuralin
aciklama uzunluguna (MDL temelli) gore de siralanir. Bdylece yalnizca yiiksek
dogruluklu degil, ayn1 zamanda en sade ve aciklanabilir olan kurallar 6ne

cikarilir[6].
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Sonug olarak, MDL ilkesi bir¢ok oriintli tanima, siklikla birlikte gegen veri y1gim
tespiti ve hali hazirda eldeki kural listesinden se¢im gibi drneklerde daha yaygin
sekilde kullanilmakla birlikte, dogrudan model i¢inden kural ¢ikarimi ve agiklama
iiretimi amaciyla kullanimina arastirmalarimiz sirasinda rastlanmamastir, etkin ve
birebir kullanim bulunamamistir. Children of the Tree, bu yonde MDL’yi tam
anlamiyla kullanan ender Orneklerden biridir ve hem bilgi kuramsal hem de

aciklanabilirlik odakli gii¢lii bir zemin sunar[6].
MDL’nin Matematiksel Formiilasyonu
Matematiksel olarak, toplam tanim uzunlugu L(D, h) su sekilde ifade edilir[90]:

L(D,h) = L(h) + L(D | h) (2.112)

Burada;
L(h): Modelin kendisinin tanim uzunlugudur (karmagsiklig1),

L(D | h): Verinin modele gore tanim uzunlugudur (hata ya da artik bilginin

kodlanmasi).

MDL ilkesinde amag, bu toplam tanim uzunlugunu minimuma indirmektir[90]. Bu
yaklasim, modelin sadeligi ile verinin dogrulugunu (temsil kabiliyetini) dengede

tutmay1 hedeflemektedir.
Kural Cikariminda MDL’nin Uygulanmasi

Minimum Ac¢iklama Uzunlugu (MDL) ilkesi, kural ¢ikarimi baglaminda bir kural
kiimesinin "maliyetini" degerlendirmek amaciyla kullanilabilir. Bu baglamda,
MDL’in matematiksel formiilasyonu yukarida ilgili bdliimde verilmistir, bkz.

MDL’in Matematiksel Formiilasyonu[6]. Buna gore:

e (Cok karmasik bir kural (yani ¢ok fazla kosul igeren bir kural), yliksek bir

L(h) (modelin tanimlama uzunlugu) degerine sahip olacaktir.

e Veriye zayif uyum saglayan bir kural ise yiiksek bir L(DIh) (veriyle

modelin uyusmazlig1) degerine sahip olur.

En iyi kural kiimesi, bu iki bilesenin toplam1 olan agiklama uzunlugunu (description
length) minimize eden kiimedir. Gelistirdigimiz algoritma, literatiirde tanimlanan

bu prensiplere uygun sekilde MDL hesaplamalarini uygulamaktadir[6].

75



MDL Maliyetinin Hesaplanmasi: Kural Karmasikhig: (L(h))

Eger bir kural r, toplamda k adet kosul iceriyorsa, her bir kosul modelin
karmagikligina katki yapar. Her kosulun belirli sayida bit gerektirdigi varsayimiyla
kuralin toplam karmasiklig1 yaklasik olarak su sekilde hesaplanir[89]:

L(h) =k -log,(N) (2.113)
Burada:
e k: kuraldaki kosul sayisidir.

e N: veri kiimesindeki drnek sayisini temsil eder. Bu deger, hesaplamada

coziiniirliik diizeyi olarak diisiiniilebilir ve modelin karmagikligini belirler.
Hata Maliyeti (L(D | h))

Bu bilesen, kural tarafindan yanhs simflandirilan érneklerin sayisini yansitir.

Eger E yanlis siniflandirma varsa[89]:

L(D | h)=E -log,(N) (2.114)
Yani, kuralin tahmin edemedigi Ornekler, modelin veriyle olan uyusmazlik
maliyetini artirir.
Toplam MDL Maliyeti

Her iki bilesen birlestirildiginde, bir kuralin toplam MDL maliyeti su sekilde
hesaplanir[89]:

MDL(r) =k -log,(N) + E - log,(N) (2.115)
Bu fonksiyon, hem basit kurallar (kii¢iik k) hem de dogru kurallar (kii¢iik E)
tesvik eder.
MDL Degerinin Yorumu

o Diisiik bir MDL degeri, model karmasiklig1 ve dogrulugu arasinda iyi bir

denge kuruldugunu gosterir.

e Yiiksek bir MDL degeri ise kuralin ya ¢cok karmasik oldugunu (yiiksek
k), ya da ¢ok fazla hata icerdigini (yiiksek E) ve bu nedenle tercih

edilmemesi gerektigini gosterir.
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MDL degeri mutlak bir kriter degildir; her bir kural i¢in hesaplanan MDL

degeri, diger kurallarla karsilastirmali olarak degerlendirilmelidir[89].
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3

GELISTIRILEN ALGORITMA: CHILDREN
of the TREE (AGACIN COCUKLARI) -
RASTGELE ORMAN TABANLI KURAL
CIKARIMI YAKLASIMI

Bu calisma, Rastgele Orman gibi aga¢ tabanli siniflandirma modellerinden kural
¢ikarimi gergeklestiren yeni bir algoritmay: tanitmaktadir. Ozellikle bankacilik
gibi kurala dayah tahminlerin kritik 6nem tasidig1 alanlarda, potansiyel
miisterilere yonelik anlamli kurallar, gelistirilen algoritmanin temelinde 6nemli bir
rol oynamaktadir[6]. Literatiirdeki mevcut yontemlerle karsilastirildiginda, bu
algoritmanin banka risk yonetimi ve pazarlama departmanlari icin basit fakat

etkili bir ¢oziim sunmasi beklenmektedir.

Algoritma, MDL yo6ntemi sayesinde gereksiz karmasiklik yaratan kurallart
azaltmakta ve bdylece daha anlasilir ve optimize edilmis bir kural kiimesinin

olusturulmasina olanak saglamaktadir[6].
3.1 “Children of the Tree” Algoritmasinin Temeli

Rastgele Orman modeli, ¢cok sayida karar agacindan olusan bir toplu 6grenme
(ensemble learning) yontemidir. Her bir karar agaci, veri kiimesindeki bir 6rnek T;
(1 = L2,.,N) belirli kurallar aracihigiyla simflandirmakta veya tahmin

etmektedir.

Karar agaclar1 genellikle bir kok diigiim (root node) ile baslar. Bu kok diigiim 7,
veri kiimesinin baslangi¢ noktasidir. Eger bir diigiim d yaprak diigiim (leaf node)
ise, bu diigiimde artik veri ayristirmasi yapilmaz ve diigiim dogrudan bir simif

etiketini veya tahmin edilen degeri temsil eder.

Yaprak diiglim tamamlandiginda, bu diigiim {izerinden g¢ikarilan kuralin

anlamliligin1 ve aciklanabilirligini degerlendiren 6l¢iitler (M(d)) hesaplanir. Bu

78



Ol¢iitler arasinda support (destek), confidence (giiven) ve Minimum Description

Length (MDL) gibi kriterler bulunmaktadir[6].

M(d) = f(d) (3.1)

Burada; f(d), yaprak diigiim ddd'den c¢ikarilan kuralin anlamliligin1 temsil eden
metrikleri gostermektedir[6]. Bu calismada kullanilan metrikler: support,

confidence, lift, leverage, conviction ve mdl degerleridir.

Eger diigiim d bir i¢ diigiim (inner node) ise, bu diigiim iki ¢ocuk diigiime (sol: dr
ve dr) sahip olabilir. Bu i¢ diigiim, veri tizerinde belirli bir 6zellik X ve esik degeri

0; kullanilarak ayrim yapar. Yani, karar kurali bu diigiimde belirlenir[6].

Matematiksel olarak, i¢ diigiim d i¢in karar kurali ¢(d) su sekilde tanimlanir:

Xj < 0j eger sol ¢ocuk dugiime geciliyorsa (3.2)

o(d) Z{X j > 6j eger sag cocuk diigiime geciliyorsa

Bu kural, ilgili diiglimden ayrilan veriyi ikiye ayirir. Sol ve sag ¢ocuk diigiimler,

bu kural aracilifiyla olusturulan iki alt veri kiimesini temsil eder[6].
3.2 Algoritma Adimlari: Agacin Cocuklar: (Children of the Tree)®

Bu bdliimde, agag tabanli makine 6grenmesi modellerinden kural ¢ikarimi yapmay1
amaclayan Children of the Tree algoritmasinin temel isleyis adimlar

anlatilmaktadir. Algoritma detay adimlar1 asagida Tablo 3.1°de sunulmaktadir[6].

Tablo 3.1 “Children of the Tree” iterasyonlar[6]

current_node root
current node type internal
current_node is not null

while current node is not null, do
if current_node is leaf, do
add rule for current node to rule list
else
identify left child and right child of current node
split_data using feature Xj and threshold 6;
generate rules:
if (Xj < 0j) move to left child
if (Xj > 6j) move to right_child
end
move to the next node in the tree (left child or right child)
end

¢ Kaynak [6] Children of the Tree’ye bakiniz.
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Asagida algoritmanin genel dongiisii yer almaktadir:

e current_node degiskeni, baslangigta karar agacinin kok diigiimiine (root)

atanir.
e Diigiim tipi “i¢ diiglim (internal node)” olarak baslatilir.
e current_node bos olmadig: siirece, algoritma asagidaki adimlar: tekrarlar:
Baglangi¢ Noktast
Karar agaci, kok diigiim (r) lizerinden baglatilir.
Karar Fonksiyonu

Herhangi bir diiglim d, veri kiimesini siniflandirmak i¢in bir karar fonksiyonu f(d)
kullanir. Bu fonksiyon, verinin diiglimde nasil ayrildigin1 ve hangi yone gidecegini

belirler.

Sinif €1 Eger d yaprak diiglimse

f(d):{ Karar (Xj < @jved;)veya (Xj > Ojvedg) Egerd ic diigiimse (3.3)

e Burada Cl1, yaprak diigiimdeki smif etiketini veya tahmin edilen degeri
temsil eder.

o I¢ diigiimlerde karar fonksiyonu, veri kiimesini ikiye ayiran kurali ifade

eder.
Yaprak Diigiim Kontrolii

Eger d diigiimii bir yaprak diigiim ise, o diiglime ait kural, (3.4)’teki gibi kural

listesine eklenir:

Rule List « Rule List U {(D)} 34

I¢ Diigiim Islemleri
Eger d bir i¢ diigiim (internal node) ise (3.5) gibidir:

Rules(d) «—{(Xj < 6] and d, ), (Xj > 6j and dg)} (3.5)

e Sol ¢ocuk diigiim dr. ve sag ¢ocuk diigiim dr belirlenir.

o Ozellik X; ve esik degeri 6; kullanlarak karar kurallar1 olusturulur:
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Her bir ¢ocuk diiglim icin ayni igslem tekrarlanir. Bu siire¢, aga¢ boyunca tiim

yollarin (yani kurallarin) ¢ikarilmasi tamamlanana kadar devam eder[6].
Kural Degerlendirme ve Segimi

Tim kural ¢ikarimi islemi tamamlandiktan sonra, her bir kural i¢in support,

confidence, lift, leverage, conviction degerlendirme metrikleri hesaplanir.

Ayrica, her kuralin karmasikhik ve hata maliyetleri dikkate alinarak MDL
(Minimum Description Length) degeri hesaplanir. Tiim metrikler bir arada

degerlendirilerek, en anlaml ve sade (optimum) kurallar secilir[6].
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4

UYGULAMA

Bu boéliimde, 2. Boliimde detayli bicimde agiklanan makine 6grenmesi modelleri,
kredi riski tahmini problemi kapsaminda Alman kredi veri seti iizerinde uygulanmis
ve elde edilen sonuclar karsilagtirilmistir. En iyi performansi gosteren model, elde
edilen ¢iktilar yorumlanarak belirlenmistir. Bu model temel alinarak, 4.2 numarali
boliimde gelistirdigimiz “Children of the Tree” adl1 kural ¢ikarimi algoritmasinin
(3. Boliimde ayrintili bicimde agiklanmistir) uygulamasi gergeklestirilmis ve elde

edilen sonuclara yer verilmistir.

4.1 Makine Ogrenmesi Modellerinin Uygulanmasi

Bu calismada, kredi riski tahminine yonelik olarak farkli makine Ogrenmesi
algoritmalar1 degerlendirilmistir. Kullanilan veri kiimesi, UCI Machine Learning
Repository’de yer alan ve literatiirde siklikla tercih edilen Alman kredi veri
kiimesidir. Veri kiimesi, bankaya kredi basvurusunda bulunan bireylere ait
demografik ve finansal bilgileri igermekte ve her bireyin kredi riski durumu (“iyi”
ya da “kotii” misteri) etiketlenmis durumdadir. Bu yoniiyle problem, denetimli

o6grenme (supervised learning) siniflandirma problemi olarak ele alinmistir.
4.1.1 Veri On Isleme ve Dengeleme

Ik olarak, veri kiimesi igerisindeki hedef degisken olan “credit_risk” ayrilmis ve
model giriglerini olusturan tiim 6zellikler (X) ile hedef sinif (y) ayristirllmigtir. Veri
kiimesinde bazi degiskenler kategorik oldugu icin bu degiskenler etiketleme
yontemiyle (Label Encoding) sayisal forma doniistiiriilmiistiir. Bu doniisiim, agac
tabanli algoritmalar digindaki modellerin, 6zellikle dogrusal ve mesafe tabanl
algoritmalarin  (6rnegin Lojistik Regresyon, KNN, SVM) dogru sekilde

caligsabilmesi agisindan kritik bir 6n isleme adimidir.
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Veri kiimesi incelendiginde, hedef degisken siniflarinin dengesiz oldugu
gozlemlenmigtir. Bu tiir durumlar, 6grenme siirecinde modellerin azinlik sinifi
dogru 6grenememesiyle sonuglanabilir. Bu sorunu gidermek amaciyla, SMOTE
(Synthetic Minority Over-sampling Technique) yontemi kullanilmistir. SMOTE,
azinlik sinifa ait drneklerden benzer fakat yeni drnekler iiretir ve bdylece siiflar

arasinda dengeli bir dagilim saglar.

Tiim modellerin esit kosullar altinda karsilastirilabilmesi amaciyla, 6zellikler ayrica
standartlastirnlmistir (StandardScaler). Bu islem, 6zellikle SVM ve KNN gibi
mesafeye duyarh algoritmalarda model basarimi iizerinde dogrudan etkili olsa da,
RF ve DT gibi agac tabanli modellerde teknik olarak zorunlu degildir. Ancak
modellerin ayn1 dlgekte egitilmesini saglamak ve degerlendirmede adaletli bir
karsilagtirma yapabilmek adina, tim modellere 6l¢eklenmis veri kullanilarak

egitim ve test uygulanmistir.
4.1.2 Egitim ve Test Verisinin Olusturulmasi

SMOTE uygulamasinin ardindan veri kiimesi, %80 egitim ve %20 test orani ile
rastgele boliinmiistiir. Boylece modellerin hem o6grenme yetenekleri hem de

genellenebilirlikleri tarafsiz bir sekilde test edilmistir.
4.1.3 Ozellik Olcekleme

SVM (Support Vector Machine) ve KNN (K-Nearest Neighbors) gibi modeller,
uzaklik ve sinir temelli ¢alistiklari i¢in degiskenler arasi farkli 6l¢eklerden olumsuz
etkilenebilmektedir. Bu nedenle yalnizca bu iki model i¢in Z-normalizasyonu
(StandardScaler) uygulanmis, tiim degiskenler ortalamasi 0 ve standart sapmasi 1

olacak sekilde doniistiirilmiistiir.
4.1.4 Uygulanan Modeller
Calismada toplam alt1 farklh makine 6@renmesi algoritmasi degerlendirilmistir:
o Lojistik Regresyon (Logistic Regression)
e K-en Yakin Komsu (KNN)
e Destek Vektor Makineleri (SVM)
e Karar Agaglar1 (Decision Tree)

e Naive Bayes
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o Rastgele Orman (Random Forest)

Bu modeller, hem dogrusal (6rnegin lojistik regresyon) hem de dogrusal olmayan
(6rnegin karar agaclari, rastgele orman) karar simnirlarina sahip olup, farkli
varsayimlarla caligsmalar1 sayesinde model karsilagtirmasinda kapsamli bir bakis

acist sunmustur.

Her bir model, egitim verisi lizerinde egitilmis ve test verisi tizerinde
degerlendirilmistir. Bu siirecte karmasiklik matrisi (confusion matrix),
siniflandirma raporu (classification report) ve ROC egrisi gibi yaygin dlgiitler

kullanilmistir.
4.1.5 Performans Ozeti

Her bir modelin dogruluk (accuracy) ve siiflar bazinda F1 skorlari tablo halinde
sunulmustur. F1 skoru, 6zellikle dengesiz veri kiimelerinde degerlendirme igin
uygun bir Olgiittiir ¢linkii hem precision (kesinlik) hem recall (duyarlilik)

bilesenlerini dikkate alir.

Asagida Tablo 4.1°de, kredi riski siiflandirma siirecinde uygulama bdliimiinde
denedigimiz 6 farkli algoritmanin siiflandirma sonuclarina ait karsilastirmalar
verilmistir. Gézlemlenen tiim makine 6grenmesi algoritmalaria ayni 6n isleme
adimlar (sayisallastirma, SMOTE, standardizasyon) uygulanmis ve karsilastirma
adil kosullar altinda gergeklestirilmistir. Rapor tablosuna goére her iki siifin F1
skorlar1 goz oniine alindiginda en iyi performans gdsteren algoritma Sinif 1 ve Sinif

2 igin sirastyla 0.84 ve 0.82 F1 skorlari ile “Random Forest” olmustur.

Tablo 4.1 Model karsilastirma tablosu

Model Ad1 Accuracy F1 Score (Class 1) F1 Score (Class 2)
Logistic Regression 0.81 0.81 0.80
KNN 0.81 0.82 0.81
SVM 0.80 0.81 0.79
Decision Tree 0.75 0.76 0.75
Naive Bayes 0.78 0.77 0.79
Random Forest 0.83 0.84 0.82
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Gozlemlenen her 3’er algoritmanin karmagiklik matrislerinin detay1 asagida Sekil
4.1 ve Sekil 4.2°’de verilmistir. Buna gore dikkat ¢eken bazi yorumlar soyle

verilebilir:

Karmagiklik matrisinin hedef degiskenlere (target) uyarlamasi soyledir: dogru

negatifler 1-1 olarak; dogru pozitifler 2-2 olarak gézlemlenmektedir.

Modellerin dogru negatif (True Negative) ve dogru pozitif (True Positive)
siniflandirma basarilari, karmasiklik matrisleri iizerinden incelendiginde, Rastgele
Orman modeli, sinif 1’i (negatif sinif) dogru tahmin etme konusunda en basaril
model olarak 6ne ¢ikmaktadir. Gergekten de, RF modeli toplam 124 6rnegi dogru
sekilde sinif 1 olarak tahminlemis ve bu acgidan en yiiksek dogru negatif sayisina
ulagmistir. Bu durum, modelin iyi smifi (borcunu 6deyen miisteri) ayirt etme

kabiliyetinin oldukea gii¢lii oldugunu gostermektedir.

Ancak dogru pozitif eslestirmeler (2-2 tahminleri) dikkate alindiginda, LR,
KNN ve NB modelleri, yiizeysel olarak RF’den daha iyi goriinmektedir. Bunun
nedeni, bu modellerin genellikle simif 2’ye (riskli miisteri) yonelme egiliminde
olmalaridir. Bu egilim, dogru pozitif sayisinin yiiksek goriinmesine neden olsa da,
yanilticidir. Ciinkii ayn1 modellerde yanhs pozitif (1 sinifina aitken 2 olarak

tahmin edilen) 6rnek sayis1 da oldukca fazladir.

Bu durum, modellerin sinif 2’yi fazla tahminleme egiliminden kaynaklanmaktadir
ve modelin gercek basar1 oranmm diisiiren bir unsur olarak
degerlendirilmelidir. Diger bir ifadeyle, Lojistik Regresyon, KNN ve Naive Bayes
modelleri sinif 2 i¢in daha fazla tahminde bulunduklari i¢in daha fazla dogru pozitif
elde etmiglerdir; ancak bu tahminlerin birgogu ayn1 zamanda yanhs pozitiflere de

yol acmustir.

Buna karsilik, RF modeli dengeli bir sekilde hem dogru negatif (1-1) hem de
dogru pozitif (2-2) siniflandirmalarda gii¢lii performans gostermistir. Ayrica bu
modelin hem yanhs pozitif hem de yanhs negatif tahmin sayilar1 diger modellere
gore belirgin bicimde diisiiktiir. Bu da “Random Forest”in sadece sinif 1’e degil,
ayni zamanda azinhk sifi olan simif 2’ye dair de daha isabetli ve temkinli

kararlar verebildigini gostermektedir.

Sonug olarak, yalnizca dogru pozitif sayisina bakarak model basarisint yorumlamak

yaniltici olabilir. Daha biitiinciil bir degerlendirme yapildiginda, RF modeli, her iki
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siif icin de yliksek dogruluk ve diisiik hata oranlartyla one ¢ikan, genel model

basarimi agisindan en giiglii adaydir.

Algoritmalarin karmagsiklik matrislerinin detay1 asagida Sekil 4.1 ve Sekil 4.2°de
verilmistir.

SVM - Confusion Matrix

Logistic Regression - Confusion Matrix

19 30

Sekil 4.1 Lojistik Regresyon, KNN ve SVM modelleri i¢in karmasiklik matrisi
sonuglari

Naive Bayes - Confusion Matrix

Sekil 4.2 Decision Tree, Naive Bayes ve Random Forest modelleri i¢in
karmasiklik matrisi sonuglari

4.1.6 ROC Egrisi ve AUC Degerleri

Model basariminin siiflar arasi ayrim giiciinii degerlendirmek amaciyla, her bir
model icin ROC egrileri ¢izilmis ve AUC degerleri hesaplanmigtir. ROC egrisi
altinda kalan alan ne kadar biiyiikse, modelin siniflar1 dogru ayirt etme giicli de o
derece yliksek olmaktadir. Elde edilen sonuglara gore, “Random Forest” ve SVM
modelleri en yiiksek AUC degerlerini elde etmis, bu da onlarin kredi riski tahmini

gorevinde daha basarili oldugunu gostermistir.

Asagida Sekil 4.3’te, modellerin karsilastirmalar1 i¢in ROC (Receiver Operating

Characteristic) egrisi verilmistir.
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ROC Curves for Classification Algorithms
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Sekil 4.3 Modellerin ROC egrilerini gdsteren grafik

ROC egrisi, siiflandirma algoritmalarinin pozitif sinifi (smif 2 — riskli miisteri) ne
kadar basarili ayirt ettigini gorsel olarak gostermektedir. Egriler ne kadar sol iist

koseye yakinsa, modelin siniflandirma giicii o kadar yiiksektir.
Grafige gore:

e RF modeli, AUC = 0.92 ile en yliksek dogruluk alanina sahiptir ve pozitif

siifi ayirt etmede en bagarilt modeldir.

e SVM (0.90), KNN (0.89) ve Logistic Regression (0.88) da yiiksek

performans gostermistir ve birbirlerine oldukca yakindir.
o Naive Bayes (0.85) orta diizeyde basarili bir ayrim yaparken,

e Decision Tree (0.75) modeli ROC egrisine gore diger modellere kiyasla

daha diisiik ayrim giictline sahiptir.

Genel olarak, ROC egrisi RF’nin hem diisiik yanlis pozitif (false positive) oraniyla
hem de yliksek dogru pozitif (true positive) oraniyla daha dengeli ve iistiin bir

siniflama performansi sergiledigini ortaya koymaktadir.
4.1.7 Yorum

Elde edilen sonuglara gore, Rastgele Orman modeli hem genel basar1 hem de
siiflar arasi1 dengeli F1 skorlar1 agisindan en basarili model olarak 6ne ¢ikmustir.

Bu nedenle sonraki boliimde uygulanacak olan "Children of the Tree"
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algoritmas1 ile kural ¢ikarimi islemi, Rastgele Orman modeli iizerinden
gerceklestirilmistir. BOylece hem simiflandirma basarisi  yiikksek hem de

aciklanabilirligi arttirilmis bir model yapisi elde edilmistir[6].

4.2 Children of the Tree Uygulamasi

Bu béliimde, gelistirdigimiz algoritmanin uygulanmasi sunulmaktadir. “Children
of the Tree” algoritmasinin isleyisi, Bolim 3'te ayrintili sekilde agiklanmigtir. Bu
boliimde ise, 1.5 “Veri Kiimesinin Tanitimi1” basli§inda sunulan veri kiimesi
iizerinde “Children of the Tree” algoritmasi uygulanmis ve elde edilen sonuglar

asagidaki Tablo 5’te verilmistir.

“Children of the Tree” algoritmasi, literatiirde benzer bir ¢ézliime rastlanmamasi
nedeniyle 6zgiin fikirle gelistirilmistir. Ozellikle, makine 6grenmesi modellerinden
kural ¢ikarimi yapilirken MDL (Minimum Description Length) ilkesinin
uygulanmasi, algoritmanin literatiire 6zgiin bir katki sundugunu gostermesi

acisindan 6nem tagimaktadir.

“Children of the Tree” algoritmasi, Rastgele Orman temelli bir makine 6grenmesi
modelinden kural ¢ikarimm gercgeklestirmek iizere tasarlanmis bir optimizasyon
algoritmasidir. Calismada, algoritmanin dengesiz veri Kkiimeleri {izerinde de
caligabilmesini saglamak amaciyla SMOTE (Synthetic Minority Oversampling

Technique) yontemi kullanilmigtir.

Calisma iki ana bilesene odaklanmaktadir. i1k olarak, dengesiz veri kiimesi SMOTE
teknigi ile dengelenmis; ardindan, RF modeli iizerinde cesitli hiperparametre
optimizasyonlar1 uygulanarak genel F1 skoru yaklasik 0.83 olacak sekilde bir
performans elde edilmistir. Bu kapsamda, Sinif 1 (iyi sinif) i¢in F1 skoru 0.84, Sinif
2 (koti simnif) icin ise 0.82 olarak hesaplanmistir. Bu sonuglara dayanarak, Boliim
2’de ayrintilar1 verilen “Children of the Tree” algoritmasmin kural ¢ikarim

mekanizmasi uygulanmistir.

Kural ¢ikarimi sonrasinda her bir kural i¢in support (destek), confidence (giiven),
lift (kaldirma), leverage (kaldira¢) ve conviction (ikna giicil) gibi metrikler
hesaplanmistir. Ayrica, her bir kuralin karmasikhik ve hata maliyeti dikkate
alinarak MDL degeri belirlenmistir. Bu metriklerin tamami degerlendirildikten

sonra, optimal kurallar se¢ilmistir. Asagidaki Tablo 4.2°de, secilen optimal
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kurallar1, bu kurallarin temsil ettigi siniflar1 ve ilgili metrik degerlerini (gecerlilik

ve yayginlik dahil olmak {izere) sunmaktadir. Ayrica tabloda, kurallarin sadelik

derecelerini yansitan MDL maliyet degerleri de yer almaktadir[6].

Tablo 4.2 Children of the Tree algoritmas1 sonuglari: kurallar, metrikler ve

smiflar[6]

Rule

Clas

Suppo
rt

Confiden Lif | Levera
ce t ge

Convictio
n

MDL
Cost

duration > 6.50
and
savings account
<= 250 and
checking_account
<= 250 and
other_debtors <=
1.50 and
credit_history <=
3.50.

0,48

0,78 1,5 0,24

2,28

9176,
16

savings_accou
nt <= 2.50 and
other_debtors <=
1.50 and
checking_account
<= 250 and
credit_history <=
3.50 and duration
>10.50.

0,45

0,79 1,5 0,22

2,42

9479,
25

savings_accou
nt <= 1.50 and
credit_history <=
3.50 and
checking_account
<= 250 and
other_debtors <=
1.50 and
personal_status s
ex <=2.50.

0,49

0,79 1,5 0,22

2,34

9521,
05

present reside
nce <= 3.50 and
checking_account
<= 250 and
foreign worker
<= 050 and
other_debtors <=
1.50 and purpose
<= 8.50.

0,43

0,76 1,5 0,22

2,07

9865,
94

checking_acco
unt <= 2.50 and
other_debtors <=
1.50 and
credit_history <=
3.50 and duration
> 12,50 and
savings account
<=3.50.

0,39

0,80 1,6 0,19

2,62

10116,77
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Tablo 4.2 Children of the Tree algoritmas1 sonuglari: kurallar, metrikler ve

siiflar (devami)[6]

checking account <=
2.50 and other debtors <=
1.50 and credit amount >
1044.50 and
number_credits <= 1.50
and credit amount >
1173.00.

0,43

0,70

1

1,4

0,2

1,7

10189,9
3

credit_history <= 3.50
and checking_account <=
2.50 and duration > 7.50
and credit_history > 1.50
and other debtors <=
1.50.

0,43

0,70

1,3

0,2

1,6

10325,8
0

credit_amount <=
10918.00 and telephone
<= 0.50 and
checking_account <= 2.50
and employment_duration
<= 3.50 and dependents
<=1.50

0,40

0,74

1,4

0,2

1,9

10398,9
6

checking account <=
2.50 and duration > 10.50
and other debtors <=1.50
and employment_duration
<= 3.50 and telephone <=
0.50.

0,37

0,78

1,5

0,1

22

10409,4
1

employment_duration
> 1.50 and purpose <=
850 and duration <=
25.50 and credit_history >
1.50 and credit amount
<= 7452.00.

0,40

0,69

1,3

0,2

1,6

10628,8
8

duration <= 27.50 and
housing > 0.50 and
employment_duration >
1.50 and credit_history >
1.50 and
other installment plans >
1.50.

0,29

0,78

1,5

0,1

22

11339,5
6

duration <= 24.50 and
savings_account <= 3.50
and employment_duration
> 1.50 and credit amount
<=7881.00 and duration >
7.00.

0,39

0,59

1,1

0,1

1,2

11381,3
7

other installment plan
s > 1.50 and
employment_duration >
1.50 and credit_history >
1.50 and credit amount
<= 3897.50 and housing >
0.50.

0,28

0,79

1,5

0,1

2,3

11444.0
8
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Tablo 4.2 Children of the Tree algoritmas1 sonuglari: kurallar, metrikler ve

siiflar (devami)[6]

personal_status _sex > 1 0,3 0,66 1,3 0,1 1,49
1.50 and duration > 8.50 3 5 11768,0
and duration <= 24.50 and 6

credit amount > 1081.00
and credit amount <=

7521.00.

credit_history > 1.50 1 0,33 0,59 1,1 0,1 1,23
and foreign worker <= 8 7 11788,9
0.50 and 7

other installment plans >
1.50 and credit amount

<= 3916.00 and
number credits <= 1.50.
savings_account <= 1 0,31 0,63 1,2 0,1 1,37
2.50 and duration <= 7 5 11830,7
24.50 and 7

employment_duration >
1.50 and duration > 7.50
and credit_history > 1.50

checking_account > 1 0,20 0,93 1,8 0,1 7,13
2.50 and age > 24.50 and 6 0 11914,3
duration <= 45.00 and 8
credit_amount <=
9569.00 and
other installment plans >
1.50.

other_installment plan 1 0,27 0,70 1,4 0,1 1,66
s > 1.50 and 0 3 11966,6
personal_status sex > 4
1.50 and credit_history >
1.50 and property <= 2.50
and savings account <=
3.50.

Yukaridaki Tablo 4.2'de, "Children of the Tree" algoritmamiz Alman kredi veri
kiimesine uygulanmis ve bankalarin potansiyel miisterileri {izerinden kurallar
cikartlmistir. Tablonun ilk slitununda ¢ikarilan kurallar yer almakta, ikinci siitunda
ise bu kurallarin ait oldugu siiflar belirtilmektedir. Diger bir deyisle, bir kural
bankanin potansiyel bir miisterisine uygulaniyorsa, o miisterinin riskli olup

olmadig ya da diisiik riskli bir miisteri olup olmadig: belirtilmektedir.

Tablo 4.2°de yer alan support (destek) degerleri, her bir kuralin veri kiimesinde ne
siklikla gergeklestigini, yani yayginhgmm gostermektedir. Confidence (giiven)
degerleri ise bu kurallarin dogruluk oranlarini, yani gegerliliklerini yansitir.
Bilindigi tizere, MDL Cost (Minimum Ac¢iklama Uzunlugu Maliyeti) alani, tabloda
sunulan her bir kuralin sadelik derecesini matematiksel olarak yansitan bir

degerdir[6].
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MDL maliyetleri, probleme ve veri kiimesine 6zgiidiir; bu nedenle farkli caligmalar
ve veri setlerinde gdzlemlenen degerlerden daha yiiksek veya daha diisiik olabilir.
Ancak bu calismada elde edilen en diisiik MDL maliyeti, Sinif 2 (kotii sinif) i¢cin
hesaplanmistir ve su kurala aittir:
“duration > 6.50 ve savings_account <= 2.50 ve checking_account <= 2.50 ve
other_debtors <=1.50 ve credit_history <= 3.50”, bu kural i¢in hesaplanan MDL
maliyeti 9176.16 olarak bulunmustur[6].

Smif 1 (iyi smif) i¢in elde edilen en disik MDL maliyeti ise
“employment_duration > 1.50 ve purpose <= 8.50 ve duration <= 25.50 ve
credit_history > 1.50 ve credit_amount <= 7452.00” kuralina aittir ve bu kuralin

MDL Cost degeri 10628.88 olarak hesaplanmistir[6].
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Bu tez caligmasinda, kredi riski siniflandirmasina yonelik olarak c¢esitli makine
ogrenmesi algoritmalari test edilmis ve aciklanabilirlik odakli yeni bir algoritma
olan “Children of the Tree” onerilmistir. Lojistik Regresyon (LR), KNN, SVM,
Karar Agaclar1 (DT), Naive Bayes (NB) ve Rastgele Orman (RF) gibi yaygin
simiflandirma algoritmalari, ayni 6n isleme adimlarina tabi tutulmus ve SMOTE
yontemiyle dengelenmis veri kiimesi lizerinde degerlendirilmistir. Bu sayede
modeller arasi1 karsilastirma adil, tutarli ve karsilastirilabilir bir yaklagimla

gerceklestirilmistir.

Elde edilen sonuglara gore, KNN ve LR algoritmalar1 da sirasiyla %81 dogruluk,
0.815 ve 0.81 F1 skoru, 0.89 ve 0.88 AUC degerleriyle yiiksek performans
sergilemigtir. SVM %80 dogruluk ve 0.90 AUC degeriyle 6zellikle ayristirict giicii
acisindan dikkat ¢cekmistir. NB ve DT ise sirasiyla %78 ve %75 dogruluk ile daha
sinirli sonuglar iiretmistir. En yiiksek dogruluk (Accuracy: 0.83, F1-Smif 1: 0.84,
F1-Sinif 2: 0.82) ve AUC (0.92) degerleri RF algoritmasindan elde edilmistir. Bu
model, pozitif ve negatif siniflar arasinda dengeli bir siniflandirma basarimi
gostermis ve calismanin en giicli temel algoritmast olmustur. Bu giiclii temel
iizerine kurulan ve agiklanabilir kural ¢ikarimini hedefleyen “Children of the Tree”
algoritmas1 ise hem daha basit kurallar olusturabilme kapasitesi hem de

yorumlanabilirlik agisindan 6ne ¢ikmustir.

Tez ¢alismasinda, kurallarin agiklanabilirligini ve sadeligini artirmak amaciyla
Minimum Description Length (MDL) ilkesi kullanilmistir. MDL, bir kuralin
karmasikhigini (kosul sayisi) ve hata maliyetini (yanlis siniflandirma sayisi)
dikkate alarak tanim uzunlugunu en aza indirmeyi amaglar. Bu yaklagim sayesinde,

yalnizca dogru olan degil, ayn1 zamanda daha az karmasik ve daha a¢iklanabilir
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kurallarin tesvik edilmesi saglanmaktadir. Bu ¢alismada, daha az kosula sahip
kurallar onceliklendiren, sadelik 6l¢iitini MDL maliyeti ile degerlendiren ve
dengesiz veri kiimelerinde azinhk smifim dikkate alarak daha genelleyici
kurallar iireten yeni ve etkili bir algoritma tanitilmaktadir. Bu yoniiyle
yontemimiz, kural optimizasyonuna ydnelik alternatif yaklagimlardan

ayrilmaktadir[6].

Ilerleyen calismalarda, algoritmanin rakiplerinde oldugu gibi daha kararh
kurallar iiretebilme kapasitesinin artirillmasi, buna ek olarak daha yiiksek
dogruluk ve daha sade genelleyici kurallar olusturulmasi hedeflenmektedir.
Ayrica, belirli 6zellikler {izerinden kural ¢ikarimi yapilmasini saglayan
hesaplamalarin da sisteme entegre edilmesi planlanmaktadir. Boylelikle,
kullanicilarin veri seti i¢indeki en dnemli degiskenleri belirleyerek, bu 6zelliklere

odaklanan kurallar elde etmesi miimkiin olacaktir[6].

Asagida sunulan Tablo 5.1, 1.2.2 numarali "Modelden Kural Cikarimi Ydntemleri"
baslikli boliimde incelenen RuleFit algoritmasi ile 6nerdigimiz algoritmanin model
basarimi acisindan karsilastirmasini igermektedir. RuleFit algoritmasi, kendi
framework’ii icerisinde tree_generator parametresi random_forest_classifier
olarak ayarlanarak ¢alistirilmistir. Her iki algoritma i¢in de ayni 6n isleme adimlari
uygulanmis, aym 6zellikler modele girdi olarak verilmis ve her iki veri kiimesi
SMOTE yontemi ile dengelenmistir. Ayrica, her iki modelin RF yapilandirmalar

da ayn1 hiperparametreler kullanilarak gerceklestirilmistir[6].

Elde edilen sonuclara gore, "Children of the Tree" algoritmast hem Simf 2 (kotii)
hem de Simif 1 (iyi) icin RuleFit’e kiyasla daha basarili performans gostermistir.
Tablo 5.2°deki veriler, modelin daha giivenilir tahminler yapmasini ve simflar
arasinda daha iyi ayrim saglamasini miimkiin kildigin1 géstermektedir. RuleFit
algoritmasi, tipki Onerdigimiz algoritma gibi bir RF modeli {izerinde egitim
yapabilme kapasitesine sahip oldugundan, her iki yontem ayni veri 6n isleme
adimlart ve Ozellik secimiyle calistirilarak adil bir karsilagtirma yapilmasi

saglanmistir[6].
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Tablo 5.1 RuleFit ve Children of the Tree algoritmalarinin model
performanslarinin karsilastirilmasi[6]

Algoritma Accuracy F1 Score (Sinif 2) F1 Score (Simif 1)
Rule Fit 0.74 0.75 0.73
Children of the Tree 0.83 0.82 0.84

Ardindan, karsilagtirma Anchors algoritmast ile devam ettirilmistir. Bu sefer,
Children of the Tree algoritmasinda kullanilan ayn1 RF modeli iizerinde Anchors
algoritmas1 ile cikarilan Kkurallar analiz edilmistir. Tablo 5.2, Anchors
algoritmasi1 tarafindan elde edilen bazi kurallar1 ve bunlarin degerlendirme
metriklerini gostermektedir. Anchors, kurallarini precision (kesinlik) ve coverage
(kapsama oram) metrikleri iizerinden degerlendirir. Precision, kuralin
dogrulugunu gosterirken; coverage, kuralin veri kiimesindeki ne kadar ornege

uygulandigini belirtir[6].

Tablo 5.2 incelendiginde, yiiksek precision degerine sahip kurallarin, genellikle
veri kiimesinin oldukga kiiciik bir alt kiimesine uygulandig1 goriilmektedir. Buna
karsilik, Children of the Tree algoritmasi kurallar1 daha genis metriklerle
degerlendirmektedir. Her ne kadar dogrudan karsilastirilabilir olmasalar da,
Anchors’ta kullanilan coverage metrigi Children of the Tree’deki support (destek)

ile, precision metrigi ise confidence (giiven) ile anlam olarak karsilastirilabilir[6].

95



Tablo 5.2 Anchors algoritmasi sonuglari (en yliksek precision degerlerine gore)[6]

Simif Anchors Precision Coverage
checking account = 0
AND personal_status_sex
2 =1 AND duration > 28.00 1.0 0.04
2 checking account = 1
AND credit amount >
4176.25 AND telephone =

0 AND property =2 AND
other installment plans =
2 1.0 0.01

employment duration = 4
AND duration <= 19.00
AND age > 39.25 AND
other installment plans =
2 AND 136175 <
1 credit_amount <=2319.50 1.0 0.01

duration <= 12.00 AND
present residence > 3.00
AND housing = 1 AND
property = 0 AND
1 credit_amount <=2319.50 0.99 0.03

Children of the Tree algoritmasinda elde edilen en yliksek support ve confidence
degerleri sirastyla Sinif 2 icin 0.48 ve 0.78, Sinif 1 icin 0.40 ve 0.69 olarak
gozlemlenmistir. Anchors algoritmasinda Smif 1’e ait Children of the Tree’ye
benzer uzunlukta olan “employment duration = 4 AND duration <= 19.00 AND
age > 39.25 AND other installment plans =2 AND 1361.75 < credit amount <=
2319.50” kural1 i¢in precision 1.0 iken, coverage degeri yalnizca 0.0104’tlir. Bu
da kuralin veri kiimesinde uygulanabilirliginin olduk¢a diisiik oldugunu
gostermektedir. Benzer sekilde, Siif 2’ye ait ve benzer uzunlukta olan bir baska

Anchors kurali, 1.0 precision ile birlikte yalnizca 0.0147 coverage saglamistir[6].

Asagida sunulan Tablo 5.3’te, Children of the Tree algoritmasinin en yiiksek
confidence degerlerine gore siralanmis bazi kural 6rneklerini gostermektedir. Eger
confidence = precision ve support = coverage olarak diisiiniiliirse, Tablo 7 ile
yapilan kiyaslama sonucunda Children of the Tree algoritmasinin daha

uygulanabilir ve ac¢iklanabilir kurallar iirettigi goriilmektedir[6].
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Tablo 5.3 Children of the Tree algoritmasi sonuglari (en yiiksek confidence

degerlerine gore)[6]

Kural Simif Confidence Support
age > 33.50 and purpose
<= 4.50 and
credit_amount <=
4814.00 and
checking_account > 2.50
and duration <= 16.50 1 1.0 0.05
checking_account > 2.50
and duration <= 16.50
and
other installment plans
> 1.50 and credit_history
>3.50 1 1.0 0.04
housing <= 0.50 and
checking account <=
2.50 and
present_residence <=
3.50 and dependents <=
1.50 and
other installment plans
<=1.50 2 1.0 0.04
credit_history <= 3.50
and personal status sex
<= 1.50 and
credit_history <= 1.50
and savings account <=
1.50 and installment rate
>2.50 2 1.0 0.04

Children of the Tree algoritmasi, hem Anchors hem de RuleFit ile yapilan
karsilagtirmalarda 6ne ¢ikmaktadir. Anchors algoritmasi her ne kadar ¢ok yiiksek
dogruluklu (precision) kurallar iiretse de, bu kurallarin veri kiimesinde
uygulanabilirlik oram ¢ok diisiiktiir. RuleFit ise, ayn1 hiperparametreler ve 6n
isleme adimlar altinda daha diisiik model performansi sergilemistir. Buna karsilik,
Children of the Tree algoritmasi, hem confidence (giiven) hem de support
(destek) arasinda denge kurarak, her iki sinif i¢in de daha yiiksek F1 skorlarina
ulagmistir. Bu da 6zellikle dengesiz veri kiimelerinde anlamli ve Slgeklenebilir
kurallar iiretme gereksinimi olan uygulamalarda (6rnegin kredi riski analizi)
Children of the Tree algoritmasini daha iistiin bir alternatif haline getirmektedir.
MDL maliyeti ve destek gibi 6l¢iitleri kullanan algoritma, hem a¢iklanabilir hem

de pratik kurallar tiretme yetkinligi ile mevcut yontemlerden ayrismaktadir[6].
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5.1 Cahismanin Simirhiliklar:

“Children of the Tree” algoritmasi, kural ¢ikarimi konusunda 6nemli katkilar
sunmakla birlikte, baz1 sinirliliklar da barindirmakta ve bu siirliklar gelecekteki
gelistirmelere yon verebilir. Algoritma, Alman kredi veri kiimesi iizerinde giiclii
performans sergilemis olsa da, farkli 6zelliklere sahip veri kiimeleri {izerindeki
genellenebilirligi heniiz test edilmemistir. Ayrica, algoritmanin kullanici tanimh
ozelliklere veya alan bilgisini iceren oOnceliklendirmelere gore kurallar
siralama yetisi bulunmamaktadir. Bu durum, algoritmanin gercek diinya
uygulamalarindaki kullanim esnekligini sinirlayabilir. Son olarak, bu c¢aligmada
sadece Anchors ve RuleFit ile karsilastirma yapilmistir; gelecekteki ¢alismalarda,
algoritmanin diger giincel kural cikarim ve aciklanabilir yapay zekéa
yontemleriyle de karsilastirilarak avantajlarinin ve gelistirilmesi gereken

yonlerinin daha derinlemesine analiz edilmesi amaglanmaktadir[6].
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