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OZET

VERI MADENCILIGINDE KUMELEME ANALizi
VE HiBRIiT VERILERIN KUMELENMESi UZERINE BiR ALGORITMA

Osman COREKCi

Matematik Mihendisligi Anabilim Dah

Yuksek Lisans Tezi

Tez Danismani: Dog. Dr. Ayla SAYLI

Blylk verilerin kendi iginde benzer kiimelere ayrilmasi veri madenciliginin en temel
problemlerinden biridir. Ginimizde biylk verilerin organize edilmis bir bigcimde
depolanabilmesi, kimeleme islemi igin gelistirilen yontemlerin, biyuk veriler igin etkili
calisabilmesi kriterinin dnemi de arttirmistir. Hiyerarsik kiimeleme yontemleri etkili
sonuglar verse de hesaplama karmasikligi nedeniyle blytk veriler ile galisma konusunda
yetersiz kalmaktadir. Hiyerarsik olmayan kimeleme yontemleri ise maliyet
fonksiyonunun kategorik veriler ile galisamamasi nedeniyle tim veri tipleri igin
kullanilamamaktadir. Yalnizca kategorik veriler igin ve hibrit veriler igin bazi hiyerarsik
olmayan kiimeleme yontemleri de son zamanlarda gelistirilmistir. Bunun yaninda
verideki Ozelliklerin kimeleme islemindeki agirliklari, verinin dogasi geregi veya
kiimeleme sonucunda elde edilmek istenen sonuglara bagh olarak, farkh olabilir. Bu
doklimanda, buylk hibrit verilerin etkili bir sekilde kiimelenmesi ve bu kiimeleme
islemine o6zelliklerin agirliklarinin da dahil edilebilmesi icin gelistirilen bir algoritma
tanitacagiz. Temel olarak K-Prototypes algoritmasina dayanan bu algoritmayr W-K-
Prototypes olarak isimlendirecegiz.

Anahtar Kelimeler: Veri madenciligi, kiimeleme, kiimeleme analizi, kiimeleme
yontemleri, hibrit veri kimeleme, K-Prototypes algoritmasi, agirliklandiriimis 6zellikler
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ABSTRACT

CLUSTERING ANALYSIS IN DATA MINING AND
AN ALGORITHM ON CLUSTERING HYBRID DATA

Osman COREKCi

Department of Mathematical Engineering

MSc. Thesis

Adviser: Assoc. Prof. Ayla SAYLI

Separating large data into similar clusters is one of the basic problems of data mining.
Storing large data in an organized way has currently increased the importance of the
methods developed for clustering. Even if the hierarchical clustering methods give
effective results, they are still inadequate due to their computational complexity. Non-
hierarchical clustering methods cannot be used for all data types because of the cost
function which cannot run by categorical data. Recently, some non-hierarchical
clustering methods have been improved for categorical and hybrid data. In addition, the
weights of attributes in clustering might be different due to the nature of the data or
the expected results. In this paper, we introduce an algorithm which has been improved
for the clustering of large hybrid data in an effective way that also includes the weights
of attributes. This algorithm, mainly based on the K-Prototypes algorithm, will be called
“W-K-Prototypes”. The computational results show that the algorithm can be used
efficiently for clustering.

Keywords: data mining, clustering, clustering analysis, clustering methods, clustering
hybrid data, K-Prototypes algorithm, weighted attributes

YILDIZ TECHNICAL UNIVERSITY
GRADUATE SCHOOL OF NATURAL AND APPLIED SCIENCES
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BOLUM 1

GIRIS

1.1 Literatiir Ozeti

Gunlimuzde bilisim sistemlerinin hayatimizin her alaninda aktif rol oynamasi ile birlikte
veri, enformasyon, bilgi gibi kavramlara fazlasiyla asina olmus durumdayiz. Bu kavramlar
ginlik konusmada farkli anlamlarda da kullanilsa da, birer terim olarak bakildiginda
bizim calismamiz icin anahtar kelimeler olarak karsimiza ¢ikarlar. Ogut’iin [1] yaptig
tanimla veri, kayit altina alinmis her tirli olay, durum, fikirdir. Veri dedigimizde temel
olarak islenmemis ham kayitlardan bahsediyoruz. Fakat diizenlenmis, islenmis bir veri
de farkli bir amag icin kullanilmak {izere veri halini koruyacaktir. islenmis verinin,
iliskilendirilmesi, anlamlandirilmasi ile elde edilen sonuca ise enformasyon denir. Bilgi
ise enformasyonun birey tarafindan algilanmasi, 6zimsenmesi ve yorumlanmasi ile
olusturulan Gcglinci asamadir. Buradan acikca soyleyebiliriz ki diger sireclerde de
olmasina ragmen, bireyin kisisel yetenekleri, konu hakkindaki tecriibesi ve yaraticiligi
gibi nitelikleri, bilgi asamasinda oldukg¢a etkili rol oynamaktadir. Calismamizin
devaminda da sik¢a deginecegimiz Uzere, veriden bilgiye giden yolda hemen her
asamada kaliteli ve etkili bir ¢ikti alinabilmesi icin, her ne kadar bilisim sistemleri gelismis

olsa da, kisisel yetenekler ve uzmanlik derecesi en etkili sistem girdisi olacaktir.

Kisisel bilgisayarlar, mobil cihazlar, akilli saatler ve gozliikler derken tek bir insan bile bir
glin icinde on binlerce satirlik veri (retir hale gelmistir. Bu verileri anlamlandirmak ve
bilgi Gretmek hem ihtiyac hem de bliyliyen hizmet sektori icin ileri bir adim haline
gelmistir. Veriden bilgi ¢cikarmak sirecine literatiirde veri madenciligi denilmektedir.

Frawley veri madenciligini “Daha dnceden bilinmeyen ve potansiyel olarak yararli olma



durumuna sahip verinin kesfedilmesi” olarak tanimlamistir. Berry ve Linoff [2] bu
kavrama “Anlamli kurallarin ve orlintiilerin bulunmasi icin genis veri yiginlari tGzerine
yapilan kesif ve analiz islemleri” seklinde bir agiklama getirirken, Sever ve Oguz [3]
calismalarinda veri madenciligi hakkinda “Onceden bilinmeyen, veri iginde gizli, anlaml
ve yararh oriinttlerin blyuk 6lcekli veritabanlarindan otomatik bicimde elde edilmesini
saglayan veri tabanlarinda bilgi kesfi sireci igerisinde bir adimdir.” tanimini
kullanmislardir. Ogit’iin [1] yaptig1 daha genel bir tanimda ise veri madenciligi “Genis
veri yiginlari icerisinde, yararli olma potansiyeline sahip, aralarinda beklenmedik /
bilinmedik iliskilerin oldugu verilerin kesfedilerek, veri sahibi i¢cin hem anlasilir hem de

kullanilabilir bir bicime getirilmesine yonelik gelistirilmis yontemler toplulugudur.”

‘H"arl Had-nmllni

=

Indirgenmiy
vl

Sekil 1.1 Bilgi kesfi stirecinde veri madenciliginin yeri [1]

II. Dinya Savasl sirasinda ABD ordusu i¢in gelistirilen ve 30 ton agirlik ve 170 m2lik alan
hacmiyle ilk bilgisayar ENIAC'1 ve bugiin cebimizdeki akilli telefonlari distindiigiimuizde
bilisim teknolojisinin kat ettigi yolu gorebiliriz. Uretilen ilk bilgisayarlar karmasik
hesaplamalar yapmasi igin tasarlanmistir. Bilgisayarlarin aktif ve verimli bir bicimde
kullanilmalariise, ortaya ¢ikan verinin depolanmasi ihtiyacini ortaya ¢ikarmistir. Verilerin
depolanmaya baslanmasi ile birlikte veritabani kavrami ortaya ¢ikmistir. Ancak bu, hizli
ve bol miktarda Uretilen verinin tutulacagi ortamlarin da genislemesini gerektirdi. Veri

ambari kavrami hemen hemen bu zamanlarda ortaya ¢ikmis bir kavramdir.

Veri ambari, sadece organizasyonlarda bulunan islemsel diizeydeki personele degil,
karar verici (yonetici) kisiler icin de tasarlanmis ortamdir, denilebilir. Esasen veri ambari

kurulus capinda raporlama ve analiz icin tutarl bir kaynak saglayan veri tabanidir.

2



GUnumuz kosullarinda veri tabani sistemlerinin karar destek uygulamalarinda etkinligi
tartisiilmaktadir [4]. Boylelikle veri tabanin karsilasilan ilgilenilen verinin boyut sorunu

veri ambari ile ¢ozllebilmektedir [5].

Hiyerarsik, sebeke modeli, varlik-iliski derken gilinlimizde yaygin olarak kullanilan
lliskisel ve nesne yonelimli veri gibi bir takim veri depolama modelleri ortaya ¢ikmistir.
Fakat zamanla verinin saklanmasindan ziyade bu kadar ¢ok veriden istenilen bilginin
bulunup cikarilmasi bir sorun haline gelmistir. Veri madenciligi kavramsal olarak 1960’li
yillarda, bu veri analizi ihtiyaci sonrasinda ortaya cikmistir. Fakat o donemdki
isimlendirme veri taramasi (data dredging), veri yakalanmasi (data fishing) seklinde idi.
1990’ yillarda ise bilgisayar miihendisleri tarafindan bir isim olarak veri madenciligi
kullanilmistir. Bu camianin amaci, geleneksel istatistiksel yontemler yerine, veri
analizinin algoritmik bilgisayar modiilleri tarafindan degerlendirmesini vurgulamakti. Bu
noktadan sonra bilim adamlari veri madenciligine c¢esitli yaklasimlar getirmeye
basladilar. Bu yaklagimlarin kdkeninde istatistik, makine 6grenimi (machine learning),
veritabanlari, otomasyon, pazarlama, arastirma gibi disiplinler ve kavramlar yatmaktaydi

[1].

Veri madenciligi, istatistik yontemlerini agirlikli kullanmaktadir. istatistik calismalarina
hiz veren bir alan olarak da yine kendisi vardir ve bu anlamda veri madenciligi ve istatistik
ic icedir diyebiliriz. Bilgisayarlarin hizlh gelisimi, bu iki alaninda hizli gelismesine yol
acmistir. Uretilen verilerden bilgi ¢ikarma ihtiyaci ve bilgisayarlarin zorlu istatistiksel
islemleri basitce yapabilmesi bu alanlar icin itici glic olmustur. Calismamizin ilerleyen
bollimlerinde bu iliskiye ve istatistiksel bazi ydntemlere yer verecegiz. Veri madenciligi
ile cift tarafl etkilesim halinde olan diger alanlar ise makine 6grenmesi ve yapay zeka
¢alismalaridir. Bunun yaninda tip, biyoloji, ziraat, ekonomi, kurumsal kaynak planlama
islemleri, misteri iliskileri gibi alanlar basta olmak {zere verinin oldugu hemen her
alanda veri madenciligi kullanilmaktadir. Sirketlerin basarili bir yénetim igin nitelikli
bilgiye duyduklari intiya¢ da [5] veri madenciliginin yonetim sireclerine de dahil edilmesi
ile sonuglanmistir. Veri madenciligini uygulamadaki amacg, bir firmanin, isletmenin ya da
kurumun sahip oldugu veriden faydali olabilecek bilgilere ulasmasi boylelikle kaynaklari
daha etkin kullanmak, tedarik noktalarini ya da potansiyel yatirimlari, faydalari,

durumlari ortaya cikartarak mikroekonomi olusturmaktir. Dolayisiyla, pazar payi,



misteri memnuniyeti, karlihk gibi bir sirketteki kritik noktalar hakkinda bilgi sahibi
olunabilir ve daha esnek, etkin kararlar alinabilir. Diinyada veri madenciligini kullanan
bircok sirket vardir ve bazilari sunlardir: Amazon.Com, APEX, Barclays, Carrefour,
CopenhagenEnergy, FORTIS BANK, IMS Health, JCB CO, Laurentian Bank, Moscow City
Telephone Network, Kuzey Carolina Eyalet Hazine Dairesi, Octopus, Office Depot,
OneWorldHealth, Siemens, Sovereign Bank, Vodafone, Hepsiburada.com, Migros v.b.
Turkiye’de ise veri madenciligini kullanan sirketlerden bazilari sunlardir: Aviva Sigorta,
AXA Sigorta, Garanti Bankasi, Eureko Sigorta, HSBC Bank A.S., Kiraca Sirketler Toplulugu,
Tirk Ekonomi Bankasi, Turkcell, Yapi Kredi, v.b. [5]

Veri madenciliginin bir diger kullanim amaci da aykiri verilerin tespitidir. Bu sayede kredi
karti dolandiricilari, sigortacilik sektoriinde yapilan hileler, hasta verilerindeki ug
degerler tespit edilip bir takim tedbirler gelistirilebilir. Bunun yani sira marketlerin
mdisterilerini siniflandirmasi ve musteriye 6zel reklam ve promosyonlar gelistirmesi, raf
diizenini en sik beraber tiketilen Grlinlere gore diizenlemesi bilinen veri madenciligi
uygulama ornekleridir. Veri madenciligi diinyasinda sikga bilinen bir 6rnek olarak
Amerikan perakende zinciri Target, tikettigi Girtinlere bakarak, hamile oldugunu ailesinin
bile bilmedigi bir misterisine hamile Urinleri iceren bir reklam brosiri yollamis ve

tahmininde yanilmamistir.

Veri madenciliginin temel tanimindan yola g¢ikacak olunursa, veri madenciliginin bir
tahminleme ya da ispatlama yontemi degil, daha Onceden bilinmeyeni ortaya

cikarmasiyla diger benzetilen analiz yontemlerinden farkh oldugu gorilir [6].

Veriden bilgiye giden yolda cesitli yol ve yontemler gelistirilmistir. Bunlardan biri de
verilerin arasindaki anlamli iliskilerden vyararlanilarak, kullaniciya potansiyel bilgi
barindiran bir ¢ikti olarak, farkli 6zellikteki verileri farkli ayni 6zellikteki verileri ise ayni
kiimede olacak sekilde bir grup kiime sunmaktir. Bu isleme kiimeleme analizi denir ve
veri madenciliginin en genis basliklarindan birini olusturur. Kimeleme analizi ilk kez 1939
yihinda Tryon tarafindan kullanilmistir. 1960’ yillardan sonra kullanimi yayginlasmistir.
1963 yilinda Robert Sokal ve Peter Sneath’in yazdigi “Sayisal Siniflandirma ilminin

Temelleri” adli kitap bu alanda dnemli bir adim olmustur [7].

Kimeleme analizi icin yapilan bazi tanimlar sunlardir;



Kiimeleme analizi, bir arastirmada incelenen birimleri aralarindaki benzerliklerine gére
belirli gruplar icinde toplayarak siniflandirma yapmayi, birimlerin ortak ozelliklerini

ortaya koymayi ve bu siniflar ile ilgili genel tanimlar yapmayi saglayan bir yontemdir [8].

Kiimeleme analizi, elde bulunan veri yiginini belirlenen yontemlerle analiz ederek daha
onceden etiketleri belli olmayan gruplara ayrilmasi islemidir. Bu islem sonucunda elde
edilen kiimeler ylksek dizeyde kime ici homojenlik ve kimeler arasi heterojenlik

gosterirler [9].

Kimeleme analizi, birey veya nesneleri benzerliklerine gore kiimelere veya gruplara
ayirmak icin kullanilan birgok degiskenli istatistik analiz teknigidir [10]. Kiimeleme analizi
sonucu olusturulan kiimeler icinde ayni kiime icinde yer alan birimler birbirlerine diger

kiimenin igcinde yer alan birimlerden daha ¢ok benzesirler.

X birimler lzerinden alinan gozlem degerlerinden olusan veri matrisi olmak Ulzere
kiimeleme analizi, veri matrisini olusturan ve dogal gruplamalari kesin olarak bilinmeyen
birimleri birbirleri ile benzer olanlar alt kiimelere ayirmaya yardimci olan yontemler

toplulugudur [11].

Bu tanimlardan da yola cikarak kiimeleme analizinin amacinin, daginik veri toplulugunu
mantiksal gruplara ayirmak, bu sayede gruplar hakkinda bir 6n tahmin ve degerlendirme

yapmak, aykiri degerleri tespit etmek oldugunu soyleyebiliriz.

Sosyal bilimler, tip, ziraat basta olmak {zere tim mihendislik bilimlerinde yaygin
uygulama alani bulunan kimeleme analizi, ¢ok degiskenli varyans analizi, lojistik
regresyon analizi, cok boyutlu dlcekleme gibi diger cok degiskenli analizlerle de sikiiliskisi

olan bir tekniktir.

Kiimelemeyle giinliik yasantimizda sik sik karsilasilabilir. Ornegin bir restoranda ayni
masada oturan insanlar bir kiime olarak sayilabilir. Bu tiir 6rnekler cogaltilabilir.
Biyologlarin farkli hayvan tirleri arasinda anlamli bir tanimlama yapmadan 6nce, hayvan
turlerini dogru siniflandiriimasi gerekir. Kisaca isin niteligi ne olursa olsun bir arastirmada

ya da digerinde bir kiimeleme problemiyle karsilasmak kaginilmazdir [12].

Bircok arastirma alaninda arastirmacilarin karsilastigi en genel sorun, gozlenen verileri
anlamli olarak nasil organize (siniflandirilacagl) edilecegidir. Bunun icin degisik

siniflandirma teknikleri gelistirmek gerekmektedir. Baska bir ifadeyle, kiimeleme
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analizinin en genel amaci, ayni gruba ait olan verilerin arasinda maksimum benzerligin
olmasi, diger gruplardaki verilerle minimum benzerlikte olmasini saglamaktir.
Kimeleme teknikleri, arastirma problemlerinde genis bir alanda uygulanir [13]. Tipta
hastaliklari, hastalik tedavilerini siniflandirmada kiimeleme ¢ok kullanisli bir yontemdir.
Boylelikle “herhangi bir hastalik hangi grupta, o grubun belirtileri nelerdir ve tedavi
yontemleri nelerdir?” bunlari bilmek tedavi stirecinde fayda saglar. Tibbin psikolojiyle
ortak alani olan psikiyatri dalinda, paranoya, sizofren, manik depresif gibi dnemli
hastaliklarin belirtilerinin dogru kiimelerde teshis edilmesi, dogru tedavi icin gereklidir.
Sosyal bilimlerde de kiimele analizi teknikleri uygulanmaktadir. Ornegin suc
istatistiklerinde suclari siniflandirmada kullanilabilir. Kiimeleme analizinin en son
uygulama alani ise veri madenciligidir, veri madenciliginde buylk veri yiginlarindan

kurtulup 6zet veriler elde etmek hedeflenir. Bu agamada kiimeleme analizi kullanihr.

Veri madenciligi yapmak igin kullanilan yontem ne olursa olsun verinin bilgi kesfine
hazirlanmasi sireci hemen hemen aynidir. Verinin temizlenmesi, diizenlenmesi,
indirgenmesi gibi asamalardan olusan veri hazirlama asamasi bir sonraki bolimde ele
alinacaktir. Bolim 3 de bu galismada kullanilacak notasyon tanitilacak ve bu agsamada da
geleneksel bazi isimlendirmelere sadik kalmaya galisilacaktir. Bolim 4 de kiimeleme
analizi ele alinacak, kiimeleme analizi yapabilmek icin kullanilacak materyallere de
gerektigi kadar girilecektir. Kiimeleme teknikleri de ortak bir 6rnek veri lizerinden
uygulanarak basitce anlatilacaktir. Bu calismada, kiimeleme tekniklerinden bizi en ¢ok
ilgilendiren K-Means kiimeleme yontemi igin ise ayri bir baslik agilacak ve B6lim 5 de
detaylari ile anlatilmaya calisilacaktir. B6lim 6 da ise ¢alismamizin esas basligi olan
kategorik verilerin hizli kimelenmesi adina alternatif bir algoritma; W-K-Prototypes
tanitilacak, avantajlari ve dezavantajlari ile ele alinacaktir. Bu algoritmanin uygulama
sonuclari ve muadilleri ile kiyaslanma sonuglarina da Bélim 7 da yer verilecektir. Son
olarak tanitilan bu algoritmaile ilgili ileride yapilabilecek ¢alismalara yine B6lim 7 de yer

verilecektir.

1.2 Tezin Amaci

Bu calismada veri madenciligi konusunda genel bilgiler verildikten sonra, kiimeleme

analizi hakkinda detayl bilgiler verilmis ve ozellikle hibrit verilerin kiimelenmesi



konusunda ¢alismalar vyapilmistir. Calismada amaglanan, kimeleme yontemleri
arasindaki farkliliklari ortaya koyarak hibrit verilerin daha etkili kiimelenebilmesinin

yontemlerini arastirmaktir.

1.3 Hipotez

Veri madenciliginin en énemli basliklarindan biri olan kiimeleme analizinde yapilan
¢alismalar genellikle sadece niimerik veriler ya da sadece kategorik veriler lizerinde
yogunlasmistir. Fakat gercek hayatta elde edilen veriler cogu zaman hem niimerik hem
kategorik veriler icermektedir. Bu calismada 6zellikle bu tir hibrit veriler tizerine yapilan
¢alismalar ve elde edilen sonuglar gosterilmis ve simdiye kadar ki en iyi hibrit veri
kiimeleme algoritmasi olan K-Prototypes algoritmasi verinin 6zelliklerinin agirhklarina
gore kimelenebilmesi i¢in genisletilmistir. Tezin ana konusu olan bu genisletilmis

algoritma W-K-Prototypes olarak isimlendirilmistir.



BOLUM 2

VERI HAZIRLAMA iSLEMLERI

ilk bilgisayar ENIAC’dan cebimizdeki akilli telefonlara gelen siirecte, bilgi ¢ikarilma
potansiyeline sahip verinin miktari da bir hayli artmistir. Artik sadece veri demenin
yetmedigi ginlimizde buylk veri (big data) kavrami kullanilmaya baslanmistir.
isletmelerde, hastanelerde, kamu kurumlarinda, internet tizerinde siirekli veri tretimi
ve bu veriden anlamli bilgiler gikarma ihtiyaci stiregelmistir. Ancak bu kadar ¢ok veriden
anlamli bilgi ¢tkarma siireci, verinin miktarina ve 6zelliklerine bagl olarak bize bir takim
maliyetler getirmektedir. Ustelik siirecteki adimlardan biri dahi ihmal edilse sonuglarin
dogrulugu bile tartisilir duruma gelir. iste bu siirecte belki de en 6énemli adim, veri
madenciligi icin kullanilacak verinin hazirlanmasi islemidir. Ornegin, bir sirketin
calisanlarinin verileri Gzerinden yapilacak bir bilgi kesfi sirecinde, ¢alisan yasinin 1093
olarak girilmesi, bir marketin veritabani Gzerinde yapilacak veri madenciligi isleminde
Urlin barkodlarinin yanlis girilmesi veya bir Grtn ile ilgili 6zelliklerin bazilarinin girilmemis
olmasi bilgi kesfi stirecinde sikintilara neden olacak, bir sonug elde edilse bile dogrulugu
tartisilir duruma gelecektir. iste bu sikintilarin giderilmesi icin bazi veri isleme siiregleri

gelistirilmistir. Burada kavramsal olarak bu konulara deginecegiz.

Data Preparation
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Sekil 2.1 Veri madenciligi stirecinde veri hazirlamanin yeri [14]
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2.1 Verinin Temizlenmesi

Verinin bilgi kesfine uygun hale getirilebilmesi icin eksik verileri, aykiri degerleri ve yanlis

girilmis degerleri saptayip temizlemek gerekir. Eger bu islemlerin yapilmasi zorsa ilgili

kaydi veriden ¢ikarmak da bir yontem olabilir [15].

2.1.1 Kayip Veri

Veri akisinin yogun oldugu durumlarda sik¢a karsilasilan bu durum, bir kayittaki

degerlerden bazilarinin veya birinin girilememesi ile olusur. Bu durumla basa ¢ikabilmek

icin bazi yontemler dnerilmisgtir.

Kaydin Cikarilmasi: Eksik veri girisine sahip kaydin veriden c¢ikarilmasidir. Bu
durumdaki kayit sayisi verinin genel yapisini bozacak kadar ¢oksa tavsiye edilmez.
Ornegin hasta kayitlarindan olusan bir veride, tansiyon degeri girilmemis kayitlar
¢ogunlugu olusturuyorsa, bu kayitlarin c¢ikarilmasi diger 6zellikler hakkinda ortaya
cikacak bilgiyi de tartisilir hale getirebilir.

Kayip Verilerin Elle Girilmesi: Veri setindeki eksik degerlerin bir kullanici tarafindan
elle girilmesi durumudur. Eger kullanici veri setini olusturan kayitlar ve degerler
konusunda uzman ise faydali olabilir. Ancak veri setindeki eksik verilerin ¢ok olmasi
durumunda ve kullanicinin uzman olmamasi durumunda uygulanmasi zordur.
Genel Bir Sabit Deger Atanmasi: Eksik degerlerin yerine, 6zellikle uyusan sabit bir
deger girilmesidir. Ornegin, Kimlik Numarasi eksik kullanicilarin kimlik numarasina
99999999999 degerinin girilmesidir. Ancak bu durumda yeni bir degisken daha
veriye eklenmis olur. Sonucu olumsuz etkileme egilimi ¢ok fazladir.

Parametre Ortalamasinin Atanmasi: Eksik degerin yerine, eksik degerin ait oldugu
Ozelligin ortalamasinin  girilmesidir. Bunu yapmak sonucun ortalamasini
etkilemeyecegi icin glzel bir ¢ozimdur. Fakat gergek deger olmadigi i¢cin sonucun
dogrulugunu yine garanti etmez. Ornegin eksik degerlerin gercekte olmasi gereken
ortalama 100 iken var olanlarin ortalamasi 30 girildiginde, eksik verilerin orani
nispetince sonucu olmasi gerekenden uzaklastiracaktir. Buna ragmen eksik
degerlerin temizlenmesi adina en saglikl islemlerden biridir.

ligili Sinifin Ortalamasinin Atanmasi: Bir 6dnceki maddeden farkli olarak &zelligin

timiinin degil, benzer kayitlarin ilgili 6zelliginin ortalamasi bulunarak bu degerin



girilmesidir. Ornegin, 6grenci bilgilerinin oldugu bir veride, bazi 6grencilerin yas
degerleri girilmemis olsun. Tim 6grencilerin yas degerlerinin ortalamasi yerine, ayni
seviyedeki (ilkokul, ortaokul, lise vb.) 6grencilerin yas ortalamasi bulunarak bu
degerin girilmesidir. Bu da sonuca olan etkisi agisindan bakildiginda en saghkli
yontemlerden biridir.

o Gergeklesme Olasiligi En Yiiksek Olan Degerin Atanmasi: Veri setindeki verilerin
frekans tablosu hazirlanarak olasiliksal olarak ilgili parametrede bulunan en yiiksek
olasilikli deger bos hiicrelere atanir. [16] Diyelim ki bir hastanin hangi poliklinige
geldigi bilinmiyor, bu durumda tiim hastalar iginden poliklinige basvuru oranlari

bulunarak olasiliksal olarak en yiiksek degere sahip olan bolim bos hiicrelere atanir.

Yukaridaki yontemler kayip veri problemini gidermek igin en sik kullanilan yontemlerdir.
Bunlardan sabit deger atamasi ve gerceklesme olasiligi en yiiksek degerin atanmasi
islemleri sonucu olumsuz etkileme ihtimali en yiksek segeneklerdir. Bunlarin disinda
regresyon analizi, karar agaclari, zaman serisi analizi, Bayesyen siniflandirma yontemleri

de kullanilabilir.

2.1.2 Guriltala Veri

Guraltala veri, veri setindeki ug degerler, kisisel 6l¢ciim yanlislarindan dogan veya hatali
veri girisi yapildiginda karsilasilan veriler olarak tanimlanabilir. [17] GUrGltGlu verinin
olusmasinin sebebi olarak; kullanicinin yanlis girmesini, verilerin eski olmasini, birim
farkhliklarindan kaynaklanan sikintilari, veri tabaninin veri igin uygun tasarlanmamasini

sayabiliriz.

Saglikh bir veri madenciligi stireci icin bu glirGltilu verilerin giderilmesi sarttir. GUrGltaGla
verilerin dizgilnlestiriimesi (smoothing) icin en bilinen yontemler; kutulama (binning),

dogrusal regresyon ve kiimelemedir.
Ornek bir veri seti olarak; X: {1, 2, 4, 7,9, 18, 19, 29, 130} ‘1 dikkate alalim.

e Kutulama: Kutulama yonteminde gurultili kayitlari da igeren veri, siraya dizildikten
sonra belirli sepetlere ayirilir ve daha sonra ayni sepetteki degerler sepete gore
yeniden hesaplanir. Bu hesaplama yontemi (g farkh sekilde yapilabilir. Burada dikkat

cekilmesi gereken nokta sepet boyutlarinin veri hakkinda bilgisi olan bir kullanici
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tarafindan makul bir sekilde belirlenmesi gerektigidir. Yukarida bahsi gegen Ug farkli
hesaplama yontemi sunlardir;

o Ortalamaya Gore Kutulama: Oncelikle veri seti esit eleman sayisina sahip

olacak sekilde alt kiimelere ayrilir. Daha sonra her kiimenin ortalamasi

bulunarak, kimedeki elemanlarin hepsine bu ortalama deger yazilir.

X::{1, 2,4} - (1+2+4)/3=2.33
X,:{7,9, 18} >(7+9+18)/3 =11.33
X5: {19, 29, 130} >(19+29+130)/3 = 59.33

olarak hesaplandigindan yeni veri kimemiz su hali alir.
X:{2.33,2.33,2.33,11.33, 11.33, 11.33, 59.33, 59.33, 59.33}

o Sinir Degerlerine Gore Kutulama: ilk yontemden farkli olarak, ortalama
hesaplamak yerine, alt kiimedeki alt ve st sinirdaki elemanlarin farkinin, alt

kiimenin eleman sayisina bolinmesi islemi yapilir.

Xl: {1r 21 4} 9 (4‘1)/3 =1
X,: {7, 9, 18} >(18-7)/3 = 3.66
X5: {19, 29, 130} >(130-19)/3 = 37

olarak hesaplandigindan yeni veri kimemiz su hali alir.
X:{1,1,1,3.66, 3.66, 3.66, 37, 37, 37}

o Medyana Goére: Alt kiimenin eleman sayisi n olmak lizere, n tek ise
(n+1)/2’inci eleman, n cift ise n/2 ve (n/2)+1’inci elemanlarin ortalamasi

alinarak kutudaki tiim elemanlara bu deger yazilir.

X1:{1, 2,4} >2
X,:{7,9, 18} >9
X5: {19, 29, 130} >29

olarak hesaplandigindan yeni veri kimemiz su hali alir.
X:{2,2,2,9,9,9,29, 29, 29}

e Kiimele Yontemi ile Diizgiinlestirme: Veri kiimelendikten sonra hicbir kiimeye ait
olmayan aykiri degerler, en yakin olduklari kiimenin ortalamasi ile degistirilebilirler.
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Veya en yakin olduklari kiimenin en kiglk veya en bliyik veya medoid elemanina
esitlenebilir. Kimeleme islemi aykiri deger veriden gikarildiktan sonra yapilmal ve
daha sonra aykiri degerin bu kiimelere olan uzakligina bakilmahdir. Clinki aykiri
deger dahi olsa veride bulunan tim elemanlar kiimeleme isleminde kendilerine

zaten bir kime bulacaklardir.

Fourier Transformasyon Yontemi ‘de diizglinlestirme igin kullanilabilir.

2.2 Verinin Bitiinlestirilmesi

Uzerinde calisiimak istenen veri her zaman tek bir tablodan, tek bir kaynaktan elde
edilemeyebilir. Béyle durumlarda veriler birlestirilir. Veri birlestirme islemlerinde
birimlerin farkli olmasindan, veri tabanindaki iliskilerin dogru kurulmamis olmasindan,
ayni verinin tekrarlamasindan veya veri tirlerinin farkli olmasindan kaynakli bazi
sikintilar olabilir. Ornegin, cinsiyet alaninin birlestirilecek verilerden birinde erkek/kiz
digerinde bay/bayan olarak girilmesi durumunda ortaya dort cinsiyet ¢ikacaktir. Baska
bir 6rnek olarak alan bilgisinin bir veride santimetre kare diger veride metre kare
cinsinden girilmis olmasi bu verilerin birlestiriimeden énce bir 6n isleme tabi tutulmasi

gerektigini gostermektedir.

Veri turlerinin farkli olmasi da en sik karsilasilan problemlerden biridir. Kilo bilgisinin bir
veride integer diger veride float olarak tutulmasi verilerin birlestirilmesi esnasinda veri

kaybina yol agabilir.

Verilerin birlestirilmesi esnasinda tekrarlama problemini asmak icin de 6nerilen bazi
yontemler vardir. Eger veri siirekli sayisal bir veri ise korelasyon analizi, kategorik bir veri

ise Ki-Kare uyum analizi uygulamak en bilindik yontemlerdir.

Bunun yaninda tiretilmis veriler de tekrarli kayit problemine dahil edilebilir. Mevcut
Ozelliklerden oranlama, fark alma gibi bir takim islemler sonrasi elde edilebilecek bir
dzelligin kendisinin veride bulunmasi veri madenciligi siirecini yavaslatacaktir. Ornegin,
dogum tarihinin oldugu bir veride yas 6zelligine gerek yoktur. Veya boy ve kilonun
oldugu bir veride kilo/boy endeksi 6zelliginin olmasina da gerek yoktur. Boylesi bir
durumda veriden hangi 6zelligin/6zelliklerin ¢ikarilacagina, sonuca olan katkilari goz

onune alinarak karar verilebilir.
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2.3 Verinin Donlstiriilmesi

Veri madenciligi uygulamalarinin hemen hepsi uzaklik tabanli bazi élgiler kullanir. Bu
Olgulerin gergek dlinyada anlamli sonuglar vermesi igin verinin bazi islemlerle
dénistiirilmesi gerekebilir. Ornegin kisilerin bilgilerinin tutuldugu bir veride, ayak boyu
ve bacak boyu gibi iki degisken olsun. Ayak boylari arasinda ortalama 4-5 santimlik
farklar olabilecekken bacak boylarinda bu ortalama 15-20 santimleri bulacaktir. Boyle
bir veride iki kisinin benzemesi veya benzememesine en bliylk katkiyr bacak boyu
yapacak ve ayak boyunun benzerlikteki etkisi bacak boyundan daha az olacaktir. Bu
olumsuz etkiyi ortadan kaldirmak veri madenciligi sonuglarinin glivenirligini arttirmasi
acisindan dnemlidir. Ozellikle benzerlik 6lgmek icin mesafe 6lctimleri kullanilan
sureclerde gereklidir bile diyebiliriz. Bu dezavantaji ortadan kaldirmanin farkh

yontemleri vardir. Bunlardan en sik kullanilan birka¢ yontemi asagida agikhyor olacagiz.

2.3.1 Min-Max Normallestirmesi

Verinin bir 6zelligindeki degerleri 0-1 arasina sikistirmak igin kullanilan yontemdir.
Ornegin kisi bilgilerinin tutuldugu bir veride, kilo dzelliginin degerleri 60 ile 95 arasinda
degisiyor olsun. Bu degerleri 10 ile bolmek, degerleri 6 ile 9.5 arasina sikistirmak icin bir
yontem olabilir fakat verinin bitin o6zellikleri distnildiginde, her birinde benzeri
yontemi uygulamak aslinda 6zelliklerin veri Gzerindeki agirliklarini degistirmeyeceginden
iyi bir teknik degildir. Bahsettigimiz bu kilo degerleri su sekilde olsun; X: { 60, 62, 70, 75,
82,91, 95 }. Bu degerleri asagidaki Min-Max normallestirmesi formilina kullanarak 0-1

arasina sikistiralim.

x' = _X"Xmin__ (2.1)

Xmax—Xmin
Burada;
x : X kimesindeki herhangi bir eleman,
x' : x elemaninin [0,1] araligina normallestirilmis hali,
Xmax - X kimesindeki en buyuk deger,

Xmin - X kiimesindeki en kiiglik degerdir.
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Buna gore X kiimesini yeniden hesaplarsak X: { 0, 0.057, 0.286, 0.429, 0.629, 0.886, 1}

olur.

Min-Max normallestirmesinin bir genisletmesi vasitasiyla, sikistirma araligi kullanici

tarafindan da belirlenebilir. Genisletilmis Min-Max normallestirmesi formli soyledir;

X—Xmi
x' = —"—x (xyeni_max - xyeni_min) + Xyeni_min (2-2)

Xmax~Xmin
Burada yukaridaki formulden farkli olarak;
Xyeni max : NOrmallestirme sonrasi elde edilmek istenen yeni araligin Gst siniri,
Xyeni min : NOrmallestirme sonrasi elde edilmek istenen yeni araligin alt siniridir.

Ornegin, ayni X kiimesini [2,7] araligina sikistirmak istedigimiz de, Xyen; min = 2 Ve

Xyeni max = 7 olur. Ve X: { 2, 2.285, 3.43, 4.145, 5.145, 6.43, 7 } olarak bulunur.

2.3.2 Ondalikli Normallestirme

Verinin bir 06zelligindeki degerleri [-1, 1] araligina sikistirmak icin kullanilan

normallestirme yontemidir. Bu normallestirme su sekilde formillestirilir;

7 X

X = Tok (2.3)

Burada k, max(|x’|) < 1 olacak sekilde tam sayi degeridir. X: { -876, -23, 3, 17, 123, 454,
632 } olacak sekilde bir deger kiimesi olsun. Burada k = 3 secilmesi gerektigi goralur.
Ondalikli normallestirme uyguladigimizda elde ettigimiz yeni kiime X: { -0.876, -0.023,
0.003, 0.017,0.123, 0.454, 0.632 } olarak bulunur.

2.3.3 Z-Score Normallestirmesi

Bu yontem istatistiksel varsayimlarin tamaminin saglandigi normal dagilimda kullanilan
Z degeri hesaplamasiyla aynidir. [5] Z-Score normallestirmesi sonucu veri taninmayacak
hale gelir. Fakat uzaklik olgiimleri kullanilarak yapilan benzerlik islemlerinde en iyi
sonucu verir. n elemanli bir X veri kimesi ve her x; € X, 0 < i < n olmak lGzere en genis

anlamda formil su sekilde verilebilir;

1vn
’ x_(;Zi=1xi)

x' = (2.4)
j2?=1(x1'-(%2?=1x0>

n-1
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istatistiksel islemlerden ortalama ve standart sapma bilindiginde ise formiil su sekilde
sadelestirilebilir;

; _ x—mean(X)

x' = a0 (2.5)

Ornek olarak X: { 1, 2, 3 } kiimesini g6z 6niine alirsak, yeni X kimemiz X: { -1, 0, 1 } olur.
Calismamizin esas konusu olan kiimeleme analizi islemlerinde de niimerik degerleri Z-

Score ile normallestirmek en uygun normallestirme yontemi olacaktir.

Ayrica Z-Score ile normallestirilen bir veri, Z-Score islemi uygulanirken hesaplanan
standart sapma ve ortalama degerleri kullanilarak tersine bir sekilde eski haline de

getirilebilir.

x = x' sd(X) + mean(X) (2.6)

Bu sayede Z-Score yontemi kullanarak normallestirilen ve bir takim islemlerle veri
madenciligi uygulanan bir verinin sonug kiimelerindeki kayitlar, yukaridaki formiille esas

hallerine gevrilebilirler.

2.4 Verinin indirgenmesi

Verinin indirgenmesi, 6zelliklerin azaltiimasi ve kayitlarin azaltilmasi seklinde iki tirli
olabilir. Veri madenciligi sonucunda elde edecegimiz model, bize bir takim tespitler ve
gelecege yonelik tahminlemeler yaptirabilmelidir. Bu modelin kalitesi kadar, blytk
veriler igin dislindigimuizde, modelin hesaplanma siresi de bizim igin énemli bir
kriterdir. iste bu modelin kalitesi ve siirecin hizini arttirabilmemiz icin yapmamiz gereken

veri hazirliklarinin en 6nemlilerinden biri de verinin indirgenmesi islemidir.

Veriicindeki, sonucu olumsuz etkileyecek aykiri ve glirtltili kayitlarin, verinin tamamini
etkilemeyecek sekilde temizlenmesi, yukarida bahsedilen veri indirgeme

yontemlerinden biridir.

Bunun yaninda bir diger veri indirgeme yontemi olarak 6zelliklerin azaltilmasi islemi
bizim slirecimizin hizlanmasina ve modelimizin kaliteli olmasina fayda saglayacaktir.
Ornegin, dogum giinii ve vyas bilgisinin 6zellik olarak bulundugu bir veriden birinin

cikarilmasi olusacak modelimizi etkilemeyecegi gibi, veri madenciligi islemimizin siiresini

15



de kisaltir. Benzeri bigcimde, bir hastane verisinde birim, yapilan islem ve islem sonucu

gibi kategorik veriler, tek bir kategori altinda birlestirilebilir.

iliskili 6zellikleri birlestirmek de bir ydntem olabilir. Boy ve kilo bilgisinin ayri iki 6zellik
olarak bulundugu bir veride, verinin kapsami da g6z 6niinde bulundurularak, boy/kilo
endeksi bu iki 6zellik yerine tek bir 6zellik olarak veriye eklenebilir. “Verinin kapsamina
da bakilarak” ifadesi burada c¢ok onemlidir. Eger veri madenciligi sonucu beklenen
model, bu ikisinin ayri iki 6zellik olarak degerlendirilmesini gerektiriyorsa, bu islem bize

fayda degil zarar getirebilir.

Bir verideki yliksek iliskili (korelasyon) iki 6zellikten biri de, yine verinin kapsamina da
bakilarak, birlestirilebilir veya sonucu etkilemesi ve siireye olacak katkisi gz oniinde
bulundurularak, bu iki dzellikten biri feda edilebilir. Ornegin, futbol takimi verilerinin
tutuldugu bir veri de atilan gol ve puan 6zellikleri yiiksek iliski icindeyse, bu 6zeliklerden
birisi cikarilabilir. Bu iliskileri hesaplamak igin bircok yontem gelistirilmistir. Bunlardan

en sik bilineni Entropi Ol¢imudiir.
Verinin indirgenmesi islemi eger dogru uygulanirsa bize su faydalari saglayacaktir;

e Veri madenciligi algoritmasi daha hizli galisir,
e Daha anlasilir sonuglar elde edilir,

e Daha dogru ve tutarli sonuclar elde edilir,

Veri toplama asamasinda bile ihtiyacimiz olan esas 6zellikleri bize gosterme de fayda

saglar.

2.5 Veri Turleri

Verinin sahip oldugu 6zelliklerin tirleri, veri madenciligi islemlerinde biliylk bir 6neme
sahiptir. Ozellikle kiimeleme analizi gibi mesafe dlgtimlerinin kullanildigi veri madenciligi
uygulamalarinda verinin tiirlerine gére uygun mesafe olglstnin kullanilmasi gereklidir.
Bu secim sonucu direkt olarak etkileyecektir. Veri tirleri, veri toplanma tiriine gore

(sayma-6lgme) genel anlamda kategorik ve niimerik olarak iki baslik altinda toplanabilir.

e Kategorik Veriler: Esit veya esit degil seklinde karsilastirilabilen veri turleridir.
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o Nominal (Atanmig): Goz rengi, posta kodu gibi sadece ayni veya degil
denebilecek kategorik veri turadir. Bu veri tirl ile mod, entropi, ¢apraz
korelasyon, X? testi gibi islemler yapilabilir.

* Binary (Dikotom veya iki Sinifli): bu veri tiirii nominal veri tiiriiniin
0zel bir durumudur ve yalnizca 0 ve 1 degerlerinden birini alabilir.
Ornegin var-yok, bay-bayan gibi iki sinifli kategorik verilerde
kullanilabilir.

o Ordinal (Siral)): Sokak numaralari, egitim seviyeleri gibi aralarinda bir
siralama iliskisi kurulabilecek kategorik veri tiridur. Bu veri tiri ile medyan,
ylzdelik islemler, rank korelasyonu gibi islemler yapilabilir.

e Niimerik Veriler:

o Interval (Aralik): Tarih, saat, sicaklik derecesi gibi ordinal veri tiriine
benzeyen fakat ek olarak toplama ve cikarma islemlerine miisaade eden
niimerik veri turidir. Bu veri tiirl ile ortalama, standart sapma, Pearson
korelasyonu gibi karmasik istatistiksel islemler yapilabilir.

o Ratio (Oransal): Parasal miktar, Grin adedi, sicakhk gibi birbirine
oranlanabilir nimerik veri tirleridir. Bu veri tlri ile F testi, geometrik

ortalama, harmonik ortalama, ylizde varyasyonu gibi islemler yapilabilir.

Ayrica bu veri tirleri ayrik (nominal, ordinal) ve siirekli (interval, ratio) olarak da
ayrilabilir. Ayrik veriler sonludur veya sayilabilir sonsuzdur. Sirekli veriler gercek
sayilardir ve él¢iilebilirdiler. Ozel bir durum olarak bazen kategorik veriler iki sinifli veriler
olarak temsil edilebilirler. Ornengin goz rengi gibi tek bir 6zelligi su sekilde dért ayri

Ozellikmis gibi gosterebiliriz;
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Cizelge 2.1 Kategorik verilerin iki sinifli olarak gosterimi

Go6z Rengi ikilik Karsihg
Siyah 0001
Mavi 0010
Yesil 0100

Ela 1000

Bir verinin tim o6zelliklerinin nimerik olmasi durumunda bu veriyi niimerik veri, tim
ozelliklerinin kategorik olmasi durumunda kategorik veri, hem niimerik hem kategorik

Ozelliklere sahip olmasi durumunda ise hibrit veri olarak isimlendirecegiz.

o
o

Q R M, | S
AN
00 Q%o N\ |/
// VA N A
VA NN
Bitiinlestirme |::> QZZ; >
Dénistirme 2,32,100,59,48 —» —0.02,0.32, 1.00,0.59,0.48
3
Mitelik Mitelik
Al A2 A3 .. Al Al A3 .. AlIS
Ti Ti
. g T2 B
Indirgeme [:); T3 —E
= T4 T1456
T2000

Sekil 2.2 Ham verinin dénidsimii [18]
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BOLUM 3

NOTASYON

Bu calismamizda kullanacagimiz temel notasyonu burada tanitacagiz. Gerekli diger

notasyonlar konularin icerisinde tanimlamalarla birlikte verilecektir.

X ={x;]10<i<n} olacak sekilde n adet nesneden olusan X kiimesini géz 6niine
alaim. Burada ki her bir x; ={x;;|0<j<m} olacak sekilde m adet dzellikten
olusur. j. 6zelligin kategorik olmasi durumunda alabilecegi degerlerin timiini DOM (4;)
kiimesi ile gdsterecegiz. Ornegin Aj bir gz rengi 6zelligi olsun. Bu durumda DOM(Aj) =

{ Yesil, Kahverengi, Mavi, Siyah, Ela } olur.

Burada herhangia,b € DOM(4;)icinyaa = byadaa # b ‘dir. Birx; € X, elemaninin
bir gosterimi olarak  [A;; = xi1] A[Aiz = xi2] A .. A [Ai = X ] ‘de kullanilabilir.
Ozellik deger cifti seklindeki bu gésterime selector denir [19]. Fakat biz daha ¢ok x; =

[xi1, Xi2, .-, Xim] € X olacak sekilde vektorel gbsterimi kullanacagiz.

Eger X hibrit bir veri ve r adet kategorik 6zellige sahip olsun. A;'ninci (0 < k < 1)
Ozelligin alabilecegi farkli degerlerin sayisi n, ile gosterecegiz. A;’'ninci ozellikte x
degerinin kag¢ defa gectigini bize veren fonksiyonu f; (x) ile gosterecegiz. Eger x & Aj

ise fi (x) = 0 olacaktir. A, 6zelliginin x degerini alma olasiligini ise

fr(x)

n

pr(x) = (3.1)

olarak gosterecegiz. . A, Ozelliginin x degerini almasinin olasiligini bagka bir

hesaplamayla

/2 _ [k r(x)-1)
p2(x) = s (3.2)
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olarak da bulabiliriz.

BaziI durumlarda veri matrisinden s6zi ediyor olacagiz. Bu matris her bir satiri bir kayidi
ve her bir situnu bir 6zelligi gosterecek sekilde verinin matris formatinda yazilmis
halidir. Ornegin 1000 kayit ve 15 6zellikten olusan bir veri, 1000x15 lik bir matris ile

temsil edilir.

Ozellikler

% le nun me
g : .. :
Xni1 ° Xnm nxm

Sekil 3.1 Verinin matris formatinda gosterimi

X;,Xj € X olmak Uzere eger her 0 < k < migin x;; = xj oluyorsa, x; = x; denir. Fakat
bu gercek diinyada bu iki nesnenin ayni nesne oldugunu géstermez. Ornegin yas, boy ve
kilo 6zelliklerinde olusan bir veride bu li¢ 6zelligi de ayni olan iki nesne olabilir fakat bu
onlarin ayni nesneler oldugu anlamina gelmez. Bunun igin veriler veritabanlarinda

tutulurken ID kolonlari ile birlikte tutulurlar.
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BOLUM 4

KUMELEME ANALIZi

Kiimeleme analizinin ge¢misi, Linnaeus’un 1753 vyilinda hayvanlarin ve bitkilerin
siniflandiriimasi tzerine yaptigi ¢alismaya kadar dayanir [20]. 1963 yilinda Robert Sokal
ve Peter Sneath’in yazdigi “Sayisal Siniflandirma ilminin Temelleri” adli kitap bu alanda
onemli bir adim olmustur [7]. Son yillarda da, veriden anlamli bilgiler ¢cikarmak igin, veri
madenciligi disiplinler arasi bir calisma olarak hizla blylmustir [21]. Kimeleme analizi,
nesneleri benzerliklerine gére gruplamak ve bu gruplar tGizerinden ayni gruba ait nesneler
hakkinda ozet bilgiler elde edebilmek igin yapilan, en ©6nemli veri madenciligi
surecglerinden birisidir. Kiimeleme analizi sirecinde siklikla istatistik islemlerinden
yararlanilir. Kimeleme analizi metotlari istatistik ve bilisim disiplinlerinin arasina

yerlesmistir de denebilir [22].

Kimeleme islemlerinde kullanilan degiskenler tabiri, 6zellik ve karakter terimleri ile
esanlamlidir. Ayni sekilde gézlem terimi de veri deki kayitlari ifade etmek icin esanlamli
olarak kullanilirlar. Biz bu ¢alismada verideki her bir kayita nesne, nesnelerin sahip

oldugu degiskenlere ise 6zellik diyecegiz.
Kimeleme analizi ile ilgili yapilan bazi tanimlar su sekilde siralanabilir;
Kiimelemenin en genel amaci benzeyeni benzemezden ayirmaktir [23].

Kimeleme, ayni kiimedeki elemanlarin yliksek benzerlik oranlarina ve farkh kiimedeki
elemanlarin yliksek benzesmezlik oranina sahip olacak sekilde nesneleri organize etmek

olarak tanimlanabilir [7], [8], [24].
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Kiimeleme analizi, bir arastirmada incelenen birimleri aralarindaki benzerliklerine gére
belirli gruplar icinde toplayarak siniflandirma yapmayi, birimlerin ortak ozelliklerini

ortaya koymayi ve bu siniflar ile ilgili genel tanimlar yapmayi saglayan bir yontemdir [8].

Kiimeleme analizi, elde bulunan veri yiginini belirlenen yontemlerle analiz ederek daha
onceden etiketleri belli olmayan gruplara ayrilmasi islemidir. Bu islem sonucunda elde
edilen kiimeler ylksek dizeyde kime ici homojenlik ve kiimeler arasi heterojenlik

gosterirler [9].

Kiimeleme analizi, birey veya nesneleri benzerliklerine gore kiimelere veya gruplara

ayirmak icin kullanilan birgok degiskenli istatistik analiz teknigidir [10].

Sosyal bilimler, tip, ziraat basta olmak lzere tim mihendislik bilimlerinde yaygin
uygulama alani bulunan kimeleme analizi, ¢ok degiskenli varyans analizi, lojistik
regresyon analizi, cok boyutlu dlcekleme gibi diger cok degiskenli analizlerle de sikiiliskisi

olan bir tekniktir [25].

Veri madenciligi teknikleri, veriye dair ge¢mis bir bilgiden istifade edilip edilmemesine
gore denetimli ve denetimsiz olarak ikiye ayrilir. Kimeleme analizi denetimsiz bir veri
madenciligi teknigidir. Dolayisiyla baslangic asamasinda sonugcta kag¢ kiimenin olusacagi
ve hangi 6zelliklerin bu kiimeleme islemine etki edecegi bilinmemektedir [26]. Denetimli
olarak yapilan benzer isleme ise siniflama denir ve 6nceden belirlenen siniflara gére
nesneler siniflandinihir. Ornegin yas ve kilo ézelliklerinden olusan bir tabloda bastan
kadin ve erkek olarak iki sinifa ulasmak amaclaniyorsa bu siniflandirmadir. Ancak sonug
kiimelerinin etiketi bilinmeden kiimeleme isi yapiliyor ve sonuc¢ kiimeleri buna goére
degerlendiriliyorsa bu kiimelemedir. Denetimli veri madenciligi tekniklerinde, verinin bir
kismi Gizerinden bir takim 6n bilgilere ulasilir ve bu 6n bilgiye dayanarak siniflandirma

islemi yapilir. Kimeleme de boéyle bir 6n bilgi yoktur.

Kiimeleme analizi verinin oldugu her yerde kullanilabilir. Bununla birlikte genel kullanim

alanlari séyle siralanabilir [27];
¢ Hayvan ve bitki ekolojilerinin arastiriimasi,
¢ Genler (izerinde; gen aileleri, degisimleri, evrimi gibi calismalarda,

e Gorlintlileme tekniklerinden de faydalanilarak teshis tedavi stireclerinde,
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e Sag kalim galismalarinda,

¢ Pazar arastirmalarinda,

e Uriin konumlandirma,

¢ Pazar bolimlendirmesinde,

e Musteri davranigi analizlerinde,

¢ Web ortamindaki pazarlama islemleri, metin analizlerinde,
¢ Yazilim gelistirmede,

¢ Suclarin ve sahtekarliklarin ortaya konmasinda,

¢ Robotik biliminde, durumsal hareketlerin analizinde,
¢ Matematiksel kimyada,

e Atmosfer olaylarinin tahmininde,

¢ Jeolojik arastirmalarda

Kimeleme analizi sonucunda bazi elemanlar hicbir kimeye ait olmayabilir ya da bir
kiime etiketi veya eleman sayisi itibari ile digerlerinden ayrilabilir. Boylesi durumlarda
olusan bu ayri eleman veya kiime yoluyla aykiri degerler de saptanabilir. Bu sayede
kiimeleme analizi 6zellikle bankacilik, sigorta ve finans sektoériinde sahtekarlik tespiti igin

de kullanilabilir.

Kimeleme analizinin amaci, kullanicinin amacina bagl olmakla birlikte genel olarak

asagidaki sekilde verilmektedir [12];

e Uygun modeli bulmak

e Model uyumu saglamak

e Gruplarigi 6n tahmin hesaplari yapmak
e On tahmin sinamasi yapmak

e Veriyapisini bulmak

e On tahmini genellestirmek

e Boyut indirgemek
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Kiimeleme analizinin amacini daha teknik bir sekilde ifade etmek gerekirse [28];

n sayida nesneyi m degiskene iliskin 6zelliklerine gore, kendi icinde olabildigince

homojen ve kendi aralarinda da heterojen alt kiimelere ayirmak,

m sayida degiskeni, n sayida nesnede saptanan degerlere gore ortak ozellikleri

acikladigi varsayilan alt kimelere ayirmak ve ortak faktor yapilari ortaya koymak,

Hem nesneleri, hem de degiskenleri birlikte ele alarak n nesneyi m degiskene gore

ortak ozellikli alt kimelere ayirmak,

m degiskene gore saptanan degerler bakimindan bireylerin biyolojik ve taksonomik

siniflamasini ortaya koymak

Kimeleme analizinin yontemleri degerlendirilirken bazi avantaj ve dezavantajlarina

bakilarak ihtiyaca en uygun yontem segilmelidir. Bir kimeleme algoritmasinda baslica su

ozellikler aranir;

Olgeklenebilirlik: Secilecek ydntem verideki kayit sayisinin artmasi durumunda hayal
kirikligi olusturacak derecede olumsuz etkilenmemelidir. 100 kayit bulunan bir veri
icin 1 birim stirede sonug tireten bir kiimeleme yontemi, 1000 kayit icin anormal siire

artislarina sebep olmamalidir.

Farkh Veri Tiirlerine Uyumluluk: Cogu kiimeleme ydntemi niimerik veriler igin
tasarlanmistir. Fakat gercek diinya verileri her zaman niimerik olmadigi icin zamanla
kategorik veriler icin de kiimeleme yontemleri gelistirilmistir. Biz de ¢alismamizda
hibrit olarak adlandirdigimiz hem nimerik hem kategorik 6zellik iceren veriler ile
calisabilen bir kiimeleme yontemi tanitmayi amacladik. Bir kiimeleme yontemi farkl

veri tirlerini de dikkate alarak ¢alisabilmelidir.

Giriiltiilii Verilerle Bag Edebilme: Veride bulunan kayitlar her zaman gergek kayitlar
olmayabilir. Yukaridaki bélimlerde de deginildigi gibi kayip veya glriltili kayitlar
olabilir. Her ne kadar bunlarla bas etmek zor olsa da, bir kimeleme yonteminin en

azindan bu degerlerden fazla etkilenmemesi beklenir.

Yiiksek Boyutlu Verilerle Calisma: Bir kimeleme algoritmasi verideki 6zellik sayisinin
artmasindan fazla etkilenmemelidir. Yukarida verinin indirgenmesi basligi altinda

inceledigimiz Uzere, veriden gereksiz 6zelliklerin cikarilmasinin veya ylksek iliskili
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Ozelliklerin birlestirilmesinin veri madenciligi slirecini olumlu yonde etkileyecegini
soylemistik. Fakat her zaman bu indirgeme islemi az sayida 6zellik kalacagini garanti
etmez. Bu nedenle kiimele yontemlerinin de ¢ok sayida ozellik ile galisabilme

yetenegine sahip olmasi beklenir.

Girdi Degerlerinin Belirlenme Sekli: Kiimeleme islemi baslarken, veri ile beraber
kullanicidan beklenen girdilerin mimkin oldugunca az olmasi bir kimeleme
tekniginin sahip olmasi gereken olumlu oOzelliklerdendir. Cinki kullanici
miidahalesinin oldugu yerde her zaman hata ihtimali vardir. Hiyerarsik kimeleme
teknikleri kullanicidan sadece veriyi alirken hiyerarsik olmayan K-Means kiimeleme
yontemi veri ile beraber, istenen kiime adedi ve bu adet kadar baslangi¢c kiime
merkezi girdilerini kullanicidan beklemektedir. Kullanicinin uzman olmamasi
durumunda bu girdilerin uygunlugu tartismali olacaktir. Bu nedenledir ki, asagida da
deginecegimiz lizere, K-Means kiimeleme teknigi lizerinde yapilan calismalar da bu

girdilerin nasil otomatik secilebilecegi lizerinde uzun uzadiya durulmustur.

Yeni Veri Girislerine Uygunluk: Kiimeleme yontemlerinden beklenen bir diger
avantaj ise, yontemin Uzerinde ¢alistigl verinin yeni kayitlar ile bliyimesine karsi

uygun davranislar sergilemesidir.

Bunun yaninda kiimeleme analizi yapan birinin, sonuclarin dogrulugundan emin olmak

adina, farkli yontemlerle elde ettigi kimeleme sonuclarini karsilastirmasi da tavsiye

edilmektedir [7].

Kimeleme analizinin uygulama asamalari ise séyle siralanabilir [25];

1-

2-

3-

4-

Ozelliklerin secilmesi ve veri matrisinin olusturulmasi,

Her bir nesnenin birbiriyle olan iliskisini 6lcmede kullanilacak benzerlik/uzaklik

Olglslinin segilmesi,
Uygun bir kimeleme teknigi ile sonug kiimelerinin elde edilmesi,

Sonugc kiimelerinin yorumlanarak, her bir kiime icin etiketlerin belirlenmesi.

Kimeleme analizinin degerlendirilmesi asamasinda en iyi yarari elde edebilmek icin su

maddeler géz 6niinde bulundurulmahdir [7];

Kimeleme sonuglari 6n tahmin sinamasi i¢in bir aractir.
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e Kimeleme sonuglari kesin sonug olmayip, tahmini gériinimler olabilir.
e Kimeleme sonucunda verinin karmasik yapisi ortaya ¢ikabilir.
e Verinin gergek gériinimi de ortaya cikabilir.

e Tum kayitlarin tek bir kimede olmasi ya da her bir kayitin ayri birer kiime olusturmasi

durumlariile karsilasilabilir.

ilerleyen bélimlerde kiimeleme tekniklerini ayrintilari ile ele alacagiz. Bundan dnce ise
her bir kiimeleme teknigi icin kimeleme sonucunu direkt etkileyici bir etken olan uzaklik

ve benzerlik Olgllerini tanitacagiz.

4.1 Uzaklik ve Benzerlik Olgiileri

Verideki herhangi iki nesnenin uzaklik veya benzerliginin olglilmesi islemi ¢ogu veri
madenciligi teknigi icin strecin cekirdegi durumundadir. Kiimeleme, aykiri degerlerin
tespiti, siniflama v.b. Bu dlgller kullanilarak nesneler arasi mesafe matrisi olusturulabilir.

Hiyerarsik kiimeleme analizi yonteminde bu matris kullanilir. Simetrik bir matristir.

Surekli degiskenler icin hemen hemen tim istatistiksel islemler uygulanabildigi icin
bircok uzakhk 6lgtsu kullanilabilir. Pratikte en sik kullanilan uzaklik 6l¢tist ise Minkowski
uzakhk olctsiidiir. Ozel olarak Minkowski formiiliindeki is derecesi 1 secildiginde
Manhattan City Block uzakhk 6l¢iist, 2 secildiginde ise Euclidean (Oklid) uzaklik élcisii
elde edilir. Bu uzaklik dlguleriile ilgili anahtar gozlem ise, herhangi iki nesnenin uzakligini
veri kapsamini gozetmeksizin hesaplamalaridir. Mahalanobis gibi bazi uzaklik élgileri ise

veri kapsamini da hesaba katarak uzaklik 6lcimu hesaplar.

Kategorik verilericin ise bu 6l¢iim sirekli verilerde oldugu kadar kolay degildir. Kategorik
verilerin asil karakteri, esit olmadiklarinda belli bir siralama icermemeleridir. Bu ylizden
farkl iki kategorik degeri direkt olarak karsilastirmak kolay degildir. Akla ilk gelen yal,
eger ayniysa 1 farkliysa 0 sonucu donmektir. Bu 6lci literatiirde overlap (cakisma) olarak
isimlendirilir. Bu 6l¢linin bilinen en biylik dezavantaji, farkl 6zellik degerlerine ayni

davranabilmesidir. Bunun yaninda sirali kategorik verilere de genisletilememesidir [29].

Unutulmamalhdir ki uzakhk 6l¢tistiniin secimi kiimeleme analizinin sonucunu dogrudan
etkiler. Secilen uzaklik dl¢lsi calisilacak verinin tiiriine de ¢alisma amacina da uygun
secilmelidir. Hatta kiimeleme analizinin sonuclarinin tutarlihginin testi icin, ayni veriyi

26



ayni yontem ve farkli uzaklik élgileri ile yeniden kiimelemek ve sonuglari kargilastirmak
da kullanilan bir yéntemdir. Ongdriilebilecegi gibi uzaklik 8lguisiiniin farkli secilmesi

sonuclarin tamamen degisecegi anlamina da gelmemektedir.

Asagida tanitilacak uzaklik ve benzerlik olgllerinde asagida verilen tablodaki notasyon

kullanilacaktir.

Cizelge 4.1 Tanimlamalarda kullanilacak notasyon

Ozellik
Nesne X1 Xo . . Xm
Xi1 Xi2 Xim
J le ij . . X'jm
n Xn1 Xn2 Xnm

4.1.1 Uzaklik Olgiileri

Herhangi iki nesnenin birbirine olan uzakligini 6lgmek igin kullanilirlar. Uzaklik 6lgistinlin
ylksek olmasi yiksek benzesmezligi, dlisiik olmasi ylksek benzerligi gosterir. Farkli veri
turleri igin farkh uzakhk olguleri gelistirilmistir. Bunlarin en bilinenlerini asagida

tanitacagiz.

4.1.1.1 ikili Siifli Veriler i¢in Uzaklik Olgiileri

Veriler ikili veriler olabilecegi gibi bazi durumlarda siirekli veya kesikli sayisal verilerde

ikili veri formatin getirilebilir. Ornegin bireylerin boyunu gésteren bir veri yapisi, boyu
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150 santimden uzun veya kisa olacak sekilde ikili veri haline getirilebilir. ikili verilerde 1

varligi 0 yoklugu temsil eder.

ikili verilerin hesaplanmasinda genellikle 2x2 lik bir capraz matristen faydalanilir.

Cizelge 4.2 Caprazlama matrisi

Gozlem j
Gozlemii 1 0 Toplam
1 a b a+b
0 c d c+d
Toplam a+c b+d a+b+c+d=p

ikili veriler icin bircok uzaklik él¢iisti s6z konusudur. Bunun nedeni toplada gésterilen a,

b, c ve d sayilarina verilen énemin agirhgidir. Ornegin bazi calismalarda italyanca

konusmak italyanca konusamamaya goére daha kuvvetli bir benzerlik 8lgiisii olarak

gorilebilir.
e Oklit Uzaklik Olgiisii

dl'j:Vb+C

e Biiyiikliik Farklar Uzaklik Olgiisii

(b—c)?
U ™ (a+b+c+d)?

En kiiglik degeri 0, en bliylk degeri sinirsizdir.

e Bigim Farklan Uzaklik Olgiisii

_ bc
U ™ (a+b+c+d)?

En kiclk degeri 0, en blyilk degeri 1'dir.
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4.1.1.2 Siirekli Veriler igin Uzakhk Olgiileri
e Oklit Uzaklik Olgiisii

En sik kullanilan uzaklik 6lgtstiddr. Bir dik Gi¢genin hipotenisiiniin hesaplanmasinda
kullanilan Pisagor bagintisinin tiim boyutlar icin genellestirilmesidir. n-boyutlu uzay

icin (n tane 6zellige sahip iki 6rnek igin) formli su sekilde verilir;

dij = X1 (e — xj30)? (4.4)
Yukaridaki tabloda da gériilecegi gibi, burada x; ; i. 6rnegin k. Ozelliginin degeri
anlamindadir.

Oklit uzaklk 6l¢iisii tanimindan anlasilacagi lizere, 6zelliklerden birinin élgiim
degerleri arasindaki farklarin fazla olmasi iki degisken arasindaki benzerligi
etkileyecektir. Ornegin bireylerin basparmak uzunlugu, basparmak cevresi ve boy
uzunluklari ozelliklerinin dikkate alindigi bir ¢alismada, basparmak cevresi ve
uzunlugu arasindaki farklar ok kiigtik olacak iken boylari arasindaki fark gok daha
fazla degiskenlik gosterebilecektir. Dolayisiyla iki birey arasindaki uzakhga,
kisilerin boylari cok daha baskin etki edecektir. Bu etkinin yumusatilmasi icin

verilerin standartlastiriimasi ¢ok sik kullanilan giizel bir ¢6zimddr [30].
e Kare Oklit Uzaklk Olgiisii

Oklit uzakhginin karesidir.
dij = Yreq (i — X5x)? (4.5)
e Chebychev Uzaklik Olgiisii

Farklarin mutlak degerinin en blyigl olarak tanimlanir.
d;j = maxy' | Xy — Xjk (4.6)
e Manhattan City Block Uzaklk Olgiisii

Farklarin mutlak degerinin toplami olarak tanimlanir. Kesikli sayisal veriler icin daha

cok onerilir.

dij = Yt |xi — xjic| (4.7)
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Lj

4.1.1.3 Kategorik Veriler igin Uzaklik Olgiileri

Minkowski Uzaklik Olgiisii

Asagidaki gibi verilir. p=1 icin Manhattan, p=2 igin Okliti verir. p artarken uzaklik

Chebychev uzaklik élglstine yaklasir.

£
= [Z?=1|xik - xjklplp

Karl Pearson Uzaklik Olgiisii / Standartlastirlmis Oklit Uzakhg Olgiisti

(4.8)

Oklit uzakhigindaki farklarin siz ile duzeltilmesiyle/standartlastiriimasiyla elde edilir.

k

Burada sZ standart sapmanin karesidir.

1
i = \/Z}?ﬂg(xik - xjk)z

Korelasyon Uzaklik Olgiisii

Bu kapsamda 4 adet uzaklik dlglist vardir.

dy =2
dij =1— |ry]
dijj=1- 7’5’
dij =1 -1

Bu olciiler arasinda en ¢ok (4.13) ile karsilasilir. Korelasyon katsayisi -1 ile 1

arasinda degisir. Bu baglamda uzaklik 6lctsii O ile 2 arasindadir.

(4.9)

(4.10)

(4.11)

(4.12)

(4.13)

Kategorik veriler bu calismada esas ilgilendigimiz konulardan biri oldugundan, benzerlik

ve uzakhk o6lgulerini tek bashk altinda karsilastirmali olarak ele almayi uygun gérduk.

Kategorik veriler icin benzerlik dlciileri bashgi altinda gerekli tanim ve 6l¢ileri verecegiz.
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4.1.2 Benzerlik Olgiileri

Herhangi iki nesnenin birbirine olan benzerligini 6lgmek icin kullanilirlar. Benzerlik
Olclisiinlin yuksek olmasi yliksek benzerligi, dlisiik olmasi yliksek benzesmezligi gosterir.
Farkh veri tirleri igin farkh benzerlik 6lgtleri gelistirilmistir. Bunlarin en bilinenlerini

asagida tanitacagiz.

4.1.2.1 ikili Sinifl Veriler i¢in Benzerlik Olgiileri
e Russell ve Rao Benzerlik Olgiisii

Sadece “var” olarak uyusan ciftlerin toplam igindeki payini verir.

a a

Benzerllkij = Ttbtctd = » (4.14)
e Basit Benzerlik Olgiisii
Toplam igerisinde var ve yok olarak eslesen giftlerin oranidir.
. a+d a+d
Benzerllkij 8 . T (4.15)

e Jaccard Benzerlik Olgiisii

Benzerlik orani da denir. Birlikte yok olarak eslesen ciftleri pay ve paydada dikkate
almaz. O ile 1 arasinda degiskenlik gosterir.

a

Benzerlik;; = e

(4.16)

e Parcali Benzerlik Olgiisii

Bu 6lgli Czekanowski 6lglisti veya Sorensen 6lglsi olarak da bilinir. Birlikte var olan

ciftlere iki kat agirhk verir. O ile 1 arasinda degisim gosterir.

2a

_ (4.17)
2a+b+c

Benzerlik;; =

¢ Rogers ve Tanimoto Benzerlik Olgiisii

Birlikte uyusum gostermeyen ciftlere iki kati agirlik verilir. O ile 1 arasinda degisiklik

gosterir.

a+d

Benzerllkij = m

(4.18)
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e Sokal ve Sneath Benzerlik Olgiisii 1

Birlikte uyusum gosteren giftlere pay ve paydada iki kat agirlik verilir. O ile 1

arasinda degisim gosterir.

. _ 2(a+d)
Benzerlik;; = Tard)ibic (4.19)
e Sokal ve Sneath Benzerlik Olgiisii 2
Birlikte yok olan ciftler pay ve paydada dikkate alinmazken, birikte uyusum
gostermeyen ciftlere paydada iki kat daha fazla agirlik verilir.
. a
Benzerllkij = m (4.20)

e Sokal ve Sneath Benzerlik Olgiisii 3

Birlikte uyum gosteren ciftler paydada dikkate alinmamaktadir. Bu nedenle uyusan
ve uyusmayan ciftler esit agirliga sahip olmaktadir. En kii¢lik degeri 0 olan bu

Olglinlin Ust siniri yoktur. Hi¢ uyusmazlik olmadiginda tanimsizdir.

a+d

— (4.21)

Benzerlik;; =

e Kulczynski Benzerlik Olgiisii

Bu 6lc¢d, var olarak uyusan ciftler sayisinin yok olarak uyusan ciftler toplamina

bolinmesiyle elde edilir. 0 ile sonsuz arasinda bir deger alir.

Benzerlik;; = i (4.22)

e Ochiai Benzerlik Olgiisii

0-1 arasinda degisim gosterir.

a

Benzerlik;; = NI (4.23)
¢ Yule Q Benzerlik Olgiisii

Dagilim arahgi -1 ile 1 arasidir.
Benzerlik;; = ZZ;?E (4.24)
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4.1.2.2 Siirekli Veriler i¢in Benzerlik Olgiileri
e Pearson Korelasyon Katsayisi

Korelasyon olglilerinde bliyiik degerler benzerligin gostergesidir. Pearson korelasyon
katsayisi degisken ciftleri arasindaki iliskiyi Olger. Satirlarla sutunlarin yer
degistirmesi yoluyla elde edilen korelasyon katsayisi ise degiskenlerin profilleri
arasindaki benzerligi verir. Yani yapisal benzerlik s6z konusudur. Bir birine en uzak iki

ornek bu baglamda yapisal olarak birbirine en yakin iki drnek olabilir.
e Cosine Benzerlik Olgiisii
Asagidaki formul ile verilir.

D oyos.
XijXiXj

p 2 yP 2
’Zi=1xi Zj:lxj

4.1.2.3 Kategorik Veriler icin Benzerlik Olgiileri

Benzerlik;; = (4.25)

Kategorik verilerin benzerliginin 6l¢imi tGzerine daha dnce bir¢ok ¢calisma yapilmistir. Bu
galismalarin baslicalarini inceleyen Vipin Kumar vd.'nin “Similarity Measures for
Categorical Data A Comparative Evaluation” ¢alismasi [31] bu bélimde bizim igin esas

kaynak olacaktir.

Kategorik verilerin benzerligi kavrami surekli verilerde oldugu kadar basit degildir.
Kategorik verilerin temel karakteristigi sahip oldugu Uyelerin belli bir sirasinin
olmamasidir. Bu ylizden iki kategorik veriyi direkt olarak karsilastirmak mimkun degildir.
Akla gelen en basit ydntem ayni olan degerler icin 1, farkli olan degerler igin 0 vermektir.
iki kategorik nesnenin eslesen &zelliklerin tiim 6zelliklere orani olarak hesaplanan
benzerlik 6lclisii de overlap olarak adlandirilir [29]. Bu yontemin dezavantajlarina daha
once deginmistik. En blylk dezavantaji ise eslesen Ozellikler ile kayip degerleri ayirt
edememesidir. Bazi kategorik benzerlik olclleri de kategorik 6zellikteki degerlerin

frekansini da gz 6niine alir ki bu benzerlik hesaplamaya olumlu bir etki olusturur.

Sneath ve Sokal (1973)'In kategorik verilerin benzerligi Gzerine yaptiklari calismalarda
hesaplama karmasikligini da dikkate almalari bugiin bile cogu calismaya ilham kaynagi
olusturmaktadir. Diger bazi calismalarda ([7], [13], [24]) kategorik veriyi iki sinifli (binary)

veriye donustirerek islem yapma yontemi tizerinde durulmustur. Wilson ve Martinez
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[32] hibrit veriler igin uzaklik 6lglleri tzerine galismalar yapmislardir. Onlar yaptiklari
calismada denetimli veri madenciligi yoluyla elde edilen sinif bilgilerini de 6lgim
hesaplamak icin kullanmislardir. Ancak biz bu calismada daha cok veri dagilimina gore
hesaplamalar yapan Olgllerle ilgileniyoruz. Gelistirilen bazi 6lgiim teknikleri ise
nesnelerin komsuluklarina gére hesaplamalar yapmaktadir. Béyle olgllere komsuluk

tabanl benzerlik 6lgtleri denir [31].

Kategorik veriler Gzerine uzun sliredir farkh kapsamlarda cahlsilmistir. Biz burada
kategorik veriler lizerine benzerlik Olglilerini tanitmadan once, veri egilimli benzerlik
Olcllerine dogrudan etki eden kategorik verilerin benzerlik dlgllerinin bazi karakteristik

Ozelliklerini siralayacagiz.

e Verinin boyutu: Cogu 6lcl verinin boyutundan etkilenmez. Smirnov gibi bazi élgller

ise verinin boyutunu da dikkate alir.

e Ozellik Sayisi: Cogu 6lcii verinin 6zellik sayisindan etkilenmez. Benzerlik dlgiisiinii
ozellik sayisi Gizerine normallestirir. Fakat Kumar vd. [31] kategorik verilerin benzerlik
Olguleri Gizerine yaptigl calismada, 6zellik sayisinin aykiri deger bulma ¢alismasinda

etkisi oldugunu gostermistir.

e Her bir ozelligin alabilecegi degerlerin sayisi: kategorik verilerin benzerliginin
olclildigli bazi 6lciler de bu deger dikkate alinir. Ornegin yiizlerce deger alabilen bir
kategorik 6zelligin eslesmesine, birkac deger alabilen bir kategorinin eslesmesinden
daha az o6nem verilir. Bizim bu c¢alismada tanitacagiz alternatif K-Means
algoritmasinda da bu durumu dikkate alacagiz. Eskin benzerlik 6lglisi boyle bir

Olgidur [31].

e fi(x)'in dagilimi: Bazi dlglilerde bir 6zellikteki degerlerin dagilimi da dikkate alinir.
Daha az gegen bir deger daha yiiksek 6neme sahip olur. Ornegin, 100 kisilik bir
toplulukta mavi gozll yalniz iki kisi varsa bu kahverengi gozli 56 kisinin birbirine

benzemesine gore daha yliksek benzerlik degerine sahip tutulur.

Kategorik nesnelerin birbirine olan uzakligini bulmak icin kullanilan fonksiyonlarin
degerini, benzerlik o6lcimleri ile karsilastirabilmek icin soyle bir donlsim de

kullanacagiz.
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sim = (426)

1+dist

Kategorik veri ile ilgili verdigimiz bu on bilgilerden sonra, kategorik veriler igin
tasarlanmis bazi benzerlik 6lgllerini verebiliriz. Burada verecegimiz benzerlik olglleri
tamami kategorik olan kategorik veriler igindir. Hibrit veriler igin bunlarin kullanimini

ileride ele alacagz.

Hemen hemen butin kategorik veri benzerlik 6lglileri asagidaki gibi genellestirilmis bir

formille gosterilebilir [31].
S(x,y) = Xhe=1WiSk(Xk, Yi) (4.27)

Burada Sj(xk,yx), Ay'daki iki kategori degeri igin benzerlik Olglisudir. wy ise Ay
ozelligine atanmis agirhk katsayidir. Agirlik kavramina da ileride deginecegiz. Ornegin
6l¢li olarak overlap (gcakisma)’yi secersek S(x, y) degeri, x = y durumunda 1 diger bitlin
durumlarda O’dir. Yani bir benzerlik matrisi kuruldugunda sadece kosegen degerleri 1 ve
digerleri 0 olurdu. Kumar vd. [31], kategorik verilerin benzerlik 6lcilerini bu benzerlik

matrisini doldurma sekline gére 3 sinifa ayirmistir.

Bunun yaninda bazi 6lciler ise asagidaki bilgileri de kullanirlar;
e f(x), frekans degerlerini
e n, veri kiimesinin eleman sayisini
e 1, Ozelligin alabilecegi degerlerin sayisini

Kategorik verilerin benzerliginin 6l¢ciminde kullanilan benzerlik 6lgilerini Kumar vd.

[31] ve arkadaslarinin ¢alismasindaki haliyle su sekilde verelim.
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Gizelge 4.3 Kategorik veriler igin benzerlik 6lgileri

Olgii Sk (ks Vi) w,0<k<r
Overlap y _ 1
e eger x, = Y —
(Cakisma) = {o diger r
Eskin 1 eger x; = Yy 1
={ ni ”
> diger r
ng + 2
IOF {1 eger X = Y 1
= 1 -
diger r
1+ log fi(x) 2 108 i 0) &
OF 1 eger x;, = yi 1
1 Z
= diger r
n n
1+1 1
BT R
al - {2 4 CBET X = Vi | g log(ns-(xv)l)ﬂog(p o
2log(pr (xi) + Pre (Vi) diger ;
Linl ; ser x, = N S
z log pi(q) eger Xy = Yi Y1 Yaco 108 (@)
_ Jace
21080 p(@)) diger
qa€Q
Goodall 1 1 _ZPIE(Q) eger X, = Yy l
= q€Q r
0 diger
Goodall 2 1- Z P (@) eger x; = Yy 1
= qa€Q r
0 diger
Goodall 3 _ {1 — pit () eger x = yi 1
0 diger T
Goodall 4 _ {Pﬁ(xk) eger Xi = Y 1
0 diger ;
i n— X
O PR S (N R
_ Tk qetimrg KM k=1
f(q) diger
sty @
1 2
Anderber_g 2ke{1<ksr:xk:yk}(pk(xk))z nk(nk + 1)
S(x,y) = 2 2

1
Zke{l<k5‘f:xk=3/k}(pk(xk)) ng(n, + 1)

1
+ ZkE{Kksr:xkiyk}(ZPk(xk)Pk(}’k)) (g + 1)
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Yukarida verilen tabloda S(x, y) = ;=1 WSk (Xk, yi) ‘dir.

Lin 1 igin {Q S Ak:Vq € Q,pr(xx) < pr(q) < pr(¥r)}, burada pr(xx) < pr(Vk)
oldugu kabul edilir.

Goodall 1igin {Q S Ay:Vq € Q,pr(q) < pr(xx)} dur.

Goodal 2 igin {Q < A:Vq € Q,pr(q) < pi(x) Y dr.

Bu kategorik veri dlgilerinin 6zelliklerini maddeler halinde inceleyelim.
e OQverlap: iki kategorik verideki eslesen 6zelliklerin sayisidir.

e Goodall: bu 6lgl iki 6zellik arasindaki benzerligi, 6zelliklerin veride rastlanma
olasiligl ile normallestirir. Bu 6l¢li daha seyek frekanstaki kategori degerlerine
daha ylksek benzerlik degeri atar. Verideki 6zellikler arasi bagimhliklari da
hesaplamaya dahil eder. Hesaplama karmasikliginin ylksek olmasi nedeniyle

daha ¢ok Goodall1 6lgtsi kullantlir.

e Goodall 1: Goodall élglistiniin aksine ozellikler arasi bagimlilik yerine 6zelliklerin

benzerlik ortalamasini alir. Eslesmeleri durumunda Sy (xy, yx) nin alabilecegi

degerlerin araligi [0,1 —ﬁ]'dlr. Eger A, Ozelliginde tek bir deger varsa

minimum degerini, iki deger varsa maksimum degerini alir.

e Goodall 3: Goodall 6lgusliniin bir baska cesididir. Diger 6zellik degerlerinin
frekansina bakmaksizin eslesen degerlerin frekansi seyrek ise yliksek deger atar.

Goodalll’de oldugu gibi, maksimum degerini A,’da iki deger varsa, minimum

2
n(n-1)

degerini de tek deger varsa alir ve alabilecegi degerlerin araligi [0,1 — 'dir.

e Goodall 4: Bu 0Olgu eslesen kayitlara 1 — Goodall3 degerini atar. S, (xg, yx)'nin
alabilecegi degerlerin araligi [ﬁ, 1] ‘dir. Minimum degerini x;, A;’da bir kez

geciyorsa, maksimum degerini ise x, A,’da tek deger ise alir.

e Gambaryan: Gambaryan verinin hemen hemen yarisinda eslesen kayitlara daha

fazla agirhk veren bir 6lgu tanitmistir. Sy (X, v, )'nin alabilecegi degerlerin aralig
[0,1]’dir. Eger x;, Aj’daki tek degerse minimum degerini, % frekansina sahipse

maksimum degerini alir.
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Daha detayl bir inceleme igin Kumar vd.’nin [31] ¢alismasina bakabilirsiniz.

4.1.3 Kimeler Arasi Uzaklk Olgiileri

Kimeler arasi uzaklik hesaplamasinda ilk olarak kimelerin ortalama, varyans ve

koveryanslarin hesaplanmasi gerekir. Bunlar bilindikten sonra iki kiime arasindaki

mesafeyi hesaplamak igin ¢esitli Olgliler mevcuttur. Bunlardan en bilinenleri

Mahalanobis uzaklik 6l¢iisti, Hotelling T2 uzaklik 6lciisti ve Penrose uzaklik dlgiistudiir.

Mahalanobis Uzakhk Olgiisii

Mahalanobis uzakhgi cok degiskenli X veri matrisindeki herhangi bir gézlemin verinin
merkezine olan uzakligini verir. Mahalanobis uzakligi degiskenler arasindaki iliskileri
(varyans/kovaryans) dikkate alir. Bu yonuyle, degiskenlerin o6lgim birimlerinin

farkhligindan kaynakh hatalari minimuma indirger.
DY = (ui — my) S™(w; — 1) (4.28)

Burada;

Wi+ i. kimenin ortalama vektor

S~1: Ortak varyans-kovaryans matrisinin tersidir.
Penrose Uzaklik Olgiisii

Penrose, Mahalanobis gibi degiskenler arasi iliskiyi dikkate almaz. Bu ylzden
Mahalanobis daha fazla 6nemsenmektedir. Fakat degisken sayisinin az (bir fikir
olarak 100’den az 6rnekli kimelerde) oldugu 6rneklem uzayinda varyans-kovaryans

degerlerinin dogrulugu konusunda slipheler olacagindan Penrose tercih edilebilir.

(Mik—HKjr)

57 (4.29)

—_ VP
Pij = 2=

Hotelling T? Uzaklik Olgiisii

iki kiimenin ortalama vektorlerinin karsilastiriimasinda kullanilan Hotelling T2

Olclsi su sekildedir;

T2 = (222 Y0 (ki — i) S™ (i — tjie) (4.30)

ni+n,
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Burada;

Wik i. kimenin k. Degiskeninin ortalamasi

S~1: toplanmis varyans-koveryans matrisinin tersini gosterir.

nin

Gorildigi gibi bu uzaklik, Mahalanobis uzaklik élgiistiniin (——=) ile duzeltilmis halidir.
2

1
ni+n

4.1.4 Kullanim Alanlarina Gére Uzaklik ve Benzerlik Olgiileri

Bir Olglinlin kullanimina karar vermemizde en buyilik rolG veri tipi oynar. Veri tipinin
surekli-kesikli sayisal veriler, nitelik veriler, siklik sayilari ve iki kategorili veriler olup
olmamasina gore birgok dl¢i gelistirilmistir. Bu uzaklk ve benzerlik élgulerinin veri tipine
gore bir siniflamasi asagida verilmistir. Bunun disinda kiimeler arasi uzakligi hesaplamak
icin Mahalanobis uzaklik 6lgiisii, Penrose uzaklik 6lgiisti, Hotelling T2 uzaklk 6l¢iisi gibi

Olcller tercih edilir.

Cizelge 4.4 Veri Tipine Gore Uzaklik ve Benzerlik Olgiileri

Uzaklik Olgiileri Benzerlik Olgiileri

Sayisal Veriler

Oklit Pearson iligki Katsayisi
Kare Oklit Kosiniis Benzerlik Ol¢iisii
Chebychev (Cebisev)

Manhattan City Block

Minkowski

Karl  Pearson/Standartlastiriimis  Oklit

Uzayi Olgii

Korelasyon Uzakligi Olgiileri

Siklik Sayilari
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Cizelge 4.4 Veri Tipine Gore Uzaklik ve Benzerlik Olgiileri (Devami)

Ki-Kare Uzaklik Ol¢iisii

Phi-Kare Uzakhk Olgiisii

ikili Veriler
Kare Oklit Russell ve Rao Benzerlik Ol¢iisii
Oklit Basit Benzerlik Olgiisii
Buyukluk Farklari Jaccard
Bicim Farklar Parcali

Degisim Uzakhk Olgiisi

Rogers ve Tanimoto

Durum Uzaklik Olgiisii

Sokal ve Sneath Benzerlik Olgiisii 1

Lance ve Williams Uzaklk Olgiisii

Sokal ve Sneath Benzerlik Olgiisii 2

Sokal ve Sneath Benzerlik Olciisii 3

Sokal ve Sneath Benzerlik Olciisti 4

Sokal ve Sneath Benzerlik Olciisii 5

Kulczynski Benzerlik Olgiisii 1

Kulczynski Benzerlik Olciisii 2

Hamann Benzerlik Olgiisii

Goodman ve Lamda Benzerlik Olgiisii

Anderberg D Benzerlik Olgiisi
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Cizelge 4.4 Veri Tipine Gore Uzaklik ve Benzerlik Olgiileri (Devami)

YuleY

Ochiai

Fi 4 Nokta

Yayilim

4.2 Kumeleme Teknikleri

Cogu kiimeleme algoritmasi iki popller yaklasim Uzerine bina edilmistir [9]. Bunlar
hiyerarsik kiimeleme algoritmalari ve boélici kiimeleme algoritmalaridir. Hiyerarsik
kiimeleme algoritmalari da uygulanma stratejisine gore, yukaridan asagi ve asagidan
yukari olmak lzere ikiye ayrilir. Baslangicta veri tek bir kime iken son adimda bitin
elemanlar ayri birer kiime halini alir. Bu sonug bir dendogram veya buz sacagi formatinda
gosterilebilir. Bolucl kiimeleme algoritmalarindan en bilineni ise K-Means kiimeleme
algoritmasidir ve biz bu calisma da bu algoritmanin bir genisletilmesini de sunacagiz. K-
Means algoritmasi, hiyerarsik kiimeleme algoritmalarindan farkh olarak, sonug¢ kiime
sayisini da girdi olarak alir. K-Means algoritmasi kiime igi dagilimi minimize, kiimeler
arasi dagilimi maksimize etmeyi amacglar. Asagida kiimeleme algoritmalarini tanitip,

baslica 6zelliklerine deginecegiz.

4.2.1 Hiyerarsik Kiimeleme Yontemleri

Hiyerarsik kiimeleme yontemleri girdi olarak X veri kiimesini ve d uzaklik veya s
benzerlik Olclisint alirlar. Cikti olarak dendogram ve ya buz sacagi diyagramlari
vasitasiyla gosterilebilecek, her bir kiimeleme adimindaki kimeleri doénerler. Eger
yukaridan asagi bir strateji kullanilmissa son adimda her bir nesne bir kiime olacak
sekilde sonug uretilir. Kullanilan kiimeler arasi uzaklik 6lcme stratejisine gére asagidaki

sekilde siniflandirilabilirler.
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4.2.1.1 Tek Baglanti YOntemi

Bu yontemde herhangi iki kiime arasindaki uzakhgi 6lgmek igin, kiimelerden segilen

temsilci nesneler birbirine en yakin iki nesnedir.

X4, X, iki veri kimesi olmak lzere D(X;,X;) = SLINK(X,,X,) = min  d(x;,x;)

x1€X1,x2€X2

olarak tanimlanir.

Bu yontem asagidan yukari strateji icin uygundur. Bu yontemin en biyilk dezavantaji ise
ince uzun kiimeler Gretmesidir. Yani ayni kimedeki yakin elemanlar arasi uzaklk oldukga
duslik, bir kimenin zit iki ucundaki nesneler arasi uzaklik diger kiimenin nesnelerine olan

uzakliktan daha fazladir.

4.2.1.2 Tam Baglanti Yontemi

Bu yontemde herhangi iki kiime arasi uzakligi 6lgmek icin, kiimelerden secilen temsilci

nesneler birbirine en uzak iki nesnedir.

X4, X, iki veri kimesi olmak tizere D(X;,X,) = CLINK(X,,X,) = max d(x;,x;)

x]_EXl,xZEXZ

olarak tanimlanir.

Bu ydntem yukaridan asagi strateji icin uygundur. ilk adimda her nesne kendi kiimesine
aitken son adimda biitlin nesneleri barindiran tek kiimeye ulasilir. Bu yontem tek
baglanti yonteminin yukarida bahsedilen dezavantajindan uzaktir ve daha kompakt
kiimeler tGretmeye meyillidir. Yani kiime igindeki elemanlar birbirine ¢ok yakin, fakat

farkli kimelerdeki elemanlar birbirine ¢cok uzak olacak sekilde sonug Uretir.

4.2.1.3 Ortalama Baglanti Yontemi
Bu yontem iki kiime arasi uzaklik olarak, tek baglanti ve tam baglanti yontemiyle
hesaplanan uzakliklarin ortalamasini alir.

SLINK(X1,X5)+CLINK (X1,X7)
2

olarak

Xy, X, iki veri kimesi olmak lzere D(X,X,) =

tanimlanir.

Bu yontemin dezavantaji ise her uzaklik 6lgiiminde hem tek baglanti hem tam baglanti
yontemleri ile uzaklik hesaplamasi yapmasidir.
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4.,2.1.4 Ortalama Vektor Yontemi

Bu yontemde iki kiime arasi uzakhgi 6l¢mek icin, kiimelerden segilen temsilci nesneler,

kiimelerin merkezleridir. Bir kimenin merkezi (centroid) su sekilde tanimlanir;

X numerik veri kiimesinin merkezi c olsun. ¢ = [cy, €3, .., C;y] ile gosterelim. Her 0 < i <

. 1 .
migin, ¢; = ;Z};:l X ‘dir.

X4, X, iki veri kimesi ve ¢4, ¢, sirasiyla bu iki kimenin merkezi olmak tizere D(X;,X;) =
d(cyq,cy)’ dir. Buyontemde kiime merkezleri kiimenin birer elemani olmayabilir. Bu bazi

uygulamalarda dezavantajdir.

4.2.1.5 Medoid Yontemi

Bu yontemde iki kiime arasi uzakhgi 6l¢mek igin, kimelerden segilen temsilci nesneler,
yukarida tanitilan kime merkezine en yakin kiime igindeki nesnelerdir. Bir kiimenin
merkezine en yakin elemanina o kiimenin medoid’i denir. Matematiksel olarak ifade

etmek gerekirse;

med € X ‘e X kiimesinin medoid’i denir. Oyle ki her x € X icin ¢ € X kiime merkezi

olmak lizere min(d(x, c)) degerine sahip x elemani icin med = x’dir.

4.2.1.6 Ward Yontemi

Ward Baglanti kiimeleme yontemi, iki kiime arasindaki uzakligin hesaplanmasinda
merkezden sapmalari yani varyansi esas alir. 1963 yilinda Joe Henry Ward tarafindan
onerilmistir. Bu yonteme en kiglk varyans yontemi de denilmektedir. Ward baglanti
kiimeleme yonteminde amag kiimeler igi kareler toplamini minimize etmektir. Benzer
eleman sayisina sahip kiime elde etme egilimindedir, ug¢ degerlere karsi duyarhdir. Bu
yontemde j'nin k ve | kiimeleri arasindaki uzakhgl asagida verilen esitlik yardimi ile

bulunabilir [28].

(nj+ng)dgp+(nj+n)dg j+niden
gy = j pHn NI (4.31)

nj+nk+nl

Burada;

d(k,p,j » k ve I'ninci kiimelerin birlesmesinin j'ninci kiimeye olan uzaklg,
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dk,j) » K'ninci kimenin j’ninci kimeye olan uzaklgi,
d,j) » 'ninci kiimenin j'ninci kiimeye olan uzakhg,
d (k1) » K'minci kimenin I'ninci kimeye olan uzakligl,
n; , j’'ninci kimenin eleman sayis,
N , k'ninci kimenin eleman sayisi,

S .
n; , I'ninci kimenin eleman sayisidir.

Asagida kiimeleme algoritmalarini tanitip, baslica 6zelliklerine deginecegiz.

4.2.2 Hiyerarsik Olmayan (Boliicii) Kimeleme Yontemi

Hiyerarsik kiimeleme yontemlerinde verideki tiim elemanlarin birbirine olan mesafeleri
veya benzerlikleri hesaplanmak yani mesafe matrisi olusturmak gereklidir. Bu matris 100
kayith bir veri igin 100x100 boyutlarindadir ve 10.000 mesafe 6lglilmesi demektir. Kayit
sayisi 10.000 oldugunda ise mesafe matrisinin hesaplanmasi i¢in 100.000.000 mesafe
Olctlmesi gerektigi anlamina gelir. Bu yizden biyiik veri kiimeleri igin mesafe matrisi

olusturmadan kiimeleme isleminin yapilmasinin yollari arastirilmistir.

Hiyerarsik olamayan kiimeleme yéntemleri blyiik mesafe matrislerine ihtiya¢ duymaz.
Zaman ve bellek kullanimi agisindan hiyerarsik kiimeleme yéntemlerine gore ¢ok daha

elverislidir. En bilinen bollicli kimeleme algoritmasi K-Means algoritmasidir.

4.2.2.1 K-Means Kiimeleme Yontemi

K-Means algoritmasi [7] bélici kiimeleme algoritmalarinin en ¢ok kullanilanlarindan
biridir [24]. Mac Queen tarafindan 1967’de gelistirilmistir [33]. Verilen bir X veri kiimesi
ve istenen k sonug kiime sayisi ile baslar ve X kiimesini kiime ici kare hatalar toplami
minimum olacak sekilde k adet kiimeye boler [34]. Kime benzerligi, kimenin agirhk
merkezi kabul edilen bir birim ile kiimedeki diger birimler arasindaki uzakliklarin
ortalama degeriile ol¢lilmektedir [21]. K-Means kiimeleme yontemi bir sonraki bélimde

detayli olarak ele alinacaktir.

44



BOLUM 5

K-MEANS KUMELEME YONTEMI

K-Means algoritmasi dort temel islem (zerine bina edilmistir [35];

e k adet baslangi¢c kiime merkezinin secimi,

e nesneler arasi uzakliklarin ve kiime merkezlerinin hesaplanmasi,

e nesnelerin, merkezine en yakin olduklari kimeye atanmasi,

e kime igi benzesmezlik minimum indirgenene kadar hesaplama ve atamalarin devam
etmesi.

ilk adim hari¢ diger iic adim, kiime ici kareler toplami minimuma indirgenene kadar

tekrarlanir. Minimize edilecek maliyet fonksiyonu;
E =Y 2 yiud(X;, Q) (5.1)

dur. Burada n, X kiimesinin eleman sayisi, X; € X ve Q;, [ kiimesinin merkezidir. y; ; ise
bolintlleme matrisinin elemanidir. Y,,; bolintileme matrisinin elemanlari !'ninci
elemanin n’inci kimeye ait olup olmamasi durumuna gore 1 veya 0’dir. d uzakhk 6l¢lisa
ise aksi belirtilmedikce Oklid uzaklik lctisiidiir. Buradaki tanimlardan anlasilacagi tizere

K-Means algoritmasi, secilen 6lciimler nedeniyle sadece nimerik veriler ile ilgilenir.

K-Means kimeleme algoritmasinin, merkezlerin secimi, uzakliklarin o6lctilmesi ve
baslangi¢c kiime merkezlerinin seciminin farklilasmasi ile ortaya ¢ikan farkli versiyonlari
vardir [7]. En gelismis bir K-Means ¢esidi ISODATA algoritmasini iceren versiyonu [36] ve
Fuzzy K-Means algoritmasidir [37],[38].

K-Means algoritmasi su temel 6zelliklere sahiptir [35];
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1- Blyuk veri kiimeleriigin etkilidir. Algoritmanin hesaplama karmasikhg O (tkmn)’dir.
Burada; n nesne sayisi, m Ozellik sayisi, t yineleme sayisi ve k kiime sayisidir. Genel
olarak m,t, k < n ’dir. Buyuk veri kiimelerini K-Means ile kiimelemek, hiyerarsik
kiimeleme tekniklerine goére ¢ok daha hizlidir. Clnkld hiyerarsik kimeleme
tekniklerinin hesaplama karmasikhgi O (n?)’dir.

2- K-Means algoritmasi yerel eniyileme ile sonlanir [39]. Global eniyilemeyi de bulmak
icin genetik algoritmalarla birlestirilebilir.

3- K-Means sadece niimerik degerler ile calisir. Clink(i maliyet fonksiyonun da kiimenin
ortalamasi hesaplanir.

4- Kumeler digbikey bir sekle sahiptir [7]. Bu ylizden i¢cblikey sekiller elde etmek zordur.

K-Means algoritmasinin bir diger zorlugu da k kiime sayisinin belirlenmesidir. ISODATA

gibi bazi K-Means tirevleri ise bu k degerini de kendi icinde hesaplamaya uygundur [35].

K-Means algoritmasi blytk verileri islemedeki basarisi ile veri madenciligine en uygun
tekniktir. Buna ragmen sadece numerik veriler ile ¢alismasi onun kullanimini
kisitlamaktadir. Clinkl gercek veriler cogu zaman kategorik veriler de icerir. Bu kisiti
ortadan kaldirmak icin K-Modes gibi bazi genisletilmis K-Means algoritmalari da
gelistirilmistir [35]. Zhexue Huang'in ortaya koydugu bu algoritmayi ilerleyen
bolimlerde detayh olarak ele alacagiz. Bizim de bu ¢alismadaki esas amacimiz hibrit
veriler ile ¢alisabilen bir K-Means genisletmesi sunmaktir. Bu ylizden Zhexue Huang’in

bu calismasi bize yol gosterici olacaktir.

5.1 Veri Turleri

Yukarida da bahsedildigi (izere K-Means kiimeleme algoritmasi maliyet fonksiyonundaki
kiime ortalamasi hesabindan dolayi sadece niimerik veriler ile ¢alisabilmektedir. Her x €
X igin x = [xq,X3,..,X;,] olmak Gzere, eger her 0 < i < migin x; degeri nimerik ise X
veri kimesine numeriktir denir. Ayni sekilde eger tim x;degerleri kategorik ise bu
durumda X veri kiimesine kategoriktir denir. Eger bazi x; degerleri kategorik bazi x;
degerleri nimerik ise boyle verilere de hibrit veriler denir ve 6zel bir notasyon olmak
uzere x = [x],x},x5,x5..,%x5] ile gosterilir. Burada xj kategorik, x; degerleri ise

numeriktir [40].
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K-Means kiimelemesi baghgl altinda veri tirlerini yeniden ele almamizin sebebi, K-
Means algoritmasinin veri tirlerine goére genisletilmis algoritmalarini sunarken
kullanacagimiz notasyonu tanitmakti. Verinin tek tip olmasi durumunda (nimerik ya da
kategorik) karmasikliga yol agmayacagindan hibrit veri gosterimindeki Ustel simgeyi

kullanmayacagiz.

5.2 Uzaklk Olgiisii Segimi

Verinin nimerik olmasi durumunda tercih edilebilecek birgok uzakhk o6lglsu vardir.
Bunlarin bir kismini yukarida tanitmistik. Ancak unutulmamalidir ki bu 6lgiinlin segimi

algoritmanin sonucuna direkt etki edecektir.

K-Means kiimeleme algoritmasinda aksi belirtilmedikce Oklit uzaklik él¢tisii kullanilir. Bu
Olcl bir kiime merkezi ile bir nesne arasindaki uzakhigi 6lgmek icin kullanilir. Ancak
uzaklik élctilerinin her biri bazi veri tiplerine gére 6zellikle iyi sonuglar verebilir. Ornegin
veri iki degerli Ozelliklerden olusuyorsa segilecek uzaklik 6lglsu veriyi kiimeleme
stratejimize uygun olarak yukarida tanitilan ikili veriler icin uzakhk olclilerinden biri
secilebilir. Veya kesikli sayisal veriler icin Manhattan Olglisi daha basarili sonuglar
verebilir. Verinin standart hale getirilmedigi durumlarda Oklit uzaklik 8l¢iisii buyik

farklarin oldugu 6zelligin benzerlige olumsuz etkide bulunmasina neden olabilir.

Kategorik veriler igin secilecek uzaklik 6l¢tstinde ilk akla gelen, ayni olan degerler icin
uzaklik degeri O farkh olan degerler icin uzaklik degeri 1 olacak sekilde galisan gakisma
fonksiyonudur. Fakat kategorik veriler her zaman dizenli dagilim gostermezler. Bu
yluzden cakisma fonksiyonu cogu zaman istenen sonuclari elde etmemize yardimci
olmaz. Kategorik veriler icin secilecek uzaklik oOlglisiinliin kategorik degerlerin
frekanslarini da dikkate almasi beklenir. Ayni sekilde bir 6zelligin alabilecegi degerler
kiimesinin eleman sayisi da dikkate alinabilir. Ornegin, cinsiyet 6zelligi ile gbz rengi
Ozelliklerinin alabilecegi degerler farkli sayilardadir. Bir baska yontem olarak cinsiyet gibi
iki degerli kategorik ozellikler ikili sinif verisine donisturilerek uygun ikili sinif uzakhk

Olclleri de kullanilabilir.

47



5.3 Kiime Sayisinin Belirlenmesi

K-Means kiimeleme algoritmasinin girdilerinden biri olan k kiime sayisinin ne olmasi
gerektigi, nasil belirlenecegi ve k’yi ve k adet baslangic merkezini otomatik belirleme
algoritmalari Gzerine bircok calisma yapilmistir [25], [33], [41], [42], [43]. Baslangi¢
merkezlerinin secimi konusu bir sonraki baslikta detayli incelenecektir. k’y1 belirlemek

icin basit ve yaygin kullanilan bir formil soyle verilebilir;

k=J§ (5.2)

Burada n veri kiimesinin eleman sayisidir. Bu segimin kiiglik 6rneklem kimeleri igin

kullanilmasi tavsiye edilir. Buylk érneklemler icin saglikli sonuglar vermeyebilir [12].
Bir diger yontem olarak Mariott tarafindan énerilen formul kullanilabilir [44];

M = k2|W| (5.3)

Burada W kiime igi kare hatalari toplami matrisidir. M degerini minimum yapan k degeri
uygun kiime sayisi olarak segilmektedir. Everitt (1974) farkh olgtimlerle ilgili yaptig
¢alismada, Mariott yonteminin diger yontemlere gére daha iyi sonug verdigini ortaya

koymustur [12].

Kime sayisinin belirlenmesi adina bir diger yontem ise Lewis ve Thomas tarafindan
gelistirilmistir. Lewis ve Thomas’ a gore kiime sayisina karar vermek igin iki kriter goz
online alinir. Kimeler, toplam varyansin %80’ini agiklamali ve varyansta %5’e kadarlik

bir artis durumunda yeni bir kiime ilave edilebilmelidir [45].
Benzer bicimde Calinski ve Harabasz (1974) da bir ydontem ortaya koymuslardir [25].

Everitt (1979) ve Anderberg (1973) kiimeler arasi varyansin kiime icine gére maksimum
oldugu durumlari belirleme agisindan Wilk’s Lamda olgltinin ¢ok duyarli oldugunu

belirtmislerdir [25].

Her ne kadar k kiime sayisini belirleme tizerine formuller verilse de, eger belli bir kime
sayisina ulasmak icin kiimeleme islemi yapiliyorsa, en uygun k kullanicinin bu 6n bilgi ile
girecegi k degeridir. Kullanicin bu kararinda ulasmak istedigi detay seviyesi, global

dagilimin mi yerel dagilimin mi dnemsendigi gibi 6lcitler gz oniinde bulundurulur.
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D.T. Pham (2004)’'1n yaptigi calismada, k’yi belirlemenin bazi yontemleri verilmigtir. [46];

e K-Means performansi k’nin segiminden direkt etkilenebilir. Bu ylizden tek bir k
degeri yerine bir grup k degeri ile cahsilabilir. Bu k sayilari verinin karakteristigine
uygun olmalidir. Her biri i¢in ¢alistirilan algoritmanin sonuglarindan optimumu
dikkate ahnir.

e k kullanici tarafindan belirlenir. Bu yaklasimda, ¢ok boyutlu veri kiimelerinde
kiimeleme sonuglarinin degerlendirilmesi kullanici igin zordur.

e Bazi 6n kiimeleme araclari tarafindan belirlenebilir.

e Yapay veri kiimeleri icin k degeri, yapay veri Ureteci sayisina esitlenebilir.

e k’'nin secimi icin bazi istatistiksel olciimler kullanilabilir. Bu &lgller verinin
dagilimini gbz 6ninde bulundurarak ¢alisirlar. Bayes kriteri veya Akeike kriteri,
Gauss dagilimina sahip veriler lizerinde uygulanabilir. Verinin Possion dagilimi
gostermesi durumunda Hardy o6l¢cimi kullanilabilir. Monte Carlo teknigi
kiimeleme sonuglarini degerlendirmek ve k’yi belirlemek icin kullanilabilir.

e Her ne kadar K-Means denetimsiz yani 6n bilgisiz bir kiimeleme teknigi olsa da
verideki bir kategorinin sinif sayisi olarak segilebilir.

o Veriyi gorsellestirerek gorsel Uzerinden kiime sayisi 6ngérimi yapmak da
basitligi nedeniyle sik¢a kullanilan bir yontemdir. Bununla beraber bu yontem

kiimeleme sonuclarini degerlendirmek igin de kullanilir.

Bir komsuluk Olglisii K-Means algoritmasinin maliyet fonksiyonuna eklenebilir. Bu
yontem birkag veri seti icin umut verici sekilde glizel sonuglar vermistir. Bu yontemin
pratik kullanim o6rnekleri ile yeteneginin ispat edilmesine ihtiyaci vardir. Maliyet
fonksiyonunun degismesi nedeniyle bu ¢6zimin uygulandigl algoritmalar K-Means

olarak degerlendirilmez [46].

5.4 Baslangi¢ Merkezlerinin Segimi

K-Means kiimeleme yontemi ve K-Means'den tiretilen hiyerarsik olmayan diger
kiimeleme yontemlerinde k adet baslangic kiime merkezi ile kiimeleme islemine
baslanir. K-Means kiimeleme algoritmasi baslangic merkezlerini rassal olarak secer ve
sonuc¢ kiimeleri dogrudan bu secimden etkilenir. Dolayisiyla bu secim hesaplama

zamanini ve sonug kiimelerinin dogrulugunu dogrudan etkiler [43]. K-Means kiimeleme
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algoritmasi en iyi sonucu sadece bu baslangi¢c merkezleri sonug baslangic merkezlerine

en yakin segildiklerinde verir [24],[41].

Bu ylizden bu baslangic merkezlerinin nasil segilecegi Gzerine de 6nemli galismalar
yapilmistir. Hesaplama zamanini iyilestirmek icin Fahim vd. [47] bir yontem
onermislerdir. Buna gore bir nesnenin bulundugu kiimenin merkezine olan uzakligi
Olculur ve bir sonraki adimda eger bu uzaklik 6nceki dlgliden kiiglk veya esitse yine bu
kiimeye aittir denir ve diger kiime merkezleri ile uzakhk 6lglsii hesaplanmaz. Bu
yontemin hesaplama zamanini olumlu etkiledigini yaptiklari testler ile géstermiglerdir.

Fakat hala baslangi¢ merkezi secimi rassaldir.

Mahmud vd. [48] ise baslangic merkezlerinin secimi icin tanittiklari bir algoritmada, 6nce
verinin timuani agirlikh skorlarina gore siralar ve k adet alt kiimeye ayirir. Bu alt
kiimelerin her birinin merkezi alinarak k adet baslangi¢c kime merkezi elde edilir. Bu
yonteminde daha iyi sonug¢ kimeleri Urettigi ve hesaplama siiresini de iyilestirdigi

gozlenmistir.

Kumar ve Gupta [43] benzesmezlik agacini kullanarak baslangic merkezi segmenin bir
yolunu 6nermisler ve yaptiklari testler ile bu secimlerin sonug¢ kiime merkezlerine yakin

olduklarini gbzlemlemislerdir.

Khan ve Ahmad [41] tarafindan 6nerilen bir baska yontem ise her bir 6zelligin kendi
icinde merkezlerinin bulunmasi ve daha sonra bunlarin birlestirilmesidir. Cluster Center
Initialization Algorithm (CCIA) olarak bilinen bu yontem kiime merkezi belirlemek icin
etkili bir yontemdir ve bu algoritma [41]’dan incelenebilir. Algoritma birbirine benzeyen
iki temel gozleme dayanir. Her bir 6zellik icin standart sapma ve ortalama degerleri
hesaplanir ve belli bir béliintiileme ile normal dagilim egrisinde isaretlenir. islem bu esas

Uzerinden strdardalur.

Arai ve Barakbah [33] tarafindan Hiyerarsik K-Means olarak adlandirilan bir algoritmada
ise girilen bir p degeri kadar K-Means uygulanir ve sonug kiime merkezleri bir havuzda
toplanir. Bu havuz hiyerarsik kiimelemeye sokularak k adet kiimeye sahip adimin kiime
merkezleri baslangic merkezleri olarak alinir ve esas veri bu merkezler ile K-Means
kiimeleme islemine sokulur. Bu algoritmada p kez K-Means ve bir kez de hiyerarsik

kiimeleme yapilmasi hesaplama zamani agisindan bir kayiptir.

50



K-Modes kiimeleme algoritmasinin baslangi¢c merkezlerinin segimi igin Khan ve Kant [49]
tarafindan bir algoritma onerilmistir. Buna gore en iyi baslangic kime merkezlerini
secmek icin 6nce birkag kez rastgele merkezler secilerek kiimeleme islemi yapilir ve bu
kiimeleme islemlerinin her adimindaki mod degerleri bir havuzda toplanir. Bu havuzda
en sik gegen modlar baslangi¢c merkezleri olarak segilirler. Bu algoritmada hesaplama

zamanindan kayip olsa da sonug kiimelerinin dogrulugu agisindan bir kazang elde edilir.

Bunun disinda ¢alismamizin esas konusu olan kategorik ve hibrit verilerin kimelenmesi
islemi icin alternatif bir baslangi¢ merkezi se¢gme yéntemi Huang tarafindan K-Modes
algoritmasinin énerildigi calismada sunulmustur [35]. Biz de testlerimizde bu yontemi

kullanarak baslangic merkezlerimizi belirleyecegiz.

Goraldagu gibi baslangic merkezlerinin se¢imi asamasi kiimeleme isleminin kritik
adimlarindan biridir. Herkes tarafindan kabul edilen ortak bir se¢im yontemi olmamakla
birlikte standart K-Means kiimeleme algoritmasinda bu segim rassal olarak yapilir. Ancak
bu saglikli bir yontem olmadigindan, verinin boyutu, tiri ve 6zellikleri agisindan uygun

secim yontemi tercih edilmelidir.

5.5 Agirhk Kavrami

Bazen calisilacak verinin 6zellikleri esit 6nem derecesine sahip olmayabilir. Bu 6nem
derecesi veriden cikarilmak istenen bilginin kapsamina gore de degisiklik gosterebilir.
Ornegin dgrenci bilgilerinin tutuldugu bir veride yapilacak kiimeleme islemini diistinelim.
Eger 68rencilerin basari durumlarina goére bir gruplama yapilmak isteniyorsa, kilo, boy,
okul numarasi gibi 6zelliklerin kiimeleme islemine olan etkisinin daha az olmasi gerekir.
Hatta veriden cikarilmasi (0 agirlik) bile istenebilir. Ogrencilerin fiziksel olarak
benzerliklerine gore yapilacak bir gruplama isleminde ise ders notlarinin kiimeleme
islemine etkisinin daha az olmasi gerekir. Bunun yaninda bazi verilerin dogasinda,
kiimeleme isleminin kapsami dikkate alinmaksizin, bir agirlik dagilimi olabilir. Boyle

durumlarin da kiimeleme isleminde gbz 6niline alinmasi gerekir.

K-Means ve diger hiyerarsik olmayan kiimeleme algoritmalarinin dezavantajlarindan biri
de bitin o6zelliklere esit 6nem derecesindeymis gibi davranarak kiimeleme islemini
yapmalaridir. K-Means algoritmasinin, 6zellikleri dnemlerine goére agirliklandirarak

kiimeleme islemi yapmasi icin yapilan calismalar bundan 40 yil 6ncelerine dayanir.
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Renato Cordeiro de Amorim tarafindan yakin zamanlarda yapilan “A survey on feature
weighting based K-Means algorithms” adli ¢alismada bu zamana kadar yapilan bu
calismalardan bazilari incelenmistir [50]. K-Means igin agirhklandirma g¢alismalar

yapildigi gibi K-Modes ve K-Prototypes icin de benzeri ¢alismalar yapilmistir.

Bilinen ilk agirlikh K-Means tiirevi ¢alisma De Sarbo ve arkadaslari tarafindan 1984’de
yapimistir. Bu ¢alismada o6zellikleri iliskilerine gore gruplamak ve dnem derecelerine

gore gruplara agirliklar atamak énerilmistir.

Chan ve arkadaslari tarafindan 2004 yilinda Onerilen bir baska yontem ise kiimelerin
kiime i¢i durumlarini g6z 6niine alarak her adimda 6zelliklerin agirhiklarini degistirmektir.
Bu yontem hi¢ stphesiz hesaplama karmasikligina yol acacak ve islem siiresini

uzatacaktir.

ilk akla gelen ve en basit ydntem ise her bir 6zellik icin basta bir agirlik belirlemek ve
islem sidresince bu agirhiklari kullanmaktir. Bu yontem Weighted-K-Means olarak

adlandirilir.

Kategorik veriler ile calisildiginda, kategorik 6zelligin degerlerinin frekanslari dikkate
alinarak da agirlik belirlemek bir yéntemdir ve Ji ve arkadaslar tarafindan 2013 yilinda

Improved K-Prototypes adiyla 6nerilmistir.

Agirhk belirlemenin etkili bir yontemi de veri hakkinda bilgi sahibi biri tarafindan
agirhklarin belirlenmesidir. Aslinda kiimeleme isleminde hangi 6zelliklerin daha yliksek
Oneme sahip oldugu ve sonug olarak aslinda nasil bir yapi beklendigini en iyi bu kisiler
bilir. Bu yontemin dezavantaji ise verinin yliksek boyutlu olmasi durumlarinda zaman
kisiti ve hata ihtimalinin yliksek olmasidir. Bizim bu ¢alismada dnerecegimiz algoritma

agirhklandirilabilen bir algoritmadir ve agirlik degerlerini bir girdi olarak kullanicidan alir.

5.6 Genisletilmis K-Means Algoritmalari

K-Means algoritmasi, amag¢ fonksiyonunun sadece nilimerik veriler ile calisabilmesi
nedeniyle kategorik ve hibrit verileri kimeleme noktasinda yetersiz kalmaktadir. Halbuki
karsilasilan verilerin cogu kategorik veriler barindirir veya tamamen kategorik verilerden
olusur. iste bu tip verileri hiyerarsik olmayan bir ydntemle kiimeleme ihtiyacini gidermek

icin K-Means algoritmasinin sadece kategorik veya hibrit veriler icin genisletilmis bazi
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versiyonlari vardir. Bunun disinda baslangi¢c merkezlerinin segimi, sonug kiime sayisinin
belirlenmesi gibi asamalarinda ozellestirilmesiyle farkli K-Means genisletmeleri ortaya
citkmistir. Burada bazi K-Means genisletmelerine goz atacak ve esas ¢alismamiz olan W-

K-Prototypes algoritmasi igin de bir 6n hazirlik yapmis olacagiz.

5.6.1 K-Modes Algoritmasi

Zhexue Huang tarafindan “A Fast Clustering Algorithm to Cluster Very Large Categorical
Data Sets in Data Mining” ¢alismasinda dnerilen bir algoritma olan K-Modes algoritmasi,
K-Means algoritmasinin, farkli uzakhk o6lgiisi kullanilarak ve kiime merkezi olarak
ortalama (mean) yerine mod (mode) degerinin alinmasiyla genisletiimesi ile elde
edilmistir. Bu mod degerinin hesaplanmasi icin ise bilinen istatistiksel mod bulma
yontemi yerine frekans tabanli bir yontem kullanilir. K-Modes algoritmasinin kategorik

veriler icin kullandigi uzaklik 6lctsi yukarida tanittigimiz overlap uzaklik 6l¢tistidr.

d(x,y) = X1 6(x;,v:) (5.4)

_ (0 (xi = ;)
5(xz,yi)—{1 (e, % y) (5.5)

Yukarida ki basit overlap uzaklik dlglsiinde verideki tim 6zellikler esit agirhga sahiptir.
Ayni sekilde bir 6zelligin sahip olabilecegi kategorik degerlerin, verideki siklig1 da dikkate
alinmamaktadir. Yine Huang tarafindan Onerilen ve 6zelliklerin alabilecegi degerlerin

frekanslarini da uzaklik hesabina dahil eden, daha etkin bir uzaklik 6l¢iisii su sekildedir;

(nxi +nyi)

dy2(%,y) = Lilq — 56 (xi, yi) (5.6)

Ny Ny,

Burada n,,, i. 6zellikte, x; degerine sahip nesne sayisidir. Bu uzaklik dl¢istinde daha sik
gecen degerlere daha az 6nem verilmektedir ve verinin tiriine ve arastirmaya gore bu
uzaklik dl¢iisiinii kullanmak daha iyi bir ¢dziim olabilir. Ornegin bir sigorta acentesinin

verisi tUzerinde yapilan dolandiricilik tespiti isleminde kullaniimasi daha etkindir.

K-Modes algoritmasinda kime merkezi olarak secilecek mod degeri ise Q =

[91, 91, --» @m] seklinde bir vektordiir. Oyle ki asagidaki toplami minimize eder.

D(Q.X) = Xiz1d(x:, Q) (5.7)
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Burada X = {x4, x5, ..., x,,} olacak sekilde veri kiimesidir. Gorillecegi Gizere mod degeri

Q, X veri kimesinin elemani olmak zorunda degildir.

Burada verilen uzaklik 6lciisti ve mod hesaplama yontemleri kullanilmak tizere K-Modes
algoritmasinin adimlari K-Means ile aynidir. Huang, K-Modes algoritmasini uygularken
baslangic merkezlerinin segimi icin iki farkh yéntem kullanmistir. ilk ydntemde ilk k adet
farkh kayit kime merkezi olarak segilirken ikinci yontem daha etkin bir sekilde se¢im
yapmak igin onerilmistir. Kategorilerin sikligina gore siralanip, bir yontemle iglerinden
se¢im yapilarak mimkiin olan en farkl kiime merkezlerini segmek amaglanmistir. Bu

yontemin detayi icin Huang’in ilgili calismasina [35] bakilabilir.

5.6.2 K-Prototypes Algoritmasi

Zhexue Huang'in, “Clustering Large Data Sets with Mixed Numeric and Categorical
Values” adli calismasinda[40] tanittigi bir algoritma olan K-Prototypes algoritmasi, K-
Means algoritmasinin sadece niimerik veriler ile ¢alisabilme kisitinin kaldirilmis ama
etkili calisma 6zelliginin korundugu bir versiyonudur. Bu algoritmada kullanilan benzerlik
Olglisi nimerik ve kategorik ozellikler ile ¢alisabilmektedir. Sadece nimerik veriler ile
calisilirsa K-Prototypes algoritmasi tipki K-Means gibi davranacaktir. Gergcek veriler ile
SUN Sparcl0 is istasyonunda vyapilan testlerde etkili ve hizli sonuglar alindig

gorilmustir.
K-Prototypes algoritmasinda kullanilan uzaklik 6l¢lisi asagidaki gibidir.

d(x;, Q) = X5 (f; — 41)* + i X5 8 (xf, af) (5.8)

Burada 6(x,y), x ve y kategorik degiskenleri ayni ise 0, farkl ise 1 degerini alan
fonksiyondur. x[; ve q;; degerleri nimerik x;; ve qj; degerleri kategoriktir. m, nimerik
ozelliklerin sayisi, m. kategorik Ozelliklerin sayisidir. y; ise | kiimesi igin kategorik

verilerin agirhgidir.

Bu uzaklik 6lglsa kullanildiginda maliyet fonksiyonu su sekilde yeniden yazilabilir;
E =Y ya X5 (o — qi)? + i Xl va 271;1 §(xij,qi;) = E| +Ef (5.9)

Burada E] numerik 6zelliklerin maliyet fonksiyonu ve Ef kategorik 6zelliklerin maliyet

fonksiyonudur. Bu maliyet fonksiyonu géz 6niine alindiginda Ef maliyet fonksiyonunu
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minimize etmek igin segilmesi gereken merkezin kategorik 6zelliklerinin kiime icinde en
stk rastlanan (¢lnkl sigma fonksiyonu ayni olmasi durumunda O degerini veriyor ve
toplama katkiyi azaltiyor.) degerlerden secilmesi gerektigi anlasiliyor. Buna dayanarak
Huang’'in merkez se¢me Onerisi; nimerik bilesenlerin ortalamasinin ve kategorik

bilesenlerin frekansi en yiiksek olanlarinin segilmesi.
Yukaridaki bilgiler 1siginda K-Prototypes algoritmasi su sekildedir;

(i) X veri kiimesi icinden kiimeleri temsil etmek lzere k adet baslangic merkezi

(prototype) secilir.

(ii) X veri kiimesindeki her bir nesne, en yakin olduklari prototype’in bulundugu

kiimeye atanir.

(iii) Bltln nesneler atandiktan sonra kiimelerin prototype’lari yeniden hesaplanir.
Ve her bir nesne yeniden en yakin olduklari prototype’in bulundugu kiimeye

atanir.
(iv) Hicbir nesne yer degistirmeyinceye kadar adim (iii) tekrarlanir.

(3) denklemindeki y; katsayisi ise kategorik verilerin uzaklik olgtstindeki agirligini
belirlemek amaciyla énerilmistir. Ornegin nimerik degiskenlerin deger araliklari ¢ok
genis oldugunda kategorik degiskenlerin farkl olmasi durumunda uzakliga ekleyecekleri
1 degeri cok anlamsiz ve kiiglk kalabilir. Tersine niimerik degerlerin [0.5,0.6] gibi kiglk
bir aralikta degismesi durumunda 1 degeri uzaklk belirlemede daha baskin rol
oynayacag! icin istenmeyen bir durum olusturur. iste bu durumun éniine gecmek icin
Huang’'in Onerisi y; degerinin belirlenmesinde ¢; standart sapma degerinin (I
kiimesindeki nimerik 6zelliklerin standart sapmalarinin ortalamasi) kullanilmasidir. Bu
sayede kategorik degiskenlerin farkh olmasi durumunda uzaklik 6l¢istine etkisi hemen
hemen niimerik degerlerin farkh oldugu durumdaki kadar olacaktir. Bu 6nerinin her
zaman dogru sonu¢ vermesi beklenemeyecegi gibi tiim veri dikkate alindiginda iyi bir
¢6zim oldugu agiktir. Huang, ¢alismasinda y;’nin farkl degerleri igin bazi sonuglar
paylasmistir. y; agirliginin her adimda ve her kiime igin yeniden hesaplanmasi bu

algoritmanin bir dezavantajidir.

Aslinda algoritmada kullanilan uzakhk olglst iki adet uzakhk 6lglstnin sonuglarinin

toplanmasindan olusur. Bu olciiler niimerik degerler icin kare 6klit uzakhk olclsa,
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kategorik degerler icin overlap uzaklik 6lgistduir. K-Prototypes’da kullanilan uzaklik
Olclstini daha modiuler hale getirmek igin, bu o6lgllerin yerine alternatif baska olguler

de disinlebilir.

5.6.3 K-Harmonik Ortalama Algoritmasi

K-Harmonik Ortalama Algoritmasi (KHM Algorithm) basit uygulamasi ve az sayida
yineleme adimi sayesinde basit ve hizli bir algoritmadir. KHM algoritmasi, her x; veri
noktasinin en yakin ¢; kiime merkezine kargilikl uzaklklarinin toplaminin minimize
edilecegi sekilde (cq, 3, ..., Cx) kiime merkezlerini bulmaya calisir. KHM algoritmasinin
en blylik problemi ise baslangi¢c kime merkezlerinin secimine olan yliksek bagimlihgidir.
Bunun nedeni, veri noktalari ile en yakin merkez arasinda giglu bir iliski ortaya ¢ikaran
ve merkezlerin yerel bir veri yogunlugundan uzak durmasini saglayan, “kazanan her seyi

alir” (winner-takes-all) bolintileme stratejisidir.

KHM algoritmasi, her veri noktasindan tim merkezlere olan uzakligin harmonik
ortalamasi ile KHM'de kullanilan bir veri noktasindan merkez noktalara olan minimum
mesafeyi yer degistirerek i¢sel bir problemi giderir. KHM algoritmasi her veri noktasi
herhangi bir merkeze yakin oldugunda en iyi sonucu verir. Bu harmonik ortalamanin bir
ozelligidir, KHM'nin kullandigi minimum isleve benzemekle birlikte yumusak
diferensiyellenebilir bir islevdir. KHM algoritmasini formile etmek igin asagidaki

gosterimler kullanilir.

X = {x1, x5, ..., x, } kimelenecek veriyi, C = {c4, ¢, ..., ¢} } kime merkezlerini, m(cjlxi)
ise ¢; kimesine ait olan x; veri noktasinin oraniyla tanimlanan Gyelik fonksiyonudur.
w(x;) agirhk fonksiyonu da, bir sonraki yinelemede merkez parametrelerin yeniden
hesaplanmasinda x; veri noktasinin ne kadar etkili oldugunu tanimlar. Bu tanimlamalar

esliginde KHM algoritmasi asagidaki adimlardan olusur.

I.  Tahmini merkezlerden olusan C kiimesi olusturulur. (Rassal secimler de yapilabilir.)

II.  Asagidaki formile uygun olarak amac fonksiyonu degeri hesaplanir.

KHM(X,C) = Y%, — % (5.10)

i=1vk
Zj:l

p
[xi=<jl
Buradaki p sayisi algoritma girdisidir ve tipik olarak p > 2 dir.
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VI.

VII.

Her x; veri noktasl icin agagidaki formile uygun olarak m(c;|x;) tyelik fonksiyonu
degeri hesaplanir.

-p-2
lxi=e;

m(cjlxi) = Zk 1||X'—Cj||_p_2 (511)
j=11%i

Her x; veri noktasi igin agsagidaki formile uygun olarak w(x;) degeri hesaplanir.

-p-2
po A0 PR

—\2
(ZEealbxi=cslI™)

w(x;) = (5.12)

Her ¢; kiime merkezi igin, bitln x; veri noktalarinin yeri, agirlik ve Gyelik degerleri

dikkate alinarak asagidaki formiil ile yeniden hesaplanir.

. N Y1 m(Cj |xi)w(xi)xi

= 5.13
ST (AT e (5.13)

Adim 2’den Adim 5’e kadar olan adimlar 6nceden belirlenen bir yineleme sayisi kadar
veya KHM (X, C) fonksiyonunun degisim degeri dnceden belirlenmis bir esik degerin
altinda kalana kadar tekrar edilir.

m(c;|x;) fonksiyonu en biiyiik degerine sahip olacak sekilde her bir x; veri noktasini

J kiimesine atanir.

Burada ele aldigimiz K-Means genisletilmis algoritmalarindan da goriilecegi gibi, farkl
genisletilmis K-Means algoritmalari elde edebilmek igin uzaklik 6lglisi se¢imi ve maliyet
fonksiyonunun giincellenmesi gibi degisikliklere gidilmistir. Biz de K-Prototypes
algoritmasini asagidaki bélimde ele aldigimiz W-K-Prototypes algoritmasina benzeri bir

yontemle genisletmis bulunmaktayiz.
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BOLUM 6

W-K-PROTOTYPES ALGORITMASI

Buraya kadar olan kisimda gerek hiyerarsik gerekse hiyerarsik olmayan kiimeleme
yontemlerinden bahsettik. Hiyerarsik kiimeleme yontemleri etkili sonuclar verse de
hesaplama karmasikhgi nedeniyle blylik veriler ile calisma konusunda vyetersiz
kalmaktadir. Hiyerarsik olmayan kimeleme yontemleri ise maliyet fonksiyonunun
kategorik veriler ile galisamamasi nedeniyle tim veri tipleri igin kullanilamamaktadir.
Yalnizca kategorik veriler igin ve hibrit veriler icin bazi hiyerarsik olmayan kiimeleme
yontemleri de son zamanlarda gelistirilmistir. Bunun yaninda verideki 6zelliklerin
kiimeleme islemindeki agirliklari, verinin dogasi geregi veya kiimeleme sonucunda elde
edilmek istenen sonuglara bagli olarak, farkli olabilir. Bu boliimde, bliylk hibrit verilerin
etkili bir sekilde kiimelenmesi ve bu kiimeleme islemine 6zelliklerin agirliklarinin da dahil
edilebilmesi icin gelistirilen bir algoritma tanitacagiz. Temel olarak K-Prototypes

algoritmasina dayanan bu algoritmayl W-K-Prototypes olarak isimlendirecegiz.

6.1 Matematiksel On Hazirlik

n adet nesneden olusan bir veriyi, X = {x; | 0 <i < n} olacak sekilde X ile temsil
edelim. Burada ki her bir x; = {xij | 0 <j<m} olacak sekilde m adet ozellikten
olusan bir vektordir ve agik olarak x; = [x;1, X2, ..., Xim] € X notasyonu ile de
gosterilebilir. Hiyerarsik olmayan kiimeleme analizinde bizim problemimiz bu X
kiimesini 6nceden belirlenen bir k sayisi kadar kiimeye ayirmaktir. Bu kiimeleme
isleminin kalitesini belirlemede ve kiimeleme islemine rehberlik etmede nesnel bir
kritere ihtiyacimiz vardir. Bunun icin maliyet fonksiyonu denilen bir fonksiyon kullanilir

[35]. Bu fonksiyon;
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E =311 2 yiud(x, Q) (6.1)

olarak formiile edilir. Burada n , X kiimesinin eleman sayisi x; € X ve Q; , L kiimesinin
merkezidir. y;; ise boéluntileme matrisinin elemanidir. Y,,,, boélintileme matrisinin
elemanlari I’ninci elemanin n’inci kimeye ait olup olmamasi durumuna gore sirasiyla 1
veya 0’dir. d uzaklik 8lgiisii ise aksi belirtilmedikce kare Oklid uzaklik lgiistidir. yi10Ove
1 kapali arahginda deger alir ve Z{Llyu = 1’dir. Eger y;; € {0,1} ise Y,,; kati
bélintileme (hard partition), eger y;; € [0,1] ise bulanik bélintilemedir (Fuzzy
partition) denir. Biz bu dokiimanda kati boélintileme ile ilgilenecegiz. Yani bir nesne

ancak ve ancak bir kimeye ait olabilir.

Kiime merkezi Q; = {q;1, 12, - -» Qim} 0lacak sekilde;
1yn
qij = n—lZi=1 YiuXij (6.2)

olarak hesaplanir. Burada n;, [ kiimesinin eleman sayisidir. Goraldigu gibi hiyerarsik
olmayan kiimeleme yontemlerinde nesneler arasi uzakligi belirlemek igin bir uzaklik
Olglistine ve her bir kiimeyi temsil etmek tizere kiime merkezlerini belirleme yéntemine
ihtiyacimiz vardir. Sadece niimerik 6zellikler iceren kiimelerin vektorleri arasi uzaklikta
kare oklit uzakhk olgistu kullanilir. Kiime temsilcisi olarak da kiimedeki vektoérlerin
ortalamasi merkez olarak alinir. Kategorik veriye de sahip olan veriler i¢in Huang

tarafindan onerilen uzaklik 6lgisi ise su sekildedir;
d(x;, Q) = X5 (f; — 41)* + i X5 8 (xf, af) (6.3)

Burada 6(x,y), x ve y kategorik degiskenleri ayni ise 0, farkl ise 1 degerini alan
fonksiyondur. x[; ve q;; degerleri nimerik x;; ve qj; degerleri kategoriktir. m, nimerik
ozelliklerin sayisi, m. kategorik oOzelliklerin sayisidir. y; ise | kiimesi igin kategorik

verilerin agirhgidir.

Bu uzaklik ol¢list kullanilirsa maliyet fonksiyonu su sekilde yeniden yazilabilir [40];
E =N yu X (O — ai)?* + vi X ya Xy 8(xfy, afy) = Ef + Ef (6.4)

Burada E| numerik 6zelliklerin maliyet fonksiyonu ve Ef kategorik 6zelliklerin maliyet

fonksiyonudur. Bu maliyet fonksiyonu géz 6niine alindiginda Ef maliyet fonksiyonunu
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minimize etmek igin segilmesi gereken merkezin kategorik 6zelliklerinin kiime iginde en
stk rastlanan (¢lnkl sigma fonksiyonu ayni olmasi durumunda O degerini veriyor ve
toplama katkiyi azaltiyor.) degerlerden secilmesi gerektigi anlasiliyor. Buna dayanarak
Huang’'in merkez se¢me Onerisi; nimerik bilesenlerin ortalamasinin ve kategorik

bilesenlerin frekansi en yiiksek olanlarinin segilmesi.

(3) denklemindeki y; katsayisi ise kategorik verilerin uzaklik Olgtstindeki agirligini
belirlemek amaciyla énerilmistir. Ornegin niimerik degiskenlerin deger araliklar cok
genis oldugunda kategorik degiskenlerin farkli olmasi durumunda uzakhga ekleyecekleri
1 degeri ¢cok anlamsiz ve kiiglk kalabilir. Tersine nimerik degerlerin [0.5,0.6] gibi kiguk
bir aralikta degismesi durumunda 1 degeri uzakhk belirlemede daha baskin rol
oynayacag! icin istenmeyen bir durum olusturur. iste bu durumun éniine gecmek icin
Huang’in Onerisi y; degerinin belirlenmesinde ¢; standart sapma degerinin (I
kiimesindeki nimerik 6zelliklerin standart sapmalarinin ortalamasi) kullanilmasidir. Bu
sayede kategorik degiskenlerin farkh olmasi durumunda uzaklik dlclsiine etkisi hemen
hemen niimerik degerlerin farkh oldugu durumdaki kadar olacaktir. Bu dnerinin her
zaman dogru sonuc¢ vermesi beklenemeyecegi gibi tiim veri dikkate alindiginda iyi bir
¢6zim oldugu aciktir. Huang, calismasinda y;’nin farkli degerleri icin bazi sonuglar

paylasmistir.

6.2 Verinin Standartlastiriimasi

Degiskenlerin standartlastirilmasi ile ilgili olarak cesitli yontemler olmakla birlikte
bunlardan en bilineni Z-Score standartlastirmasidir. Bu yontemle veriler ortalamasi 0
standart sapmasi 1 olacak sekilde donustlrulir. Bu sayede verideki 6Ozelliklerin
ortalamanin altinda veya Ustlinde oldugu basit bir sekilde isaretine bakilarak anlasilabilir.

Z-Score standartlastirmasinda 6zelliklerin yeni degerleri asagidaki formille hesaplanir.

; _ x—mean(X)

x' = a0 (6.5)

Burada mean(X); X veri kimesinin ortalamasi, sd(X); X veri kimesinin standart
sapmasidir. Z-Score yontemi veriyi taninmayacak hale getirse de uzaklik

hesaplamalarinda en iyi sonucu verir. Kimeleme islemi sonucunda hangi verinin hangi
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kiimede oldugunu anlayabilmek igin verilerin bir ID degeri ile isleme sokulmasi ve bu ID

degerinin uzakhk hesaplamalarina katilmamasi bir yontemdir.

Hibrit verilerde verinin sadece nimerik kisminin standartlastiriimasi yeterlidir. Z-Score
standartlastiriimasindaki formilde kategorik verilerin standartlastirilamayacagi aciktir.
Kategorik veriler igin kullanilan uzaklik &lgusiiniin  farkli olmasi nedeniyle

standartlastirilmamalari bir probleme neden olmaz.

6.3 W-K-Prototypes Algoritmasi

Bazen cgalisilacak verinin 6zellikleri esit 6nem derecesine sahip olmayabilir. Bu 6nem
derecesi veriden cikarilmak istenen bilginin kapsamina goére de degisiklik gosterebilir.
Ornegin 6grenci bilgilerinin tutuldugu bir veride yapilacak kiimeleme islemini diisiinelim.
Eger 68rencilerin basari durumlarina goére bir gruplama yapilmak isteniyorsa, kilo, boy,
okul numarasi gibi 6zelliklerin kimeleme islemine olan etkisinin daha az olmasi gerekir.
Hatta veriden cikarilmasi (0 agirlik) bile istenebilir. Ogrencilerin fiziksel olarak
benzerliklerine gore yapilacak bir gruplama isleminde ise ders notlarinin kiimeleme
islemine etkisinin daha az olmasi gerekir. Bunun yaninda bazi verilerin dogasinda,
kiimeleme isleminin kapsami dikkate alinmaksizin, bir agirlik dagilimi olabilir. Boyle

durumlarin da kiimeleme isleminde g6z 6niine alinmasi gerekir [50].

Huang’in K-Prototypes algoritmasinda kullandigi uzakhk élgtstindeki y; agirhgi, kategorik
verilerin timiintn, uzakliga olan etkisi anlaminda bir agirlik olup, tam olarak yukarida
bahsettigimiz agirlik degildir. y; ‘nin her adimda her kiime igin yeniden hesaplanmasi
gerekliligi algoritmaya ciddi bir ylik bindirir. Zaten Huang, calismasinda algoritmasinin
testi icin her adimda y; hesaplamak yerine islem boyunca kullanilacak tek bir y degeri
kullanmistir. Bizim W-K-Prototypes olarak isimlendirecegimiz algoritmamizin kullanacagi
nesneler arasi uzaklik 6lglisiinde bdyle bir y agirligina gerek yoktur. Biz veriyi W-K-
Prototypes algoritmasiyla kiimelemeden dnce Z-Score yontemiyle standartlastirarak, bu
katsayiya olan ihtiyaci ve kullanilmasi durumunda ortaya gikan y’nin degerinin ne olacagi
problemini ortadan kaldiriyoruz. Z-Score normallestirmesi sayesinde ortalama standart
sapma degeri zaten 1 olacagindan aslinda y katsayisini her adimda 1 aliyormusuz gibi

dislinebiliriz.
d(x,y) = T wi(x] — y[)? + L5 wis (xf, yf) (6.6)
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Burada w; , i’ninci 6zelligin agirligidir ve kategorik ve nimerik tim o6zellikler igin
M, w; = 1 ‘dir. Kategorik verilerin uzakhgi igin kullanilan uzaklik fonksiyonu;

_ (0 ifx=y
§00y) = {1 else (67)

olarak tanimlanir. iki nesne arasi bu uzaklik él¢iisii kullanilmak {izere algoritma adimlari

K-Prototypes algoritmasi ile aynidir;

(i) X veri kiimesi icinden kiimeleri temsil etmek lzere k adet baslangic merkezi
(prototype) secilir.

(ii) X veri kimesindeki her bir nesne, en yakin olduklari prototype’in bulundugu
kiimeye atanir.

(iii) Bltln nesneler atandiktan sonra kiimelerin prototype’lari yeniden
hesaplanir. Ve her bir nesne yeniden en yakin olduklari prototype’in

bulundugu kiimeye atanir.

Hicbir nesne yer degistirmeyinceye kadar adim (iii) tekrarlanir.
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BOLUM 7

SONUC VE ONERILER

W-K-Prototypes algoritmasinin testi ve K-Prototypes algoritmasi ile karsilastirilmasi igin
kullanilacak veriyi yapay olarak olusturacagiz. Bunun igin Huang’in ¢alismasinda
kullandig yapay verilerin bir benzerini tiretecegiz [40]. Uretilen verilerin dagilimi Sekil

7.1 ve Sekil 7.2’de gosterilmistir.

-258 -288 -138 -188 -5 2 5@ 128 158

Sekil 7.1 Bir normal dagilimh 6érneklem
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Sekil 7.2 D6rt normal dagilimh 6érneklem

Bu verilere kategorik lglinct boyutu ekledigimizde olusan dagilimi da Sekil 7.3 ve Sekil
7.4'de gorilebilir. Uglincii boyut olan kategoriyi grafik tzerinde gdsterebilmek icin

noktalarin sekillerini kullanacagiz.
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Sekil 7.3 Bir normal dagilimli tic boyutlu 6rneklem
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Sekil 7.4 Dort normal dagilimh t¢ boyutlu érneklem

Bu verileri ozelliklerin farkli agirhk degerleri icin kiimeleyerek ortaya ¢ikan kiimeleme
sonuglari, dort normal dagilimh érneklem igin Sekil 7.5, 7.6, 7.7, 7.8, 7.9 ve Sekil 7.10’da
ve bir normal dagilimh 6rneklem icin de Sekil 7.11, 7.12, 7.13, 7.14, 7.15 ve Sekil 7.16’da

gosterilmistir.
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Sekil 7.5 Agirlik vektorid w=[0.33,0.33,0.34] alindiginda olusan dagilim
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Sekil 7.6 Agirhk vektori w=[0.8,0.1,0.1] alindiginda olusan dagilim
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Sekil 7.7 Agirhk vektori w=[0.1,0.8,0.1] alindiginda olusan dagilim
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Sekil 7.9 Agirlik vektori w=[0.2,0.2,0.6] alindiginda olusan dagilim
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Sekil 7.11 Agirhk vektori w=[0.33,0.33,0.34] alindiginda olusan dagilim
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Sekil 7.13 Agirhk vektorid w=[0.1,0.8,0.1] alindiginda olusan dagilim
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Sekil 7.15 Agirhk vektorid w=[0.2,0.2,0.6] alindiginda olusan dagilim
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Sekil 7.16 Agirlik vektéri w=[0.0,0.5,0.5] alindiginda olusan dagihm

Algoritmamizin girdileri, k kime sayisi, X veri kiimesi ve her bir 6zellige bir agirlik karsilik
gelecek sekilde bir agirlk vektori w = [wy, w,, ..., w,,]'dlr. Olusturulan iki yapay veri
kGimesinin, farkli k degerleri ve farkli w agirlik vektorleri ile kimeleme islemi sonuglari

yukaridaki sekillerde gosterilmistir.

Bununla birlikte kiime sayisi, k degeri, nesne sayisi ve bu girdilerin degisiminin calisma
suresine olan etkisi de Cizelge 7.1’de ve Sekil 7.17, 7.18, 7.19, 7.20, 7.21 ve Sekil 7.22’de

gosterilmistir.
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Sekil 7.17 Bir normal dagihm ve 1500 6rnek ile yapilan test sonucu
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Sekil 7.18 Dort normal dagilim ve k=4 ile yapilan test sonucu
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Sekil 7.19 D6rt normal dagilim ve k=8 ile yapilan test sonucu
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Sekil 7.20 Dort normal dagilim ve k=16 ile yapilan test sonucu
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Sekil 7.21 Sekiz normal dagilim ve k=4 ile yapilan test sonucu
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2500 /
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Sample Count

Sekil 7.22 Sekiz normal dagilim ve k=8 ile yapilan test sonucu

Bu algoritmalarin testi icin kullanilan bilgisayar Intel Core i7 islemci, 32 GB bellek,

Windows 8.1 (64 bit) isletim sistemi ve 8 ¢ekirdege sahip bir kisisel bilgisayardir.

ilk 6rnek olarak dért normal dagilimli X veri kiimesi icin kiimeleme islemi sonuglarimizi
inceleyelim. Bu veri kimesinin nimerik ozellikleri, iki boyutta 4 normal dagilim
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gosterecek kiimenin birlesimi seklinde olusturulmustur. Bu ylizden k = 4 degeriile farkli

agirhk degerleri icin sonuglar elde edelim.

Asagidaki  sonuglarin  gosteriminde  kullanilan  sekiller incelendiginde, w =
[0.33,0.33,0.34] agirhk vektord icin (Sekil 7.5) tim ozelliklere esit agirlik verilmis ve
kendi icinde normal dagilima sahip 4 kiime ayrilmistir. w = [0.2, 0.2, 0.6] agirlik vektori
icin (Sekil 7.9) kategorik 6zellige agirhk verilmis ve bekledigimiz bir sonug olarak niimerik
verilerinde kiimelemede etkili olmasina ragmen nesneler i¢ ice bir kiimelenme
gostermiglerdir.w = [0.8,0.1, 0.1] agirlik vektoriinde ise (Sekil 7.6) birinci boyuta baskin
bir agirlik verilmis ve kiimelenme sonucu da beklentiye uygun olarak yatay eksene goére
bir dagihm gostermistir. w = [0.1, 0.8, 0.1] agirhk vektori igin (Sekil 7.7) ikinci boyuta
baskin agirlik verilmis ve bir 6nceki sonuca benzer olarak bu kez dikey eksene gore bir
dagihm gorilmustir. Agirhk vektorini belirlerken bir 6zelligin kimeleme isleminde
hicbir agirliginin olmadigi anlaminda 0 olarak belirlenmesini de gézlemlemek icin w =
[0.0,0.5,0.5] olarak segilmis ve sonucu Sekil 7.10 ile gosterilmistir. w = [0.1, 0.1, 0.8]
agirlik vektori ile de kategorik 6zelligin kiimeleme isleminde baskin bir 6zellik olarak

belirlenmesi durumunda karsilasilan dagihm Sekil 7.8 ile gosterilmistir.

Sekil 7.2 ve Sekil 7.4’de verilen ve yukarida farkli agirliklar igin aldigimiz sonuglara benzer
olarak, beklenildigi gibi baskin olan o6zellige uygun kiimelenme sonuglari
gozlemlenmistir. Sekil 7.11’de w = [0.33, 0.33, 0.34] igin yapilan kiimeleme igleminin
sonugclari verilmis ve diizgln bir sekilde dagilmis kiimeler gbzlemlenmistir. Sekil 7.15’de
w = [0.2,0.2, 0.6] igin yapilan kiimeleme isleminin sonuglari verilmis ve beklenildigi gibi
ilk iki 6zellik bakimindan birbirine yakin olan nesnelerin kiimesini belirleme de kategorik
veri baskin davranmistir. Sekil 7.12 ve Sekil 7.13’de ise ilk deney verimizdeki gibi sirasiyla
birinci ve ikinci 6zelliklerin baskin davrandigi ve kiimelerin 6nce yatay sonra dikey olarak

gruplanan nesnelerden olustugu goézlemlenmistir.
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Cizelge 7.1 Farkli girisler ile K-Prototypes ve W-K-Prototypes igin test sonuglari

Estimation Time

iteration Count (milliseconds)

K- W-K- K- W-K-
Cluster |Sample Prototypes |Prototypes |Prototypes |Prototypes
Count |Count
4 300 8 12 212 64
4 600 12 7 1099 169
4 900 10 14 1905 632
4 1200 10 9 3321 713
4 1500 8 10 4254 1175
8 300 18 14 499 100
8 600 18 12 1742 293
8 900 17 14 3203 594
8 1200 9 10 3171 876
8 1500 23 20 12158 2866
4 300 13 13 342 84
4 600 19 22 1908 550
4 900 19 8 3854 443
4 1200 15 24 5418 2459
4 1500 34 20 19322 2646
8 300 15 11 359 68
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Cizelge 7.1 Farkli girisler ile K-Prototypes ve W-K-Prototypes igin test sonuglari

(devami)

8 600 4 |10 9 821 209
8 900 4 140 23 7644 974
8 1200 4 122 15 7048 1187
8 1500 4 |14 12 7319 1656
4 300 16 |32 34 975 263
4 600 16 |37 34 3921 915
4 900 16 |27 56 5790 3059
4 1200 16 |51 33 18534 2692
4 1500 16 |36 42 20608 5915
1 1500 4 |22 13 12108 1527
1 1500 8 |38 21 20851 3154
1 1500 16 |32 44 18817 6609
1 3000 16 |63 26 138977 15029

Cizelge 7.1'deki ve Sekil 7.17, Sekil 7.18, Sekil 7.19, Sekil 7.20, Sekil 7.21 ve Sekil 7.22
‘deki  sonuglar incelendiginde = W-K-Prototypes algoritmasinin  K-Prototypes
algoritmasina islem siresi agisindan bariz bir GstinlGgu goéralir. W-K-Prototypes
algoritmasinin, surelerin oranlarinin ortalamasi alindiginda yaklasik 5 kat daha hizli
calistigl gozlemlenmistir. Sekil 7.21’de gorildigi gibi, 6zellikle kendi icinde normal
dagilmis cok sayida kiimeyi, nispeten daha az sayida kiimeye ayirma isleminde W-K-

Prototypes algoritmasinin ¢cok daha etkili sonuglar verdigi gériilmustdr.
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Kimeleme sonuglari incelendiginde ise K-Prototypes ve W-K-Prototypes
algoritmalarinin hemen hemen ayni sonug kiimelerini lrettigi gozlemlenmistir. Cizelge
7.1’deki W-K-Prototypes algoritmasinin islem siresine, Z-Score ve tersine Z-Score

islemlerinin suresi de dahildir.

Bu dokiimanda, blylk boyutlardaki hibrit verilerin kiimelenmesinde, verinin
ozelliklerinin farkli agirlik dereceleri ile kiimeleme islemine dahil edilmesini saglayacak
bir algoritma tanittik. Temelde K-Prototypes algoritmasina dayanmasi nedeniyle W-K-
Prototypes olarak isimlendirdigimiz bu algoritma, hiyerarsik olmayan bir yéntemle ve K-
Prototypes’daki y; katsayisina ihtiyag duymaksizin etkili bir sekilde kiimeleme islemi
yapmaktadir. Bu algoritmayi olustururken, K-Prototypes algoritmasinda kullanilan
uzakhk 6lguleri, kime merkezi belirleme yontemi ve kategorik verilerin uzakliga olan
etkisi anlamindaki y; katsayisi ayri ayri bilesenler olarak disiinilmis ve buradan yola
cikilmistir. Benzeri sekilde, ileride yapilacak ¢alismalarda verinin ve beklenen sonucun
kapsamina gore kullanilan bu bilesenler degistirilebilir. Ornegin kategorik verilerin
uzakligini hesaplamak icin, 6zellikteki degerlerin frekansini da dikkate alan baska bir 6lci
kullanilabilir. Ya da nimerik 6zelliklerin dagilimina gore kare oklit uzakhk 6lclisi yerine
baska bir uzaklik Ol¢lisii kiimeleme kalitesini arttirmak icin kullanilabilir [31]. W-K-
Prototypes algoritmasini uygulayabilmek icin yapilan Z-Score standartlastirmasinin
blylk veriler igin bir dezavantaj oldugu aciktir. Bunun yerine K-Prototypes’daki y

katsayisinin etkili bir sekilde belirlenmesi Gizerine ¢alismalar yapilabilir.
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