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OZET

EVRISIMLI SINIR AGLARI MODELLERININ
BETONARME YAPILARDA DEPREM HASARI
SINIFLANDIRMASI UZERINDEN
KARSILASTIRILMASI: KAHRAMANMARAS

ORNEGI
Rasit Eren CANGUR

Mimarlik Anabilim Dali
Yiiksek Lisans Tezi

Danigman: Dog. Dr. Togan TONG

Yikict depremlerden sonra betonarme binalarda hasarlari dogru ve hizli tespit
edebilmek zor ve karmasik ortamlar dogurabilmektedir.  Yillar i¢inde olan
depremlerde, giivenlik caligmalari kapsaminda yer alan goérevli uzman kisilerin
sayist ile depremden etkilenen yapilarin sayisi arasindaki farkin fazla olmasi siirecin
yavasg ilerlemesine sebep vermektedir. Bununla birlikte, uzman kisilerin goézlem
yoluyla hasarlar1 hizli tespit etme ¢abasinin 6znel yorum barindirma riski, hem
ekonomik sonuglara hem de can kayiplarina yol acabilmektedir. Bu sebepler, siire¢
icerisinde alinmasi gereken giivenlik kararlarinin belirsizligini artirmakta ve olusan
magduriyeti pekistirmektedir. Derin 6§renme yontemlerinin mimarlik, miihendislik
ve ingaat (MMI) alaninda kullaniminin artmasiyla, bu durumun belirsizligi ortadan
kaldirilmaya calistlmustir. Ilgili calismalarda, Evrisimli Sinir Aglar1 modellerine,
betonarme hasarlarinin siniflandirilmasi problemi siklikla verilmistir. Bu ¢alismada,
literatiirde yiiksek egitim basarilar1 sahip AlexNet ve VGG19 modellerinin
deprem sonrasi betonarme yapilarda olusan hasarlarin siniflandirma performansi
kargilastirilmistir.  Modellerin egitimi icin kullanilacak veriler, 06 Subat 2023
Hatay ve Kahramanmaras depremlerinden cekilen goriintiilerden elde edilmistir.
Hasarlar, yapisal olan ve yapisal olmayan olacak sekilde iki farkli sinifa ayrilmistir.
Modeller, k-fold ¢apraz dogrulama sabiti 5 alinarak egitilmistir. Egitim sonucunda,

AlexNet modelinin ortalama dogruluk puanmi 0.9704(%97,04), kayip degeri ise

Xii



0.0819(%8.19) puan olciilmiistir. VGG19 modelinde ise ortalama dogruluk
puani 0.9096(%90.96), kayip degeri 0.2116(%?21.16) olarak gozlemlenmistir.
Sonuclara baktigimizda, modellerdeki katman sayisinin artmasi, model bagsarimini
olumsuz etkilemistir. Ote yandan her iki model de bu ikili simflandirma icin
yeterli basarima ulagsmustir. Sinif Aktivasyon Haritalari(SAH) ile birlikte hasar
siniflandirmasinda modelin sinif atama siirecinde hasarin odaklandig1 yerlerin 1s1
haritalar1 ¢ikarilmisti. SAH verilerine gore AlexNet modelinin resim icerisinde
hasarin oldugu bolgeye odaklanma basarisi, VGG19 modeline gore daha yiiksek
oldugu gozlemlenmistir. Bununla birlikte bu ¢alismada, test gorsellerinin renk

kanallarindaki degisim, gorselin sinif etiketini etkiledigi sonucu ortaya konmustur.

Anahtar Kelimeler: Evrisimli sinir aglari, hasar siniflandirmasi, sinif aktivasyon

haritalar1, deprem hasar1
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ABSTRACT

COMPARISON OF CONVOLUTIONAL NEURAL
NETWORK MODELS ON EARTHQUAKE
DAMAGE CLASSIFICATION IN REINFORCED
CONCRETE STRUCTURES: THE CASE OF
KAHRAMANMARAS

Rasit Eren CANGUR

Department of Architecture

Master of Science Thesis

Supervisor: Assoc. Prof. Dr. Togan TONG

After destructive earthquakes, it can be difficult and complex to accurately and
quickly detect damages in reinforced concrete buildings. In earthquakes that have
occurred over the years, the difference between the number of experts involved in
the safety studies and the number of structures affected by the earthquake causes the
process to progress slowly. In addition, the risk of subjective interpretation of the
efforts of experts to quickly detect damages through observation can lead to both
economic consequences and loss of life. These reasons increase the uncertainty of
the security decisions to be taken during the process and reinforce the victimization.
With the increasing use of deep learning methods in the field of architecture,
engineering and construction (AEC), the uncertainty of this situation has been tried
to be eliminated. In related studies, convolutional neural network(CNN) models are
frequently applied to the problem of classification of reinforced concrete damages.
In this study, the classification performance of AlexNet and VGG19 models, which
have high training success in the literature, is compared. The data to be used for
the training of the models were obtained from images taken from the 06 February
2023 Hatay and Kahramanmaras earthquakes. Damages are categorized into two
different classes: structural and non-structural. The models were trained with
a k-fold cross-validation constant of 5. As a result of the training, the average

accuracy score of the AlexNet model was 0.9704 (97.04%) and the loss value was
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0.0819 (8.19%). In the VGG19 model, the average accuracy score was 0.9096
(90.96%) and the loss value was 0.2116 (21.16%). When we look at the results, the
increase in the number of layers in the models has negatively affected the model
performance. On the other hand, both models achieved sufficient performance for
this binary classification. With class activation maps (CAM), heat maps of the
locations where the damage is focused during the class assignment process of the
model in damage classification were extracted. According to the CAM data, it was
observed that the success of the AlexNet model in focusing on the damage region
in the image was higher than the VGG19 model. In addition, in this study, it was
concluded that the change in the color channels of the test images affects the class

label of the image.

Keywords: Convolutional neural networks, damage classification, class activation

maps, earthquake damage.

YILDIZ TECHNICAL UNIVERSITY
GRADUATE SCHOOL OF SCIENCE AND ENGINEERING

XV



1

GIRIS

Yapilarin  biitiinliigiiniin - korunmast ve yapisal giivenliginin siirdiiriilmesi
giinlimiizde biiyiik onem tagimaktadir. Hi¢ kuskusuz bu biitiinligli korumada en
biiytik zorluklar, dogal afetlerin yapilar tizerindeki etkilerinden ortaya ¢cikmaktadir.
Diinya iizerinde gerceklesen dogal afetler arasinda en yikici olani1 depremlerdir.
Ulkemiz, bulundugu konum ve sahip oldugu fay hatlari sebebiyle arazilerinin
%42’ si birinci dereceden, %24’ ii ikinci dereceden ve %18’ ise liciincii dereceden
deprem bolgesi igerisinde yer almaktadir[[l]. Yapilarin bu riskleri minimum
hasar ile atlatmast i¢in belirli yonetmelikler olusturulmug ve bu yonetmelikler
belirli araliklarla yenilenmistir. Ancak gerek bilingli insa faaliyetlerinin azligi
gerekse yapi denetim organlarinin kontrollerini hice sayma gibi durumlarin ortaya
cikmasindan dolay1 biitiiniiyle yonetmeliklere uygun yapi faaliyetlerinin oldugu
sOylenememektedir. Bu nedenlerden dolay: diisiik siddet 6lceginde deprem atlatmig

yapilarda bile olduk¢a ciddi hasarlara rastlanmaktadir.

Depreme karsi hazirliklar arasinda, yapiin tasarlanma, yapim ve sonraki hayat
dongiisiinii takip eden yontemler bulunmaktadir. Yapisal Saglik Izleme "Struc-
tural Health Monitoring” glinimiizde depreme karsi hazirlanmayr hedef alan
miihendislik ¢alismalar1 arasinda yer almaktadir. Bu calismalarin amaci, yapi ile
iletisimi saglayacak alicilarin yapi igerisine yerlestirilerek, onlardan gelen verileri
analiz etme ve yorumlama siireclerini kapsamaktadir [2]. Bu analizler deprem
oncesi yapinin hayat dongiisii icerisinde yer almaktadir. Deprem sonras1 giivenlik
degerlendirmeleri kapsaminda ise hasar gormiis binalarin kullanim giivenligi veya
belirli bir zaman c¢ercevesinde girisin kisitlanmasi veya yasaklanmasi gerekliligi,
genellikle hiikiimet tarafindan diizenlenen, derhal yapilan deprem sonrasi hasar
incelemeleri tarafindan belirlenmektedir [3]]. Bu tiir ¢alismalar hasar almis
yapilarin go¢cme durumu riskinin saptanmasinin hizli tespit edilebilmesi i¢in
kullanilan yontemleri olusturmaktadir [4]. Cok sayida iilke, deprem sonrasi
degerlendirme icin farkli yontemlere dayanan kilavuzlar olusturmustur. Bu

kilavuzlar ingaat miihendisleri, mimarlar ve alana Ozgii sertifikali uzmanlar



tarafindan kullanilmaktadir. Bu kigiler, yapilarin giivenligi konusunda, deprem
oncesi kosullara ve yapisal bilesenlerin goriiniir hasarina dayali olarak kapsamli
degerlendirmeler yapmaktadirlar [S]. Ancak bina sakinlerinin, evlerine ya da is
yerlerine giivenle donmelerini saglayacak olan bu kontroller, depremden sonra
hasar alan yapi adedinin fazlali1 ve yeterli bilgiye sahip bilir kisi sayisinin
yeterli olmamasi nedeniyle yeterince hizli gerceklestirilememektedir. Konuyla
ilgili uzman goriigse sahip kisilerin kontrol sirasinin gelmedigi yapilarda yetkin
bilgiye sahip olmayan kisiler tarafindan alinan kararlar, deprem hasar1 ge¢irmis
yapilara tekrar bina sakinlerini siiriikleme potansiyeli oldugu i¢in can giivenligi
acisindan oldukca risklidir. Bunun disinda, hasar1 tespit eden yetkili kimselerin
hasarlt yapilara giris ve cikislart kendi can giivenlikleri agisindan ayrica bir risk
olusturmaktadir. Bununla birlikte tasiyici sisteminde hasar olmayan yapilara yikim
karar1 verilmesi de ekonomik acidan negatif bir ortam olusturmaktadir. Tiim bu
nedenler goz Oniinde bulunduruldugunda, deprem sonrasi yapilan hasar tespiti
calismalarinin nitel yorumlara firsat vermeyen nesnel bulgularla karar veren bir
karar destek modeli olusturulmasi, dogru ve hizli kararlar alinmasini saglayacaktir
[6].

Mimarlik, miihendislik ve ingaat alanlarinda otonom sistemlerin kullanimi giderek
artmaktadir. Bu tir sistemler, kullanmicilara hem zaman hem de ekonomik
anlamda avantajlar saglamaktadir. Yapay zeka sistemleri, mimari, miihendislik
ve insa sektorlerinde tasarim ve iiretim asamalarinda yeni araglar olarak giderek
daha yaygin bir sekilde benimsenmektedir. Bilgisayarli Gorii Sistemleri (BGS),
bu alanlarda 6zellikle fiziksel iiretimin yogun oldugu insa siireclerinde, santiye
giivenliginde ve deprem sonrasi hasarlarin belirlenmesinde énemli katkilar sunan
onemli araclar arasinda yer almaktadir. BGS, tahribatsiz degerlendirme yontemleri
kullanarak, yapisal biitiinliik analizi yapabilme yetenegi ile one ¢ikmaktadir. Bu
sistemler, mimari ve miihendislik projelerinde giivenlik standartlarimi artirmak,
tretim siireclerini optimize etmek ve hasar tespiti konularinda etkili ¢oziimler
sunmak acisindan onemli bir role sahiptir.  Bu baglamda, yapay zeka ve
BGS, mimarlik ve miihendislik alanlarinda yenilik¢i ve etkili ¢oziimler sunan
teknolojik araglar olarak One cikmaktadir [7]. Bu tez calismasi, deprem
sonras1 giivenlik ¢aligsmalar1 kapsaminda betonarme yapilar iizerinde hasar tespit
calismalar siirecinde karar destek sistemi olusturabilecek derin 6grenme tabanli

sistemlerin kullanilmasin1 6nermektedir.



1.1 Tezin Amaci
Yikic1 depremlerden sonra(Kahramanmaras 2023, Kocaeli 1999, Haiti 2010,

Erzincan 1939) betonarme binalarda hasarlar1 dogru ve hizli tespit edebilmek zor
ve karmasik ortamlar dogurabilmektedir. Bu durum, orada yasayan bircok kisinin
magdur olmasiyla sonu¢lanmaktadir. Yillar i¢cinde olan depremlerde, giivenlik
caligmalar1 kapsaminda yer alan gorevli uzman Kkisilerin sayisi ile depremden
etkilenen yapilarin sayisi arasindaki farkin fazla olmasi, siirecin yavas ilerlemesine

sebebiyet vermektedir [8].

Tablo 1.1 Depremler ve gorev alan uzman personel sayilari

Deprem Yil  Biyiiklik Hasar Alan Yapr Hasar Tespiti Yapilmamis Yapt Uzman
Golciik 1999 7.6 425.269 91.269 1.200

Haiti 2010 7.0 398.829 - 600 ve iizeri
Kahramanmarag 2023 7.7 2.239.780 132.780 8.000

Tablo[I.1} de gosterilen depremlerde goriildiigii tizere, yillar i¢inde yikimi fazla olan
depremlerde hasar alan yapi1 sayilari ile hasar tespiti yapilan yap1 arasindaki fark
artmistir. Bununla birlikte, uzman kisilerin gézlem yoluyla hasarlar1 hizli tespit
etmesinde hasarlarin yapisal olup olmamasina gore 6znel yorum katma riskiyle
ayirmasi; hem ekonomik sonuglara hem de can kayiplarina yol agabilmektedir.
Dahasi, uzman ekiplerin ve onlarin 6nderlik yaptiklart kurtarma ekiplerinin
aldiklar1 kararlarin hizi ve dogrulugu, afetzedeler acgisindan hayati bir 6nem
tasimaktadir. Bu nedenler, alinmas1 gereken giivenlik kararlari siireglerindeki
belirsizlikleri beslemekte ve olusan magduriyeti pekistirmektedir.  Giivenlik
kararlarinin sorumlu oldugu karmasik parametrelerin kontroliiniin hizlanmasi ve
giivenilirliginin desteklenmesi gerekmektedir. YZ yontemlerinin yayginlagmasi ile
birlikte bu alanda derin 6grenme modelleri, hasarin gorseller ile toplanmasindan
kaynakli siklikla denenmektedir(Sekil [2.3)). Calismalarin tercih ettikleri gorsellerin
sahne Ozellikleri, bu problem iizerindeki coziimleri cesitlendirmektedir. Bu
nedenlerden dolayi, deprem sonrasi giivenlik calismalari kapsaminda yer alan
hasar tespit asamasinda karar destek sistemi olarak entegre olabilecek DO
tabanli siniflandirma modellerinin potansiyellerini karsilastirmak bu calismanin
ana amacint olusturmaktadir. Bununla birlikte, kullanilan gorsellerin toplanma
bicimine ve dig ortam oOzelliklerine bagl olarak sahip olduklari parametrelerin
model basarimlarina etkisinin gdzlemlenmesi de bu ¢alismanin amacglar1 arasinda

yer almaktadir.

Ortaya koyulan problemler ve Onerilen yontem cercevesinde, calismada deprem
hasar1 siniflandirmasi1 probleminde derin Ogrenme modellerindeki katman

sayillarindaki farklihlk model basarimimmi ne yonde etkiledi§ine ve hasar



simniflandirmas: icin kullanilan gorsellerin cevresel faktorlerden etkilenmesi,

siiflandirma siirecini etkiyip etkilemedige kars1 sorulan sorulara cevap aranmuistir.

1.2 Tezin Kapsamm

Calismada, betonarme yapilar {izerinde olusan deprem hasarlarinin farkli evrisimli
sinir aglar1 "convolutional neural networks” modelleri ile siniflandirilmasi
karsilastirilmistir. Bu karsilastirmada, deprem sonrasi giivenlik siirecleri
kapsaminda yapilan hasar tespit siireglerinde en genis kapsama ulagabilmek i¢in
betonarme yapi1 stogu hasarlari ele alinmistir. Ahsap, y1gma ve celik yapi iizerinde

olusan deprem hasarlar1 ¢alismanin kapsami disindadir.

Deprem hasarlarinin siniflandirmasi, probleme 6zgii veri ihtiyacin1 dogurmaktadir.
Bu ihtiyaci kargsilamak ic¢in, deprem sonrasi c¢ekilen goriintiilere ihtiyag
duyulmaktadir. Goriintiilere olan erisim yontemleri, calismanin sinirliliklarindan
birini olusturmaktadir. =~ Deprem sonras1 goriintiiler, depremden etkilenmis
afetzedeler ve giivenlik siireglerini yonetmek i¢in gorev almis uzmanlar tarafindan
kaydedilmektedir. Biitiin depremlerden sonra goriintiilere erisim sistematik bir
sekilde elde edilememektedir. Ancak deprem sonrasi giivenlik siireclerini kontrollii
yonetmek i¢in kurulmus Hasar Tespit Sitesi(HTS) aracili8i ile afetzedeler tarafindan
cekilmis ve uzmanlar tarafindan incelenmis hasar gorsellerine erisim saglanabildigi
icin 06 Subat 2023 Kahramanmaras depremi sonrasi ¢ekilen goriintiiler potansiyel
veri kayna@ini olusturmaktadir.  Veri kaynaginin beslendigi afet sayisindaki

sinirhiliktan dolayi elde edilen veri seti sayist sinirlt kalmasgtir.

Bu veri seti, calismada uzman ekiplerin saha kontrollerinden elde ettikleri
gorsellerle desteklenmigtir. Ancak veri setinin biiyiik bir cogunlugu afetzedeler
tarafindan deprem sonrasi risk tagtyan evlerinin durumlarimi 6grenmek i¢in kayda
aldiklar1 gorsellerden olugmaktadir.  Dolayisiyla, insan boyu yiiksekliginden
cekilen goriintiilerin biiylik bir ¢cogunlugunun kolon igermesi veri setinde diger
hasarlara karst dengesiz bir Orneklem olusturmustur.  Bu durum veri seti
icerisinde bazi sinirliliklart beraberinde getirmistir. Bununla birlikte, yogunlugun
i¢c mekan hasarlarinda oldugu veri setinde zeminden kaynaklanan deprem hasarlar
orneklenemedigi igin dahil edilmemistir. Son olarak bu durum, Sekil @4.3] de
bahsedilen farkli gorsel komposizyonlarinin ¢esitliligini kisitlanmistir. Elde edilen
gorseller piksel ve nesne sahnelerinden olusmaktadir(Sekil f.4). Bu sahneler,
calismanin problemini destekleyen betonarme yapilarda yapisal olan ve yapisal
olmayan deprem hasarlarinin siniflandirmasina hizmet etmektedir. Striiktiir sahne

kompozisyonundaki hasar sorgular1 bu ¢calismada kapsam dist birakilmistir. Gegmis



caligmalarda yapilmis hasar simiflandirmalar1 ve veri havuzunun betonarme yapi
stogundan olugsmasi sebebiyle calisma, betonarme yapilarda yapisal ve yapisal

olmayan hasarlar1 tespit etmek ile sinirlandirilmstir.

1.3 Tezin Yontemi

Arastirma, deneysel yoOntem tasarima sahiptir. Kargilagtirilan  modellerin
sonuglari ¢cikarimsal ve derin 68renme degerlendirme yontemlerine bagh kalinarak
incelenmigtir. Modellerin karsilastirilma siireci veri toplama, veri on igleme,
modellerin egitimi ve degerlendirme asamalarindan olugsmaktadir. Calismanin
anlagilabilirligini pekistirmek icin, bu bolimde derin O6grenme yOntemleri
oncesine ve derin 6grenme modeli degerlendirme yoOntemlerinden detaylica
bahsedilmektedir.

1.3.1 Bilgisayarh Gorii

Endiistri 4.0 ile birlikte ilerleyen teknolojiler, yap1 ve insaat alanindaki yenilikler,
veri Onemine iliskin bir farkindalik yaratmistir. ~ Geleneksel kural tabanh
yaklagimlar, biiyiik veri kiimesini analiz etme ve anlamli desenler cikarma
konularinda smirlamalar olusturmustur. Bu durum, hem insanlarin hem de
geleneksel bilgisayar programlarinin biiyiik veri analizi ve bu verilerden bilgi
cikarma yeteneklerini kisitlamigtir.  Degisimin baglarinda olusan bilgisayarla
dogru iletisimi kurabilme kaygisi, bilgisayarli goriiniin dogusuna sebep olmustur.
Bilgisayarli gorii ile birlikte verinin manipiile edilebilmesi durumu, istenilen

orlintiileri ¢ikarmanin ve anlam aramanin oniinii agmigtir.

Miihendislik acisindan baktigimizda bilgisayarla gérme, insan gdrme sisteminin
gerceklestirdigi bazi gorevleri yerine getirebilecek otonom sistemler olusturmayi
amaclamaktadir [9]. Optik karakter tanima, makine denetimi, satis, 3B model
olusturma(fotogrametri), tibbi goriintiileme, otomotiv giivenligi, hareket yakalama,
gbzetim, biyometri ve kimlik tespiti bu otonom sistemlerin basinda gelmektedir
[10]. BGS erken doneminde de hasar tespiti konusunda calismalarda bulunmus
ve optik karakterleri tanima, hava goriintii analizi ve yorumlanmasi gibi 2B

goriintiilerin analizinde kullanilmistir [11]].

Erken donem goriintiiyli anlama ve tespit etme calismalari; ilk asamada kenarlarin
gorselden elde edilmesini, daha sonra 2B c¢izgilerin topolojik yapisindan bir
nesnenin 3B yapisinin iiretilmesini icermektedir [10]. Yerel olcek degismezligi
[12], yonlii gradyan histogramlart [13], kenar tespiti [[14]] ve morfolojik islemler

[15] bu 6nemli gelismelerin basinda gelmektedir. Ancak bu calismalar kenar,



kose noktast ya da gri siireklilik gibi insan yoluyla belirlenmis faktorlere baglh
olduklarindan dolay1 genelleme kabiliyetleri ve saglamliklar diisiiktiir [11]. Veriyi
toplamada, depolamada ve hesaplama giiciinde sinirliliklara sahip olan BGS,
uzun bir siire boyunca nesneleri yalnizca manuel olarak bahsedilen bu yontemler
aracilifiyla tanimigtir. Bu sorunlara kargilik makine 68renmesi yontemleri ile yeni

¢cOzlimler aranmustir.

Bilgisayarli gorii teknolojisindeki bu gelismeler, yapay zeka alanina biiytik veri
setlerini igleme, karmagik iligkileri anlama ve Oriintiileri tespit etme kapasitesi
sunmustur.  Yapay zeka, Endiistri 4.0’1n temelini olusturan veri odakli karar
alma siireclerini desteklemis ve ingaat sektoriinde veri yonetimi uygulamalarinin
yiikselmesine katki saglamistir. Bu sebeple, yapay zeka kavraminin ortaya ¢ikisi,

ingaat ve endiistri sektorlerinin veri analizi ve yoOnetimi agisindan Onemli bir
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Sekil 1.1 Yapay zeka, makine 6grenmesi ve derin 6grenme alanlarinda yaygin
olarak kullanilan algoritmalar [[16]

Son birkac yilda, yapay zeka alani bilgisayarla gorme, robotik, otonom araclar,
dil cevirisi, oyun, tibbi teshis, konusma tanima ve iiretken tasarimlar gibi cesitli
alanlarda onemli bir gelisme gostermistir. Bu gelismelerin arkasinda, makine
O0grenmesi ve derin 0grenme gibi temel yapay zeka teknolojileri yatmaktadir.
makine 0grenmesi, bir algoritmanin verileri analiz edip desenleri 6grenmesine ve
kararlar almaya dayali bir tekniktir. Makine 6grenmesi, Ozellikle veriye dayali
karar alma siireclerini optimize etmek ve daha hassas sonuglar elde etmek icin
bircok uygulama alaninda kullanilmaktadir. Derin 6grenme, makine 6§renmesinin
alt bir dalidir ve karmasgik islemleri gerceklestirmek i¢in ¢ok sayida katmana sahip
olan bir makine 68renme teknigini ifade etmektedir. Cogunlukla sinir aglari

adi1 verilen katmanlar dizisi kullanilarak uygulanir. Bu gelismeler, bilgisayar



giiciiniin artmasiyla birlikte 6zellikle gorsel nesne tanima, konugma tanima, goriintii
tiretimi, konugsma sentezi ve makine cevirisi gibi alanlarda biiyiik bir 6nem
kazanmigtir. Sekil [I.T]de goriildugu gibi bu baglamda, ¢cok katmanli algilayicilar
(CKA), iiretken cekismeli aglar (UCA), evrisimli sinir aglart (ESA), tekrarl sinir
aglar1 (TSA), uzun kisa vadeli bellek aglar1 (UKBA) ve radyal taban fonksiyon
aglar1 (RTFA) gibi yontemler derin 6grenmenin temel bilesenlerini olusturmaktadir.
Son birka¢ yilda, yapi ve ingaat endiistrisinde bir dizi yapay zeka, makine
Ogrenimi ve derin 6grenme uygulamasi énemli Ol¢iide gelismistir. Bu gelismeler,
yiiksek performansh grafik islem birimleri gibi giiclii hesaplama kaynaklarinin
kullanilabilirligi, gelismis makine 0grenimi ve derin 0grenme algoritmalarinin
mevcudiyeti ve bu algoritmalarin yaygin olarak kullanilan bilgisayar dilleri ile
makine Ogrenimi ve derin O8renme Kkiitiiphaneleri ve yazilimlari araciliiyla
uygulanabilmesi sayesinde miimkiin olmustur. Bu gelismeler, yap1 ve ingaat
sektoriinde veri analizi, siire¢ iyilestirmeleri, maliyet tahminleri, proje yonetimi ve
hasar tespitleri gibi bir dizi kritik alan1 kapsamaktadir. Bu teknolojiler, endiistriyel
siireclerin optimize edilmesine, yapinin iiretim sonrasi Omriiniin uzatilmasina ve
kararlarin daha bilingli bir sekilde alinmasia katki saglamaktadir. Ayrica, bu
yenilikler sayesinde insaat projelerinin daha verimli ve siirdiiriilebilir bir sekilde

yoOnetilmesi miimkiin hale gelmistir.

1.3.2 Makine Ogrenmesi

Makine 68renimi, yapay zekanin bir alt dalidir ve bir bilgisayarin belirli bir
veri kiimesini analiz ederek, cesitli sorunlart ¢ézmek i¢in girdi verilerine dayali
bir model olusturdugu bir siireci ifade etmektedir. Makine 0grenimi, geleneksel
programlamadan ©Onemli bir farki biinyesinde barindirmaktadir.  Geleneksel
programlamada, bilgisayarin davranigini belirleyen kurallar, verilere dayali olarak
acik bir sekilde kodlanirken makine 6greniminde ise, daha sonradan elde edilen
verilerle tahminlerde bulunmak icin Ongoriicii modeller gelistirmek amaciyla
verileri kullanilmaktadir. Geleneksel programlama yaklagiminin aksine, makine
ogrenimi verileri inceleyerek karmagik problemleri ¢ozebilmektedir. Ozellikle bazi
problemler, kural tabanli bir program ile ¢6ziilmeyi son derece zorlastirabilir ve
bu tiir problemler icin yeterli veri mevcut ise, makine 6grenimi onemli bir ¢oziim

sunmaktadir.

Makine oOg8renimi yontemleri denetim seviyelerine gore farkli kategorilere
ayrilmaktadir. Bu baglamda, makine 6grenimi modelleri genellikle Sekil [T.2]te
gosterildigi gibi temel olarak denetimli O8renme, denetimsiz O6grenme veya

takviyeli 68renme olarak siniflandirilmaktadir.
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Sekil 1.2 Denetim seviyelerine gore makine 6grenmesi yontemleri

Denetimli 68renme, veri setlerindeki Ozelliklerin tahminlerini iiretirken aym
zamanda cikti sonuglarini istenilen degerlere gore kontrol eden bir "etiketleme”
stirecini iceren bir 6grenme yaklagimim ifade etmektedir. Baslangicta, denetimli
makine ogrenimi modeli sekil [[.2]in 1. asamasinda gosterildigi gibi etiketli
veri kiimesi kullanilarak egitilir ve daha sonra egitilmis makine 6grenimi
modeli kullanilarak bilinmeyen veriler i¢in ¢ikarimlar yapilmaktadir. En yaygin
kullanilan denetimli gorevler arasinda siniflandirma ve regresyon bulunmaktadir.
Smiflandirma gorevlerinde, ayrik simf etiketleri tahmin edilmeye calisilirken,
regresyon gorevlerinde siirekli bir deger tahmin edilmeye calisiimaktadir. Bu tiir
gorevler i¢in siklikla kullanilan denetimli 6§renme algoritmalar1 arasinda k-En
Yakin Komgular(KEK), Destek Vektor Makineleri (DVM), Lojistik Regresyon,
Dogrusal Regresyon ve Yapay Sinir Aglar1 (YSA) bulunmaktadir.

Mimarlik, miihendislik ve insaat alaninda belirli problemleri ¢6zmek icin
bahsedilen makine 6grenimi yontemlerine bagvurulmustur. Betonarme yiizeyinde
olusan hasar tespiti sorununun iistesinden gelmek i¢in denetimli makine 6grenmesi
yontemleri kullanilmigtir . Insaat yonetimi alaminda multidisipliner
islerin hizli ilerlemesi ve siirdiiriilebilirlik ¢alismalarinin verimini artirmak adina
denetimsiz makine 6grenmeleri yontemleri kullanilmistir [19] [20]. Betonarme
catlaklar tespitinde destek vektdr makineleri, k-en yakin komsu ve karar agaclar
yontemleri kullaniimistir [21]).

Giyilebilir cihazlarin yayginlagsmasiyla birlikte inga alanlarinin ve alanda calisan

personellerin giivenligini izlemek ve riskleri azaltan ¢alismalar da mevcuttur



(23] [24].

Denetimsiz 6grenme, etiketlenmemis bir veri kiimesinin kullanildig1 ve verilerdeki
gizli desenleri veya i¢sel yapilar1 belirlemek i¢in kullanilan bir 6grenme yontemidir.
Denetimsiz 68renme, genellikle kiimeleme, anormallik tespiti, yenilik tespiti,
gorsellestirme ve boyut azaltma gibi gorevler i¢in yaygin olarak kullanilmaktadir.
Farkli iilkelerin yap1 ve ingaat sektoriinde BIM alanina gecislerinin ekonomik
boyutunu tespit etmek icin denetimsiz makine Ogrenimi algoritmalarindan

yararlanilmustir [25].

Takviyeli Ogrenme ise, istenen davraniglart odiillendirerek ve istenmeyen
davraniglar1 cezalandirarak makine 6grenme modelini egiten bir yontemdir. Bu
O0grenme sistemi, bir takviyeli Ogrenme ajanit olarak adlandirilir ve cevreyi
gozlemleyerek odiiller veya cezalar alacak eylemleri gergeklestirilmektedir. Temel
amag, zaman i¢inde toplam odiilleri maksimize ederek en iyi stratejiyi bulmak

olmustur.

Denetimli, denetimsiz ve takviyeli 6grenmenin yani sira, bazen yar1 denetimli
ogrenme olarak adlandirilan bagka bir kategori de bulunmaktadir. Yari
denetimli 68renme, veri kiimesinin yalnizca kismen etiketli oldugu durumlarda

kullanilmaktadir.

Makine 6grenmesi algoritmalarinin BGS giivenilirliini artirmig ancak makine
O0grenmesi tabanlt modelin smirlari, karmagsik giiriiltii etkilesimli goriintiileri
islemede yetersiz kalmistir [11]]. Bu sinirliliklar, BGS derin 6grenme yontemlerinin

kullanilmasinin kapisini aralamigtir.

1.3.3 Derin Ogrenme
Derin 6grenme, Sekil [I.1fde gosterildigi gibi makine 6greniminin bir alt dalidir

ve birden fazla gizli katmandan olusan yapay sinir aglarina ve bu tiirdeki
algoritmalara verilen isimdir. Derin 8grenme algoritmasindaki hesaplama yolunun
giris adimindan ¢ikisa kadar bir¢cok boliimii vardir. Daha Once tartigilan geleneksel
makine 6grenme algoritmalarina kiyasla, derin 68renme algoritmalar1 genellikle
uzun hesaplama yollarinin bulundugu yiiksek boyutlu verilerle, 6zellikle goriintii,
video ve ses gibi verilerle kullanighdir. Ingsaat ve bina endiistrisinde yaygin
olarak ESA, UCA, Degisken Otomatik Kodlayicilar (DOK) ve TSA algoritmalar
kullanilmaktadir. Bu algoritmalardan ESA, goriintii isleme teknolojilerinde siklikla
tercih edilmesinden dolayr bu calismada kullanilmigtir. Alt basliklarda detaylica
bahsedilmistir.



1.3.3.1 Evrisimli Sinir Aglari(ESA)

ESA gorsel tanima, goriintii siniflandirma ve benzeri gorsel isleme gorevlerinde
biiyiik basar1 elde etmig bir yapay sinir a81 mimarisi tiiriidiir. ESA’ lar, 6zellikle
iki boyutlu goriintiilerin iglenmesi icin tasarlanmis olup, 6zgiin bir yapilar1 vardir.
Ik ESA prototipi 1988’ de ortaya atilmig Nerocognitron Fukushima Modelidir .
Bu prototipte One siiriilen katmanlar, 1989 yilinda LeCun tarafindan ortaya atilan ve

ESA’nin ana omurgasini olusturan LeNet katmanlarina temel olusturmustur [27]).

Smiflandirma, bilgisayarli gorii problemleri arasinda en ¢ok karsilagilan
problemlerden biridir. Genellikle bir goriintiiniin icerigi veya kategorisi hakkinda
bilgi verme amacimi tasimaktadir. Ornegin, kedi-kopek tiiriinden hayvanlarin
siniflandirilmasi veya saglikli bireylerin hastalikli bireylerden ayirt edilmesi gibi
durumlar1 icermektedir. Nesne tespiti problemleri, goriintiide bulunan nesnelerin
(insanlar, agaglar, araglar vb.) konumlarimi belirlemek i¢in kullanilmaktadir.
Bu tiir problemler, bir goriintii icindeki nesnelerin yerini ve boyutunu saptamak
icin ilgili nesnelerin etrafina sinirlayict kutular yerlestirilmesi gibi tekniklerle
coziilebilmektedir. Nesne boliitleme (segmentasyon) problemleri ise goriintiideki
nesnelerin piksel tabanli siniflandirilmasini hedeflemektedir. Her bir pikselin hangi
nesneye veya gruba ait oldugunu belirlemek icin kullanilmaktadir. Bu yontem,
goriintiideki nesnelerin sinirlarini net bir sekilde ¢izmek yerine, her pikselin ait
oldugu smifi tanimlamak i¢in kullanilmaktadir. Bdoylelikle, goriintii isleme ve
analizinde daha ayrintili bilgilere erigsim saglamaktadir. Sekil [I.3]’de bu ii¢ farkli
problem tiiriine ait 6rnek resimler bulunmaktadir. Bu problemler, bilgisayarl gorii
ve yapay zeka alaninda yaygin olarak kullanilan ve bircok uygulama i¢in temel olan

kavramlardir.

Smiflandirma Nesne Tespiti Nesne Boliitleme

Sekil 1.3 Siiflandirma, nesne tespiti ve segmentasyon 6rnegi

Dijital bicimde olan goriintiilerin en kiiciik yap1 tasina piksel denir. Pikseller
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bir araya gelerek goriintiileri olusturmaktadir. Olusturulan dijital goriintiiller Gri
tonlama (Siyah-Beyaz) ve RGB olmak tizere iki farkli kanal siralamasindan
olusur. Gri tonlamali goriintiilerde bir adet goriintii kanali bulunmaktadir. RGB
goriintiilerde ise goriintiiyli olusturabilmek icin {i¢ adet goriintli kanalina ihtiyag
duyulmaktadir. YSA’ da goriintiileri simiflandirmak i¢in biitiin piksellerin tanimli
oriintiiler halinde sinir agina aktarilmas1 gerekmektedir. Oriintiilerin tanimli olmasi
yani bagka bir degisle goriintiiden 6zellik ¢ikarimi ESA tarafindan yapilmaktadir.
Evrisimli aglarda Oncelikle goriintii tizerinde Oriintiilerin varlifina ulagilmaya
calisilir ve bu Oriintiiler sinir agina modeline aktarilmaktadir. Bu sekilde problem
daha basit modeller ve daha az parametre kullanarak coziilmektedir. ESA
modelleri, dort farkli birimden olugsmaktadir. Bunlar Evrisim katmani, havuzlama
katmani, tam baglant1 katmani ve aktivasyon fonksiyonu olacak sekilde bu boliimde

aciklanmustir.
Evrisim Katman:

Evrigim islemi en ilkel bicimiyle 6zel sekilde dizilmis say1 dizilerinde, matrislerde
kullanilmaktadir. Evrigsim islemini gergeklestirmek i¢in en az iki adet iki boyutlu
matris gereklidir. Bunlardan biri, siniflandirmak istenilen resmin 6zgiin hali digeri
ise istenilen 6zellige gore kullanilan filtre "kernel” matrisidir. Girdi gorselimizin
kanallarindan gelen piksel degerlerinden olusan matrisin kernel ile kurdugu evrisim
islemi Sekil [I.4]te gosterilmistir.

Sekil 1.4 Evrisim iglemi 6rnegi

Sekil [I.4] te dikey kenar filtresi olan drnek evrisim islemi goriilmektedir. Her bir

kutu bir pikseli temsil etmektedir.

Girdi goriintii tek kanalli oldugunda islemler bu sekilde gergeklesmektedir. RGB
gibi ¢ok kanalli girdilerde ise kanallarin her biri filtre ile evrisim islemine tabi
tutulmaktadir. Sonrasinda sekil te goriildiigii tizere sonuglar toplanarak sonug
matrisine yazilmaktadir. Boylelikle renkli goriintiiniin evrigim iglemi tamamlanmig

olur.
Sekil te goriildiigii gibi evrisim islemi sonucu elde edilen ¢ikis goriintiisiiniin
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4x4

6x6

Sekil 1.5 Renkli goriintiilerde evrisim iglemi rnegi

yiikseklik ve geniglik Ozellikleri orijinal goriintiiye kiyasla daha kiigiik
olmusmustur. Cikis goriintiisiiniin boyutunu kontrol etmek i¢in iki farkli islem
yapilmaktadir. Bunlardan ilki, evrisim islemi sonucunda kiigiilen sonug¢ gorselini
girdi boyutuyla aym tutmak icin yapilan piksel tamamlama "padding” islemidir.
Filtrenin, girdi gorselin her pikselini orta hiicresine denk gelecek sekilde, dis
ceperlerde tasan filtreyi karsilayacak pikseller eklenmektedir. Eklenen pikseller
0 degerinde olabildigi gibi komsu pikselin degerini de alabilmektedir. Ornek bir
padding islemi Sekil [I.6] da gosterilmistir.

(o

oloYoYo|[ofofo
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BN 5N IS N T )
ofN6|6)2)s8)-1|-3]0
) 2 o] gl s |54 2
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% 1o — 4116|2509
052329 7]0
1o ol 727|717
03 |2|s8|a4f7]0o]0
3x3 o1 2|-17|-3]17
0ofw|-4f-n]jof1|=21]0 Jiltre
216 -6|-11]6 |8
ololo|lo|o|ofofo
6x6
6x6
8x8

Sekil 1.6 Piksel tamamlama islemi 6rnegi

Ikincisi ise, cikis goriintiisiiniin boyutunu, miimkiin olan en az veri kayb ile
kiigiiltmeye yardimci olan adim kaydirma “stride” islemidir. Evrisim islemi,
genellikle filtrenin girig gOriintiisii iizerinde piksel sirasinda kaydirilmasiyla
yapilmaktadir.  Fakat adim kaydirma islemi sayesinde bu evrisim islemi
birden fazla pikseli isleme almadan baska bir degisle o piksellerde atlama
yaparak gerceklestirilebilmektedir. Sekil [I.77de, iki adim kaydirma kullanilarak
gerceklestirilen bir 6rnek evrisim islemi gosterilmektedir. Bu sekilde, goriintiiniin

boyutunu kiiciiltmek ve hesaplama yiikiinii azaltmak miimkiin olmustur.
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Sekil 1.7 Adim Kaydirma islemi 6rnegi

Havuzlama Katmanai:

Veri kaybin1 minimumda tutarak ¢ikis goriintiisiiniin boyutunu kiiciiltmek icin
yaygin olarak kullanilan bir islem de, havuzlama "pooling"” islemidir. Havuzlama
islemi genellikle ESA’ nin evrisim katmanindan sonra uygulanmaktadir. Bu islem
sirasinda, onceden belirlenmis bir havuzlama matrisinin boyutu belirlenmektedir.
Bu matris, giris goriintiisii iizerinde bir piksel Olceginde atlama yaparak
gezdirilirken, matris icindeki piksellerin ortalamalar1 alinabilir veya en biiyiik
degere sahip piksel secilerek ¢ikis goriintiisii olusturulabilmektedir. Sekil [T.8]de,
ortalama havuzlama ve maksimum havuzlama islemleri gosterilmektedir. Bu
sayede veri kayb1 minimumda tutulur ve onemli bilgilerin korunmasi saglanir.
Cikis goriintiisiiniin boyutuyla ilgili parametreler ayarlandiktan sonra, bir evrisim
islemi sonrasi ¢ikis gOriintiisiiniin boyutu denklem (1.2)’ de goriildiigii gibi

hesaplanmaktadir.

n¥mt = (n°* 4 (2% p) — f)/s+1 (1.1)

"

Esitlikle " nY™ "evrisim sonucu olusan yeni goriintiiniin boyutunu, " ne*® "

n n

gorilintiiniin evrisimden oncesi boyutunu, "p" eklenmis olan piksel sayisini, "f

n

n_n

uygulanmig olan filtre boyutunu ve "s" adim kaydirma sayisin1 gostermektedir.
Ortaklama islemi evrigim islemi yapildiktan sonraki adimda evrisim igleminden
bagimsiz olarak yapilmaktadir. Ortaklama islemi sonrasi olusan yeni goriintii
boyutu yukaridaki esitlik yardimiyla hesaplanabilmektedir. Esitlikte sadece filtre
boyutu olarak ortaklama boyutu yazildig: taktirde olusan yeni goriintiiniin boyutu

bulunmaktadir.
Tam Baglantili Katman:

ESA modelinin son birimlerini olusturan tam baglanti katmanlari, yiiksek seviyede

ogrenilmis 6zelliklerin siniflandirildig: katmandir. Bu katmanlar ileri Beslemeli
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Sekil 1.8 Havuzlama islemi 6rnegi

Sinir Aglari(ISA) calisma prensibine sahiptir. ISA geri bildirim olmaksizin yalmizca
ileri yonde akis saglayan yaygin olarak kullanilan bir derin 6grenme algoritmasidir
[29]. ISA mimarisi Sekil te gosterilmigtir, burada daireler ndronlar1 temsil
etmektedir. ISA , birbirine bagli olan néronlarin ¢ok katmanli yapisina sahiptir
ve girig verisi giris katmanina beslenir ve veri, gizli katmanlar ve ¢ikis katmani

aracilifiyla aktarilir, ¢ikis katmani sonucu verir.

Sekil 1.9 ISA ve tekil bir néronun sematik gosterimi

Gizli katmandaki bir néron, 6nceki katmandan gelen girdi bilgisini agirlik bilgisiyle

bir sapma (bias) degeri ekleyerek asagidaki gibi hesaplamaktadir:

b+ ) ww; (1.2)
r=1

Cikan sonucu(y) sekil [I.9] da gosterildigi gibi bir aktivasyon fonksiyonu (f)
yoluyla aktarilmaktadir. Uygulamaya bagh olarak farkli aktivasyon fonksiyonlari
bulunmaktadir. Ileriki boliimlerde bu fonksiyonlara kisaca deginilmistir.

Derin 6grenme modellerinde Ogrenme siireci, baglangigcta rastgele belirlenen
agirliklar kullanilarak baglar ve ileri yayilim algoritmasi ile modelin tahmin ettigi
sonug belirlenmektedir. Tahmin edilen sonu¢ bulunduktan sonra, gercek sonucla
arasindaki fark alinarak hata degeri hesaplanmaktadir. Ardindan, bulunan hata

geri yayllim algoritmasi kullanilarak her katmana gore tiirevlenir ve agirliklar
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giincellenmektedir. Bu islemler, hata istenen seviyeye ulasana kadar egitim
setindeki tiim veriler kullanilarak birden fazla kez tekrarlanmaktadir. Hata istenen
seviyeye ulastiginda, optimum agirliklar elde edilir ve 6§renme siireci tamamlanmig
olmaktadir [30].

ESA’ da beklenen 68renme; algoritmanin evrisim boliimiimde optimum filtre
degerinin kullanilmasiyla, tam baglant1 boliimiinde ise optimum agirlik degerlerinin
bulunmasiyla gerceklesmektedir. Optimum filtre ve agirlik degerlerinin
bulunabilmesi i¢in Oncelikle ileri yayilim algoritmasiyla girdi kanallarina (renkli ya
da gri tonlamal1) ayirilmigtir. Ardindan kanallarina ayrilan goriintii islemin basinda
rastgele belirlenmis olan filtre ile bir evrisim islemine sokularak belirli 6znitelikler
cikarmaktadir. Kullanilan filtre sayisi istenilen Ozniteliklerin ontolojisine gore
degiskenlik gostermektedir. Cikartilan Ozniteliklere karmagsik girdilerden daha
fazla ve dogrusal olmayan oOzelliklere erisme olasilifini ortaya cikarmak icin
aktivasyon fonksiyonuna aktarilmaktadir.  Aktivasyon fonksiyonundan sonra,
her bir Oznitelikte bulunan veri sayisim azaltabilmek icin ortaklama islemine
bagvurulmaktadir. Bircok kaynakta bu iki islem tek bir katman olarak sematize
edilmistir.  Kurgulanan ESA mimarisine gore katmanlarin sayilar1 ve siralar
degiskenlik gosterebilmektedir. Baz1 durumlarda ortaklama islemi yapilmayip arka
arkaya evrisim tercih edilebilmektedir. Her bir evrisim iglemi ayr1 bir katman
olarak kabul edilmektedir. Bu katmanlarda boyutu kiiciiltiilen 6znitelikler, rastgele
belirlenen filtreler kullanilarak evrisim islemine tabi tutulmakta ve boylece 0znitelik
cikarimi gergeklestirilmektedir.  Cikarillan bu 0znitelikler, tekrar aktivasyon
fonksiyonuna aktarilmaktadir. Sonrasinda, bir ortaklama islemi ve boyut kiiciiltme
islemi daha yapilir. Bu iglemler, istenilen sayida ve sekilde tekrarlanabilmektedir.
Sekil [I.10] da iki farkli katman siralamasi gosterilmistir.

Sekil 1.10 iki farkli 6rnek evrisim modeli semas1

Sekil [[.TI} de goriildiigu gibi iki evrisim katmanina ve iki ortaklama katmani olan
bir ESA modeli sematize edilmistir. Katmanlarin sayilar1 probleme ve cikarilacak
ozelliklere gore artirilabilir ya da azaltilabilmektedir.  Cikarilan Oznitelikler
istenilen boyuta ve sayiya ulastiginda simiflandirma asamasina aktarilmaktadir.
Smiflandirma isleminin baslamasi i¢in son katmanda elde edilen gorsel matristeki

degerler yan yana dizilerek diizlestirilir ve tek boyuta indirgenmis bir say1 dizine
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doniigmektedir. Ardindan klasik YSA modeli ¢iktisi elde edilir. Modelin tahmin
ettigi ¢cikis degeri belirlendikten sonra, bu deger gercek deger ile karsilastirilmakta
ve aradaki fark hesaplanmaktadir. Bu fark sayesinde hata fonksiyonu elde
edilir. Hata fonksiyonu belirlendikten sonra, geri yayilim algoritmasi kullanilarak
hata fonksiyonunun her bir katmana gore tiirevi alinmaktadir. Bdylece her bir
katmandaki filtre degerleri ve agirliklar giincellenerek siire¢ tekrarlanmaktadir. Bu
islemler, istenilen hata degeri elde edilinceye kadar tekrarlanmaktadir. Boylece

ESA’ da 6grenme islemi gerceklesmistir.

Sekil 1.11 ESA calisma modeli 6rnegi

Aktivasyon Fonksiyonlari:

Aktivasyon fonksiyonlari, yapay sinir aglarinda, derin 68renmede ve evrisimli
sinir aglarinda (ESA) 6grenme siireci sirasinda hesaplanan cikis degerine dogrusal
olmayan oOzellikler kazandiran fonksiyonlardir. Dogrusal olmayan fonksiyonlar,
girdi degerlerine gore c¢ikti degerlerinde farkli degisimler yaratabilmektedir.
Bu durum, yapay sinir aglarinin daha karmagsik problemleri ¢ézmesine olanak
tamimaktadir [31]]. Aktivasyon fonksiyonlar secilirken dikkat edilmesi gereken
en Onemli husus, tiirevlenebilir olmasidir. Tiirevlenebilir olmasi, geri yayilim
algoritmasinin ¢aligabilmesi i¢in gereklidir. Geri yayilim algoritmasi, yapay sinir
aglarinin agirhiklarini giincellemek i¢in kullanilmaktadir. Tirevinin sifir olmama
durumu da 6grenme acisindan 6nemlidir. Tiirevinin sifir oldugu durumlarda, geri
yayilim algoritmas1 agirliklar1 giincelleyemez ve 6grenme islemi gerceklesmez.
Bu durum kaybolan gradyan "vanishing gradient” olarak da adlandirilmaktadir.
Bu durumun en Onemli nedeni aktivasyon fonksiyonlar1 olsa da YSA’ nin
derinligi, baslangic agirlik degerleri ve 6grenmenin hizi da kaybolan gradyani
tetiklemektedir.

Yapay sinir aglarinda, derin 6grenmede ve ESA’ da en sik kullanilan aktivasyon
fonksiyonlar1 Sekil [I.12] de gosterilmistir.
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Bu durum, arasinda dondiiriir. Formiildeki kat bagl olarak ¢kt
kaybolan Bu sebeple say1 degeri tireten basit bir
gradyanlari(eskik siniflandirma degistirilerek, aktivasyon
verileri) adimlarinda aktivasyon fonksiyonudur.
temizledigi gibi siklikla tercih araligina Basitligi ile 6ne
6lii noronlart da edilmektedir. miidahale cikmaktadir.
beraberinde edilebilmektedir. Siniflandirma
getirebilmektedir. algoritmalarinda
siklikla
kullanilmaktadir.

Sekil 1.12 Aktivasyon fonksiyonlari formiilleri ve kullanim yerleri

Bir modelin tiim katmanlarinda ayni aktivasyon fonksiyonunu kullanmak zorunlu
degildir. Ornegin, bir katmanda sigmoid aktivasyon fonksiyonu kullanilirken, bagka

bir katmanda hiperbolik tanjant (tanh) fonksiyonu kullanilabilmektedir.

ESA’ da evrisim katmanlarinda biiyiik ¢cogunlukla ReLLU fonksiyonu kullanilirken,
tam baglantili katmanlarda ise hiperbolik tanjant kullanilmaktadir. Aktivasyon
fonksiyonu secimi, belirli bir gorev i¢in en iyi performansi elde etmek icin
onemlidir.  Herhangi bir aktivasyon fonksiyonu herhangi bir problem ig¢in
kullanilabilir, ancak en sik kullanilan ve en yiiksek dogruluk degerine sahip
olanlar sigmoid, ReLU, Sizinti ReLU ve Basamak fonksiyonudur. Bunlarin
disinda da kullanilan bazi aktivasyon fonksiyonlart vardir. Dogrusal, elu(iistel
dogrusal birim) ve Google tarafindan 6nerilen swish fonksiyonlar1 bunlara ornek

gosterilebilmektedir.

Gorevin farkliligina bagli olacak sekilde ESA modellerinin kullanim alanlar1 ve
tercih edilen konfigiirasyonlar1 degisim gostermektedir. Deprem sonrasi hizli hasar
tespiti kapsaminda yapilan calismalar, ayn1 gérev kapsaminda farkli yaklagimlarin
oldugunu Kisim 2.0.2” de detaylica gostermektedir. Tablo [I.2] bu alanda siklikla
kullanilan ESA modellerini, modellerin ve model gruplarinin katman sayisini,

kullandig1 aktivasyon fonksiyonunu ve 6zellik ¢ikarma birimlerini gostermektedir.
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Tablo 1.2 ESA modelleri ve ozellikleri

Model Gruplar1 Katman Sayis1  Aktivasyon Fonksiyonu Ozellik Cikarma Birimleri

AlexNet[32] 8 ReLU Evrigim ve Ortaklama
VGG[33] 16-19-13-11 ReLLU Evrisim ve Ortaklama
YOLO|[34] 19-24-53 ReLLU Evrigim ve Ortaklama
ResNet[35] 50-101-152 ReLU Evrisim, Ortaklama ve Artik Blok
RCNN[36] 8-16-19-13-11 ReLU Ozellik Cikarimi(CNN, Bolge Onerisi
Bolge Uyumlamasi, Simiflandirma, Tespit
U-Net[37] 53 ReLU Evrigim, Ortaklama ve Ters Evrisim
Inception[38] 22 ReLU Evrisim, Ortaklama, Inception Modiil, Auciliary Modiil
MobileNet[39] 20 ReLU Evrigim ve Ortaklama
EfficentNet[40]  66-800 ReLU, Leakly ReLU Evrisim ve Ortaklama
SSD[41] Ozellik Cikarimi(CNN), Coklu Olgekli Tespit, Tespit Kutulari

Nesne Siniflandirici, Konum Belirleyici ve Doniistiiriicti

1.3.3.2 Transfer Ogrenme

Transfer 6grenme, bir konuda edinilen bilgi, beceri veya deneyimin, farkli bir
konuda 6grenme veya performansi gelistirme siirecinde kullanilmasidir. Bagka
bir degisle; bir alandaki bilgi veya becerinin, baska bir alandaki 68renme veya
performansa katki saglamasidir. Transfer 6grenme, derin 6grenme gibi karmasik
bir alanda da onemli bir rol oynamaktadir. Transfer 6grenmenin amaci, bir
problemi ¢6zmek icin Onceden edinilmis bilgi ve deneyimleri kullanarak 6grenme
siirecini hizlandirmak veya performansi artirmaktir. Ornegin, bir derin 6grenme
modeli bir gorsel tanima gorevi igin egitilmisse ve sonra farkli bir gorevde
kullanilacaksa, onceden Ogrenilen gorsel ozelliklerin bu yeni gorevde de faydali
olmas1 beklenmektedir. Bu faydalarindan dolayi, transfer 6grenme, ilgili gorevlerde
kullanilan derin 6grenme modellerinin hizin1 ve performansini artiran bir yontem

olmustur.

Goriintii iceren gorevlerde siklikla transfer 6grenme baz modeli olarak kullanilan
ImageNet modeli, hedef modelin kullanim yerine gore degisklik gosteren sinif
sayisina ve Onceden hesaplanarak elde edilmis agirliklar ile modeli yeniden
egitmek, gereginden fazla evrigsim ve filtre katmani varsa onlar1 devre dis1 birakmak
ve model yetersiz katman sayisina sahipse katman eklemesi gibi ince ayarlar

yapilarak transfer 6grenmeli derin 6grenme modeli olusturulmalhidir [42]].

Goriintii stmiflandirmasi, goriintii tespiti ve goriintli segmentasyonu gorevlerinde
transfer 6grenmeli derin 6grenme modelleri otantik gorev ihtiyacindan dolay: tercih
edilir olmustur. Calismanin dordiincii Boliimiinde, se¢ilen modellerin transfer

ogrenmeyle olan iligkisi anlatilmistir.

1.3.4 Model Degerlendirme Yontemleri

Derin 6grenme modellerini degerlendirmek, modelin performansin1 anlamak,

giivenilirligini test etmek ve iyilestirme firsatlarim belirlemek i¢in Onemlidir.
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Bu degerlendirme siireci, modelin gercek diinya problemlerine uygun sekilde
calismasimi saglamak i¢in kritik bir adimdir.  Asagida, egitim sonuclarinin
siniflandirma performansini degerlendiren Karmagsiklik Matrisi ve siniflandirma
modelinin hangi 6zelliklere odaklandigini gosteren Simif Aktivasyon Haritalary’

ndan bahsedilmistir.
Karmagiklik Matrisi:

Derin 6grenme siniflandirma modelleri, bir veri kiimesi iizerinde egitilerek
gercek diinyadaki verileri dogru bir sekilde siniflandirmak i¢in kullanilmaktadir.
Bu siirecte siniflandirma sonuglarinin dogrulugunu 6l¢cmek 6nem tasimaktadir.
Karisiklik matrisi (confusion matrix), bir siniflandirma modelinin performansini

degerlendirmek icin kullanilan bir aractir.

Gergek Sinif
Siiflar
Pozitif(P) Negatif(N)
Pozitif(P) DP YP
Tahmini Simif
Negatif(N) YN DN

Sekil 1.13 Karmagiklik matrisi sematik gosterimi

Karisiklik matrisi, gercek siniflar ile tahmin edilen simiflar arasindaki iliskiyi
Ozetlemeyi amaclamistir. Matrisin boliimleri, gercekte pozitif olan ve model
tarafindan dogru olarak pozitif olarak tahmin edilen 6rnekleri DP (dogru pozitif),
gercekte negatif olan ve model tarafindan dogru olarak negatif tahmin edilen
ornekleri DN (dogru negatif), gercekte negatif olan ancak model tarafindan pozitif
olarak tahmin edilen ornekleri YN (yanlis pozitif) ve gercekte pozitif olan ancak
model tarafindan negatif olarak tahmin edilen 6rnekleri YP (yanlis pozitif) olarak
asagidaki tabloda(Tablo gosterilmigtir.

Karigiklik matrisi, ikiden fazla olan sinifa sahip olan siniflandirma modelleri i¢in de
kullanilmaktadir. Siif sayisina bagli olarak matrisin boyutu degismektedir. Sinif
say1s1 n kabul edilirse, karisiklik matrisi n x n olarak bulunabilmektedir. Ornegin, 3
siifl1 bir siniflandirma problemine sahip modelin karigiklik matrisinin boyutu 3 x

3 olarak bulunmaktadir.
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DP+DN 2xPxR

Dogruluk(Accuracy) = e f - 6lgiitii(f - score) =
DP+DN+YP+YN P+R
. DP o YP
Hassasiyet(P) = AOK Egrisi =
DP+YP YP + DN
DP DP
Keskinlik(R) = EAA Degeri =
DP+YN DP + YN

Sekil 1.14 Karmagiklik matrisi temelli degerlendirme kriterleri

Karigiklik matrisi olusturulduktan sonra degerlendirme kriterleri bu matristen
beslenerek olusuturulmaktadir(Sekil [I.14). Dogruluk "accuracy” modelin genel
performansinmi 6lgmek icin kullanilan bir Olciittiir. Hassasiyet(P) ve Keskinlik(R)

U

degerleri, f-ol¢iitiinii "f-score” degerinin bulunmasinda 6nemli rol oynamaktadir.
Alic1 operasyon karakteristigi (AOK)"receiver operator characteristics” egrisi
siniflandirma probleminin performansinin gorsellestirmek icin kullanilmaktadir. Bu
performans grafiginin altinda kalan alan ise egri altinda kalan alan(EAA) "area un-
der curve" degeri olarak degerlendirme kriterleri arasinda yer almaktadir. AUC

degeri 1’e dogru yaklastikca iyi bir siniflandirma yapildigini gostermektedir [43].
Sinif Aktivasyon Haritalari(SAH):

Smnif aktivasyon haritalar1 "Class Activation Maps", ozellikle ESA gibi derin
0grenme modellerinin gorsel siniflandirma gorevlerinde hangi goriintii bolgelerinin

hangi siiflar1 belirlemek i¢in etkili oldugunu gorsellestirmek i¢in kullanilan bir
yontemdir [44].

Girdi Gortintii Ham SAH Bindirilmis SAH

Sekil 1.15 SAH Ornegi

ESA gibi derin 6grenme modelleri genellikle bir goriintiideki 6nemli 6zellikleri
tammak igin belirli bolgelere odaklanmaktadir(Sekil [I.13). Siuf Aktivasyon
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Haritalari, modelin hangi bolgelere odaklandigini ve bu bolgelerin hangi sinifin
taninmasinda etkili oldugunu gorsel olarak gostermektedir. Bu yontem asagidaki

adimlari igerir:

* ESA modeli bir goriintiiyti siniflandirir ve hangi sinifin tahmin edildigini

belirler.

* Ardindan, ESA modelinin son konvoliisyonel veya tam baghh katmaninin
ciktilar1 alinir. Bu ciktilar, goriintiiniin farkli 6zelliklerini temsil eden 6zellik

haritalarin igerir.

* Sif aktivasyon haritas1 olusturmak icin, her bir 6zellik haritasiyla, ESA

tarafindan tahmin edilen siifin dogrulugunu belirleyen agirliklar kullanilir.

* Son olarak, elde edilen agirliklarla agirlikli birlestirme yapilir ve bu birlesik
harita, sinif aktivasyon haritasini olusturur. Bu harita, modelin hangi goriintii
bolgelerine odaklandigini ve bu bolgelerin sinifi belirlemede ne kadar etkili

oldugunu gosterir.

Smf aktivasyon haritalari, modelin karar alma siirecini anlamak ve modelin
siflandirma  yetenegini gorsellestirmek icin ©nemli bir aractir.  Ozellikle,
gorsel siniflandirma problemlerinde, hangi goriintii 6zelliklerinin belirli siniflarin

taninmasinda kritik oldugunu anlamak i¢in sinif aktivasyon haritalar1 ¢ok degerlidir.

Tezin devaminda hasar tespit kilavuzlar1 ve hasar tespit gorevlerinde derin 6grenme
caligmalarinin incelendigi literatiir arastirmasi boliimii gelmektedir. Ardindan,
Tiirkiye’ de deprem riski ve betonarme yapilarda deprem hasarlar1 anlatilmaktadir.
Dérdiincii boliimde, literatiir calismasinda incelenen iki derin 6grenme modelinin
hasar siniflandirma problemine 6zgii egitim asamalarina yer verilmistir. Daha sonra,
bulgular boliimiinde modellerin egitim sonuglarina yer verilmistir. Caligma sonug

boliimiinde bulgular: tartisarak son bulmustur.
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2

LITERATUR ARASTIRMASI

Calismanin literatiir arastirmasi iki baslikta incelenmektedir. Ik kisimda, deprem
sonrasinda uygulanan giivenlik ve hasar tespit kilavuzlar1 yer almaktadir. Ikinci
kisimda ise hasar tespit yOntemlerinin yapay sinir aglart ile olan iligkisinden
ornekler anlatilmaktadir. Incelenen caligmalar, hasarin varligi ile kullanilan

algoritma arasinda anlaml iligkiler ¢ikarmaktadir.

2.1 Deprem Sonrasi Giivenlik ve Hasar Tespiti Kilavuzlar:

Deprem sonrasi hasar ve giivenlik degerlendirmesi, deprem olaylarinin ardindan
yapilan sistemli degerlendirme ve analizi ifade etmektedir. Bu degerlendirme
binalarm, altyapinin ve diger inga edilmis unsurlarin yapisal biitiinliigiini,
giivenligini ve meydana gelen hasar1 6lcebilmek amaciyla gerceklestirilmektedir.
Bu kapsamli incelemenin ana hedefi depremden etkilenen insanlarin giivenligini
saglamaktir. Bununla birlikte deprem tarafindan neden olunan yapisal ve yapisal

olmayan hasarin derecesini ve dogasini ayirt etmeyi de hedeflemektedir.

Bircok iilke, farkli hasar tiirlerine dayal olarak deprem sonrasi degerlendirmeleri
icin kilavuzlar belirlemistir ve buna baghh olarak etiketleme prosediirleri
gelistirmigtir. ~ Ilk olarak, Amerikan Teknoloji Komisyonu (ATC), binalarmn
hizli ve detayli post-deprem degerlendirmeleri i¢in detayl giivenlik degerlendirme
kilavuzlart serisi yaymlamastir [45][46][46[][47]. Bu kilavuzlarin dig yontemlerinde
kalict hasarlar ve problemlerde hasarsiz, hafif, orta ve agir hasarli gsekilde
siniflamalar yapilmaktadir. Dis gozlem yetersiz kaldiginda binanin hasarini
belirleyebilmek icin bina i¢i eleman bazli degerlendirme yapilmaktadir.
Bunun sonucunda bina durumu denetlenmis, kullanimi kisitli ya da giivensiz
olarak giincellenmektedir. Aym sekilde Yeni Zelanda Deprem Miihendisligi
Dernegi(NZSEE) de dort gruplu hasar tespiti kilavuzu gelistirmistir [48]].
Japonya’da digerlerinin aksine bes farkli grupta degerlendirme yapilmaktadir.

Japonya 2001°den beri deprem sonrast hasar degerlendirmesi ve rehabilite
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onlemleri, Japonya Bina Afet Onleme Dernegi (JBDPA) tarafindan énerilmektedir
[49]. Yunanistan’da, Deprem Planlama ve Koruma Kurumu (EPPO), bu
yontemlerden farkli olarak eleman bazli hasar tespitinde ¢atlak yonlerini de dikkate
almig ve yapisal olmayan elemanlar1 da ekleyerek bir dlcek Onermistir [S0].
Deprem sonrasi hasar ve giivenlik degerlendirmesi ve kisa vadeli 6nlemler formu
(AeDES), yapisal olan ve yapisal olmayan elemanlarin hasarlarini denetledigi
bir olgek gelistirmistir [51]. Avrupa Makrosismik Olcegi (ESC), bes siniftan
olusan hasar tespit olcegi yontemini 6nermistir [52]. Ilki ve dig. [53] diger
kilavuzlara benzer olarak genel hasar1 6nemsiz, hafif, orta, agir ve ¢okme olarak
simiflandirmistir. Yontemde dikey ve yatay tasiyici elemanlarin iizerindeki hasarlar
catlak, dokiilme, ezilme, burkulma ve deformasyonlar gibi hasar seviyeleri
dikkate alinarak bes farkli grupta smmiflandirilmigtir.  Belirlenen eleman hasar
seviyeleri dogrultusunda, hasarli eleman sayisina bagli olarak binanin genel hasari
belirlenmektedir. Yontem, yapisal olmayan elemanlarin hasarlar1 tespit ederek i¢
mekan kontrollerinde maliyet analizlerini ¢ikarmay1 da hedeflemistir. Tablo 2.1} de

hasarin kontrol edildigi yap1 elemanlarini ve hasar siniflandirmalar1 gosterilmistir.

Tablo 2.1 Deprem sonrasi hasar degerlendirme kilavuzlari

Kilavuz Ulke Kontrol Edilen Yap1 Eleman: Hasar Simflandirmas

ATC-20[45][46][46][47] Amerika Duvarlar Hasarsiz - Hafif - Orta
Kolon - Kiris - Doseme Agir

NZSEE[48] Yeni Zelanda  Duvarlar Hasarsiz - Hafif - Orta
Kolon - Kiris - Déseme Agir

JBDPA[49] Japonya Duvarlar HSA-II-III-1IV-V)
Kolon - Kiris - Doseme

ESC[52] Avrupa Birligi Duvarlar Onemsiz/Hafif -Orta -Onemli/Agir
Kolon - Kiris - Doseme Cok Agir - Yikintt

EPPO[50] Yunanistan Duvarlar - Merdivenler - Parapet Duvarlar1 Hasarsiz - Hafif - Orta - Agir
Kolon - Kiris - Déseme

AeDES|[51] Italya Duvarlar - Merdivenler Hasarsiz - Hafif - Orta
Kolon - Kiris - Doseme Agir - Cok Agir - Yikinti

TCIP-DAM-2020[53] Tiirkiye Dikey ve Diisey Striiktiir Elemanlari 0-A-B-C-D

Ancak, bir deprem sonrasinda hasar goren binalarin degerlendirilmesi siirecinde,
kontrol gruplarina yonelik talep, hasar almig yap1 sayisina yetmemektedir. Hasar
degerlendirmesi yapacak deneyimli profesyonellerin sayisi hasarli yap1 sayisi
kargisinda yetersizdir ve bu profesyoneller farkli teknik altyapilardan gelmektedir.
Miihendisler ve mimarlar, konuyla ilgili akademik caligsmalara sahip uzman
kisiler ve sektoriin icerisinde yer alip uzman olmayan kisiler kontrol gruplari
icerisinde yer alan kisilere Ornek verilebilmektedir. Uzman olmayan kimseler
icin temel zorluk, bir binanin art¢ct soklara karsi direncini belirlemek icin
ayrintili sismik analiz yapmak yerine, konuyla ilgili yetersiz deneyimleri ve eksik
kilavuzlar nedeniyle hasar1 yanlis tahmin etmek olmustur. Bu tiir yetersizliklerin
toplumsal ve ekonomik etkisi, degerlendirme caligmalarinin tamamlanana kadar

etkilenen magdurlarin evsiz ve issiz kalma gercegiyle daha da artmaktadir [6].
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Deprem sonrasi yapilan hasar tespit calismalarinin, objektif bulgulara dayali nicel
yontemlerle desteklenen bir sistem aracilifiyla gerceklestirilmesi, dogru ve pratik
kararlarin alinmasimi saglayacaktir. Bu durum, nitel yorumlardan uzak, objektif
bir temelde degerlendirmeler yapilmasini talep edecektir. Giiniimiizde, hasar tespit

yontemlerini 6znel yorumlardan uzaklastiran yontemler gelistirilmektedir.

2.2 Deprem Sonrasti Hasar Tespitinde Kullanilan Derin

Ogrenme Calismalari

Hesaplama kapasitesindeki artislar sebebiyle makine 6grenmesi yontemleri deprem
sonras1 sismik hasarlar1 tespit etmede tercih edilir olmuslardir [S54[][S5]. Shan
ve dig. [56[|Stereo goriis yontemiyle beton yiizey catlaklarina konum bilgisi
ekleyerek resimden bagimsiz derinlik tespiti yapmislardir.  Bilgisayarli gorii
teknolojilerinde derin 6grenme yOntemleri, makine dgrenmesi yontemlerinin ¢ok
girdili ve giiriiltiilii gorselleri istenilen dogrulukta geri doniis saglayamamasindan
kaynakl1 kullanilmaya baglanmistir. Yapilarda hasar ve catlak tespiti konusunda
ESA, bu eksiklikleri kapatmak icin siklikla tercih edilmistir [S57][S8[][S9][60].
Lingxin ve dig. [11]] yaptig1 ¢calismada, derin 6grenme tabanli teknikler kullanilarak
hasar tespitindeki giincel gelismeler hakkinda kapsamli bir literatiir taramasi
sunmustur. Gao ve Mosalam [61]], hasar goriintiilerini piksel, eleman ve striiktiir
kompozisyonu icerecek sekilde ii¢ ayr1 sinifta tammmlayarak, her bir hasar gorseli
sahnesinin getirdigi avantajlar1 ve dezavantajlar1 ortaya koyan bir karar agaci
tanimlamigtir. Bu siiflardan piksel bazinda hasar tespiti, betonarme yiizeylerdeki
catlagin tespitinde oldukca sik kullanilmaktadir [62][63][64][65](66]. Daginik
catlaklara sahip yiizeylerde catlagi tespit etmek icin kayar pencere yontemiyle
derin 6grenme modelleri egitilmistir [67][68]. Kim ve dig. [69]catlagin yiizeyde
stirekli harekete sahip olup olmadigi, catlak lokasyonlarini belirleyerek 6lgmiistiir.
Dorafshan ve dig. [70] beton yiizeylerindeki catlak tespiti i¢cin DESA modelini
kenar tespiti algoritmalarindan daha basarili bulmugtur. Feng ve dig. [71] piksel
bazli hasar tespitinde catlak varliginin yani sira, yiizeydeki dokiintiileri ve su
lekelerini tespit etmigtir. Delaminasyon, kabuk soyulmasi, ¢atlak ve akinti izlerini
cephe gorselleri iizerinden piksel 6lceginde Lee ve dig. [72] sarmal kutu yontemiyle
incelemistir. Beton yiizeylerinde yer alan bitki dallari, catlak olmayan kusurlar
ve derzleri, olasilik haritalar1 tizerinden ESA ag1 ile Kim ve dig. [73] yapisal
catlaklardan ayirmistir. IHA tarafindan elde edilen gorseller ile egitilmis derin
o0grenme modeli ile Choi ve dig. [7], cephe yiizeyinde bulunan catlaklar1 tespit
etmis ve catlaklarin konumlarini gosteren catlak haritasini elde etmistir. Ma ve di8.
[74] BIM sistemleri ile entegre calisan, ¢atlak ve diger beton kusurlarini tespit eden

bir derin 6grenme modeli gelistirmistir.
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Piksel tabanli hasar tespitinin yam sira, derin 68renme yoluyla eleman bazl
hasar tespitleri de, deprem sonrasi hasar tespit calismalari arasinda siklikla
kullanilmaktadir. Gao ve Mosalam [61]], onerdigi hiyerarsiye bagh kalarak yapi
eleman hasarlarinit VGG16 modeli ile tespit etmis ve siniflandirmistir. Mondal ve
dig. [[75]dokiilmeler, yiizey catlaklari, donati tespiti ve burkulma hasar1 gibi yapisal
hasarlar1 tespit edebilmek icin bolge tabanli ESA kullanmislardir. Bhatta ve Dang
[76], deprem gorsellerini eleman Sl¢ceginde hem yapisal hem de yapisal olmayan
olarak dort farkli seviyede QESA modeli ile tespit etmistir. Ekici ve dig. [77]
yapt elemanlarn iizerinde derin 6grenme modellerinin catlak, nem, deformasyon
ve hasarsiz olarak siniflandirma performansini test etmistir. Yilmaz ve dig. [78]],
DamageNet modeli iizerinden betonarme yap1 elemanlarm Ilki ve dig. [53]" nin
hasar siniflandirmasina gore siniflandirmis ve egitilen bu modeli mobil aplikasyon

izerinden test etmistir.

Derin 6grenme yontemlerini tek basina kullanmanin yani sira, Chen ve dig. [79]ve
Fang ve dig. [80] evrisimli sinir aglar1 modelleri ile olasilik analizini birlegtirerek
catlak tespiti lizerine melez yontemler onerilmistir. Naito ve dig. [81] tarafindan
afet sonras1 hava goriintiilerinden yararlanarak hasar goren yapilar1 dort farkli hasar
derecesine ayirarak derin 6grenme modeli ile durum tespiti yapilmistir. Ayni sekilde
hava fotograflarin1 kullanarak Li ve dig. [82] ve Maras ve dig. [83], yapilarin
enkaz ve hasar durumunu derin 6grenme modeliyle siniflandirmistir. Pan ve dig.
[84], yapisal hasarlar1 6lcme ve betonarme yapilarin finansal kayip tahmini ile
iligkili olmak i¢in YOLO modeli kullanarak hizli maliyet degerlendirme cercevesi
onermektedir. Ayni zamanda deprem sonrast olusan hasarlar1 ince catlak, genis
catlak, beton dokiilmesi, agikta kalan donati ve donati burkulmasi olarak yapisal
eleman iizerinde tespit edip siniflandirmigtir. Li ve Zhao [[85]ESA modeli ile hasar
tespit modeli gelistirilmis ve olusturulan modeli mobil aplikasyon ile interaktif bir
sekilde test etmigtir.

Tablo 2.2 Gao ve Mosalam’ 1n agama diizenine gore makine ve derin 6grenme
yontemli hasar tespit yaklagimlarinin gorev tiirleri

Sahne Seviyesi Gorev Calhisma
Piksel iki Durumlu Catlak Tespiti  [7][62]59][58](68]163](70]1(85](80](65](56][60]
[18]164](67]
Coklu Hasar Tespiti (7717316911721 7417 1]155]166](78]
Eleman Asamal1 Hasar Tespiti 84176y
Coklu Hasar Tespiti [I75]
Striiktiir Iki Durumlu Yikint1 Tespiti  [82]
Asamali Hasar Tespiti [183]1181]

Tablo de ilgili calismalarin kullandig1 gorsel veriye gore hangi hasar gorevini
icerdigi gosterilmistir. Tablodaki bilgiler Gao ve Mosalam [61]’ 1n Onerdigi

25



piksel, eleman ve striiktiir sahnesi Olgeginde ele alinmistir. Deprem sonrasi
hasar tespitinde hasarin niceliksel olarak Olciilebilir olmasi, sonucun dogrulugu
acisindan biiylik 6neme sahiptir. Bu sebeple deprem hasarlarinin catlak 6lgeginde
degerlendirilmesi, calismalarin biiylik ¢ogunlugunu olusturmaktadir.  Piksel
Olceginde gorsel kompozisyona sahip fotograflardan catlagin varligini, malzeme
bilgisi ve diger beton kusurlart hakkinda bilgi sahibi olmak diger sahne diizenlerine
gore daha tercih edilir olmustur. Striiktiir 6l¢eginde sahne diizeni ise dis tespit
siireglerinde yapu tiirii, striiktiir ve yikim durumu hakkinda bilgi vermektedir. Ote
yandan eleman olgeginde gorsel kompozisyona sahip fotograflardan edinilen hasar
tiirli, catlagin sekli, dokiilme, donati tespiti gibi bilgiler hasarin yapisal olma
etkisi lizerinde diger sahnelere kiyasla daha fazla durmaktadir. Deprem sonrasi
giivenlik degerlendirme kilavuzlarmin kriterleri2.1] g6z 6niine alindiginda, i¢ tespit
siirecinde yapisal elemanlar ve yapisal olmayan elemanlarin sismik hasar tiirlerini
tespit etme siireci onemli rol oynamaktadir. Tablo [2.2] de gosterilen eleman sahne
Olcegindeki calismalarda yapisal ve yapisal olmayan hasarlarin eleman 6lgeginde

degerlendirmelerinin azlig1 dikkat ¢ekmektedir.

Tablo 2.3 Hasar tespit ¢alismalarinda kullanilan algoritmalar

Yontem Algoritma Cahsma Dogruluk
MO Canny-Zernike Shan ve dig.[56] -
RF Mansourdehghan ve dig.[55] 81.40
DT
K-NN
Gradient Boost
Ada Boost
Naive Bayes
ANN Bhatta ve Dang||54]] 70.14
SVM 68.65
RF 74.62
K-NN 62.68
DT 64.17
DO VGG Choi ve dig.[7] 99.00
VGG Li ve dig.[82]] 56.01(F1)
YOLOV3 Park ve dig.[62] -
U-Net Karacay[|59] 93.20
VGG16 Ekici ve Ustaoglu[77] 99.51
GoogleNet 97.92
ResNet50 99.79
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Tablo 2.3 Hasar tespit ¢calismalarinda kullanilan algoritmalar(devami)

Yontem Algoritma Cahsma Dogruluk
Mask-RCNN Maras ve Sariyildiz[83]] 95.12
VGGI19 Sener ve Ergen[58|] 94.50
Xception 99.29
DenseNet-201 99.33
MatConvNet Cha ve dig.[68] 98.00
CNN Yokoyama ve Matsumoto[|63] 79.00
AlexNet Kim ve dig.[73] 92.00
AlexNet Li ve dig.[85]] 99.00
Faster-RCNN Lee ve dig.[[72]] -

YOLOv2 Pan ve dig.[84] 98.00

SSD Ma ve dig.[74] 98.00
VGG16 Dung ve dig.[65]] 99.00
Inception-V3 99.00
ResNet 97.50
ResNet Fang ve dig.[80] 87.50
VGG16 Gao ve Mosalam|[61]] 94.50

CNN Modarres ve dig.[64] 99.60
QCNN Bhatta ve Dang[76] 61.20

CNN 56.90
AlexNet 56.20
VGG16 54.20
VGGI19 56.20
ResNet50 51.20
InceptionV2 55.00
InceptionV3 54.20
MobileNetV2 44.90
Xception 57.30
DenseNet 58.80
4CategoryNet Miao ve dig.[66] 71.12(MlIoU)
CrackNet 70.11(MIoU)
InceptionV?2 Mondal ve dig.[[75] 51.00(mAP)
ResNet50 54.00(mAP)
ResNet101 55.50(mAP)
Inception-ResNetV?2 60.80(mAP)
AlexNet Zhang ve dig.[86/ 98.26
DamageNet Yilmaz ve dig.[78] 92.0
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Tablo 2.3 Hasar tespit ¢calismalarinda kullanilan algoritmalar(devami)

Yontem Algoritma Cahsma Dogruluk
ResNet 89.0
MobileNetV2 84.0
EfficientNet 84.0
VGGI16 89.0
VGGI16 Silva ve Diogo[60] 92.27
CNN Yeum ve dig.[57] -

Karma  DCNN Dorafshan ve dig.[[70]] 86.0
Kenar Tespit Modelleri
AlexNet Kim ve dig.[69] 98.0
SVM
CNN Chen ve dig.[79] 99.9
Naive Bayes
CNN Naito ve dig.[81] 88.40
SVM
Bag of Visual Word

Bu nedenle bu ¢alismada, yapisal olan ve yapisal olmayan hasarlarin evrisimli
sinir aglar1 yontemiyle siniflandirilmasi hedeflenmistir. Siniflandirma iglemi i¢in
Tablo [2.3] da gosterilen evrigimli sinir aglari modellerinden yiiksek dogruluk
sonuglart gbze alindiginda AlexNet ve VGG19 modelleri tercih edilmistir. Tablo
da gosterilen katman sayilarina bakildiginda, calismada secilen modellerin
katman sayilarinin farkli olmasi, modelleri karsilastirilabilir kilmasi acisindan
tercih edilmistir. Secine modellerin egitilebilmesi i¢in deprem hasar1 gorsellerine
ihtiyac duyulmaktadir. Bu gorsellerdeki hasarlart modellere aktarabilmek i¢in hasar
siniflarinin belirlenmesi gerekmektedir. Bir sonraki boliimde, siniflar1 belirlemek

icin betonarme yap1 elemanlarinin deprem davraniglari ve depremin Tiirkiye ile olan

iligkisinden detaylica bahsedilmistir.
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3

DEPREM VE BETONARME YAPI HASARLARI

TDK sozliigii depremi "Yer kabugundaki hareketlerin meydana getirdigi enerjinin
bosalmast sonucunda olusan sarsinti; yer sarsintisi, hareket, zelzele." olarak
tanimlamisti. AFAD’1n verilerine gore [87] doga kaynakli afetler siralamasinda

depremler ezici cogunlukla birinci sirada yer almaktadir(Sekil [3.1)).

Tablo 3.1 2020 ve 2022 yili doga kaynakli afet istatistikleri

Afetler 2020 2022
Cig 11 18
Deprem 321 21.054
Heyelan 107 859
Kaya Diigsmesi 17 137
Obruk 2 13
Sel/Su Baskini 177 450

Diger (firtina, dolu, asir1 kig kosullart v.b.) 270 451

Tiirkiye, ylizol¢iimiiniin %92’si ve niifusunun %95°1 deprem riski altinda olan bir
tilkedir. 2018 yilinda AFAD tarafindan yayimlanan diri fay hatti haritasina gore,
Tirkiye’de 326 adet deprem fay hatti bulunmaktadir (Sekil [3.1). Bu fay hatlar
arasinda en aktif olanlari, Anadolu topraklarinin bir ucundan diger ucuna uzanan
1350 km uzunlugundaki Kuzey Anadolu fay hatt1 ve 580 km uzunlugundaki Dogu
Anadolu fay hattidir.

Tiirkiye, Alp-Himalaya deprem kusag iizerinde yer alan bir iilkedir. Kuzeyde
Avrupa-Asya ve giineyde Afrika-Arabistan levhalari arasinda yer alan iilkemizin
jeolojisi, bu iki levhanin siirekli hareketlerine ve bu levhalar arasinda yer alan
Tetis denizinin Bitlis-Zagros dag kusagi boyunca kapanmasma bagh olarak
gelismistir. Tiirkiye ve ¢cevresinde meydana gelen depremler, Avrasya, Afrika ve
Arabistan levhalar arasindaki hareketlere baghidir. Bu hareketler, dalma-batma,
kitasal carpisma, acilma ve kacis tektonigi gibi karmagik tektonik olaylara neden

olmaktadir.
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Sekil 3.1 Tiirkiye deprem tehlike haritasi

Tiirkiye, tarth boyunca sik sik depremlerin meydana geldigi, yiiksek sismik
aktiviteye sahip Anadolu levhasi {izerinde yer almaktadir.  Bu cografyada
kaydedilen en eski deprem MO 411 yilinda gerceklesmistir. 1900’den giiniimiize
biiyiikliigi 7’nin tizerinde 20 deprem meydana gelmistir. Tiirkiye’de 1900-2023
yillar1 arasinda can kaybi veya hasara neden olan 269 deprem meydana
gelmistir.  Bu depremler, can kaybi ve agir hasara neden olma bakimindan
sirastyla 2023 Kahramanmaras, 1939 Erzincan ve 1999 Kocaeli merkezli Marmara
depremleridir(Sekil [3.2)).

Tablo 3.2 Tiirkiye deprem tarihinin en fazla can ve mal kaybina neden olan ilk 4

depremi
Yer Tarih Biiytiklik Hasarli Yap1 Can Kayb1 Ekonomik Etki
Cayirly, Erzincan 26 Aralik 1939 7.9 117.000 33.000 -
Golciik, Kocaeli 17 Agustos 1999 7.6 328.113 18.373 %1.5-%3.3
Pazarcik, Kahramanmaras 06 Subat 2023 7.7 2.618.697  48.000 ve tizeri %9
Elbistan, Kahramanmarag 06 Subat 2023 7.6

Bu depremler, Tiirkiye’de ciddi sonuglara yol agmistir. Kuzey Anadolu Fay Hatt1
tizerinde gerceklesen 1939 Erzincan depreminde, 5 farkh fay kirilmis, 33.000 kisi
yasamini yitirmis ve 117.000 konut zarar gormiistiir. 1999 Kocaeli depreminde ise
18.373 kisi hayatin1 kaybetmis ve 328.113 yap1 hasar almistir. Kocaeli depreminin
Tiirkiye ekonomisine maliyeti 6,5 milyar dolar olarak tahmin edilmektedir [8§].

Bu kaybin Tiirkiye ekonomisinin %1,5 ile %3,3’ii arasinda oldugu belirtilmektedir
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[89]. 2023 yilinda Dogu Anadolu Fay hatt1 tizerinde gerceklesen Kahramanmaras
ve Hatay merkezli depremlerinde ise 48.000 kisiden fazla kisi hayatin1 kaybetmig
ve 2.618.697 yap1 hasar gormiistiir. Bu kayiplarin 2023 yili milli gelirin yaklagik
%9’ una karsilik gelmektedir [88]].

3.1 Deprem Sonrasi Betonarme Yapilarda Olusan Hasarlar

Deprem, yer kabufunda beklenmedik bir anda ortaya ¢ikan enerji sonucunda
meydana gelen sismik dalgalanmalar ve bu dalgalarin yeryiiziinii sarsmasi olayidir.
Insa edilen biitiin yapilarin bu dalgalanmalarin yarattig1 sarsint1 ve bozulmalara
uyum saglamasi beklenmektedir. Yapinin tasarimi, malzemesi, insa kalitesi ve
deprem biiyiikliigii uyum kabiliyetini etkilemektedir. Bu durum yapiin "deprem

davranmis1” ad1 altinda degerlendirilmektedir.

Depreme direncli yapr tasarist kurgulamak i¢in baglica dikkat edilmesi
gerekenlerden biri yapmin siinekliligidir.  Siineklilik, deprem etkisi altinda
dayanimda onemli bir azalma olmaksizin, tagiyici sistemdeki elemanin plastik sekil
degistirme, tasiyici sistemin ise yer degistirme yapabilme 6zelligidir [90]. Siineklik,
bir yap1 elemaninin herhangi bir deprem yiikii altinda lineer elastik sinirin1 agtiginda
tasima kapasitesinde biiyiik bir diisiis yasamadan genis hareketler yapabilme
yetenegini ifade eder. Siinek yapilar, depremden kaynaklanan enerjiyi emerek
yapinin ¢6kmesini dnleyebilme kapasitesine sahiptir. Sekil [3.2] de yap1 elemaninin

stinek olma durumuna gore kuvvet ve yer de8istirme grafikleri gosterilmistir.

Kuvvet
A

siinek olmayan davranis

» Yer Degistirme

Sekil 3.2 Yap1 elemanlarinin siineklik durumuna gore kuvvet ve yer degistirme
grafikleri grafigi

Sekil [3.2teki grafikte de goriildiigii iizere, siinek davranan yap: elemanlari, siinek
olmayanlara kiyasla daha fazla deprem kuvvetine maruz kaldiginda daha biiyiik yer
degistirme hareketleri ile dayanim gosterebilmektedir. Siinek ve siinek olmayan

elemanlar arasinda yapilabilecek bagka bir karsilastirma ise onlarin yer degistirme
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ve yiik tasima kapasitesi 6zelliklerinde yapilmaktadir. Sekil [3.3] ve Sekil [3.4]da

verilen grafiklerde,

Beton yiizeyinde 0.2 milimetre ve daha az catlaklarin goriildigii bolge sekilde
gosterilen 1. bolgedir. Catlak genigligi 0.2 ve 1 milimetre degerleri arasina
yiikseldiginde 2. bolge sinirlari icerisine girilmis olunmaktadir. Burada catlaklar
gozle goriilmeye baglanmaktadir. Catlak genigligi 1 ve 2 milimetre arasinda
degisiklik gostermeye basladiginda, 3. bolgede kabuk beton dokiilmelerine de
rastlanilmaktadir. 2 milimetreden daha fazla genislikte catlaklarin goriildugii 4.
bolgede beton ezilmelerine rastlanilmaktadir. ve son bolge olan 5. bolgede ise

donat1 burkulmasi ve c¢ekirdek beton catlaklarina rastlanilmaktadir.

Sekil 3.3 Siinek yap1 elemanlarinin yiik tasima kapasitesi-yer degistirme grafigi

Yiik Tagima Kapasitesi
A

Kabuk betonun dékilmesi

ve beton ezilmesi
T

'
'
'
'
Donati burkulmasi
1
|

!
Catlama '

Sekil 3.4 Siinek olmayan yap1 elemanlarinin yiik tagima kapasitesi-yer degistirme

grafigi

Tiirkiye Bina Deprem Yo6netmeligi (TBDY) 2018’de [3.5] siinek yap: elemanlarin
kesit hasar bolgeleri iic bolgede incelenmektedir. Bunlar sirasiyla sinirlt hasar ,

kontrollii hasar ve go¢me Onlenmesi olarak adlandirilmaktadir.

Smirli hasar bolgesi, hasarin smirlandirilmigs ve ihmal edilebilir durumlar

kapsamaktadir. Kontrollii hasar bolgesi, tasiyict yapr elemanlarinin onarilabilir
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i¢ kuvvet
A

KH GO

' ' '
Sinirli hasar : Belirgin : ileri hasar: Gogme
A N

» Deformasyon

Sekil 3.5 TBDY 2018 kesit hasar bolgeleri

hasar durumlarin1 icermektedir. Go¢me Onlemesi bolgesine ise ileri diizeyde
olusmus hasarlarin ¢cokme Oncesi tanimladigir durumlar dahil edilmektedir. Sismik
yer hareketleri, yapilara yanal dogrultuda eki altina alan ve ©nemli Olgiide
hasara ugratan bir yer hareketidir. Yapilarin insa kaliteleri, konumlandiklari
zeminin durumu, maruz kaldiklarini sismik yiiklerin tiirii ve yapilarin tasiyict
sistemleri yapilarin deprem davraniglarinda sz sahibi olmaktadir. Hafif siddetteki
depremlerde yapilarin elastik bolge smirlar igerisinde kalmalari, orta siddetteki
depremlerde ise elastik olan bolgeyi asmamalar1 ve alinan hasarlarin miidehale
edilebilir olmas1 beklenmektedir. Yiiksek siddetli depremlerde ise yapinin can

kaybina mahal vermeyecek sekilde hasar almas1 beklenmektedir [91]].

3.2 Betonarme Yapi Elemanlarinin Deprem Davranislar:

Yapilarda bulunan betonarme elemanlar ilk bakista yatay ve diisey dogrultuda
olacak sekilde ayristirilabilmektedir. Yatay dogrultuda olan tasiyici yapi elemanlari
kiris ve dosemeleri igerirken, diisey dogrultuda olan yasiyict yapr elemanlari
kolonlar1 ve perde kolonlar1 kapsamaktadir. Bu calismada, depremler esnasinda
meydana gelen yap1 hasarlari, eleman bazinda degerlendirilecektir. Depremler
sirasinda yapr elemanlarinda gozlenen catlaklar, olusan hasarlarin en belirgin
gostergesidir. Bu catlaklar, yapinin depremdeki davranisi hakkinda énemli ipuglari
vermektedir. Beton, basing dayanimina sahip bir malzeme olmasina karsin ¢cekme
dayanimi disiiktiir. Bu eckem dayaniminin saglanmasi i¢in beton igerisinde donati
demirleri eklenmektedir.Donatilar, betonda catlak olusumunu engellemez, ancak

catlak genisliklerinin biiyiimesini sinirlamaktadir.

Deprem sebebiyle olusan yap1 hasar1 siniflandirmalart tasiyici striiktiirii etkilendigi
yapisal hasarlar ve yapisal olmayan hasarlar olarak ikiye ayrilmaktadir. Bu ayrim
yapiya yaklagima gore bazi farkliliklar gosterebilmektedir. Bu farkliliklar Sekil [3.6]

de gosterilmistir.
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Sekil da goriildiigii gibi, Yilmaz&Umu(2017) ve 11ki(2019) simiflandirmalar
arasinda bazi farkliliklar goze carpmaktadir. 11ki(2019) siniflandirmasi, yapisal
hasarlar1 tespit derecesine bagl kalarak simiflandirmistir.  Yilmaz&Umu(2017)
ise yapisal hasar siniflandirmalarinda tasiyic1 birimlere gore bir siniflandirma
gerceklestirmistir. Dahasi, Yilmaz&Umu(2017) smiflandirmasinda tasiyici
elemanlarin direng gosterme sekline gore olusan hasarlar 3. kategoride
yer alirken, 11ki(2019) bu hasarlar 2. kategoride yer almaktadir. Bu
nedenler, Y1lmaz&Umu(2017) smiflandirmasinin nesne oOncelikli, 11ki(2019)
siniflandirmasinin ise hasar morfolojisi Oncelikli bir smiflandirma oldugunu

gostermektedir.

Her iki siniflandirmanin 6zellikleri gbz oniinde bulunduruldugunda, bu ¢alisma icin
farkli bir simiflandirma yontemi Onerilmistir. ESA modellerinin hasar gorselleri
siniflandirmasinda segilen gorsel tiirlerinin sahneleri Sekil 2.2] de incelenmistir.
Buna bagh kalinarak, nesne Olceginde hasarlarin farkli desenleri ve geometrik
bilgilerinin de modele okutulmasindan dolay1 veri seti dagiliminda Sekil
da gosterilen siniflandirma kullanilmistir.  Bu simiflandirmanin 1. kategorisi
modelin etiketini belirlemede, 2. kategorisi ise veri setindeki hasar dagilimim
belirleyecek hasarlarin secilmesinde kullanilmistir. Bu siniflandirmalara bagh

kalinarak, betonarme yapilarda deprem kaynakli hasar tiirleri incelenmistir.

3.2.1 Yapisal Olan Elemanlarin Deprem Davranislar:

Yapinin betonarme ve tasiyici 6zellik gosteren elemanlarinin maruz kaldigi sismik
dalgalarin olusturdugu hasarlardir. Egilme, kesme, basing ve burulma hasar1 olarak
genel bir siniflandirmaya sahiptir [92]. Tasiyici iizerinde tespit edilen hasar bi¢imi,

yapinin deprem davranisi hakkinda bilgiler vermektedir.
Egilme Hasari:

Diisey tasiyicilarda egilme momentinin etkisiyle olusan hasarlara egilme hasar1 adi
verilmektedir. Egilme catlaklar1 da kolon, perde ve kirislerde gézlemlenmektedir.
Bu hasarlar, tasiyici eksenine dik olarak, donatimin aktifi ¢ekme bolgelerinde
meydana gelmektedir. Sekil [3.7/de kolonlarda olusan egilme catlaklarina 6rnek

verilmigtir.
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Sekil 3.7 Kolon iizerinde olusan egilme catlaklarinin temsili gosterimi

Aymi sekilde egilme catlaklari, perde kolonlarda da goriilmektedir.  Yiiksek
betonarme binalarda, pencere veya kapi boglugu bulunmayan perdelerde ve zemin
ile zemine yakin katlarda yer alan perdelerde egilme catlaklar1 gbzlemlenmektedir
[92]. Bu catlaklar, donatilarin akmasi halinde egilme kirilmasi durumuna
yol acabilmektedir. Sekil [3.8/de perdelerde goriilen egilme catlaklarma ornek

verilmistir.

.
N
T —
S

Sekil 3.8 Perde kolonlarda meydana gelen egilme catlaklarinin temsili gosterimi

Kiriglerde, momentlerin fazla oldugu kiris uclarinda egilme catlaklari olusmaktadir.

Bu catlaklar, mesnetlendigi noktalara yaklasan yerlerindeki ¢atlaklarin agir hasar
ozelligi gosterdigi anlasilmaktadir.  Kolon boyuna paralel kullanilan donati
demirlerinin uygun miktarda ve kalinlikta kullanilmamasindan kaynakli olusan

egilme catlaklari, kiris eksenine dik olarak ortaya ¢ikmaktadir. Tasiyici sistemde
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tali kirigin saplama yapti§1 ana kiris, yiiksek egilme momentumu giicline maruz
kalmakta ve iizerinde egilme catlaklar1 olustugu gozlemlenmektedir [93]. Sekil

[3.97de kirislerde meydana gelen egilme catlaklarina drnek verilmistir.

Sekil 3.9 Kirislerde meydana gelen egilme catlaklarinin temsili gésterimi

Nerviirlii donati kullanmilmig bir kiriste egilme catlaklar1 sayica fazla ancak
genislikleri kiiciik olmaktadir.  Buna karsilik, nerviirsiiz donati kullanilmig
bir kiriste egilme catlaklarinin miktar1 azalirken catlakgin kalinhi§inin artti81
gozlemlenmektedir. Yapi elemanlarinda olusan egilme catlaklari,yapinin egilme
durumuna olan direncini %30 oraninda azaltmaktadir [94]. Egilme catlaklarinin
ornek gorselleri Sekil 3.10] de gosterilmistir.

Sekil 3.10 Kiris birlesiminde mafsallasma ve kiriste egilme, kolonda egilme

Kesme Hasari:

Tasiyict  elemanlarda kesme kuvvetlerine karsi gelebilmek icin etriyeler
tretilmektedir.  Fakat etriyelerin dogru ve kararinda kullanimi, santiyelerde

ihmal edilen bir konu olmaktadir.
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Kolonlarin igerisinde yer alan etriye demirleri, yanal sismik hareklerine ve
riizgar kuvvetlerine karsisinda yapinin direncini artirmakta ve donati demirlerinin
form degistirmesine izin vermemektedir. Uygun araliklarda ve optimal sayida
kullanilmadig1 taktirde kolonlarda daha rahat kesme catlagi olusmasina sebep
olmaktadir. Aym sekilde yetersiz etriye sayisi ile karsilagildiginda da ani, gevrek
kirilmalar gozlemlenmektedir. Kolonlarda derin kesme c¢atlaklar1 gbzlemleniyorsa
yapinin hasar durumu ciddi seviyededir. Kesme catlaklar1 diyagonal formda
capraz seklini olusturmaktadir. Bazi senaryolarda "x" formunda da olugsmaktadir.
Kolunun kesme kuvveti maruziyeti arttifinda kolonda ileri seviye kesme kirilmasi
gorilmektedir. ~ Sekil [3.11[a)’da kolonlarda olugan kesme catlaklarina ve ileri
derecede kesme kirilmalarina 6rnek verilmistir.  Sekil [3.11(b)’de kesme catlag:

olusmus bir kolon goriintiisii verilmistir.

h. WLV dy &

o e
W,

I e e

(a) Kolonda olusan kesme ¢atlaklarinin temsili gosterimi (b) Kesme catlagi olusmus bir
(sol), ileri derece kesme hasarinin temsili gosterimi(sag) kolon 6rnegi

Sekil 3.11 Kolonda olugsan kesme ¢atlag1 6rnegi

Kolonlarda, egilme ve kesme kuvvetlerinin ayni anda etki etmesi durumunda,
kolonda hem egilme hem de kesme hasarlar1 olusabilmektedir(Sekil [3.12). Bu
hasarlar, kolonun eksenine dik olarak uzanan egilme catlaklar1 ve 45° a¢1 ile uzanan
kesme catlaklar1 seklinde gozlemlenebilmektedir. Egilme ve kesme catlaklarinin

birbirini kesmesi, kolonun agir hasar gordiigiinii gostermektedir.

Perde elemanlarda, kolonlarda oldugu gibi kesme catlaklar1 da gozlenebilmektedir.
Perde elemanlara etkiyen kesme kuvvetlerinin artmasi durumunda, kesme ¢atlaklari
45° aciyla diyagonal sekilde olusabilmektedir. Ayrica, perde elemanlar1 hedef
alan diisey yiiklerin artmasi1 durumunda, kesme catlaklar1 daha dik formda da
olusabilmektedir. Yetersiz sayida etriye kullanimi perde elemanlarinda da kesme

hasarlarina sebep olmaktadir. En fazla goriilen ¢atlaklar “x” formunda olan kesme
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Sekil 3.12 Kolon iizerinde ayni1 aynda olusan kesme ve e§ilme ¢atlarinin gosterimi

catlaklaridir. Sekil [3.13a)’de betonarme perde duvarlarda meydana gelen kesme
catlaklarina temsili ornek verilmis, Sekil [3.13(b)’de ise kesme catlaklar1 olusmug

bir perde goriintiisii verilmistir.

Betonarme yapilarda, deprem yiiklerini kargilamak icin kullanilan perde duvarlarin
simetrik olarak yerlestirilmesi gerekmektedir. Perde duvarlar, yapinin rijitlik
merkezini etkilediginden, asimetrik yapildiklar1 durumlarda kiitle ve dayanim
merkezinin eslesmemesine ve dolayisiyla burulma hasarlarina yol agabilmektedir.
Perde duvarlan tek yonde yapilmis bir yapiya dayanim agisindan dezavantajli

yonden etkiyen deprem kuvvetleri,perdelerin diigiim noktalarini hedef almaktadir

(93]

(a) Perde kolonlarda kesme (b) Kesme catlaklar1 olugmus bir
catlaklarimin olugmasinin perde duvar
temsili gosterimi

Sekil 3.13 Perde kolonda olusan kesme catlagi 6rnegi
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Betonarme yapilarda, kesme kuvvetlerini karsilamak icin kullanilan etriyelerin
eksik yerlestirilmesi, kirislerde kesme catlaklarinin  olugsmasina neden
olabilmektedir. Bu durum, Kkirislerde 45° acgiya sahip diyagonal catlaklarin
olugsmasina yol agmaktadir. Sekil [3.14(a)’da kirislerde meydana gelen kesme
catlaklarina temsili bir ornek verilmis, Sekil [3.14(b)’ de ise kesme catlaklar

olusmus bir kirigin goriintiisii verilmistir.

PN

(a) Kirislerde kesme c¢atlaklarinin (b) Kesme catlaklar1 olugsmusg
olugmasinin temsili gosterimi bir kirig[95]]

Sekil 3.14 Kiriste olusan kesme catlagi 6rnegi

Basin¢ Hasar:

Betonarme kolonlarda, kolon aksina paralel yonde kolon u¢ kisimlarinda olugan
catlaklar, basing catlaklar1 olarak adlandirilmaktadir.

Kolonu etkileyen yiikiin, kapasitesinin %50’sini asti§1 durumlarda kolon, basing
hasarina kars1 etkisiz kalmaktadir. Basing catlaklari, donatilarin akmadan betonda
ezilmeler baslamasi sonucunda olugsmaktadir. Bu durum, beton basin¢g dayaniminin

diisiik oldugu durumlarda meydana gelmektedir [93]].

Sekil [3.15(a)’da basung¢ hasarinin sematik gosterimine yer verilmigtir.  Sekil
[3.15(b)’de ise basing kirtlmasi drnek gorseli gosterilmistir.
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(a) Kolonlarda meydana gelen basing (b) Basing kirilmas1 meydana
catlaklarinin (sol), basing kirilmalarinin ve gelmis bir kolon[93]]
donat1 burkulmasinin temsili gdsterimi (sag)

Sekil 3.15 Kolonda olusan basing hasar1 6rnegi

Burulma Hasari:

Betonarme kolonlarda, kolonlara etkiyen yiiklerin olusturdugu burulma
momentinin etkisiyle, kolonun ortak kenara sahip yiizeylerinde olusan catlaklar,
burulma hasarlar1 olarak adlandirilmaktadir. Burulma hasarini dier hasarlardan
ayirt etmek i¢in, birden fazla kolon kenarisini siirekli bir sekilde kesen bir catlagin
olusmasi gerekmektedir. Bu durum, kolonda burulma etkisinin meydana geldigini
gostermektedir.  Sekil [3.16(a)’da kolonlarda meydana gelen burulma gatlagina
ornek gosterilmistir. Sekil [3.16(b)’de burulma hasar1 gorseli gosterilmistir.

(a) Kolonlarda meydana gelen burulma  (b) Burulma hasar1 olugmus
catlaginin temsili gosterimi bir yap1[93]]

Sekil 3.16 Kiriste olusan burulma hasar1 6rnegi
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Betonarme kirislerde, deprem sirasinda, kiriglere etkiyen yiiklerin olusturdugu
burulma momentinin etkisiyle, kiris ylizeylerinde olusan catlaklar, burulma
hasarlar1 olarak adlandirilmaktadir. Bu catlaklar, birden fazla kolon kenarisinmi
stirekli bir sekilde kesmekte ve kalan diger kenarda ezilme durumlarinin goriilmesi
ile karakterize edilmektedir. Bu durum, kiriste burulma etkisinin meydana geldigini

gostermektedir [95]]. Burulma catlaklari, yapinin burumla direncini azaltmaktadir.

Sekil 3.17 Kolonlarda meydana gelen burulma catlaginin temsili gésterimi

3.2.2 Yapisal Olmayan Elemanlarin Deprem Davramslar:

Betonarme yapilarda, deprem sirasinda, yapiya etkiyen yiiklerin olusturdugu
dinamik etkiler nedeniyle, sivalarda ve duvarlarda catlaklar olusabilmektedir. Bu
catlaklar, yapinin tastyici sisteminde bir deformasyona neden olmamakla birlikte,
yapinin estetik goriiniimiinii bozabilmektedir. Depremden sonra yapilan tadilat
caligmalariyla, bu catlaklar onarilabilmekte ve yapmin kullanima uygun hale
getirilebilmektedir.

Siva Catlaklari:

Betonarme yapilarda, depremden kaynaklanan titresimler, yapinin tasiyici
sistemine zarar vermeden Once, sivalarda catlaklara neden olabilmektedir. Bu
catlaklar, 6nce dolgu duvarlarin kiriglerle birlesiminde, sonrasindakolonlar ile dolgu
duvarlarin arasinda olustugu gozlemlenmektedir [93]. Bu catlaklarin, tasiyici
sistemde bir deformasyona neden olmamakla birlikte, yapinin estetik goriiniimiinii
bozabilecegini belirtmistir. Sekil [3.18|(a)’da soz konusu catlaklara drnek verilmis,
Sekil 3.18(b)’de ise depremlerden sonra gériilen dolgu duvarin tasiyici sistemle

kargilastig1 yerlerde olusan catlagin goriintiisiine yer verilmistir.

Betonarme yapilarda duvar icgerisinde bulunan tesisat bogsluklar1 boyunca sivada
catlaklara neden olabilmektedir. Bu catlaklar, siva ile beton arasindaki zayif
birlesme noktasinda olugsmaktadir. ~ Yapida varolan catlaklar siva catlaklari

diizeyinde ise genellikle tasiyic1 elemanlarda herhangi bir hasar gézlenmeyecegini
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(a) dolgu duvarin tagtyici sistemle (b) Deprem sonrasinda dolgu duvarda
kargilastig1 yerlerde olugan ¢atlagin temsili goriilen siva ¢atlagi
gosterimi

Sekil 3.18 Tesisat temelli s1va hasarlari

belirtmistir. ~ Sekil [3.19]de tesisat bosluklar1 boyunca olusan ¢atlaklara ornek

verilmisgtir.

I I I [ [

13 o
y }
o Y
s L
{

(a) Tesisat bogluklart boyunca olugan siva (b) Tesisattan kaynaklanan duvar catlaklar
catlaklarinin temsili gosterimi

Sekil 3.19 Tesisat temelli s1va hasarlar

Deprem Titresimleriyle Olusan Duvar Catlaklari:

Duvarlarda meydana gelen hasarlar, olusum nedenlerine gore dort ana grupta
incelenmektedir. ~ Bu gruplar; deprem sarsintilari, temel yerlesmesi, asiri

deformasyon ve cerceveden kaynaklanan yapay titresimlerdir [96].

Depremin siddeti fazlalastikca dolgu duvarlarda catlaklar olusma durumu
artmaktadir. Bu catlaklar once tasiyici gercevenin dolgu duvar ile birlesiminde
goriilmektedir.  Sekil 3.20(a)” da zayif dolgu duvar hasari gosterilmistir. Sekil
[.20(b)’ de ise Kahramanmaras (Pazarcik) depreminden sonra gozlenen zayif

dereceli duvar hasar1 6rnegi verilmistir.

Orta siddetli depremlerde ise duvardaki cerceve catlaklar1 ilerleyerek duvar
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(a) Deprem sirasinda olusan hafif dolgu (b) Deprem sirasinda olugan hafif dolgu
duvar hasarmin temsili gosterimi([96]’dan duvar hasar
uyarlanmustir.)

Sekil 3.20 Hafif dereceli dolgu duvar hasari

govdesinde "x" formunu almaktadir. Sekil [3.21f(a)’ da zayif dolgu duvar hasari
temsili sekilde gosterilmistir. Sekil 3.21f(b)’ de ise Kahramanmaras (Pazarcik)

depreminden sonra gozlenen orta dereceli duvar hasar1 gorseli gosterilmistir.

(a) orta dereceli dolgu duvar hasar1 (b) orta dereceli dolgu duvar hasar1
sematik gosterimi([96]’dan
uyarlanmstir.)

Sekil 3.21 Orta dereceli dolgu duvar hasari

Siddetli depremlerde de dolgu duvarlarda "x" formunda catlaklar goriilmektedir.
Ancak bunun yani sira duvar yiizeyinde biiyiik 6l¢ekli parcalanmalar ve ¢okmelerde
meydana gelmektedir. ~ Bu hasar tiiri azami kalite seviyesini saglamamis
malzemelerle insa edildiginde daha fazla goriilmektedir [92]. Kap1 veya pencere
gibi duvar yiizeyine acilmis bogluklarda bu hasar seviyesinde kirilmalar ve
koselerde catlaklar olusmaktadir. Dolgu duvarlarda ileri derecede hasar olugsmus

ise, yapinin tagtyici 6zellik gosteren elemanlarinda da hasar olmasi beklenmektedir.
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Sekil [3.22((a)’ da ileri derece dolgu duvar hasari temsili sekilde gosterilmistir.
Sekil b)’ de ise Kahramanmaras (Pazarcik) depreminden sonra gozlenen ileri

dereceli duvar hasar1 fotografi verilmistir.

(a) Deprem sirasinda olusan ileri (b) Deprem sirasinda olusan ileri
dereceli dolgu duvar hasarinin temsili dereceli dolgu duvar hasari
gosterimi([|96]]’dan uyarlanmagtir.)

Sekil 3.22 ileri dereceli dolgu duvar hasari

Temel Oturmasi Nedenitle Olusan Duvar Catlaklari:

Yapilar inga siireclerinde ve sonrasinda olusan yiikleri temel aracilig1 ile zemine
aktarmaktadir. Temeller bu sebeple yapinin giivenligindeki énemli unsurlardan
biridir. Yapilarin konumlandiklar1 zeminlerde inga sirasinda ani oturma durumlari
meydana gelebilmektedir. ~ Ani oturmalar, zemin su icgeriginde herhangi bir
degisiklik olmaksizin aniden ortaya c¢ikar. Temel oturmasina baglh catlaklar, zemin
katlardan iist katlara dogru cikildik¢a azalma egilimi gostermektedir [96]. Sekil
[3.23] de temel oturmasi nedeniyle olusabilecek hasarlar gosterilmistir.

Cerceveden Gelen Titresimlerle Olusan Duvar Catlaklari:

Betonarme yapilarin yapisal elemanlar1 yeterince rijit olmadiginda, yapay
titresimler nedeniyle bu elemanlarda titresim hareketleri olusabilmektedir. Yapinin
tasiyici cerceveleri arasinda bulunan duvarlar, tasiyici elemanlarin titresimlerinden
kaynakli kuvvetlerden etkilenerek hasar alabilmektedir. Bu tiir hasarlar, yapi
icinde siirekli ¢alisan makineler, agir vasitalarin gegisi veya yapiya yakin konumda

demiryolu gecisi gibi etkenlerden kaynaklanabildigi gozlemlenmektedir [96].
Donatinin Paslanmasi:

Betonun igerisindeki celik, havayla temas eden celige kiyasla korozyondan daha

1yl korunmaktadir. Celik donatilar1 korozyondan koruyan ise ¢eligin en dis ortiisii
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(a) Temel oturmasi ¢atlaklar1 sematik (b) Asir1 sehim nedeniyle konsol

gosterimi (([96]’dan uyarlanmustir.) cikmalarda meydana gelen duvar

catlaklarinin sematik gosterimi
(([96]’dan uyarlanmustir.)

Sekil 3.23 Dolgu duvarlarda temel oturmasi ve sehim catlaklar

bir bagka degisle pas pay1r olmustur. Pas pay1 cepere en yakin donatinin, beton
dis yiizeyine kadar olan mesafesini tamimlamaktadir. Normal atmosferlerde pas
pay1 olarak 25mm kalinlik uygulanirken, endiistriyel bolgelerde 35mm, deniz
yapilarinda ise 70mm ya kadar kalinliklar kullanilmaktadir. Bu gerekliliklerin
saglanamadi81 senaryolarda ise beton igerisindeki celik paslanma sonrasi ilk
hacminin 6 katina kadar bir artis saglayabilmektedir. Bu genisleme pas payina stres
bindirerek betonda catlak olusumuna ve kismi dokiilmelere sebebiyet vermektedir
[96]. Sekil [3.24(a)’ da 6rnek bir korozyon dokiilmesi gosterilmistir.

Soguk Derzler:

Ayr1 zamanlarda dokiilen betonlarin arasinda rijit bir baglantinin olmamasi sonucu
goriilmektedin3.24(b). Farkli zamanda dokiimii gerceklestirilen beton tasiyicilarin
arasinda kalan kir, toz ve molozlarin kalmas1 sonucu yap1 taglar1 arasinda zayif

baglantilar olusur ve soguk derzlere sebebiyet vermektedir [96].
Rotre Catlaklari:

Beton sertlesirken olusan kimyasal reaksiyonlar ¢cok genis bir zaman periyodunda
meydana gelmektedir. Bu sertlesmis beton rotresi veya rotre olarak bilinen hacim
kii¢iilmesidir. Yap1 bu hacim degismesinin serbestce olusmasina direng gosterirse,

olusan gerilmeler beton kiitlenin ¢atlamasina neden olabilmektedir. Sekil [3.24(c).
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Bu catlaklar ¢ok ince dal ve hurdi dosemelerde, derz birakilmayan désemelerde,
donatisiz plaklarda daha fazla meydana gelmektedir. Bu durumlar1 6nlemek icin;
sertlesmis beton rotresinin miktari, erken yiiksek dayanimli ¢imento kullanilarak
azaltilabilmektedir. Verilen karigimin ve ¢imento cinsi,rotrenin oranim kiigiik bir
miktar azaltabilmektedir [96]].

(a) Korozyon gatlagl (b) Soguk derz gatlagl

Sekil 3.24 Korozyon, soguk derz ve rotre ¢atlagi rnekleri

Bir sonraki boliimde bu boliimde anlatilan hasarlarin gorsellerinin toplanmasina yer
verilmigtir. Toplanan verilerin ayristiritlmasi, veri seti on iglemleri, veri setinin
egitime hazirlanmast ve smiflandirma modellerinin yapilandirilmas: sirasiyla

anlatilmistir.
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4

EVRISIMLI SINIR AGLARI iLE HASAR
GORSELLERININ SINIFLANDIRILMASI

4.1 Veri Setinin Olusturulmasi

Calisma kapsaminda 8.041 goriintii toplanmugtir. Veriler 6 Subat Kahramanmarag
ve Hatay depremleri sonrasinda cekilen gorsellerden elde edilmistir (Sekil [.T).
Deprem sonrasi yapilan saha ¢aligmalarinda betonarme yapilarda bulunan gelen
kolon, kiris ve perde gibi yapida tasiyici nitelikteki elemanlarda olusan yapisal
hasarlar ile birlikte dolgu duvarlar gibi yapisal olmayan elemanlarda olusan hasar
goriintiileri alana gonderilen bilirkisi gruplar: tarafindan toplanmistir. Bu goriintiiler
Giiray Arslan ve ekibi tarafindan elde edilmistir. Ek olarak deprem bolgesinden
cekilmis saha gorsellerinde Zafer Kiitiig arsivinden de yararlanilmigtir. Bununla
birlikte Cevre ve Sehircilik Bakanligi’nin “hasartespit.csb.gov.tr” sitesinden,
yapilarin i¢ mekanlarindan deprem hasarlar1 goriintiileri de veri setine dahil

edilmistir. Bu islemler calismanin akig semasinin 1 numarali adiminda
gosterilmistir (Sekil 4.2).

6 Subat Depremi (hasartespit.csb.gov.tr)
I 6 Subat Depremi (saha fotograflan)
EEE Diger Depremler
B Hasarsiz Gorseller

Sekil 4.1 Verilerin toplanma sekillerine gore dagilimi

Ancak gorsellerin cogu yetersiz kalite, anlamli hasar barindirmama, dis mekan

icerme ve korozyon gibi deprem temelli hasarlar icermemekten kaynakli toplanan
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gorsellerde gozlem yoluyla ayristirmaya bagvurulmustur. Toplanan gorsellerden
elenmis olan bazi gorseller gosterilmistir (Sekil 4.5). Bu ayrigtirmanin sonucunda
calismadan kullanacak veri setinin gorsel sayisi 953 olmustur. Bu veri setinin

kullanilan kaynaklara gore dagilimi Sekil {.1] de gosterilmistir. Bu islem akis
semasinin 2 numarali adiminda gosterilmistir (Sekil 4.2)).

1 Verilerin Elde Edilmesi

- Ham Veri
Hasar Tespit Sitesi -—==
Havuzu

3 Verilerin On Hazirhg ve Artirilmast

==

4 = — - = Saha Fotograflart

Kirpma islemi

v

4

Coziiniirlik Esitleme
2 Verilerin Ayristiriimas:

Kullanilamaz

4

Déniistiirme

[
[ o

Yeniden Isimlendirme

- g —

Etiketleme

islenmis Veri Havuzu

%BO—L%ZO

Egitim Setinin Olusturulmasi

Hasarl
5 hasar
tiirii nedir ?

Test Setinin Olusturulmast

4 Egitim ve Test Setlerinin Hazirlanmasi N
k-fold gapraz
dogrulama

v %20

| Test Seti |

§ Modelin Egitilmesi
ve Degerlendirilmesi

Alexnet (TF) «—— VGG19 (TF)

Hiperparametre

Simif Aktivasyon
Haritas1 (CAM)
1

Modelin

Modelin Egitilmesi Model Degerlendirilmesi g do\g;:'él‘llllgu
seviyede mi ?

==

( J Google Colab

Sekil 4.2 Calismanin akis diyagrami
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4.2 Verilerin Ayristirilmasi

Toplanan veriler, smiflandirma gorevi i¢in oldukca karmasiktir.  bu durum
istenen siniflandirma gorevinin basariyla gerceklestirilebilmesi ic¢in verilerin
temizlenmesini zorunlu kilmaktadir. Bu temizlik siireci, belirlenmis amaclara
ulasmay1 hedefleyen ozel sorularla yiiriitiilmektedir. 1lk olarak, veri setindeki
anomali veya aykiriliklarin belirlenmesi icin hangi kriterlerin kullanilacagina
karar verilmesi gerekmektedir.  Ardindan, smiflandirma gorevi i¢in Onemli
olan oOzelliklerin belirlenmesi ve bu Ozelliklerin eksik veya yanlis verilerle
nasil basa ¢ikilacaginin belirlenmesi gerekmektedir. Temizleme siireci, veri
setinin biitiinliigiinii saglamak, giivenilir sonuclar elde etmek ve smiflandirma
algoritmalarinin etkin bir gsekilde calismasim1 saglamak amaciyla dikkatlice
yonetilmelidir. S6z konusu yapisal hasarlar1 barindiran gorsellerin bilgisayarl
gorii teknolojilerinde kullanilmasi oldugunda, resimlerin ¢ekim acilari, ¢ekim
mesafeleri ve vurgulanan objelerin farklilig1 gibi diizensiz ve kontrol edilemeyen
faktorlerinden dogan katmanli Oznitelikleri olugsmaktadir. Gao ve Mosalam [61]
yapisal hasarlar1 tanima, tespit etme, degerlendirme ve siniflandirma gibi farkh
gorevleri gerceklestirirken gorsellerin Ozniteliklerine gore hangi goreve uygun
olduklarin1 sistematik bir bicimde gosteren bir hiyerarsi agaci olusturmuslardir.

Bu hiyerarsi agacinin ¢aligmada izledigi yol turuncu renkte Sekil B3] de temsil

edilmistir.
R S
o) (o) )

l Striiktiir derecesi ise;
l 4 ¢
I IS R 250 I IS R T ‘
1
o) () (pon) (=)} (o) (omt) o)) ) ()G ) oo (=)

____________________ e e

Piksel derecesi degilse ise:
dokiilme durumu yikilma durumu

. 1
* 1 Lok yikilma/ | yikilma |

________ Lo .
1 R T !
) (Dokitme var) ((okatmeyok )

R ! hasar konumlandirma

Sekil 4.3 Hasar hiyerarsi agact

Bu sisteme gore yapisal goriintiiler piksel, obje ve striiktiir olmak iizere ii¢

50



farkli kompozisyona sahiptir. Bu iceriklerin her biri, farkli goriintii isleme
modellerine uygun ¢aligmaktadir. Ornek vermek gerekirse, cok yakin mesafeden
cekilmis ve yapisal elemanlarin bir kismini igeren goriintiiler piksel diizeyinde
degerlendirilmelidir. ~ Bu goriintiiler malzeme tespitinde ve hasarin fiziksel

boyutunda daha cok soz sahibidir.

il

(a) Piksel Sahnesi (b) Nesne Sahnesi (c) Striiktiir Sahnesi

Sekil 4.4 Gao ve Mosalam’ 1n sahne siniflandirmasi 6rnegi

Ote yandan cekilen goriintii yapimin kendisini, striiktiiriinii ya da birden cok
elemanini igeriyorsa yapinin tiirli ya da yapmn yikilma seviyesi hakkinda daha
fazla bilgi iretebilmektedir. Sekil[d.4] de bu sahnelerin 6rneklerine yer verilmistir.

Calismada kullanilan veri seti, piksel ve nesne sahnelerinden olugsmaktadir.

Gao ve Mosalam [61] hiyerarsi agacindan yola ¢ikarak, yapisal ve yapisal olmayan

goriintiilerin ayristirillabilmesi icin verilere sirasiyla asagidaki sorular sorulmustur:

* Gorsel hasar iceriyor mu ?
* Hasarl goriintiiniin sahne derecesi nedir ?

* Hasarli goriintiiniin hasar tiirii nedir ?

Sorularin neticesinde gorseller ayiklanmis ve yetersiz kalite, anlamli hasar
barindirmama, dis mekan icerme ve korozyon gibi deprem temelli hasarlar
icermemekten kaynakli gorseller gézlem yoluyla yazarlar tarafindan ayristirilmistir.
Toplanan gorsellerden elenmis olan bazi gorseller gosterilmistir (Sekil @#.5). Bu
ayristirmanin sonucunda c¢alismadan kullanacak veri setinin gorsel sayis1 953
olmustur. Bu veri setinin kullanilan kaynaklara gore dagilimi Sekil @.1] de

gosterilmigtir.

Veri setinin 435’1 yapisal deprem hasarlari, 518’1 ise yapisal olmayan deprem
hasarlar1 igermektedir. Sekil 4.6] de bu dagilim gosterilmektedir. Sekil {.6(b)
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Sekil 4.5 Toplanan verilerde kullanilamayan goriintiiler

gorselinde, 435 betonarme yapisal eleman hasari goriintiisiinden 271 adet kolon, 58
adet kiris, 80 adet perde kolon ve 26 adet ise kolon ve kirig birlesim elemanlarinin
hasar goriintiileri oldugu dairesel grafik ile temsil edilmistir. Ayni sekilde Sekil
B.6(c) gorselinde ise 518 yapisal olmayan hasar gorintiisiinden 223 adet dolgu
duvar catlagi, 202 adet siva ve ¢esitli kaplama dokiilmeleri, 52 adet parcalanma
ve 41 adet karma hasar goriintiisii gosterilmistir. Deprem hasar1 olmayan rotre
catlaklari, korozyon temelli hasarlar veri setine dahil edilmemistir. Veri setinin
icinde bulunan hasar cesitleri Sekil de gosterilmigtir. Bu islem akis semasinin
2 numarali adiminda gosterilmistir 4.2}

m Kolon Catlak
K Dokillme
Bl Yapisal Eleman Hasarlari B Perde Parcalanma
Yapisal Olmayan Eleman Hasarlan Birlesim(Kolon-Kirig) Karma(Hepsi)
(a) Verilerin siniflarina gore (b) Veri seti icerisindeki (¢) Veri seti igerisindeki
dagilimi yapisal hasarlarin hasar tiirii yapisal olmayan hasarlarin
dagilimi hasar tiirti dagilimi

Sekil 4.6 Ayristirilan gorsel verilerin iceriklerine gore dagilimi
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Birlesim Hasarlari Kolon Hasarlari Kiris Hasarlar

Perde Hasarlar:

Par¢alanma Dékiilme Catlak

Karma

(b) Veri seti igerisindeki yapisal olmayan hasar 6rnekleri

Sekil 4.7 Veri seti hasarlarinin 6rnek gorselleri
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4.3 Veri Setinde On Hazirhk Islemleri

Toplanan verilerin igerisinde deprem hasarlar1 hem sayisal olarak hem de konumsal
olarak degiskenlik gostermektedir.  Evrisimli algoritmalarin 6zellik ¢ikarim
stireclerinde katman sayisim1 azaltmak ve algoritmanin daha verimli ¢aligmasini
saglamak amaciyla toplanan resimler yalnizca hasarlar icerek sekilde kirpilmugtir.
Evrigimli sinir aglarinin simetrik matris kabul etmesinden dolay1 resimler 1x1
oraninda kirpilmigtir.  Sekil B.8] de o6rnek kirpma iglemi gosterilmistir. Kaynak
gorsellerin ¢oziiniirliigiine bagh olarak farkli ¢oziiniirliiklere ait yeni kirpilmig
gorseller elde edilmistir. Girdi gorsellerde yeniden boyutlama yaparak biitiin
gorsellerin ¢oziintirligliniin 512x512 olmasi saglanmigtir. Ardindan, veri setinde
farkli uzantili gorseller var ise hepsi ".jpg" uzantisina doniistiiriilmiis ve gorseller

yeniden isimlendirilmistir.  Bu islem akis semasmnin 3 numarali adiminda
gosterilmistifd.2]

Sekil 4.8 Veri 6n hazirlik islemi

4.3.1 Veri artirma isleminin uygulanmasi

Depremler sonrasinda yapilan saha calismalar1 ve hasar tespit sitesi goriintiilerinin
toplanmasindan sonra elde edilen kullanilabilir verinin azligi algoritmanin dogru
calismasini engellemektedir. Bu sebeple veri setinin hem yapisal hem de yapisal
olmayan hasar gorsellerine, fotografin olusturulma yoniine dikkat edilecek sekilde
dikey aynalama yoOntemi uygulanmistir. Bu yoOntemle beraber yaklasik 45°
aciyla gelen sismik catlaklarin ve diger kesme hasarlarinin deprem hasar1 olma
niteliklerini kaybetmeden veri artirma islemi gergeklestirilmistir. Sekil @.9] de bir
veri artirma islemi gosterilmistir. Bu islemden sonra veri setindeki gorsellerin

sayist 1.715" e yiikselmistir. Bu islem akis semasinin 3 numarali adiminda
gosterilmistir(Sekil 4.2).
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Sekil 4.9 Veri aynalama iglemi 6rnegi

4.3.2 Veri Seti Etiketlemesi

Calismada, denetimli (supervised) 68renme yOntemini uygulayan bir yapay sinir
ag1 modeli kullanilmistir. Model, dogru ciktiy1 iiretebilmek icin etiketlenmis
verilere ihtiyac duymaktadir. Bununla birlikte, modelin 68renmesi gereken
desenleri etiketler ile eslestirmesi istenilen gorevi basartyla gerceklestirebilmesinde
kritik bir rol oynamaktadir. Bu sebeple, veri setindeki gorseller "yapisal"
ve "yapisal olmayan" olarak iki farkli etikette yazar tarafindan denetlenilerek
diizenlenmigtir. Modelin betiginde tiirk¢e karakter sorunu yasamamak amaciyla

etiketler “structural” ve “non-structural” olarak degistirilmistir.

4.4 K-Fold Capraz Dogrulama Yontemiyle Egitim Setinin

Ayarlanmasi

Giintimiizde, makine 68renimi modellerinin e8itimi ve performans degerlendirmesi
stirecleri, veri setlerinin egitim, test ve dogrulama olmak {iizere iic ayr alt
kiimede ayrilmasiyla gerceklestirilmektedir. Bu bolme stratejisinin temel amaci,
modelin egitim verisi lizerindeki performansinin 6tesinde, daha 6nce gérmedigi veri
kiimeleri iizerindeki genelleme yetenegini degerlendirmek ve modelin gergek diinya
verilerine ne kadar iyi uyum saglayabilecegini anlamaktir. Bu nedenle, veri setinin
bu ii¢ alt kiimeye ayrilmasinda 6nemli sebepler bulunmaktadir.

Ik olarak, egitim verisi olarak adlandirilan alt kiime, modelin temel dgrenme
stirecinin gerceklestirildigi ve parametrelerin ayarlandig1 veri setini icermektedir.
Bu veri seti, modelin genel strateji ve Ogrenme kurallarini olusturmaktadir.
Ardindan, test verisi olarak belirlenen alt kiime, modelin egitildigi veri setinden
farkli ancak gercek diinya kosullarini yansitan bir veri kiimesini temsil etmektedir.

Modelin test verisi iizerindeki performansi, genelleme yetenegini ve gercek diinya
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verilerine adaptasyonunu degerlendirmede kritik bir rol oynamaktadir. Son olarak,
dogrulama verisi adin1 alan alt kiime, modelin hiperparametre ayarlamasi ve asiri
uyumu engelleme amaciyla kullanilmaktadir. Modelin egitim verisine asirt uyum
yapmasini onlemek ve daha genel bir yapiya sahip olmasini saglamak i¢in, modelin
performansi dogrulama verisi iizerinde izlenmektedir. Bu ayrim stratejisi, makine
O0grenimi modellerinin daha giivenilir, genel ve gercek¢i sonuglar elde etmelerine
katkida bulunmaktadir.

Veri setinin egitim, test ve dogrulama olarak ayrilmasi, modelin egitimi ve
performans degerlendirmesi icin ©Onemli bir adimken, bu siirecin daha da
tyilestirilmesi i¢in k-fold capraz dogrulama yontemi kullanilmaktadir. Bu yontem,
veri setini egitim ve test olarak ayirdiktan sonra egitim verisini rastgele k alt
gruba boler ve her alt grup sirayla dogrulama veri seti olarak kullanilirken, geri
kalan alt gruplar birlestirilerek egitim veri setini olusturmaktadir. Bu adim,
modelin farkli veri kesitlerine kars1 nasil tepki verdigini anlamak ve genelleme
yetenegini giivenilir bir sekilde degerlendirmek icin veri setini ¢esitli alt gruplar
izerinde test etme imkan1 saglamaktadir. Her bir dogrulama asamasinda elde edilen
performans Olctimleri kaydedilir ve k defa tekrarlanarak modelin genel performansi
belirlenmektedir. Bu sayede, modelin performansinin ne kadar degisken oldugunu
gosteren standart sapma gibi istatistiksel degerler de elde edilebilmektedir. K-fold
capraz dogrulama, modelin egitim verisi lizerinde agirt uyum yapmasini engeller
ve gercek diinya verilerine daha saglam bir sekilde uyum saglamasina yardimci
olmaktadir. Bu yontem, makine 6grenimi modellerinin giivenilir, genel ve
gercekci sonuglar elde etmelerine katkida bulunan onemli bir stratejidir. Sekil
B.I0r de g¢aliymada kullamilan veri setinin k-fold ¢apraz dogrulama yontemiyle

gruplandirilmasi gosterilmistir.

| Veri Seti |

| |

dogrulama egitim
—
[
o _____.
[
e ettt kayip i
P L r | (kp) =1
B e CE T
oo _____.
ity
1 Test Seti . fold5 > kp(5)
o _____.

Sekil 4.10 K-fold capraz dogrulama islemi sematik gosterimi

vl

Sekilde k-fold capraz dogrulama islemi "k=5" olacak sekilde gerceklestirilmistir.
Burada veri seti %80 egitim, %20 test olmak iizere ikiye ayrilmistir. Egitim seti
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bes ayr1 parcaya boliinmiistiir. Bu pargalar sirasiyla her bir katlama(fold) turunda
dogrulama kiimesi olarak modele giris yapmiglardir. Her turda geri kalan gruplar
ise egitim veri seti olarak gorev almiglardir. Boylece model bes farkli dogrulama ve
egitim grubu olan veri seti varyasyonlari ile egitime girmis, olusan hata puanlarinin

ortalamasi alinarak modelin giivenilirligi artirilmistir.

4.5 Smiflandirma Modelinin Yapilandirilmasi

Bu tez calismasinin temel amaci, betonarme binalarda meydana gelen deprem
hasarlarini, yapisal elemanlarda ortaya c¢ikan hasarlar ve yapisal olmayan
elemanlardaki hasarlar olmak iizere iki ana kategoride siniflandirmaktir. Verilerin
ayristirmast bashigir altinda bahsedilen hiyerarsi agmma gore verileri hasarin
tiriine gore siiflandiran bir model gelistirilmistir.  Modelin bu simiflandirmayi
gerceklestirirken beton dokiilmesi, donati agiga cikmasi, catlak goriiniimii, donati
burkulmasi, siva c¢atlagi, tugla duvar catlagi gibi ayrintilara odaklanarak bu hasar
ortintiilerini 68renmesi ve tanimlamasi hedeflenmistir. Derin sinir a8lari, veri
tizerinden 68renme yetenegine sahip olup farkli veri setleri lizerinden tahmin
yapabilen algoritmalardir. Bu nedenle, elde edilen verileri kullanarak algoritmanin
egitilmesi ve test edilmesi amaciyla veri setleri olusturulmustur. Calismada

kullanilan veriler, %80’1 egitim ve %20’si test olacak sekilde ayrilmistir.

Bu calisma, betonarme binalarin deprem sirasinda maruz kaldiklar1 hasarlar
yapisal ve yapisal olmayan eleman hasari olarak siniflandirma amaciyla gelistirilmis
modellerin bagarisin1 bu gorev iizerinde karsilastirmay1 hedeflemektedir. Bu hedef
dogrultusunda, programlama dili olarak Python kullanilmigtir. Calismada, Python
programindaki cesitli kiitiiphanelerden, ozellikle DO uygulamalar1 icin tercih
edilen Keras ve Pytorch kiitiiphaneleri kullanilmigtir. Algoritma statik bilgisayar
bilesenlerine bagh kalinmadan, Google Colab ortaminda T4 GPU kullanilarak

gelistirilmis ve sonuglari test edilmistir.

DO modellerinin performansi veri sayisina bagl olarak degismektedir. Bu
baglamda, elde edilen veri sayilar1 tek bir modeli bastan egitmek icin yeterli
olmadigindan, Transfer Ogrenme yontemine bagvurulmustur. Transfer 6grenme
sayesinde, her parametrenin 6grenilmesine vakit harcanmadan baglangi¢ agirliklar
hazir alinmis ve 68renilmesi gereken parametre sayist azaltilmistir. Calismada,
literatiir taramasinda Tablo 2.3] te, kullanim sikligi ve basarimu yiiksek olan
AlexNet modeli ve VGG19 modelleri kiyaslama yapilabilmesi i¢in tercih edilmistir.
Veri sayisina bagl olarak modellerin basarisini artirmak amaciyla, mevcut veriler

tizerinden veri artirma iglemi gerceklestirilmistir. ~ Algoritmanin odaklanmasi
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gereksiz detaylar elimine edilerek saglanmis, hasar goriintiilerinde bulunan ev veya
isyeri icindeki nesneler (duvar kagidi, tablo, ¢icek vb.) kirpilarak modelin sadece
hasarin sekline ve derinligine odaklanmasi saglanmistir. Kirpilan resimler yeniden
boyutlandirilarak girdi goriintiilerin boyutu 512x512x3 olarak giincellenmistir. Veri
izerine biitiin bu 6n islemler yapildiktan sonra Keras ve Pytorch Kkiitiiphaneleri
Colab ortaminda not defterine yiiklenmis ve ilk olarak transfer 6grenmeli AlexNet

modeli secilmistir.

AlexNet modeli ardisik (sequential) bir modeldir. Ardisik modeller, siralt bir dizi
sinir ag1 katmanlarindan olusmaktadir. Tablo {.1] da modelin katmalarina , filtre
boyutlarina ve cikig tiirlerine yer verilmistir. Daha sonra, VGG mimarilerinden

transfer 6grenmeli VGG-19 modeli se¢ilmistir.

Tablo 4.1 AlexNet mimarisi katman tablosu

Katman Tipi Cikis Sekli Parametreler
0  Girig Katmani [1, 3, 224, 224] -
1 Evrisim Katmani [-1, 64, 55, 55] 23,296
2 ReLU [-1, 64, 55, 55] 0
3 Maksimum Havuzlama Katmani [-1, 64,27, 27] 0
4 Evrisim Katmani [-1, 192,27, 27] 307,392
5 ReLU [-1, 192, 27, 27] 0
6  Maksimum Havuzlama Katmani [-1, 192, 13, 13] 0
7  Evrisim Katmani [-1, 384, 13, 13] 663,936
8 ReLU [-1, 384, 13, 13] 0
9  Evrisim Katmani [-1, 256, 13, 13] 884,992
10 ReLU [-1, 256, 13, 13] 0
11 Evrisim Katmani [-1, 256, 13, 13] 590,080
12 ReLU [-1, 256, 13, 13] 0
13  Maksimum Havuzlama Katmani [-1, 256, 6, 6] 0
14 Adaptif Ortalama Havuzlama Katman1  [-1, 256, 6, 6] 0
15 Seyreltme Katmani [-1,9216] 0
16 Tam Baglanti Katmani [-1,4096] 37,752,832
17 ReLU [-1, 4096] 0
18 Seyreltme Katmani [-1, 4096] 0
19 Tam Baglanti Katmani [-1, 4096] 16,781,312
20 ReLU [-1, 4096] 0
21 Tam Baglanti Katmani [-1, 2] 8,194
22 Simiflandirma Katmani [-1, 2] 0

VGG-19 modeli de ardisik (sequential) bir modeldir. Tablo 4.2} da modelin
katmalarna , filtre boyutarina ve ¢ikis tiirlerine yer verilmistir. Ancak her iki siral
modelde 1000 smiflt islemler i¢in egitilmis modellerdir. Bu nedenle modellerin

siniflandirma yapan katmaninin parametreleri, yalnizca iki sinifli islem yapacak
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sekilde revize edilmis ve diger parametreleri dondurulmustur. Modellerin katman

tablolarinin simiflandirma katmam satirinda ¢ikis seklinin boyutunda bu durum

gosterilmigtir.
Tablo 4.2 VGG-19 mimarisi katman tablosu

Katmanlar Cikis Sekli Parametreler
0  Girig Katmani [1,3,224,224] -
1 Evrisim Katmani [-1,64,224,224] 1,792
2 Relu [-1,64,224,224] 0
3 Evrisim Katmam [-1,64,224,224] 36,928
4 Relu [-1,64,224,224] 0
5  Maksimum Havuzlama Katmam [-1,64,112,112] 0
6  Evrisim Katmani [-1,128,112,112] 73,856
7  Relu [-1,128,112,112] 0
8  Evrisim Katmam [-1,128,112,112] 147,584
9 Relu [-1,128,112,112] 0
10 Maksimum Havuzlama Katmani [-1,128,56,56] 0
11 Evrisim Katmani [-1,256,56,56] 295,168
12 Relu [-1,256,56,56] 0
13 Evrisim Katmani [-1,256,56,56] 590,080
14 Relu [-1,256,56,56] 0
15 Evrisim Katmani [-1,256,56,56] 590,080
16 Relu [-1,256,56,56] 0
17 Evrisim Katmani [-1,256,56,56] 590,080
18 Relu [-1,256,56,56] 0
19 Maksimum Havuzlama Katmani [-1,256,28,28] 0
20 Evrisim Katmani [-1,512,28,28] 1,180,160
21 Relu [-1,512,28,28] 0
22 Evrisim Katmani [-1,512,28,28] 2,359,808
23 Relu [-1,512,28,28] 0
24 Evrisim Katmani [-1,512,28,28] 2,359,808
25 Relu [-1,512,28,28] 0
26 Evrisim Katmani [-1,512,28,28] 2,359,808
27 Relu [-1,512,28,28] 0
28 Maksimum Havuzlama Katmani [-1,512,14,14] 0
29 Evrisim Katmani [-1,512,14,14] 2,359,808
30 Relu [-1,512,14,14] 0
31 Evrisim Katmam [-1,512,14,14] 2,359,808
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32 Relu [-1,512,14,14] 0
33 Evrisim Katmam [-1,512,14,14] 2,359,808
34 Relu [-1,512,14,14] 0
35 Evrisim Katman [-1,512,14,14] 2,359,808
36 Relu [-1,512,14,14] 0
37 Maksimum Havuzlama Katmani [-1,512,7,7] 0
38 Adaptif Ortalama Havuzlama Katmani [-1,512,7,7] 0
39 Tam Baglanti Katmani [-1,4096] 102,764,544
40 Relu [-1,4096] 0
41 Seyreltme Katmani [-1,4096] 0
42 Tam Baglant1 Katmani [-1,4096] 16,781,312
43 Relu [-1,4096] 0
44  Seyreltme Katmani [-1,4096] 0
45 Tam Baglant1 Katmani [-1,2] 8,194
46 Simiflandirma Katmani [-1,2] 0

Veri modellemesinde kullanilan veri miktarinin fazla olmasi, zaman ve bilgisayar
performansi agisindan sorun teskil etmektedir. Bu nedenle toplanan veriler
belirli gruplara ayrilarak islenmektedir. Grup sayisini belirleyen yigin boyutu
(batch size), genellikle 2’nin katlar1 seklinde 2, 4, 8, ..., 512 sayilar1 arasindan
secilmektedir. Modelin optimize edilmesi i¢in en uygun deger olan 32 sec¢ilmistir.
Egitimin etkin bir sekilde gerceklesmesi igin veriler modele bir kez degil,
birden fazla kez sunulmaktadir. Bu devirlerin sayis1 devir miktar1 (epoch)
parametresi ile belirlenmektedir. Epoch degeri, yetersiz segilirse basarili bir model
elde edilmeyebilmekte; asir1 secilirse ise ag asir1 uyum(overfitting) egiliminde
olabilmektedir. ~ Bu dogrultuda modeller olusturulurken farkli c¢aligmalarda
kullanilan epoch degerleri incelenmis ve epoch degeri 100 olarak belirlenmistir.
Bir modelin parametrelerinin giincellenme hizini belirleyen 6grenme hizi(learning
rate), genellikle 0,1 ile 0,000001 arasinda bir deger almaktadir. 0,1 gibi biiyiik
degerler ile baglandiginda 68renme egrisinin kararsiz hareketleri tespit edilmistir.
Tablo[.3] de 6grenme hizlarmin kargilastirilmasina yer verilmistir. 0,000001 degeri
gibi kiicik bir deger secildiginde ise egitim siireleri uzamaktadir. Bu nedenle

ogrenme hiz1 degeri ¢aligmanin modellerinde 0,001 secilmigtir.
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Tablo 4.3 Caligsmada kullanilan modellerin parametreleri

Parametreler Model-1 Model-2
Transfer Ogrenme Modeli AlexNet VGG-19
Giris Boyutu [3, 224, 224] [3, 224, 224]
Y181in Boyutu (batch size) 32 32
Dongii(Epoch) 100 100
Optimizasyon Fonksiyonu Adam Adam
Degerlendirme Yontemi Accuracy Accuracy
Aktivasyon Fonksiyonlari ReLU, Softmax ReLU, Softmax
Kayip(Loss) Fonksiyonu NLLoss NLLoss
Ogrenme Hizi 0,001 0,001
K-Fold Capraz Dogrulama Degeri 5 5

Evrigsimli katmanlarda ve smiflandirma katmaninda kullanilan aktivasyon
fonksiyonlari, dogrusal olmayan verileri afin anlayabilecegi formata
doniistiirmektedir. Onceki arastirmalarda basarili sonuglar elde edilmesini saglamig
ReLU aktivasyon fonksiyonu evrisimli katmanlarda yaygin olarak tercih edilirken,
siniflandirma katmaninda ise iki sinifli simiflandirma problemleri i¢in Softmax
aktivasyon fonksiyonu sik¢a kullanilmaktadir. Dolayisiyla ¢aligmada kullanilan
modellerde bu aktivasyon fonksiyonlar1 kullanilmistir. Modelin tahminlerindeki
hata oranini belirlemek i¢in kayip (loss) fonksiyonlar1 kullanilmaktadir. Bu
calismada, en uygun hata ol¢iimii olarak Negative Log-Likelihood fonksiyonu
secilmistir. Hatanin minimuma indirilmesi i¢in her epoch sonunda ag1 giincelleyen

optimizasyon fonksiyonu olarak Adam tercih edilmisgtir.

Her dongiiniin sonunda elde edilen hata ve dogruluk oranlarini degerlendirmek i¢in
dogruluk (accuracy) metrigi kullanilmistir. Bu metrik, algoritmanin performansini
degerlendirmek i¢cin 6nemli bir Olciit olusturmaktadir. Tablo, modellerin ¢calismada
kullandiklar1 parametreleri gostermektedir(Tablo[.3). Bu parametreler kullanilarak
modeller egitilmistir.  Bir sonraki boliimde, k-fold yontemiyle olusmus veri
setlerinin her birinin egitim sonuglari, ve karmagiklik matrislerine yer verilmistir.
Bununla birlikte, model basarimlar1 Simif Aktivasyon Haritalar1 (SAH) ile test
edgilmistir. Daha sonra test gorsellerinin renk kanallarinin tespit puanina etkisi

gozlemlenmisgtir.
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BULGULAR

Egitim ve test verileri ayni yolu izleyecek sekilde yukarida gosterilen parametrelere
sahip modellere ayr1 ayr1 verilmis ve egitilmisti. ~ Modellerin egitim ve
dogrulama agamasini tamamladiktan sonra elde edilen sonug grafikleri Sekil [5.1]

de gosterilmistir.
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Sekil 5.1 Her bir turda elde edilen maksimum bagar1 ve minimum kayip degerleri

Sekil [5.1] grafigi; modellerin egitim verisini ¢apraz dogrulama yapilmig bir
sekilde egitildigini, egitiminin dogruluk degerini ve kayip fonksiyonu degerini
gostermektedir. Bu grafikten yola cikarak egitim siirecinin sonunda her bir
turda(fold) sonuglar kaydedilmis ve Sekil da gosterildigi gibi aritmetik
ortalamas1 alinarak nihai sonuglara ulagilmistir. Bu sonuclara gére AlexNet modeli
egitiminin ortalama dogruluk degeri %97.04(0.9704) iken VGG-19 modelinin
egitimi ortalama dogruluk degeri %90.96(0.9096) olarak sonuclanmistir. Ayni
sekilde, AlexNet modeli egitiminin ortalama kayip degeri %8.19 (0.0819),
VGG-19 modeli egitiminin ortalama kayip degeri ise %21(0.2116) olarak

kaydedilmistir. Her iki model de, %90’ 1n lizerinde bagsarima ulagsmistir. Modellerin
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ortalama basarimlarina ve kayip degerlerine en yakin fold sonuglart Sekil [5.2]de

gosterilmisgtir.

Sekil [5.2fa) grafiklerinde, her dongiide egitim ve test veri setlerinden elde
edilen bagar1 degerlerini gostermektedir. AlexNet modelinin ilk dongiide elde
edilen en diisiik e8itim basaris1 %84,85 (0.8485) iken en yiiksek egitim basarisi
9%97.41 (0.9741)’dir. Buna karsin, VGG-19 modelinin ilk epochta elde edilen en
diisiik egitim basarist %83.56 olup en yiiksek egitim basaris1 %90.40 (0.9040)
olarak kaydedilmistir. Sekil [5.2)b) grafiklerinde ise, her dongiide egitim ve test
veri setlerinden kaydedilen kayip degerlerini yansitmaktadir. Her bir dongiide,
algoritmaya verilen tiim verilerle hata degerleri hesaplanmakta ve geri yayilim
algoritmasiyla secilen optimizasyon fonksiyonu, hata oranimi en aza indirmek
icin ag1 giincellemektedir. AlexNet modelinin Ik dongiide, egitim setinden elde
edilen en yiiksek kayip oram1 %28.67 (0.2867) iken en diisiik kayip orani%7.60
(0.0760)’dir.  Bununla birlikte VGG-19 modelinin ilk dongiide elde edilen
en yiiksek kayip oram1 %32.10(0.3210) iken en disiik kayip oram1 %23.90
(0.2390)’d1r. Ttim bu verilere baktigimizda, algoritmalarin egitimi basari bir sekilde
gerceklesmistir. Ancak dogruluk grafigine karsilagtirmali baktigimizda ise AlexNet
modelinin VGG-19 modeline gore daha bagarili oldugu sonucuna varilmistir. Bu

durum sonug boliimiinde detayh bir sekilde tartisilacaktir.
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(b) Modellerin her dongii sonrasi elde ettigi kayip degeri

Sekil 5.2 Egitim sonuglart kargilagtiriimasi
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Tablo [5.Ifde gosterilen degerler, her bir egitim turunda 100 dongiilik
egitimin en Yyiilksek dogruluk degeri vermis olan dongiisiiniin sonucudur.
Ornek vermek gerekirse, ilk turda(fold01) %90.90 dogruluk degerinin alindi§1
dongii, 100 dongiilik bir egitimde 84. dongii olarak saptanmistir.  Tablo
[[.T3] deki kavramlar dogrultusunda, karmagiklik matrisit(KM) modellerin
hassasiyet(precision), keskinlik(recall) ve f-olciitii(f-score) degerleri hesaplanmig

ve tabloda gosterilmistir.

Tablo 5.1 En yiiksek dogruluk dongiisiindeki karmagiklik matrisi degerleri

Fold Model KM/Dongii DP YN YP DN Keskinlik Hassasiyet F-olciitii

Fold01 AlexNet 89/100 161 5 11 129 0.969 0.936 0.952
Fold01 VGG-19 84/100 158 8 17 123 0.951 0.902 0.926
Fold02 AlexNet 67/100 156 10 1 138 0.939 0.993 0.965
Fold02 VGG-19 85/100 150 16 11 128 0.903 0.931 0.917
Fold03 AlexNet 81/100 151 15 3 136 0.909 0.980 0.943
Fold03 VGG-19 73/100 160 6 12 127 0.963 0.930 0.946
Fold04 AlexNet 61/100 161 4 14 125 0.975 0.920 0.947
Fold04 VGG-19 84/100 158 7 10 129 0.957 0.940 0.948
Fold05 AlexNet 91/100 163 2 6 133 0.987 0.964 0.976
Fold05 VGG-19 96/100 162 3 16 123 0.981 0.910 0.944

5.1 Modellerin Basarimlarimn Simf Aktivasyon Haritas1 Ile
Test Edilmesi

Egitimin sonunda, modeli test etmek icin test veri seti her iki modele de girdi olarak
verilmistir. Asagida AlexNet modelinin dogru tahmin ettigi test verilerinden bir
kac1 gosterilmistir. AlexNet mimarisinin 6zellik ¢ikarma boliimii Tablo de
gosterildigi iizere 12 adet katmandan olugsmaktadir. Bu sebeple sekilde, modelin
son katmanimna kadar belirli araliklarda secilmis katmanlara Simif Aktivasyon
Haritasi(Class Activation Map) yontemi uygulanmig ve Ozellik cikartma islemi
yapilirken modelin o asamada pikselleri hangi siddette kullandigina bakilmisgtir.
Bagka bir degisle, gorselin hangi sinifa ait olduguna karar verme siirecinde, hangi
Oriintiiniin daha baskin kullanildigin1 bu haritalar belgelemektedir. Test gorselleri
altinda dogru tahmin edilen sinif etiketleri ve tahmin puanlari yesil kutu icerisinde
Sekil[5.3] de gosterilmistir.

Ayni yontemle, Asagida, VGG-19 modelinin test veri seti icerisinden, sinifin1 dogru
tahmin ettigi gorseller gosterilmistir. Tablo #.2] de gosterildigi tizere VGG-19
modelinin 6zellik ¢ikarma islemi 36 katmandan olugsmaktadir. Bu sebeple Sekil
[5.4] te modelin son katmanina kadar belirli araliklar ile se¢ilmis katmanlara Sinif

Aktivasyon Haritasi(SAH) yontemi uygulanmistir.
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Test Gorseli 1. Katman 4. Katman 8. Katman 12. Katman 24. Katman 36. Katman

%

apisal 0.990 Yojunluk

Sekil 5.3 AlexNet modelinin dogru siniflandirdig test gorselleri

Sekil [5.5] de gosterildigi iizere; modellerin dogru tahmin ettigi gorseller ile
o gorsellerin her bir modelin 6zellik ¢cikarma asamasindaki son katmanindan
elde edilen SAH verilerinin iist iiste getirilerek c¢akistirmast sergilenmistir.
Gorsellerin simiflandirilirken tetiklendigi yogunluk siddetleri bolgeleri, modeller
arasinda farklilik gostermektedir. Seklin {iclincii asamasinda, goriintiilerin pozitif
sonu¢ elde etmesinde rol oynayan gorsel desenler goriilmektedir. (b.1), (c.1)
ve (d.1) gorsellerindeki desenler, aynmi kaynaktan ¢ikan VGG-19 modelinin
sonucuna kiyasla hasarlarin kimliklerini olusturmasi acisindan gercege daha yakin
bulunmustur. Ote yandan (e.2) ve (f.2) gorsellerindeki desenler ise ayn1 kaynaktan
cikan AlexNet modeli sonucuna kiyasla hasarin kimliginin atanmasinda sectigi
gorsel oOriintiiler gercege daha yakin oldugu goézlemlenmigtir. (a.l1) ve (a.2)

modellinde bu ac¢idan bir fark goriilmemistir.
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Test Gorseli 1. Katman 4. Katman 8. Katman 12. Katman 24. Katman 36. Katman

7
i

apisal degil 0.990

Sekil 5.4 VGG-19 modelinin dogru siniflandirdig: test gorselleri

Modeller, basarili tahminlerinin yani sira basarisiz tahminlerde de bulunmustur.
Basarisiz tahminlerin sonucunda yanlis etiketleme islemi gerceklestirilmistir. Her
iki modelin de yanlig tahmin ettigi gorsellerin tahmin etiketleri ve tahmin puanlari
kirmizi kutu igerisine yazili bir bigimde sekilde gosterilmistir. — Sekil [5.6/da
AlexnNet algoritmasinin yanhs tahmin ettigi gorseller gosterilmistir. Sekil [5.7/de
ise VGG-19 modelinin yanlis tahminde bulundugu test gorsellerinin tablosu yer

almaktadir.
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(a) () (c) (d) () [

u ' ’ E I g .
lAIestl VGG-19  AlexNet VGG19  AlexNet VGG19  AlexNet o VGG19  AlexNet VGG-19

2.
3. L E
(a.l) (a.2) (b.1) (b.2) (c.l) (c.2) (d.1) (d.2) le.l) le.2) /f[l (1.2)
Sekil 5.5 Dogru tahminlerin sinif aktivasyon haritalari ile cakistirilmasi
Test Gorseli 1. Katman 4. Katman 8. Katman 12. Katman 24. Katman 36. Katman

yap Isdl 0.990

/a) mal 0.953

/2 nwl degil 0.997

apisal degll 0.983

yay nsal degil 0.990 \o unluk

Sekil 5.6 AlexNet modelinin yanlis siniflandirdig1 test gorselleri
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Test Gorseli 1. Katman 4. Katman 8. Katman 12. Katman 24. Katman 36. Katman

apisal 0.593

apisal 0.566

apisal degil 0. 937

apisal dezll 0.677

Sekil 5.7 VGG-19 modelinin yanlig stniflandirdi8: test gorselleri

i,

(h) (i)

2.- ﬂ
i
3. i

(a.1) (b.1) (c.1) 1) (e.d) (e2) 1 2 (g1) (h.1) (i.1)

-
I

AlexNet . VGG-19 Ale Nt . VGG-19 7 o !
i i G
I}
LH LE

Net.

lexNet:
ex
GG
VGG-19:

Sekil 5.8 Yanlis tahminlerin sinif aktivasyon haritalari ile ¢akistirilmasi

Sekil[5.8de de ayn1 sekilde bir ¢akistirma islemi yapilmistir. Bu islemde modellerin
yanlig tahmin ettigi gorseller ile o gorsellerin 6zellik cikarma asamasindaki
son katmanindan elde edilen SAH verilerinin iist iiste getirilerek cakistirilmasi

sergilenmistir. Seklin iiclincii asamasinda goriintiilerin negatif sonug elde etmesinde
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rol oynayan gorsel desenler goriilmektedir. (a.1), (e.l), (f.1), (f.2) ve (g.1)
gorsellerindeki yiiksek derecede tetiklenmis alanlar hasar1 olusturan bdolgeleri
kapsamamaktadir. Diger taraftan (b.1), (c.1), (d.1), (e.2), (h.1) ve (i.1) gorsellerinde
yiiksek derecede tetiklenmis alanlar, gorseldeki hasar ile kismen ortiismektedir.

5.2 Renk Kanallarimin Tahmin Sonucuna EtKisi
Egitim sonucunda test veri setindeki gorsellerin bir kismu ii¢ kanalli renk bilgisi

tagimalarinin yam sira, tek kanalli renk bilgisi(siyah beyaz goriintii) {izerinden de
modelleri test etmek i¢in kullanilmugtir (Sekil [5.9).

yapisal degil yapisal degil yapisal degil yapisal degil

AlexNet 0.979 0.990 0.990 0.990

VGG-19 0.932 0961 [PTON 0.990 0.990
yapisal degil yapisal degil yapisal degil

AlexNet 0.994 0953 [PIEY 0.990 0.990

VGG-19 0.998 0.990 0.990 0.989
yapisal degil yapisal degil yapisal degil yapisal degil

AlexNet 0.990 0.746 [T 0.990 0.980

VGG-19 0.990 0.940 [PIEY 0.990 0.990

Sekil 5.9 Test gorsellerinin siyah beyaz filtreli sonuglarinin kargilastirilmast

Sekilde goriildiigii iizere, (a) gorselinde goriintiiniin renksizlestirilmesinden sonra

tahmin sonucunda olumsuz yonde bir degisim gozlemlenmistir. Ayni sekilde,
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(e) gorselinde ise tahmin sonucunun smifinda bir degisiklik olmadigi ancak
tahmin puanlarinda bir gerileme goriilmiistiir. Sekildeki diger gorsellerde tahmin
siiflarinda bir degisiklik gozlemlenmemis, tahmin puanlarinda 6nemli farklar
bulunmamisti. ~ Tezin sonu¢ boliimiinde, calismanin sonuglarinin, literatiir
arastirmasindaki calismalar ile farklar1 ve benzerlikleri tartisilmis ve sonug

degerlendirmesi yapilmistir.
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Bu calismada, deprem sonrasi giivenlik calismalar1 kapsaminda betonarme
yapilarin hasar tespit siirecinin yoruma acik taraflarinin azaltilmasi ve siirecin
hizlandirilmas: i¢in Evrigimli Sinir Aglar1 modellerinden AlexNet ve VGG19
modellerinin hasar goriintiilerini siniflandirma performansi karsilagtirilmisgtir.
Goriintiiler 6 Subat Kahramanmaras (M,,= 7.7 ve M,,=7.6) depremleri sonrast HTS
ve afet alanindan cekilen gorsellerden elde edilmistir. Toplanan gorseller yapisal ve
yapisal olmayan gorsellere ayrilmis ve veri setine eklenmistir. Ilgili calismalardan
yola ¢ikarak ¢calismada kullanilmak iizere AlexNet ve VGG19 modelleri secilmistir.
Modellerin egitiminde zaman kazanmak igin transfer Ogrenme yOntemine
bagvurulmustur. Transfer 0grenme yontemiyle gelen ilgisiz parametreler devre dist
birakilmistir. Egitim siirecinde veri setinin dogrulama kisminin dengeli olmasi
icin k-fold ¢apraz dogrulama yontemi uygulanmistir. Bolim 2’ de tartisilan
calismalarda k-fold ¢apraz dogrulama yonteminin kullanimina rastlanmamistir. Bu
durumdan farkli olarak ¢alismada, "k=5" alinarak 5-fold ¢apraz dogrulama yontemi
uygulanmig ve modellerin egitiminde kullanilan verilerin dengeli dagilimi kontrol
edilmistir. Calismada kullanilan modeller, y1gin boyutu 32 ve dongii sayist 100
olacak sekilde egitilmistir.

Egitim sonucunda AlexNet modelinin ortalama dogruluk puani 0.9704 (%97.04),
VGGI19 modelinin ortalama dogruluk puani 0.9096(%90.96) elde edilmistir.
Bununla birlikte AlexNet modelinde 0.0819(%8.19), VGG19 modelindeyse 0.2116
(%21.16) kayip puani ortalamas: elde edilmistir. Bu egitim verilerine gore
deprem sonrast yap1 hasarlar1 siniflandirma gorevinde AlexNet modeli daha bagarili
bulunmustur. Bhatta ve Dhang [76]]’ in ¢alismasina bakildiginda, asamali tespit
yontemindeki hasar asamalarinin bu c¢alismanin alt veri tiirleri ile ayni oldugu
gozlemlenmektedir. Dahasi, calismada kullanilan VGG19 ve AlexNet model
basarimlar1 bu calismada elde edilenden diisiik kalmistir.  Ancak Bhatta ve
Dhang [76]], coklu tespit yontemiyle etiket sayisini artirmis ve farkli depremlerden

gorseller toplayarak veri setini genisletmisti.  Bu durum, iki etiketli hasar
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tespiti siirecinde calismanin basarilt oldugunu, ancak veri seti arttiginda modelin

genelleme basarisini tehdit eden durumlarin oldugunu gostermektedir.

Egitilen modellerin siniflandirma bagarisi, Smif Aktivasyon Haritasi(SAH)
yontemiyle Olgiilmiistiir. SAH ve tahmin gorseller birbiri iizerine bindirilmig
ve aktif olan piksel Oriintiileri incelenmigtir. Bu incelemeler sonucunda, dogru
tahmin edilmis yapisal olan ve yapisal olmayan hasarlarin SAH’ na bakti§imizda
ait oldugu smifin karakterine uygun alanlarin aktive oldugunu gozlemlenmistir.
Bununla birlikte yanlis tahminlerin bindirme testine baktifimizda ise yiiksek
siddette tetiklenmis alanlarin hasarin kimligini olusturan alanlar ile eslesmedigi
gozlemlenmigtir. SAH gorsellerine baktigimizda, VGG19 modelinden daha az
katmana sahip AlexNet modelinin odaklandigi yerlerin ¢ok yogun oldugunu,
VGG19 modelinin ise odaklandigir yerlerin yogunlugunun AlexNet modeline
gore daha az oldugu gozlemlenmistir. Modellerin basarimlart diisiiniildiigiinde,
maruz kalinan katman sayisimin artmasinin modelin dogruluguna etkisi oldugu

gozlemlenmisgtir.

Bu degerlendirmeye ek olarak egitilen modeller, test veri seti gorselleri lizerinde
renk filtresiyle manipiile edilerek test edilmistir. Bu testin sonucunda, gorsellerin
icerdigi renk kanallarinin siniflandirmaya etkisi oldugu gézlemlenmistir. Bu durum,
ESA modellerinin renk uzaylarinin siniflandirma parametrelerine etkisi oldugunu

gostermistir.

Calismada elde edilen model basarimlarinin yiiksek olmasi, deprem sonrasi
giivenlik calismalar1 kapsaminda birincil ara¢ olma durumunu desteklememektedir.
Boyle bir amac icin hasarlarin nicel o6zelliklerinin c¢esitli lazer tarama ve
fotogrametri araglariyla c¢ikarilmasi ve daha sonra simiflandirmast modelin
giivenilirligini artiracagi diisiiniilmiistiir. Dahasi, modelin genellemesinin farkli
depremlerden ¢ekilmis gorsellerle [76], insansiz hava araclartyla(IHA) [73]] ve insan
giivenligini artiracak diger robotik araclar [74] ile farkli acilardan desteklenmesi
gerekmektedir. Mevcut kosullar bu sekilde iyilestirildigi takdirde bile ¢alismada
kullanilacak modelin karar destek sisteminden Gteye gitmesinin insan giivenligini

riske atacagi diisiiniilmiigtiir.

Sonug¢ olarak, bu calismada ESA modellerinin betonarme yapilarda olusan
deprem hasarlarinin yapisal ve yapisal olmama durumlarina gore siniflandirmasinin
kargilastirilmast yapilmistir. Egitimler sonucu elde edilen sonuclara bakildiginda,
AlexNet modelinin ortalama dogruluk puani 0.9704 (%97.04), VGG19 modelinin
ortalama dogruluk puani 0.9096(%90.96) elde edilmistir. Bununla birlikte AlexNet
modelinde 0.0819(%8.19), VGGI19 modelindeyse 0.2116 (%21.16) kayip puam
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ortalamasi elde edilmistir. Sonuglara baktigimizda, modellerdeki katman sayisinin
artmas1, model basarimini1 olumsuz etkilemistir. Ote yandan her iki model de bu
ikili siniflandirma i¢in yeterli basarima ulasmistir. Bununla birlikte, girdi verilerinin
renk uzaymin degistirilmesi test sonuglarmin etkiledigi sonucuna ulagilmistir.
Ileriki calismalarda, deprem hasarimi siniflandirmak igin daha genis bir veri setine

ve farkli veri toplama araclarinin kullanilmasi gerektigi diisiiniilmiistiir.
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T - Y N NS I SR

HASAR SINIFLANDIRMASI KOD BETIGI

#kiitiiphane ylikleme

import torch, torchvision

from torchvision import datasets, models, transforms
import matplotlib.pyplot as plt

import torch

import torch.nn.functional as F

from torch.autograd import Variable
import torch.optim as optim

from torch.utils.data import Dataloader
import time

from torchsummary import summary

from PIL import Image

import PIL.Image

import numpy as np

from sklearn.metrics import

— confusion_matrix,classification_report,accuracy_score,precision_score,recall_score,fl_score

from sklearn.metrics import

< average_precision_score,roc_curve,precision_recall_curve, log_loss
from sklearn.metrics import confusion_matrix

import seaborn as sns

import os

#Drive ortamini colab ortamina tanitma
from google.colab import drive
drive.mount (' /content/drive")

#GPU mevcutsa ona, yoksa CPU ya kurulum hilicresi
device = torch.device ("cuda")

print ('Using device:', device)

print ()

#Cuda' da c¢alisirken ek bilgi
if device.type == 'cuda':

print (torch.cuda.get_device_name (0)

print ( '"Memory Usage:')

print ('Allocated: ', round(torch.cuda.memory_allocated(0)/1024%x3,1),
print ('Cached: ", round(torch.cuda.memory_reserved(0)/1024%%3,1),

#Veri déniistilirme
image_transforms = {

'"train': transforms.Compose ([
transforms.RandomResizedCrop (size=256, scale=(0.8, 1.0)),
transforms.RandomRotation (degrees=15),
transforms.RandomHorizontalFlip (),
transforms.CenterCrop (size=224),
transforms.ToTensor (),
transforms.Normalize ([0.485, 0.456, 0.406],

[0.229, 0.224, 0.225]

1)

'valid': transforms.Compose ([
transforms.Resize (size=256),
transforms.CenterCrop (size=224),
transforms.ToTensor (),
transforms.Normalize ([0.485, 0.456, 0.406],
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[0.229, 0.224, 0.225])
1)
'"test': transforms.Compose ([
transforms.Resize (size=256),
transforms.CenterCrop (size=224),
transforms.ToTensor (),
transforms.Normalize ([0.485, 0.456, 0.406],
[0.229, 0.224, 0.225])

# EgJitim ve dogrulama dizin yollarini ayarlama

dataset =
< '/content/drive/MyDrive/damage_classification/alexnet_dataset_04/fold 05"

train_directory = os.path.join(dataset, 'train')
valid_directory = os.path.join(dataset, 'valid')

#Y1§1n boyutu
bs = 32

#Sini1f sayisi
num_classes = len(os.listdir(valid_directory))
print (num_classes)

#Dosyalardan veri ylikleme

data = {
'"train': datasets.ImageFolder (root=train_directory,
— transform=image_transforms['train']),
'valid': datasets.ImageFolder (root=valid_directory,
— transform=image_transforms|[ 'valid'])

#Test gOriintiilerinin ¢ikti siniflarini gbrmek ig¢in indekslerin sinif adlariyla
— eslemesini alma

idx_to_class = {v: k for k, v in data['train'].class_to_idx.items() }

print (idx_to_class)

#Ortalama kayip ve dogrulugu hesaplamak i¢in kullanilacak veri boyutu
train_data_size = len(datal'train'])
valid_data_size = len(datal['valid'])

#DataLoader modiilli kullanilarak yliklenen veriler i¢in yineleyiciler olusturma
train_data_loader = DatalLoader (datal['train'], batch_size=bs, shuffle=True)
valid_data_loader = DatalLoader (datal[ 'valid'], batch_size=bs, shuffle=True)

#Veri durumu kontroll
train_data_size, valid_data_size
print (datal 'train'])

#Modelin yiliklenmesi
alexnet = models.alexnet (pretrained=True)
alexnet

#Model parametrelerin dondurulmasi
for param in alexnet.parameters():

param.requires_grad = False

#Transfer Ofrenimi icin AlexNet Modelinin son katmanini de§istirme

alexnet.classifier[6] = nn.Linear (4096, num_classes)
alexnet.classifier.add_module ("7", nn.LogSoftmax(dim = 1))
alexnet

#Model kontroli

device = torch.device("cuda" if torch.cuda.is_available() else "cpu")
alexnet.to(device)

input_data = torch.randn(1l, 3, 224, 224).to(device)

summary (alexnet, (3, 224, 224))

# Optimizasyon ve kayip fonksiyonunun tanimlanmasi
loss_func = nn.NLLLoss ()
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lr = 0.001
optimizer = optim.Adam(alexnet.parameters(), lr=lr)
optimizer

# EJitim sonucunda gdriinecek metrikleri tanimlama
def print_metrics (pred,true):
print (classification_report (true, pred))
print (confusion_matrix (true, pred))
acc=accuracy_score (pred, true)

fl1 = fl_score(pred, true, average="weighted")

print ("Accuracy : ",acc)

print ("Precision : ",precision_score (pred,true, average='weighted')
print ("Recall : ",recall_score(pred,true,average ='weighted'))
print ("F1 : ", fl)

def train_and_validate (model, loss_criterion, optimizer, epochs=25):
start = time.time ()
history = []
best_acc = 0.0

for epoch in range (epochs) :
epoch_start = time.time ()
print ("Epoch: {}/{}".format (epoch+1l, epochs))

# EJitim modu
model.train ()

# Dénglideki kayip ve dogruluk
train_loss = 0.0
train_acc = 0.0

valid_loss = 0.0
valid_acc = 0.0

for i, (inputs, labels) in enumerate (train_data_loader):

inputs = inputs.to(device)
labels = labels.to(device)

# Varolan gradientleri temizleme
optimizer.zero_grad()

# Ileri yénli yayilim ile veri hesaplama
using the model
outputs = model (inputs)

# Kaybi hesaplama
loss = loss_criterion (outputs, labels)

# Geriyayilim hesaplama
loss.backward/()

# Parametreleri giincelleme
optimizer.step ()

# Yigin ic¢in toplam kaybi hesaplama ve train_loss' a ekleme
train_loss += loss.item() * inputs.size(0)

# Dogrulugu hesaplama

ret, predictions = torch.max (outputs.data, 1)

correct_counts = predictions.eqg(labels.data.view_as (predictions))
#correct_counts degerini float dederine ddénlistlirme ve ortalamayi
— hesaplama

acc = torch.mean (correct_counts.type (torch.FloatTensor))

# Tim gruptaki toplam dogrulugu hesaplayin ve train_acc'ye ekleyin
train_acc += acc.item() % inputs.size (0)

#Dogrulama - Gradyan takibi gerekmiyor
with torch.no_grad() :

# Degerlendirme modu ayarlama
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model.eval ()
confusion_matrix_labels = []
confusion_matrix_predictions = []

# Dogrulama ddéngilisii

for j, (inputs, labels) in enumerate(valid_data_loader):
inputs = inputs.to(device)
labels = labels.to(device)

outputs = model (inputs)

loss = loss_criterion(outputs, labels)
valid_loss += loss.item() *» inputs.size(0)
ret, predictions = torch.max (outputs.data, 1)

correct_counts = predictions.eqg(labels.data.view_as (predictions))
confusion_matrix_labels.extend(labels.cpu() .numpy ())
confusion_matrix_ predictions.extend (predictions.cpu() .numpy())
conf_matrix = confusion_matrix (confusion_matrix_labels,

— confusion_matrix_predictions)

#Seaborn kullanarak karmasiklik matrisini ¢izme
plt.figure(figsize=(8, 6)
sns.heatmap (conf_matrix, annot=True, fmt='d', cmap='Blues',
— xticklabels="X", yticklabels="Y")
plt.xlabel ('Predicted’)
plt.ylabel ('True')
plt.title('Confusion Matrix')
plt.show ()

#correct_counts degerini float deJerine ddénlistlirme ve ortalamayi
— hesaplama
acc = torch.mean (correct_counts.type (torch.FloatTensor))

# TlUm partideki toplam dodrulugu hesaplama ve valid_acc'ye ekleme
valid_acc += acc.item() % inputs.size (0)

# Ortalama egditim kaybini ve editim dodruludunu bulma
avg_train_loss = train_loss/train_data_size
avg_train_acc = train_acc/train_data_size

# Ortalama dogrulama kaybini ve dogrulama dogrulugunu bulma
avg_valid_loss = valid_loss/valid_data_size
avg_valid_acc = valid_acc/valid_data_size

history.append([avg_train_loss, avg_valid_loss, avg_train_acc,
— avg_valid_acc])

writer.add_scalar ("Kayip/egitim", loss, epoch)

epoch_end = time.time ()

print ("Epoch : {:03d}, Training: Loss: {:.4f}, Accuracy: {:.4f}%,
— \n\t\tvalidation : Loss : {:.4f}, Accuracy: {:.4f}%, Time:

— {:.4f}s".format (epoch+l, avg_train_loss, avg_train_acc*100,
— avg_valid_loss, avg_valid_acc*100, epoch_end-epoch_start))

# Model simdiye kadarki en iyi dogruluga sahipse kaydet
#torch.save (model, dataset+'_model_ '+str (epoch)+'.pt')

return model, history

# Model egitimi
trained_model,history = train_and_validate (alexnet, loss_func,optimizer, 10)

# EJitim ve dogrulama kayip grafigi olusturma
history = np.array (history)

plt.plot (history[:, 0], label='Training Loss')
plt.plot (historyl[:, 1], label='Validation Loss')
min_val_ loss_index = np.argmin (history[:, 11)
min_train_loss_index = np.argmin (history[:, 01])
min_val_loss = history[min_val_loss_index, 1]
min_train_loss = history[min_train_loss_index, 0]
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plt.legend()

plt.xlabel ('"Epoch Number')

plt.ylabel ('Loss')

plt.ylim(0, 1)

plt.savefig(dataset + '_loss_curve.png')
plt.show()

print (f"Minimum Validation Loss: {min_val_loss} at epoch {min_val_loss_index +

<y 1M

print (f"Minimum Training Loss: {min_train_loss} at epoch {min_train_loss_index +

<y l}")

# EJitim ve dodgrulama dogruluk grafigi olusturma

history = np.array (history)

plt.plot (historyl[:, 2], label='Training Accuracy')

plt.plot (history([:, 31, label='Validation Accuracy')
max_train_accuracy_index = np.argmax (history([:, 2])
max_val_accuracy_index = np.argmax (history[:, 3])
max_train_accuracy = history[max_train_accuracy_index, 2]
max_val_accuracy = history[max_val_accuracy_index, 3]
plt.legend()

plt.xlabel ('Epoch Number')

plt.ylabel ('Accuracy')

plt.ylim(0, 1)

plt.savefig(dataset + '_accuracy_curve.png')

plt.show ()

print (f"Maximum Training Accuracy: {max_train_accuracy} at epoch
— {max_train_accuracy_index + 1}")

print (f"Maximum Validation Accuracy: {max_val_accuracy} at epoch
— {max_val_accuracy_index + 1}")

# Sinif aktivasyon haritalari (SAH) olusturma

idx_to_class = {0: 'structural', 1: 'structural'}
class SaveFeatures:
def _ init_ (self, module):

self.hook = module.register_forward_hook (self.hook_fn)
self.features = None
def hook_fn(self, module, input, output):
self.features = output
def close(self):
self.hook.remove ()

def generate_heatmap (model, test_image_name) :
transform = image_transforms| 'test’']

test_image = Image.open (test_image_name)
plt.imshow (test_image)
plt.title("Original Image")
plt.xticks ([])

plt.yticks ([])

plt.show ()

test_image_tensor = transform(test_image)

if torch.cuda.is_available():

test_image_tensor = test_image_tensor.view(l, 3, 224, 224).cuda()
else:

test_image_tensor = test_image_tensor.view(l, 3, 224, 224)

test_image_tensor = Variable (test_image_tensor, requires_grad=True)
# Register hook to get features from the final convolutional layer
final_conv_layer = model.features[10] # En son yapilan conv task 10.

activated_features = SaveFeatures(final_ conv_layer)

model.eval ()
out = model (test_image_tensor)

ps = torch.exp (out)

topk, topclass = ps.topk(l, dim=1)

predicted_class = topclass.cpu() .numpy () [0][0]

out[:, predicted_class] .backward(retain_graph=True)
feature_map = activated_features.features

weights = torch.mean (feature_map, dim=(2, 3), keepdim=True)
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329 heatmap = torch.sum(weights * feature_map, dim=1, keepdim=True)

330 heatmap = F.relu(heatmap)

331 heatmap /= torch.max (heatmap)

332 heatmap = heatmap.squeeze () .cpu() .detach () .numpy ()

333 plt.imshow (heatmap, cmap="inferno", extent=None) ## Cmap, olarak viridis,
— magma, plasma, ve Informo ornegin : imshow (heatmap,cmap='inferno')

334 plt.title(""™)

335 plt.xticks ([])

336 plt.yticks([])

337 plt.show ()

338 print ("Prediction:", idx_to_class[predicted_class], ", Score:",
— topk.cpu().detach () .numpy () [0][0])

339 activated_features.close() ## hook'u kaldirmamiz gerek

340

341 generate_heatmap (trained_model,

— '/content/drive/MyDrive/damage_classification/alexnet_dataset_04/fold _01/test/non_str_test
= (6).3pg")
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