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OZET

Meme Kanserlerinde Prognostik Faktorleri Ongérmede
Tiimoriin Dijital Meme Tomosentez Goriintiilerinin

Derin Ogrenme ile Analizi
Elif AYDINGOZ

Matematik Miihendisligi Anabilim Dali
Yiiksek Lisans Tezi

Danmisman: Dr. Ogr. Uyesi MERT BAL

Meme kanseri diinya genelinde 6nemli bir saglik sorunu olarak karsimiza ¢ikmaktadir.
Meme kanseri, kadinlar arasinda en sik goriilen kanser tiirti olup, ayn: zamanda
kansere bagl oliimlerde de o6nemli bir paya sahiptir Meme kanserinin erken
teshisi ve etkili tedavisi icin tomosentez gibi gelismis goriintiileme teknolojileri
ve derin 6grenme yontemleri kullanilmasi biiyiikk énem tasimaktadir. Uc boyutlu
bir goriintiileme teknigi olan DBT (Dijital Meme Tomosentezi), daha Once tespit

edilmemis kanserleri yakalamada iistiin bir yetenege sahiptir.

Arastirma kapsami, malign meme tiimorleri iizerinde tomosentez goriintiileri
kullanarak patolojik prognostik faktorler 6ngoriilebilir mi analiz etmektir. Bu ¢alisma
ile birlikte tomosentezdeki derin 6grenme analizinin, hizli prognostik ve 6ngoriicii
bilgi saglayabilen, Ostrojen reseptorii (ER) durumu, progesteron reseptorii (PR)
durumu, HER-2 durumu, Ki-67 proliferasyon indeksi ve {iclii negatif reseptor durumu
olmak {iizere histoprognotik tiimor yapicilar1 belirleme potansiyeline sahip oldugunu

gostermeyi amacliyoruz.

Calismamizda kullandigimiz tomosentez gortiintiileri ve pataloji veriler “Basaksehir
Cam ve Sakura Sehir Hastanesi” tarafindan hastalar anonimlestirilerek saglanmistir.
Gortintliler {izerinden dondiirme, aynalama gibi goriintii 6n isleme yoOntemleri
kullanilarak veri seti cogaltilmisti. ResNet50 ve VGG19 tabanl iki derin 6grenme
modeli kullanilmis ve performanslar karsilastirilmistir. Karsilastirma i¢in accuracy
(dogruluk), loss (kayip), AUC (area under the curve) gibi metrikler {iretilmistir.
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ABSTRACT

Deep Learning Analysis of Digital Breast Tomosynthesis
Images of Tumor to Predict Prognostic Factors in Breast
Cancers

Elif AYDINGOZ

Department of Mathematical Engineering

Master of Science Thesis

Supervisor: Associate Professor Dr. Mert BAL

Breast cancer is an important health problem worldwide. Breast cancer is the
most common type of cancer among women, and it also has a significant share in
cancer-related deaths. It is of great importance to use advanced imaging technologies
such as tomosynthesis and deep learning methods for the early diagnosis and effective
treatment of breast cancer. DBT (Digital Breast Tomosynthesis), a three-dimensional

imaging technique, has a superior ability to detect previously undetected cancers.

This research scope is to analyze whether pathological prognostic factors can be
predicted using tomosynthesis images on malignant breast tumors. In conjunction
with this study, deep learning analysis in tomosynthesis can provide rapid prognostic
and predictive information for histoprognotic tumorigenicity, including estrogen
receptor (ER) status, progesterone receptor (PR) status, HER-2 status, Ki-67

proliferation index, and triple negative receptor status.

The tomosynthesis images and pathology data we used in our study were provided by
“Basaksehir Cam and Sakura City Hospital” by anonymizing the patients. The data set
was reproduced by using image preprocessing methods such as rotation and mirroring
over the images. Two deep learning models based on ResNet50 and VGG19 were used
and their performances were compared. For comparison, metrics such as accuracy,

loss, AUC (area under the curve) were produced.

Keywords: Deep learning, image preprocessing, breast cancer, digital breast
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tomosynthesis, pathological prognostic factors
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GIRIS

1.1 Literatiir Ozeti

Zhang v.d., onceden egitilmis 2D Evrisimli Sinir Aglar1 (Convolutional Neural
Network) (CNN) kullanmamizi saglayan tam hacimli Dijital Meme Tomosentezi
(Digital Breast Tomosynthesis) (DBT) siniflandirmasi icin yeni bir yaklasim énermeyi
amacladiklari calismalarinda 6zel bir klinik veri seti kullanmislardir. Bu veri seti 3018
negatif ve 272 malign 6rnek icermektedir. Her biri 1024 X 1024’liik orijinal DBT
dilimleri kullanilmistir. Hazirlanan veri seti ile AlexNet, ResNet50 ve Xception olmak

lizere {i¢ yaygin siniflandirma agi test edilmistir [[1].

Buda v.d., meme kanseri taramasi icin yapay zeka algoritmalarinin gelistirilmesini
ve degerlendirilmesini kolaylastirmak icin DBT goriintiilerinin biiyiik 6lgekli bir veri
setini diizenlemek, aciklama eklemek ve kamuya acik hale getirmek; meme kanseri
tespiti icin temel bir derin 6grenme modeli gelistirmek ve gelecekteki arastirmalar
icin bir temel olarak hizmet edecek bir veri setini kullanarak bu modeli test etmek

amaciyla yaptig1 calismada 16802 DBT goriintiisti kullanmigtir [2]].

Ricciardi v.d., derin evrisimli sinir agina (DCNN) dayali, dijital meme tomosentezi
aciklamali muayenelerinde kitle lezyonlarinin varliginin/yoklugunun otomatik olarak
siniflandirilmasi icin bilgisayarli bir algilama sistemi gelistirmek amaciyla bir calisma
yapmistir.  GOrlintii diizeyinde (DBT dilimi) calisan AlexNet ve VGG19 DCNN
mimarileri karsilastirilmistir. ~ Bu calismada kullanilan DBT veri seti iki farkl

hastaneden(H1 ve H2) temin edilen verilerden olusmustur [3].

Singh wv.d., orijinal olarak Tam Alan Dijital Mammografi (Full Field Digital
Mammography) (FFDM) incelemeleri icin gelistirilen DL malignite modellerini,
mevcut DBT veri miktarinin olduk¢a sinirli oldugu durumlarda DBT incelemelerine
uyarlama yontemlerine odaklanmislardir. 3D DBT goriintiilerinin biliyiik boyutunun
listesinden gelmek icin, bunun yerine bu 3D hacimlerin maksimum yogunluk
projeksiyonunu (Maximal Intensity Projection) (MIP) dikkate almislardir. FFDM



goriintiilerinin yamalari tizerinde egitilmis bir modeli MIP gortintiilerinin yamalarina
uyarlamanin cesitli yontemleri degerlendirilmis ve karsilastirmislardir. Bu sayede
histogram eslestirmenin etki alani kaymasini azaltma ve uyarlama problemini
basitlestirme tizerindeki etkisini de vurgulamislardir. Calismada kullanilan derin
ogrenme (Deep Larning) (DL) modeli, 29 katman ve yaklasik 6 milyon parametre
iceren ResNet12 tabanli bir modeldir [4].

Harron v.d., bir derin 6grenme modeli kullanarak DBT goriintiilerini giiriiltiiden
arindirmak icin bir teknik Onermektedir. = Diisiik doz tam alanli projeksiyon
goriintiileri, meme boyunca cesitli yonlerde ilerleyen x-isinlar ile cesitli agilardan
elde edilir. Radyasyon dozu azaltildikca DBT goriintiistintin giiriiltii seviyesi artar.
Ayrica, toplanan projeksiyon verilerinden yeniden yapilandirilmis DBT goriintiilerinin
goriintii performansi, dedektor hassasiyet coziiniirliigli ve x-isin1 tliplinin sonlu
odaklama noktasi gibi dogal goriintiileme sistemi 6zelliklerinden kaynaklanan giiriiltii
ve bulaniklik artefaktlari nedeniyle siklikla sinirlidir. Bulaniklastirmanin lezyonlarin
saptanabilirligi tizerindeki etkisi net bir sekilde goriilebilir. Sonuc olarak, goriintiide
parazit giderme veya bozulmus projeksiyon goriintiilerinin geri kazanilmasi, elde
edilen DBT gorintiilerinin goriinti ozelliklerini iyilestirmek icin kritik 6neme sahiptir.
Eszamanli cebirsel yeniden yapilandirma ve toplam varyasyon gibi bir yeniden
olusturma yaklasimi, yinelemeli bir optimizasyon prosediirii sirasinda ortiilii olarak
giiriilti yumusatma tekniklerini siklikla uygular.  Filtrelenmis geri projeksiyon
(Filtered Back Projection) (FBP), DBT rekonstriiksiyonu icin popiiler ve yaygin olarak
kullanilan bir yontemdir. FBP yontemi, arka projeksiyondan once genel yiiksek
frekansh giiriiltiiyli azaltmak icin bir pencereleme teknigiyle birlikte rampa filtresi
gibi bir yliksek geciren filtre kullanilarak gelistirilmistir. Ancak, bir rampa filtresi
kullanmak goriintiiniin giiriiltii seviyesini artiracaktir. Projeksiyonlarda Poisson veya
Poisson-Gaussian giirtiltiisiiyle veya DBT’deki goriintii alani icin 6zel olarak basa
cikmak icin yalnizca birkag¢ yaklasim onerilmistir. Son zamanlarda gortintii parazit
giderme sorununu ¢6zmek icin derin O6grenmeye dayali bir¢ok giiriiltii giderme
yontemi Onerilmistir. Bu calismada egitim verileri, acik kaynakli bir klinik deneme
DBT goriintiilerini barindiran web sitesi kullanilarak elde edilmistir. Web sitesinde
Monte Carlo rontgeni kullanilarak DBT yontemiyle taranan ve kalinliklar 3,5 ile 6 cm

arasinda degisen toplam 2986 hasta bulunmaktadir [|5].

Bevilacqua v.d., meme tomosentez goriintiilerini siniflandirmada radyologlar
desteklemek icin iki farkli cerceve tartismus ve kantitatif olarak karsilastirmistir. Ilk
cerceve Ozellik tabanlidir ve optimize edilmis Yapay Sinir Ag1 (YSA) siniflandiricilarina
girdi olarak her bir ROI (Region of Interest)’den c¢ikarilan morfolojik ve dokusal
el yapimu ozellikleri dikkate ali. ikinci cerceve, bunun yerine, farkli Evrisimsel

Sinir Ag1 modelleri kullanarak birkac o6zellik kiimesini ayiklayan siniflandirma
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performansini degerlendiren otomatik olarak hesaplanan 6zelliklere dayali sinirsel
olmayan siniflandiricilar1 dikkate alir. Bu calismada 16 hastaya meme tomosentez
incelemesi yapilmistir. Tiim hastalar 35-65 yas arasi (ortalama yas 49.8 + 9.2)
kadinlardir. Ozellikle baz1 kadinlara birden fazla tomosentez muayenesi yapilarak 39

meme muayenesinden olusan bir veri setine ulasilmistir [6]].

Samala v.d., dijital meme tomosentezinde (DBT) kotii huylu ve iyi huylu kitlelerin
siniflandirilmasi icin, ara asama ince ayar icin benzer yardimci alanlardan gelen
verileri kullanan cok asamali bir transfer 6grenme yaklasimi kullanarak derin bir
evrisimli sinir ag1 gelistirmislerdir. Toplam 4039 benzersiz ilgi bolgesi (1797 malign ve
2242 benign) olmak iizere DBT, dijital ekran-film mamografi ve dijital mamografiden

meme goriintiileme verileri toplanmustir [[7]].

Zhang v.d., CNN’lere dayali bir mamogram ve tomosentez siniflandirmasi yaklasimi
onermislerdir Hem 2D mamogramlari hem de 3D tomosentezi siniflandirmak
icin farkli CNN modelleri olusturulmustur ve her siniflandirici, biyopsi ve uzman
radyologlar tarafindan onaylanan iki yillik negatif mamogram takibinden elde edilen
histoloji sonuglar tarafindan iiretilen dogruluk degerlerine gore degerlendirilmistir.
Sonuglar, transfer 6grenimi ve veri artirmayi kullanarak olusturduklari ve optimize
ettikleri CNN tabanli modellerin, mamogramlar ve tomosentez verilerine dayali olarak

otomatik meme kanseri tespiti i¢in iyi bir potansiyele sahip oldugunu gostermistir [|8]].

Shimokawa wv.d., bilateral meme dokusunun asimetrisini dikkate alan bir teshis
algoritmasi yerlestirerek meme kanserinin siniflandirma tahminini iyilestirmek i¢in
bir derin 6grenme modeli gelistirmeyi amaclamislardir. CNN modelindeki asimetrik
farkliliklar1 arastirmak igin iki veri seti olusturulmustur; malign bir tiimoriin
(meme kanseri) goriintiisiinden ve kontralateral normal memenin goriintiisinden
(M/N eslestirilmis veri kiimesi) olusan eslestirilmis bir veri kiimesi ve kanserli
olmayan normal meme dokusunun goriintiistinden ve kontralateral normal memenin
goriintiisiinden olusan eslestirilmis bir veri kiimesi (N/N eslestirilmis veri kiimesi).
Bu calismaya dahil edilen 173 hastanin her birinden iki goriintii ¢ifti (E/N ve N/N)
olusturulmus ve toplam 346 cift bilateral meme DBT goriintiisii iiretilmistir. Bu 346

goriintii ¢ifti, egitim ve dogrulama veri setlerinden olusturulmustur [|9]].

Shimokawa wv.d., dijital meme tomosentezinde (DBT) meme kanserinin stromal
invazyonunun varhigin1 tahmin etmek icin derin 6grenme tabanli bir algoritma
gelistirmeyi amaglamislardir. Calismaya 499 hasta (ortalama yas 50,5, 29 ile 90 yil)
dahil edilmistir. 499 hasta arasindan meme kanseri tanisiyla ameliyat edilen 140 hasta
secilmistir. Patolojik raporlara gore 140 hasta, invaziv olmayan kanserli 20 hasta ve

invaziv kanserli 120 hasta olarak kategorize edilecek sekilde ayrilmistir. DL modeli



icin Xception mimarisi kullanilmak iizere tiim lezyonlar kirpilmis ve 16 bit derinlikte

kalan 256 X 256 piksel gri tonlamal1 goriintiiye yeniden boyutlandirilmistir [[10].

Ahmed wv.d., mamogramlarda kanserli bolgeyi tespit etmek, siniflandirmak ve
segmentlere ayirmak icin derin 6grenme tabanli bilgisayar destekli bir sistemin
gelistirilmesine odaklanmislardir.  Ayrica, yliksek yanlis pozitif oranina neden
olabilecek giiriiltiiyii, artefaktlari ve kas bolgesini ortadan kaldiran o6n isleme

mekanizmasi 6nerilmislerdir [|11]].

El-Shazli v.d., DBT artirma ve renkli 6znitelik haritasini degistirilmis bir derin 6grenme
mimarisi (Modified AlexNet) ile biitiinlestiren yeni bir bilgisayar destekli ¢ok sinifl
teshis sistemi onermislerdir. Onerilen degistirilmis derin 6grenme mimarisine cesitli
optimizasyon teknikleri kullanilarak degerlendirilebilmesi ve optimize edilebilmesi
icin birden fazla yiiksek performansh optimize ediciye sahip bir optimizasyon katmani
dahil edilmistir. Onerilen model, DBT dilimlerini normal, iyi huylu veya kétii huylu
olarak siniflandirmak i¢in uygulanmistir. Modeli olusturmak i¢in ¢esitli goriintii isleme

algoritmalar1 uygulanmustir [[12]].

1.2 Tezin Amaci

Tomosentez, meme dokusunun 3 boyutlu, kesitsel olarak taranmasini saglayan
gelismis bir tibbi goriintiileme teknigidir. Memeyi kesitsel olarak taradigindan goriinti
sayist geleneksel mamografilere kiyasla daha fazladir. Her bir goriintiiniin analiz
edilme siiresi goz oniinde bulunduruldugunda, goriintii sayisi ile paralel olarak

radyologlar i¢in zaman maliyeti artmaktadir.

Meme kanserinin erken teshisi ve tedavisi sagkalim oranlarini ciddi bir sekilde
arttirmakla beraber hastalik siirecinin gidisatini da etkilemektedir. Bu nedenle meme
kanserinin erken teshisi ve etkili tedavisi icin tomosentez gibi gelismis goriintiileme
teknolojileri ve derin 6grenme yontemleri ile birlikte kanserin tespiti ve prognozun

ongoriilebilmesi biiylik 6nem tasimaktadir.

Bu tezin amaci, malign meme tiimorlerinde tomosentez goriintiileri {izerinde derin

ogrenme kullanarak patolojik prognostik faktorler 6ngoriilebilir mi analiz etmektir.

Bu analiz 6ngorilebilir ¢iktisini iiretirse, radyologlara zaman avantaji saglamak ile
birlikte tiimorleri onceliklendirme ya da patoloji sonuglar1 raporlanana kadar gecen

siirecte tedavi i¢in 6n hazirlik olusturulma gibi avantajlar saglayabilir.



1.3 Orjinal Katki

Daha once literatiirde tomosentez goriintiileri kullanilarak histopatolojik prognostik
faktorleri ongorebilme iizerine yapilmig bir arastirmanin olmadig: tespit edilmistir.
CESM (Kontrastli Spektral Mamografi) goriintiileri iizerinde histopatolojik prognostik
faktorleri 6ngorebilme iizerine yapilmis bir calisma bulunmaktadir. Biz bu ¢alisma
ile birlikte tomosentez goriintiilerini kullanarak histopatolojik prognostik faktorleri

ongorebilme tizerine bir arastirma yapiyor olacagiz.

Arastirma histopatolojik prognostik faktorleri 6ngorebilecegimiz ciktisini liretebilirse
radyologlarin patoloji verilerini tahminlemesi saglanabilir ve bu tahminleme zaman

ve maliyet avantaji saglayabilir.



2

MEME KANSERI VE TOMOSENTEZ

Meme kanserinin erken teshisi ve etkili tedavisi i¢cin tomosentez gibi gelismis
gorlintiileme teknolojileri ve derin 60grenme yontemleri kullanilmasi1 biiyiik 6nem
tasimaktadir. Bu sayede hastalarin yasam kalitesi arttirilabilir ve saglik hizmetlerinin

etkinligi ve verimliligi iyilestirilebilir.

2.1 Meme Kanseri

Global Burden of Disease Study 2019 (GBD 2019) verilerine gore, meme kanseri
diinya genelinde onemli bir saglik sorunu olarak karsimiza ¢ikmaktadir. Meme
kanseri, kadinlar arasinda en sik goriilen kanser tiirii olup, ayn1 zamanda kansere

bagh oliimlerde de 6nemli bir paya sahiptir.

GBD 2019’a gore:

* Meme kanseri, diinya genelinde yaklasik olarak 2.3 milyon yeni vaka ile en

yaygin ikinci kanser tiiriidiir.

» Kadinlarda, meme kanseri vakalarinin orani %24.5 ile en yiiksek seviyededir ve

bu nedenle kadinlar i¢in biiyiik bir risk faktoridiir.

» Erkeklerde ise meme kanseri daha az goriilse de, erkeklerin yaklasik %1’inde

meme kanserine rastlanmaktadir.

Meme kanseri nedeniyle yasanan 6liimler acisindan bakildiginda ise, diinya genelinde
yaklasik 685.000 kisi hayatini kaybetmektedir.

2.2 Tomosentez

Uc boyutlu bir gériintiileme teknigi olan dijital meme tomosentezi, daha énce tespit

edilmemis kanserleri yakalamadaki {istiin yetenegi nedeniyle dijital mamografi i¢in
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yeni altin standart olarak ortaya ctkmistir [[13]]. Farkli acilardan alinan diisiik doz
X 1sinlar1 kullanilarak memenin 3 boyutlu goriintiisiinii iireten bir goriintiileme
yontemidir [|14, 15]. DBT, meme kanseri taramasi i¢in (mamografide oldugu gibi)
projeksiyon goriintiileri yerine her meme icin birden cok kesitsel dilim sundugundan
performansi da daha yiiksektir.

(a) Mammography (b) Tomosynthesis
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Sekil 2.1 Bir (a) dijital mamografi ve bir (b) dijital meme tomosentezi elde etme
semasl. Memede yalmizca dikey yonde ayrilmis olan dokular, mamogramda {ist iiste
binmis gortiniir ve bu da duyarlilik ve 6zgiilliik kaybina neden olur. Bu etki, dijital
meme tomosentezinde, her biri farkli bir agida konumlandirilmis x 15111 kaynagi ile
elde edilen birkag projeksiyondan s6zde 3 boyutlu bir goriintiiniin yeniden
olusturulmasiyla iyilestirilir [[16].

Taramada DBT ile kanser tespiti acisindan denemeler umut verici sonuclar vermesine
ragmen, dijital mammografi’ye (Digital Mammography) (DM) kiyasla yorumlama
siiresinin artmasi biiylik bir dezavantajdir. Gozden gecirilmesi gereken goriintiilerin
sayisindaki 6nemli artis nedeniyle, DBT goriintiilerinin yorumlanmasinin, DM
goriintiilerini okumak icin gereken siirenin yaklasik iki katina ¢iktig1 tutarh bir sekilde
bildirilmistir [17].

DBT’nin biiyiik o6lcekli tarama programlarina dahil edilmesi, yalnizca klinik sonuclar
tizerindeki etkisine degil, ayni zamanda okuma siiresini azaltacak yOntemlerin
getirilmesine de bagh olacaktir. Bu goriintiileri yorumlamaya yonelik otomatik
yontemler, tarama icin DBT’nin tanitilmasi potansiyelinde kesinlikle bir etkiye
sahip olacaktir. =~ Bu etki iki yonlii olabilir; her seyden oOnce, DBT goriinti
yigiminin bilgisayar destekli daha hizli gezinmesi, radyologun siipheli bulgular
gorsel olarak aramak icin harcadig: siireyi onemli 6l¢lide azaltabilir. Ek olarak,
DBT goriintiilerinin yorumlanmasina yardimci olmak icin bilgisayar yontemlerinin

kullanilmasi, okuyucular arasi varyans azaltilirsa, DBT’nin tarama sirasinda hatirlama



orani {izerindeki etkisinde ¢aligmalarda goriilen degiskenligi azaltabilir [|16]].

Tomosentez goriintiileri, geleneksel meme goriintiileme yontemlerine gore daha
ylksek ¢ozliniirliige sahip oldugu icin daha ayrintili bir goriintiileme saglar. Derin
O0grenme algoritmalar ise, bu ayrintili goriintiiler {izerinde daha hassas analizler
gerceklestirerek kanserli dokular1 tespit etmek i¢in daha uygun bir arac saglayabilirler.
Ayrica, derin 6grenme algoritmalari sayesinde tomosentez goriintiilerindeki cesitli
ozellikler (6rnegin, kanserli hiicrelerin sekilleri ve boyutlar1) daha iyi analiz edilebilir
ve bu da daha dogru bir teshis imkani1 sunar. Bu nedenle, tomosentez goriintiileri
lizerinde derin 6grenme kullanimi, meme kanseri teshisinde ve prognozunda daha
etkili bir yaklasim olabilir =~ Tomosentez goriintiileri iizerinde derin O6grenme
kullanimi, meme kanseri teshisi icin yeni bir yontem olarak one c¢ikmaktadir.
Derin 0grenme algoritmalarinin tomosentez goriintiilerindeki yiiksek coziintirliikli
ayrintilar1 analiz edebilme kabiliyeti, meme kanseri tespitinde daha yiiksek dogruluk

oranlari saglayabilir ve erken teshis icin 6nemli bir ara¢ olabilir.

2.2.1 Galisma Mantig1

Tomosentez, memenin kesitsel goriintiilerini elde etmek icin X-1s1nlarini kullanan ve

daha sonra 3 boyutlu bir hacme doniistiiriilen ii¢ boyutlu bir mamogramdir [[18]].

Tomosentez, X-1s1n1 tiiplinii dairesel bir kemer iizerinde hareket ettirerek ve birkag
saniye icinde farkli acgilardan bir dizi diisiik doz pozlama yaparak gerceklestirilir.
Gortinti alimi, hem standart goriiniimlerde, orta-yanal-egik (MLO) hem de
kranial-kaudal (CC) ve ayrica ek goriiniimlerde yapilabilir. Elde edilen projeksiyon
goriintiileri daha sonra incelenmek {izere 1 mm kalinliginda goriintiiler halinde
yeniden olusturulur. Yeniden olusturulmus gorintiilerin toplam sayisi sikistirilmig
memenin kalinligina baghdir. Ornegin, 60 mm sikistirilmis memede, hekimin gézden
gecirmesi icin 60 goriintii olacaktir [|15[] [19]]. Daha sonra, tiim goriintiiler, klasik
2B mamografide oldugu gibi, ince goriintiiler tizerine kaydedilen tiim detaylarin st
iste binmeden temsil edildigi sentezlenmis bir 2B goriintiiyli yeniden olusturmak i¢in
kullanilir [|18].

Kombine mod (2D+3D), klinik uygulamada goriintii elde etmek icin siklikla kullanilir.
Combo modunun kullanilmasi, ayni muayene icinde 2D dijital mamografi ve
tomosentez yapilmasi, radyologun iki modalitenin sagladig: bilgileri karsilastirmasi
ve yorumun dogrulugunu artirmasi acisindan avantaj saglarken, ayni zamanda artan
isinlama dozu riski nedeniyle hasta. 2D mamografinin tomosentezden sentezlenen
2D goriintiilerle degistirilmesi, 1s1nlama dozunu neredeyse %50 oraninda azaltabilir

ve bu, giiniimiizde yapilan bircok ¢alismanin konusudur [20]] [21]].



3

DERIN OGRENME

Derin 6grenme, 2006 yilinda makine 6grenimi arastirmasinin bir alt dali olarak
otaya cikmistir. Derin yapilandirilmis 6grenme veya hiyerarsik 6grenme olarak da

adlandirilmaktadir.

DLnin radyoloji pratigindeki en onemli uygulamalarindan biri, doku-iskelet
anormalliklerinin tespiti ve hastaliklarin siniflandirilmasiydi. Evrisimli sinir aginin en
onemli DL algoritmalarindan biri oldugu ve gogiis radyografilerindeki anormallikleri

ve patolojileri tespit etmede en etkili teknik oldugu kanitlanmistir [[22]].

3.1 Tanim

Derin Ogrenme, makine 6greniminin bir alt kiimesi ve yapay zekanin biiyiik bir
alt kiimesidir ve makinelerin belirli bilgi tiirlerini elde etmede ve durumsal bilgi

gelistirmede insanlari nasil taklit ettigini yansitir [23, 24]].

Insanlarin géreve 6zel yazilim programlari gelistirmesini gerektirmek yerine DL,
yapilandirilmamis meta verileri alir ve saglanan bilgilere dayali olarak artan ve

ongoriilebilir eylemler gerceklestirmek i¢in kendini egitir [24), |25]].

Makine Ogrenmesi (Machine Learning) (ML)'nin bir alt kiimesi olan DL, insan
beyninde bulunan bilgi isleme modellerinden esinlenmistir. DLnin ¢alismasi i¢in
insanlar tarafindan tasarlanmis herhangi bir kural gerekmez; bunun yerine, verilen
girdiyi belirli etiketlere eslemek icin biiyiik miktarda veri kullamir. DL, her biri
kendilerine beslenen verilerin farkli bir yorumunu saglayan cok sayida algoritma
katmani kullanilarak tasarlanmistir. ~ Geleneksel makine o6grenimi tekniklerini
kullanarak siniflandirma gorevini gerceklestirmek, o6zellikle 6n isleme, 06zellik
cikarma, akilli 6zellik se¢imi, 0grenme ve smiflandirma gibi birka¢ sirali adim
gerektirir. Ayrica, 6zellik seciminin ML tekniklerinin performansi {izerinde biiyiik
etkisi vardir. Tarafli 6zellik se¢imi, siniflar arasinda yanlis ayrim yapilmasina neden

olabilir.  Tersine, DL, geleneksel ML yontemlerinin aksine, c¢esitli gorevler icin



ozellik kiimelerinin 6grenimini otomatiklestirme yetenegine sahiptir. DL, 6grenme

ve siiflandirmanin tek seferde gerceklestirilmesini saglar [[26]].

3.2 Derin Ogrenme Mimarileri

Derin 6grenme yontemleri i¢in bircok farkli mimari ve model bulunmaktadir. Bu

boliimde sik kullanilan derin 6grenme mimarilerinden bahsedilecektir.

3.2.1 Evrisimsel Sinir Aglar

Evrisimsel Sinir Aglar1 (Convolutional Neural Network) (CNN veya ConvNet), insan
ozelligi cikarimina ihtiya¢ duymadan dogrudan girdiden 6grenen popiiler bir ayrimci
derin 6grenme mimarisidi. CNN, geleneksel YSA benzeri diizenlilestirilmis Cok
Katmanli Algilayicilar (Multi-layer Perceptron) (MLP) aglarinin tasarimini gelistirir.
CNN’deki her katman, model karmasikligini azaltmanin yani sira anlaml bir ¢ikt: icin
optimum parametreleri dikkate alir. CNN ayrica, geleneksel bir agda ortaya cikabilen

asir1 uydurma sorunuyla basa cikabilen bir "birakma" kullanir.

CNN’ler, ozellikle cesitli 2D sekillerle basa c¢ikmak icin tasarlanmistirBu nedenle
en yaygin kullanildigi alanlarindan basinda gorsel tamima, tibbi goriintii analizi,
goriintii béliimleme ve dogal dil isleme gelmektedir. Insan miidahalesine ihtiyac
duymadan verilen girdi ile temel 6zellikleri otomatik olarak kesfedebilme yetenegi,
onu geleneksel aglardan daha giiclii kilmaktadir. Ogrenme yeteneklerine gore cesitli
uygulama alanlarinda kullanilabilecek CNN’nin cesitli varyantlar1 mevcuttur; VGG,
AlexNet, Xception, Inception, ResNet vb. [27]].

3.2.2 Tekrarlayan Sinir Aglar1

Tekrarlayan Sinir Ag1 (Reccurrent Neural Network) (RNN), giris verilerindeki zaman
veya sira bagimliliklarint modellemek icin tasarlanmislardir. Verileri sirayla isleyebilen
ve onceki adimlardaki bilgileri hatirlayabilen 6zel bir yapiya sahip popiiler bir sinir
agidir.

ileri besleme ve CNN’e benzer sekilde, RNN'ler de egitim girdisinden 6grenir. Fakat
onceki asamalarin bilgilerini kullanarak mevcut girdiyi ve ¢iktiy1 pekistirmelerine izin
veren "bellekleri" ile farklilasirlar. Girdilerin ve ¢iktilarin bagimsiz oldugunu kabul
eden Dekonvoliisyon Sinir Aglarindan (DNN) farkli olarak, RNN’nin ¢iktis1 dizideki
onceki veriler ile iliskilidir. [[27]].

RNN’ler, uzun veri dizilerinde bazi zorluklarla karsilasabilir ve etkinligi azalabilir.
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Bunun nedeni, RNN’lerin uzun vadeli bagimliliklari koruma yeteneklerinin
sinirli olmas1 ve "gradyan kaybolmasi" veya "gradyan patlamasi" gibi sorunlarla

karsilasabilmesidir.

Gradyan kaybolmasi, RNN’lerin geriye dogru yayilim sirasinda cok kii¢iik veya sifira
yakin gradyanlara sahip olmasi anlamina gelir. Bu durum, uzun vadeli bagimliliklar1
korumay zorlastirir, ¢linkii uzak gecmisteki bilgilerin giincellemeye cok az katkisi olur.
Gradyan patlamasi ise tam tersine, gradiyanlarin hizla biiytimesi ve agin istikrarsiz

hale gelmesi anlamina gelir.

3.2.3 Uzun Kisa Siireli Hafiza Aglar:

Uzun Kisa Siireli Hafiza Aglar1 (Long Short-Term Memory Networks) (LSTM), ilk
olarak 1997’de Hochreiter ve Schmidhuber tarafindan tanitilmistir. LSTM’'nin birincil
hedefleri, uzun vadeli bagimliliklari modellemek ve zaman serisi problemleri icin en

uygun zaman gecikmesini belirlemektir. [28].

Bir LSTM, bir girdi katmani, bir yinelenen gizli katman ve bir ¢ikt1 katmani1 olmak

lizere ii¢ kap1 tarafindan yonetilir.

Geleneksel sinir aglarindan farkli olarak gizli katmanin temel birimi bellek blogudur.
Bellek blogu, gecici durumu ezberleyen kendi kendine baglantilara sahip bellek
hiicrelerini ve bloktaki bilgi akisini kontrol etmek icin bir ¢ift uyarlanabilir, ¢cogaltici
kapilama birimini icerir. Sirasiyla giris kapisi ve ¢ikis kapisi olarak adlandirilan iki
ek kapi, bloga giris ve cikis aktivasyonlarini kontrol eder. Bellek hiicresinin cekirdegi,
Sabit Hata Karuseli (Constant Error Carousel) (CEC) olarak adlandirilan, tekrar tekrar
kendi kendine baglanan dogrusal bir birimdir. CEC’nin aktivasyonu hiicre durumunu
temsil eder. CEC’nin varlig1 nedeniyle, carpimsal kapilar ac¢ilip kapanmay1 6grenebilir
ve boylece LSTM, ag hatasini sabit tutarak yok olan hata problemini ¢6zebilir [29].

3.2.4 Kisitlanmis (Derin) Boltzman Makineleri

Kisitl Boltzmann Makineleri (Restricted Boltzmann Machines) (RBM), goriiniir bir
degisken katmaninin dagilimini modellemek icin bir gizli ikili degiskenler veya
birimler katmani kullanan olasiliksal bir modeldir. Simetrik olarak birlestirilmis
stokastik ikili birimlerden olusur. Basit bir derin Boltzmann makinesi, bir sira halinde
bir dizi goriiniir birim ve cok sayida gizli birim katmani igerir. GOriiniirden gizliye (alt

katman) ve gizliden gizliye katmanlar arasindaki baglantilar yonsiizdiir [30]].

Bu baglamda genellikle iki yaklasim izlenir. Ik olarak, bir RBM, girdilerin dagilimini

modellemek icin denetimsiz bir sekilde egitilir (muhtemelen birden fazla RBM
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egitilebilir ve bunlar st iiste istifleyebilir [|31]]. Ardindan, RBM iki yoldan biriyle
kullanilir: ya gizli katmani, girdi verilerini gizli katman tarafindan verilen temsille
degistirerek onceden islemek icin kullanilir ya da RBM’nin parametreleri, bir ileri
beslemeli sinir agin1 baglatmak icin kullanilir. Her iki durumda da, eldeki denetimli
ogrenme problemini ¢ozmek icin RBM baska bir 6grenme algoritmasiyla (6nceden
islenmis girdileri kullanan siniflandirici veya sinir agi) eslestirilir Bu yaklasim
ne yazik ki aym1 anda her iki hiper parametre setinin (RBM ve diger 6grenme
algoritmasininkiler) ayarlanmasini gerektirir. Ayrica, RBM denetimsiz bir sekilde
egitildiginden, denetlenen gorevin ¢oziilmesi gereken dogasina karsi kordiir ve gizli
katmani tarafindan ¢ikarilan bilgilerin faydali olacagina dair hicbir garanti vermez
[(32].

Deep Boltzmann’in makineleri, belirsiz girdileri ele almak icin daha iyi bir yol saglayan
yukaridan asagiya bir geri bildirim olusturmak i¢in kullanilabilen yonlendirilmemis

mimarisi nedeniyle oldukca popiilerdir [32]].

3.2.5 Derin Inan¢ Aglar

Derin inang aglar1 (Deep Belief Network) (DBN), cok sayida gizli birim katmanina
sahip olasiliksal tiretken grafik modellerdir. Derin bir inan¢ aginin temel yapi tasi,
kisitli Boltzmann makinesi (RBM) olarak bilinen yonlendirilmemis iki parcali bir grafik

modeldir [[33]]. Derin inan¢ aginin insasi, sigmoidal inan¢ agina benzer [[34].

Derin inanc ag1 icin 6grenme farklidir ¢linkii acgo6zli katman katman egitim teknigini
kullanir. Katman katman egitimde, alt katmanlar egitilirken iist katmanlarin olmadigi
varsayilir. 2006 yilinda, bu iist katmanlarin goz ardi edilmedigi, ancak bagh
agirliklarin kullanildigi yeni bir yaklasim getirilmistir [31]. Mevcut katmandaki
agirliklar daha yiiksek katman agirliklarindan asamali olarak ¢ozerek tamamlayici
bir 6nceki olusturmak i¢in bagh agirlik kullanimi eski tekniklerden cok daha etkilidir
[35]].

Ozetle, iiretken 6grenme teknikleri, tipik olarak kesif analizi yoluyla verilerin yeni
bir temsilini olusturmamiza izin verir. Sonuc olarak, bu derin {iretken aglar,
denetimli veya ayrimci 6grenme gorevleri icin 6n isleme olarak kullanilabilir ve ayrica
denetimsiz temsili 6grenmenin gelismis siniflandirici genellemeye izin verebilecegi

model dogrulugunu saglar [27]].
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3.2.6 Derin Oto-Kodlayicilar

Oto-kodlayicilar (Autoencoders) (AE), esas olarak girdiyi sikistirilmis ve anlaml
bir temsile kodlamak ve ardindan yeniden olusturulan girdinin orijinaline miimkiin
oldugunca benzer olacak sekilde kodunu ¢6zmek icin tasarlanmis belirli bir sinir
ag1 tiridiir. Otomatik kodlayicilar girdisini yeniden yapilandirmak icin egitilmis bir
sinir ag1 olarak tanmitilmistir. Ana amaclari, denetimsiz bir sekilde, kiimeleme gibi
cesitli cikarimlar icin kullanilabilecek verilerin bilgilendirici bir temsilini 6grenmektir.
Otomatik kodlayicilar genel olarak veri boyutunu azaltmak, veri sikistirma, veri
temsili 6grenimi, goriintli restorasyonu, jeneratif modeller ve anormallik tespiti gibi
uygulamalarda yaygin olarak kullanilir. Devasa veri setlerinin boyutsalligini azaltmak
icin de kullanilan temel bilesen analizi, esasen dogrusal aktivasyon fonksiyonuna sahip
tek katmanl bir AE’ye benzer. Seyrek, giiriiltii giderici ve biiziilmeli gibi diizenli
otomatik kodlayicilar daha sonraki siniflandirma gorevleri icin 6grenme temsilleri
icin yararlidir, varyasyonel otomatik kodlayicilar ise asagida tartisilan tiretici modeller
olarak kullanilabilir [[27]].
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4

PROGNOSTIK FAKTORLERI ONGORME

4.1 Problemin Tanimlanmasi

Meme kanseri, diinya genelinde kadinlarda en sik goriilen kanser tiirlerinden biridir.
Erken teshis ve etkili tedavi, meme kanseri sagkalim oranlarini 6nemli oOlciide
artirabilir. Cok sayida gozlemsel calisma, organize tarama ile mortalitede %40 veya
daha fazla azalma oldugunu gostermistir. Bugiine kadarki en biiyiik hizmet tarama
denemesi 2,8 milyon kadini taramis ve 40 ila 49 yas arasindakiler de dahil olmak
lizere her yas grubunda Kanada’daki her ilde %40’lik bir 6lim diistisii saglamistir
[36]. Bu nedenle, meme kanseri teshisinde dogru ve giivenilir prognostik faktorlerin
belirlenmesi hayati 6énem tasimaktadir. Prognostik faktorler, tiimoriin 6zelliklerini
degerlendiren ve hastaligin seyrini tahmin etmeye yardimci olan biyolojik veya klinik
parametrelerdir. Ancak, meme kanserinin karmasiklig1 ve heterojenitesi, prognostik

faktorlerin tahmin giicitinii sinirlayabilir.

Bu tez calismasinin amaci, meme kanserlerinde prognostik faktorleri 6ngorebilmek
icin timoriin dijital meme tomosentez goriintiilerinin derin 6grenme ile analizini
gerceklestirmektir. Bu analiz, tiimorlerin 6zelliklerini belirleyen ve hastaligin seyrini

tahmin etmede yardimci olan 6nemli faktorleri tanimlamay:1 hedeflemektedir.

4.2 Kullanilan Python Kiitiiphaneleri

Yiiksek lisans calismasinda ilk olarak goriintii verilerinin formatinin degisitirilmesiyle
baslayip modellerin analiz metrikleri iiretilene kadar olan tiim siire¢te python

sprogramlama dili kullanilmistir. Calismada "3.11.4" versiyonu kullanilmistir.

4.2.1 Keras

Keras, derin 6grenme modelleri olusturmak icin kullanilan acik kaynakli bir Python

kiitiiphanesidir.
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Bu calismada Resnet50, VGG19 gibi derin 6grenme modellerinin olusturulmasi,
olusturulan modellere Dense, GlobalMaxPooling2D gibi katmanlar1 eklenmesi,
modelin ¢ikt1 olarak {iiretecegi metriklerin tanimlanmasi gibi bircok alanda Keras

kiitiiphanesi kullanilmistir.

4.2.2 Matplotlib
Matplotlib, Python’da gorsellestirme yapmak i¢in kullanilan popiiler bir kiitiiphanedir.

Bu calismada metriklerin grafiklesitirilmesi icin Matplotlib kiitiiphanesi kullanilmistir.

4.2.3 OpenCV (Open Source Computer Vision)

OpenCV, bilgisayar goriisii, goriintii isleme ve makine 6grenmesi konularinda yaygin

olarak kullanilan acik kaynakli bir Python kiitiiphanesidir.

Bu calismada tomosentez verilerinin okunmasi, yeniden boyutlandirilmasi, histogram

esitlemesi yapilmasi gibi bircok alanda kullanilmistir.

4.2.4 NumPy (Numerical Python)

NumPy (Numerical Python), bilimsel hesaplamalar ve veri isleme konularinda yaygin
olarak kullanilan acik kaynakli bir Python kiitiiphanesidir. Genellikle veri analizi,
sayisal hesaplamalar, istatistiksel analiz ve bilimsel arastirmalar gibi alanlarda yaygin

olarak kullanilir.

Bu calismada veri isleme konusunda kullanilmistir.

4.2.5 Pydicom

Pydicom, Python dilinde DICOM (Digital Imaging and Communications in Medicine)
dosyalariyla ¢alismak i¢in kullanilan bir kiitiiphanedir. DICOM, medikal gortintiilerin,
radyoloji raporlarinin ve diger tibbi verilerin depolanmasi, iletimi ve islenmesi igin

standart bir dosya formatidir.

Bu calismada DICOM formatindaki goriintiilerinin PNG (Portable Network Graphic)

formatina doniistiiriilmesi icin kullanilmistir.
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4.3 Veri Seti

Bu calismada kullanilan tiim veriler "Basaksehir Cam ve Sakura Sehir Hastanesi"
tarafindan saglanmistir.  Yerel etik kurul tarafindan onaylanmis retrospektif tek
merkezli bir calismadir. Radyoloji Kliniginde biyopsi ile meme kanseri teshisi

konulmus 43 adet hastaya ait veriler anonimlestirilerek kullanilmistir.

Tablo 4.1 Train Data Seti

Patolojik Veri | Hasta Sayis1 | GOriintii Sayis1
ER 0:9;1: 34 | 0:130; 1: 541
PR 0: 10; 1: 33 | 0: 165; 1: 507
HER2 0:32;1:11|0:497;1: 173
Ki67 0: 14;1: 29 | 0: 211 ; 1: 459
TNBC 0:40;1:3 |0:624;1: 46

Tablo 4.2 Test Data Seti

Patolojik Veri | Hasta Sayis1 | GOriintii Sayis1
ER 0:8;1:35 | 0:56;1: 233
PR 0:10;1:33|0: 71;1: 218
HER2 0:32;1:11|0: 214;1: 75
Ki67 0:13;1: 30| 0: 91;1: 198
TNBC 0:40;1:3 |0:268;1:21

Arastirmaya dahil olma kriterleri:
* Tedavi Oncesi tomosentez mammografisi ¢ekilen ve biyopsi ile meme kanseri
teshisi konulmus hastalar
* Histopatolojik olarak subgruplama yapilabilmis hastalar
* Timoriin tomosentez mammografisinde degerlendirilebilecek netlikte
goriilebilmesi

Arastirmaya dahil olmama kriterleri:

* TO (baslangi¢), DCIS (Duktal Karsinoma In Situ) tanis1 almis hastalar
* Tiimorii tomosentez mammografisinde lokalize edilemeyen hastalar
* Patolojik subgruplama yapilamamais hastalar

DCIS, meme duktusundan gelisen kanserdir. Genellikle bazal membrani ge¢mez,

duktusla simirhidir. Uzak metastaz yapmaz, fakat duktus boyunca yayilarak meme
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basini ve aksiller lenf nodlarini tutabilir. Kolaylikla tani konulabilir ve tedavi edilmezse

invaziv duktal karsinomaya doniisebilir [[37]].

Multisentrik ve multifokal tanili lezyonlarda en biiyiik lezyon degerlendirilecektir.

Bu calismada her bir patoloji parametresi icin (Ostrojen Reseptorii (ER) durumu

,Progesteron reseptori (PR) durumu, HER2 (Human Epidermal Growth Factor

Receptor 2), Ki67 ve TNBC (Triple-Negative Breast Cancer) veri setinin %70’i egitim,

%30’u test icin kullanilmistir.

Veri setimizi patoloji verileri ve tomosentez verileri olmak tiizere iki asamada ele

alabiliriz.

4.3.1 Patoloji

Patoloji verileri Patoloji Klinigi tarafindan hazirlanmstir.

Her bir lezyon icin histopatolojik tani, Ostrojen reseptorii durumu, progesteron

reseptorii durumu, HER-2 durumu, Ki-67 proliferasyon indeksi elde edilmistir.

Tablo 4.3 Derin 6grenme analizi yapilacak patolojik veriler

Patolojik Veri Alacag degerler
Ostrojen Reseptorii durumu 1 : pozitif
0: negatif
Progesteron reseptorii durumu 1 : pozitif
0: negatif

HER-2 durumu

0: negatif (skor O veya 1)
1: pozitif (skor 3)

Ki-67 proliferasyon indeksi

1: 20%
0: <20%

Uclii negatif durum

1: ER, PR ve HER-2 negatif
0: ER, PR ve HER-2’den en az birinin pozitif olmasi

4.3.2 Tomosentez

Tomosentez goriintiileri Radyoloji Klinigi tarafindan hazirlanmistir. Her hastanin sag

ve sol memesi icin ayri1 ayr1 tomosentez goriintiileri bulunmaktadir. RMLO (Right

Medio Lateral Oblik) sag memeye ait tomosentez goriintiileri, LMLO (Left Medio

Lateral Oblik) ise sol memeye ait tomosentez goriintiileridir. Her lezyon icin ilgili

memeye ait goriintiiler kullanilmistir.

DBT’de bir memeye ait ortalama 60-80 arasi kesit bulunmaktadir. Her kesit bir "dicom"

goriintiistine karsilik gelmektedir.
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(a) Orginal goriinti (b) Histogram esitleme uyguylanmis goriintii

Sekil 4.1 Tomosentez goriintiisii tizerinde lezyonun daha iyi goriinebilmesi ve
sinirlarin cizilebilmesi icin histogram esitleme yontemi uygulanmistir

500 1000

Sekil 4.2 Farkli boyutlardaki (normalize edilmemis) tomosentez toriintiileri
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Sekil 4.3 1 ve 0 olarak etiketlenmis tomosentez goriintiileri
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4.4 Goriintii On isleme

Ik olarak hastalara ait "dicom" formatindaki goriintiiler PNG formatina
dontstlirilmistiir. Bu doniisiim goriintii etiketlemede PNG formatinda goriintiiler
kullanilacag: icin yapilmistir.

Dontistim islemi i¢in kullanilan python kiitiiphaneleri:

* The Python Imaging Library (PIL)
* Pydicom

¢ NumPy

ikinci olarak histogram esitleme islemi kullanilarak gériintiiler iizerinde lezyonlarin
daha belirgin hale gelmesi saglanmistir. Histogram esitleme icin ilk olarak goriintiiler
OpenCV kiitiiphanesi kullanilarak gri tonlamali hale getirilmistir ~ Data sonra
"equalizeHist" methodu kullanilarak histogram esitleme islemi yapilmistir.

Gorlintii etiketleme islemi manuel olarak yapilmistir. Her goriintii Tablo 4.3.’deki
"Patolojik Veri" kolonundaki her satira karsilik gelecek sekilde etiketlenmistir.
Etiketleme isleminde kullanilan kategoriler "Alacagi Degerler" kolonunda belirtilmistir.

Etiketleme islemi sonucunda toplam 5 excel verisi tiretilmistir.

4.5 Veri Arttirimi

Calismamizda model egitilmeye baslanmadan 6nce egitim veri setinde veri artirma
uygulanmistir. Veri artirma islemi i¢in Keras kiitiiphanesine ait "ImageDataGenerator"

sinifi kullanilmistir.

Veri artirma sirasinda verilen parametreler ile birlikte yapilan islemler;

* rotation_range: Rastgele olarak goriintiiyii belirtilen agida dondiirme

width_shift range: Gorilintiiyii yatayda kaydirma

height shift range: Goriintiiyti dikeyde kaydirma

* zoom range: Goriintiiyli yakinlastirma veya uzaklastirma

horizontal flip: Goriintiiyii yatayda yansitma
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4.6 Modelin Olusturulmasi
Bu calismada VGG19 ve ResNet50 olmak iizere iki farkli CNN modeli kullanilarak

tahminleme islemi yapilmais, cikan sonuclar karsilastirilarak yorumlanmaistir.

4.6.1 Evrisimsel Sinir Ag1 (CNN) Mimarisi

Bu boliimde bilgisayarli gorii uygulamalarinda basarili sonuclar iireten ve yaygin

olarak kullanilan Evrisimli Sinir Ag1 mimarisinden bahsedilecektir.

4.6.1.1 Evrisim Katmani

Evrisim islemi, bir filtre (kernel) matrisinin giris verisi {izerinde kaydirilmasi ve
elemanlar1 carpilarak toplanmasidir. Bu islem, verinin farkli alanlarinda lokal
ozellikleri (0rnegin, kenarlar, desenler) belirlemek icin kullanilir. Evrisim katmani,

giris verisini cesitli filtrelerle tarar ve her bir filtre icin bir 6zellik haritasi olusturur.

Evrisim katmaninin temel amaci, verinin lokal 6zelliklerini ¢ikarmaktir. Evrisim islemi,
filtrelerin farkli o6zellikleri yakalayabilmesi icin agirliklarinin 6grenildigi bir stirectir.
Ogrenme siireci boyunca, filtrelerin 6zellikleri optimize edilir ve daha iyi bir 6zellik

¢ikarma yetenegi elde edilir.

Evrisim isleminde filtre matrisinin agirliklari, o6zellik tespiti veya 0grenme siireci
sirasinda otomatik olarak ogrenilir. Bu agirliklar, genellikle egitim verileri
tizerinde gerceklestirilen egitim (6grenme) siireci boyunca optimizasyon algoritmalari
kullanilarak ayarlanir.

Agirliklarin belirlenmesi icin genel adimlar; Initializasyon, ileri Yayilma (Forward
Propagation), Hata Hesaplamasi, Geri Yayilma (Backpropagation), Optimizasyon
Algoritmalar1 ve Iterasyonlar seklinde siralanabilir.

Evrisim islemi sonucunda elde edilen sonug, son katman degilse bir sonraki katman

icin girdi olarak verilir. Eger bu son katman ise ¢ikt1 goriintiisiinii temsil eder [38]].

Denklem [4.1}de goriilduigii gibi, filtre katsayilar (f), goruntiideki esit bitytiklikteki
pencerelerle (w) carpilir ve toplamlar1 alinarak hesaplanir. Sonug olarak, ayirt edici
tist diizey ozelliklere dayali1 yeni bir goriintii elde edilir [|[39][40].

a b
wi,y)xfoy) = D) D wli, fGe+i,y +) (4.1)

i=—a j=—b
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4.6.1.2 Havuzlama Katmam

Havuzlama katmani, evrisim islemi sonucunda elde edilen 6zellik haritalarinin
boyutunu azaltmak, hesaplama yiikiinii hafifletmek ve ayn1 zamanda 6zelliklerin yatay
veya dikey degisikliklere kars1 daha direncli hale gelmesini saglamak icin kullanilir.
Havuzlama katmani, evrisimli sinir aglarinin mimarisinde veri boyutunu azaltmak
ve Ozelliklerin Ozetini cikarmak amaciyla yer alir ve CNN’lerde sikca kullanilan bir

katmandir.

En yaygin kullanilan havuzlama yontemleri, ortalama havuzlama (avgpooling), en
yliksek havuzlama (max-pooling) ve toplam havuzlama (sum-pooling) yontemleridir
[41].

4.6.1.3 Tam Bagh Katman

Tam baglantili katman, bir onceki katmandaki tiim noronlarin cikislar ile her bir

noronun c¢ikis1 arasinda tam baglantilarin oldugu bir yapiya sahiptir.

Tam bagli katmanlarin temel 6zelligi, tiim girdi néronlarinin (veya néron c¢ikislarinin)
her bir ¢ikti néronuna bagh olmasidir. Bu, her girdi néronunun, katmanin her
cikt1 ndronuna baglanmasini ve bu baglantilarin agirliklarinin 6grenilmesini saglar.

Agirliklar, genellikle egitim sirasinda 6grenme algoritmalar: kullanilarak belirlenir.

Tam bagli katmanlar genellikle agin sonlarinda yer alir ve gesitli gorevler icin kullanilir.
Siniflandirma problemlerinde, son tam bagli katman genellikle sinif etiketlerine
karsilik gelen cikis noronlarina sahiptir. Regresyon problemlerinde, tek bir cikis
noronu olabilir ve tahmin edilen degeri temsil edebilir. Bu katmanin yapisi, verilerdeki

karmasik iligkileri yakalamak ve 6grenilen 6zelliklerle sonuc iiretmek i¢in kullanilir.

softmax(z);= ——;j=1,..,K (4.2)

4.6.1.4 ReLU (Rectified Linear Unit) Aktivasyon i§levi

ReLU, aktivasyon fonksiyonlarinin bir tiiriidiir ve oOzellikle derin Ogrenme
modellerinde sikca kullanilan bir katmandir. ReLU katmani, gelen sinyali belirli
bir esik degerine gore degistirir ve pozitif degerleri oldugu gibi birakirken negatif

degerleri sifira esitleyerek aktive eder.
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0, x<0

ReLU(x) = (4.3)

x, x>0

Burada x, girdi sinyalini temsil eder. Eger x pozitifse, fonksiyon x degerini ¢ikt1 olarak

dondiiriir. Eger x negatifse, fonksiyon sifir1 ¢ikt1 olarak dondiiriir.

4.6.2 VGG19

Fine-tuned

kxlx1024 1x]x 512
ReLU ReLU
Fully connected lay

Input Image (224<224x3)

Input Layer
Convolution + ReLU
Bl Max-pooling
Fully connected (FC) + Rel.U
0 Output 1 sigmoid

Sekil 4.4 VGG19 modeli [42]

VGG19, Oxford Universitesi'nde gelistirilen VGG (Visual Geometry Group) ailesinin

19 katmanli ve derin 6grenme alaninda popiiler bir tiyesidir.

Bu c¢alismada VGG19 modeline ek olarak Sekil 4.5’de goriindiigti gibi
BatchNormalization, Flatten, Dense, Dropout katmanlar1 kullanilmistir. Ek olarak
modelde Adam (Adaptive Moment Estimation) optimizer kullanilmistir ve epoch

degeri 10 olarak belirlenmistir.

4.6.3 ResNet50

ResNet50, Microsoft Research tarafindan gelistirilen ve 2015 yilinda tanitilan ResNet

ailesinin 50 katmanli ve derin 6grenme alaninda popiiler bir iiyesidir.

Bu calismada ResNet50 modeline ek olarak Tablo 4.3’de goriindiigii sekilde
GlobalMaxPooling2D ve 4 adet Dense katmani kullanilmistir. Ek olarak modelde Adam
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[(None, 128, 128, 3)]
[(None, 128, 128, 3)]

vgglo mput | mput:

InputLayer | output:

) J
mput: | (None, 128, 128, 3)

vgelQ

Functional | output: (None, 4, 4, 512)

:

batch_normalization | input:

(None, 4, 4, 512)

BatchNormalization | output: | (None, 4, 4, 512)

flatten | mput: | (None, 4, 4, 512)
Flatten | output: (None, §192)

Y
dense | mput: | (Noune, 8192)

Denge | output: | (None, 512)

l

dropout | mput: | (None, 512)

Dropout | output: | (None, 512}

l

dense 1 | mput: | (None, 512)

Dense | output: (None, 1)

Sekil 4.5 Kullanilan VGG19 katmanlari
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224x224 RGB Image

1x1 conv, 256
3x3 conv,256
1x1 conv,1024

3x3 max pool/2

1x1 conv,256
3x3 conv,256
1x1 conv,1024

1x1 conv,256/2
3x3 conv,256
ix1 conv,1024

Sekil 4.6 ResNet50 modeli [43]]
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(Adaptive Moment Estimation) optimizer 0.0001 olarak kullanilmistir ve epoch degeri

10 olarak belirlenmistir.

Tablo 4.4 ResNet50 6zellestirme katmanlari

Katman Cikt1
GlobalMaxPooling2D | (None, 2048)
Dense (None, 1024)
Dense (None, 1024)
Dense (None, 512)
Dense (None, 2)

Resnet, kisayol veya atlama baglantisi, n katmanindaki n-2 katmanini1 hesaba katan
evrisimli bir katmandir. Sezgi, sinir aglari ¢cok derinlestiginde ¢iktidaki dogrulugun cok
kararli hale gelmesi ve artmamasi gerceginden geliyor. Onceki katmandan kalintilarin
enjekte edilmesi bu sorunun ¢6ziilmesine yardimci olur. Bir rezidiiel blok diisiinelim,

atlama baglantisi kesildiginde asagidaki denklemlere sahip oluruz:

i1
[i] _ (i1 [i—1] [i] i1 __[i] ¢, [i]
Z; _ij,zaz +bj —a; =l (zj ) 4.4)
=1
Atlama baglantisinin acik oldugu durumda elimizde:

i1

Ll _ (il [i—1] lil (][] ¢, L] [i—2]
z = ij,lal +b; —a ="z +a; ) (4.5)
=1

Aktivasyon fonksiyonunun dogru secimi ve [} | wll = 0, bli} = 0 ile sunu elde
edebiliriz: all = al"=2], artik rezidiiel blok kimlik fonksiyonunu 6grenebilir ve bu
nedenle sinir agina zarar vermez. Genellikle al! ve al™=2! aym1 sekle sahip olmali bu

nedenle genellikle ayni evrisimi kullaniriz. Degilse:

s gl =1 (511 4y gli=20) (4.6)
dim(W,) = [nl1, nli=2)] 4.7)

Burada W, sab it bir tensor ya da 6grenilmis bir tensor olabilir.

4.7 Modelin Degerlendirilmesi

Olusturulan VGG19 ve ResNet50 modelleri ER, PR, HER2, Ki67 ve TNBC olacak sekilde
5 farkl patolojik prognostik faktor icin kullanilmistir.

Bu boliimde her patolojik prognostik faktor icin olusturulan karisiklik matrisi,
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siniflandirma modelleri icin kullanilan 6lciiler (kesinlik (precision), duyarlilik (recall)
v.b) gibi metrikler ve kayip(loss), dogruluk(accuracy) ve AUC (Area Under the Curve)

degerlerine ait grafikler verilmistir.

4.7.1 Degerlendirme Metrikleri

Derin 6grenme modelinin basarisi cesitli faktorlere baglidir. Modelin basarisini
etkileyen ana faktorler; veri kalitesi ve miktari, veri dengelemesi, model
mimari ve hiperparametre ayarlari, Oznitelik mihendisligi, egitim siireci,
modelin degerlendirilmesi seklinde siralanabilir. ~ Derin 6grenme modellerinin
degerlendirilmesi, modelin performansini anlamak, hatalar1 tespit etmek ve
iyilestirmeler yapmak icin o6nemlidir. =~ Bu boéliimde derin 6grenme modelinin

performansini degerlendirmek icin kullanilan metrikler agiklanacaktir.

4.7.1.1 Kansiklik Matrisi (Confusion Matrix)

Karisiklik matrisi, siniflandirma problemlerinde sikca kullanilan, tahmin edilen
degerlerin gercek degerler ile kiyasinin yapilabilmesini saglayan, genellikle 2*2’lik
bir tablo ile temsil edilen degerlendirme metrigidir. =~ Cok smnifli smiflandirma

problemlerinde sinif sayisina bagli olarak matrisin boyutu degismektedir.

ikili simiflandirma (binary classification) modelleri i¢in 2*2lik karigiklik matrisi Tablo
ile gosterilmistir.

Tablo 4.5 Karisiklik Matrisi

Pozitif Gercek Durum | Negatif Gercek Durum
Pozitif Tahmin Gergek Pozitif (TP) Yanlis Pozitif (FP)
Negatif Tahmin Yanlis Nefatif (FN) Gergek Negatif(TN)

* Gergek Pozitif (True Positive) (TP): Gercegin pozitif olmasi ve tahmininde pozitif

olarak dogru bilmesi

* Yanlis Porzitif (False Positive) (FP): Gergek degerin negatif olmasina ragmen

tahmin degerinin pozitif olarak kabul etmesi

* Yanlis Negatif (False Negative) (FN): Gercek degerin pozitif olmasina ragmen

tahmin degerinin negatif olarak kabul etmesi

* Gercek Negatif (True Negative) (TN): Gercegin negatif olmasi ve tahmininde bu

negatifligi dogru bilmesi
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4.7.1.2 Sensitivity (Hassaslik)

Sensitivity, gercek pozitif 6rneklerin toplam gercek pozitif 6rnekler {izerindeki oranini
ifade eder. Aynm1 zamanda geri ¢agirma (recall) veya true positive rate (TPR) olarak

da adlandirlir.

Yanlis negatifleri minimize etmeye odaklanir ve asil pozitifleri kacirmama riskini
azaltir. Ozellikle gercek pozitifleri dogru sekilde tespit etmek ve hatali negatifleri

minimize etmek 6nemli oldugunda kullanish bir metriktir.

Denklem [4.8]ile hesaplanir.
Sensitivity =TP/(TP+FN) (4.8)

Sensitivity degeri O ile 1 arasinda olur ve yiiksek degerler daha iyi bir performansi
gosterir. Ozellikle hastalik teshisi gibi durumlarda yanlis negatiflerin riskini azaltmak

icin 6nemlidir.

4.7.1.3 Specificity (Ozgiilliik)

Specificity, gercek negatif 6rneklerin toplam gercek negatif 6rnekler iizerindeki oranini

ifade eder. Ayn1 zamanda true negative rate (TNR) olarak da adlandirilir.

Yanlis pozitifleri minimize etmeye odaklanir ve yanlis alarm verme riskini azaltir. Bu
metrik, 6zellikle yanlis pozitifleri en aza indirgemek ve gercek negatifleri dogru sekilde

tespit etmek 6nemli oldugunda kullanighdir.

Denklem [4.9]ile hesaplanir.

Specificity =TN/(TN + FP) (4.9)

Specificity degeri 0 ile 1 arasinda olur ve yiiksek degerler daha iyi bir performansi
gosterir. Specificity, 6zellikle yanlis pozitiflerin riskini azaltmak 6nemli oldugunda
kullanilir.

4.7.1.4 Precision (Hassasiyet)

Precision, modelin pozitif olarak tahmin ettigi orneklerin gercek pozitif 6érnekler

tizerindeki oranin ifade eder.

Yanlis pozitifleri minimize etmeye odaklanir ve yanlis alarm verme riskini azaltir. Bu

metrik, asil pozitifleri dogru sekilde tespit etmek ve hatali pozitifleri en aza indirmek
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onemli oldugunda kullanishdir.

Denklem ile hesaplanir.

Precision=TP/(TP + FP) (4.10)

Precision degeri O ile 1 arasinda olur ve yliksek degerler daha iyi bir performansi
gosterir. Yiiksek precision degeri, modelin pozitif olarak tahmin ettigi 6rneklerin
gercek pozitiflerle daha uyumlu oldugunu gosterir. Yanlis pozitifleri azaltmak ve

modelin tahminlerinin giivenilirligini artirmak icin 6nemlidir.

4.7.1.5 Negative Predictive Value (Negatif Tahmin Degeri) (NPV)

Negative Predictive Value, gercek negatif 6rneklerin toplam gercek negatif 6rnekler
tizerindeki oranini ifade eder.

NPV, yanlis negatifleri minimize etmeye odaklanir ve gercek negatifleri dogru sekilde
tespit etme yetenegini 6lcer. Ozellikle gercek negatifleri dogru sekilde belirlemek ve

hatali negatifleri en aza indirmek 6nemli oldugunda NPV kullanilir.

Denklem ile hesaplanir.

NPV =TN/(TN +FN) (4.11)

NPV degeri 0 ile 1 arasinda olur ve yiiksek degerler daha iyi bir performansi gosterir.
Yiiksek NPV degeri, modelin negatif olarak tahmin ettigi 6rneklerin gercek negatiflerle
daha uyumlu oldugunu gosterir. Ozellikle yanlis negatifleri azaltmak ve negatif
olarak tahmin edilen O6rneklerin gercekten de negatif oldugunu dogrulamak 6nemli

oldugunda kullanilir.

4.7.1.6 False Negative Rate (Yanlis Negatif Orani) (FNR)

False Negative Rate, gercek pozitif Orneklerin toplam gercek pozitif ornekler

tuzerindeki oranin ifade eder.

FNR, yanlis negatifleri Olcmeye odaklanir ve gercek pozitifleri kacirma riskini
degerlendirir. Bu metrik, gercek pozitifleri dogru sekilde tespit etme yetenegini

gosterir.

Denklem ile hesaplanir.
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FNR=FN/(FN + TP) (4.12)

FNR degeri 0 ile 1 arasinda olur ve diisiik degerler daha iyi bir performansi gosterir.
Diisiik FNR degeri, modelin gercek pozitifleri kacirma riskini azalttigini gosterir. False
Negative Rate, ozellikle gercek pozitifleri dogru sekilde belirleme ve yanlis negatifleri
minimize etme 6nemli oldugunda kullanilir.

4.7.1.7 False Discovery Rate (Yanlis Kesif Orani1) (FDR)

False Discovery Rate,modelin pozitif olarak tahmin ettigi 6rneklerin icindeki yanlis

pozitiforanini ifade eder.

FDR, yanlis pozitifleri minimize etmeye odaklanir ve yanlis alarm verme riskini
degerlendirir. Bu metrik, pozitif olarak tahmin edilen orneklerin ne kadarinin
gercekten de pozitif oldugunu olcer.

Denklem ile hesaplanir.

FDR=FP/(FP+TP) (4.13)

FDR degeri O ile 1 arasinda olur ve diisiik degerler daha iyi bir performansi gosterir.
Diisiik FDR degeri, modelin yanlis pozitifleri minimize ettigini ve pozitif olarak tahmin
ettigi orneklerin cogunun gercekten de pozitif oldugunu gosterir. False Discovery Rate,
ozellikle yanlis pozitifleri en aza indirgeme ve pozitif olarak tahmin edilen 6rneklerin

giivenilirligini artirma 6nemli oldugunda kullanilir.

4.7.1.8 Accuracy (Dogruluk)

Accuracy, dogru sekilde siniflandirilan 6rneklerin toplam 6rnekler {izerindeki oranini

ifade eder.

Accuracy, modelin genel performansini Olcer ve dogru siniflandirilan 6rneklerin

ylizdesini gosterir. Bu metrik, siniflandirma problemlerinde siklikla kullanilir.

Denklem ile hesaplanir.

Accuracy =(TP+ TN)/(TP+ TN +FP +FN) (4.14)
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Accuracy degeri O ile 1 arasinda olur ve yiiksek degerler daha iyi bir performansi
gosterir.  Yiiksek accuracy degeri, modelin dogru smiflandirma yetenegini yiiksek
oranda gosterir. Accuracy, dengeli veri setlerinde iyi calisabilir, ancak dengesiz veri

setlerinde yaniltic1 olabilir.

4.7.1.9 F1 skoru

F1 skoru, modelin hassasiyet (precision) ve geri cagirma (recall) metriklerini

birlestirerek hesaplanir ve modelin siniflandirma performansini degerlendirir.

F1 skoru, dogru smiflandirilan pozitif 6rnekleriN ve yanlis siniflandirilan pozitif
orneklerin dengesini goz Oniinde bulundurur. Bu metrik, modelin hem yanls

pozitifleri hem de yanlis negatifleri minimize etme yetenegini degerlendirir.

Denklem ([4.15|ile hesaplanir.

F1=2x(precision *xrecall)/(precision + recall) (4.15)

F1 skoru degeri O ile 1 arasinda olur ve yiiksek degerler daha iyi bir performansi
gosterir. Yiiksek F1 skoru, modelin hem precision hem de recall degerlerini yiiksek
oranda gosterir. F1 skoru, 6zellikle dengesiz veri setlerinde, yanlis pozitif ve yanlis
negatifleri dikkate alarak modelin performansini dengeli bir sekilde degerlendirmek
icin kullanighdir. Eger veri setinde siniflar arasinda dengesizlik varsa ve hem yanlig
pozitifleri hem de yanlis negatifleri minimize etmek 6nemliyse, F1 skoru daha uygun

bir degerlendirme metrigi olabilir.

4.7.1.10 Matthews Correlation Coefficient (Matthews Korelasyon Katsayisi
(MCQ)

MCC, modelin dogrulugunu, hassasiyetini ve geri cagirmasini tek bir degerde

birlestirerek performans: olcer.

Denklem ile hesaplanir.

MCC =(TP*TN —FPxFN)/y/(TP+FP)x(TP+FN) (TN +FP)x(TN +FN)
(4.16)

MCC degeri, -1 ile 1 arasinda olur. Yiiksek pozitif MCC degerleri, modelin iyi bir
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performans gosterdigini, yiiksek negatif MCC degerleri ise modelin diisiik performans
gosterdigini gosterir. 0 degeri ise rastgele tahminlemenin oldugunu ifade eder.

MCC, dengesiz veri setlerinde ve nadir siniflar1 olan siniflandirma problemlerinde
etkili bir metriktir. Yanlis pozitif ve yanlis negatiflerin etkilerini dikkate alarak modelin
performansini degerlendirir.

4.7.1.11 Log Loss (Log Kayb1)
Log loss, tahmin edilen sinif olasiliklarinin gercek etiketlere ne kadar iyi uydugunu

olcer.

Log Loss, genellikle iki veya daha fazla sinifin oldugu cok sinifli siniflandirma
problemlerinde kullanilir. Bu metrik, sinif olasiliklarini kullanarak gercek etiketlerin
olasiliklarini tahmin eder.

Denklem ile hesaplanir.

LogLoss =—1/n *Z(y xlog(y,) +(1—y)xlog(1—1y,)) (4.17)

* n, toplam Ornek sayisi
* vy, gercek etiketler

* ¥,, tahmin edilen sinif olasihiklari

Log Loss, tahmin edilen olasiliklarin gercek etiketlere ne kadar yakin oldugunu 6lcer.
Iyi bir modelde, gercek etiketin olasilig1 yiiksek olan siniflar icin log loss degeri diisiik
olurken, gercek etiketin olasilig1 diisiik olan siniflar icin log loss degeri yiiksek olur. Log
Loss, olasiliklara dayali bir degerlendirme metrigi oldugu icin dogal olarak olasiliklarin
kalibrasyonu hakkinda bilgi verir. Daha dogru olasilik tahminleri yapan bir model,
daha diisiik bir log loss degerine sahip olur.

4.7.1.12 Area Under the Curve (AUC)

AUC, Receiver Operating Characteristic (ROC) egrisinin altinda kalan alani ifade eder.

AUC, modelin siniflandirma performansin 6lcer ve tahmin edilen sinif olasiliklarinin
gercek etiketlere ne kadar iyi uydugunu degerlendirir. ROC egrisi, farkli kesme
noktalar1 (thresholds) kullanarak modelin hassasiyet (true positive rate) ve 6zgiilliik

(true negative rate) performansini gosterir.
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AUC hesaplamak i¢in asagidaki adimlari izleyebiliriz:

1. Modelin tahminlerini ve gercek etiketleri kullanarak TPR ve FPR degerlerini
hesaplayin.
TPR=TP/(TP +FN) (4.18)

FPR=FP/(FP + TN) (4.19)

2. TPR ve FPR degerlerini siralayin. TPR degerlerine gore siralama yaparken, FPR
degerlerini koruyun.

3. TPR ve FPR degerlerini bir grafikte ¢izin ve noktalar1 birlestirin. Bu ROC egrisini

olusturur.

4. ROC egrisinin altinda kalan alani hesaplayin. Bu, AUC degerini verir.

AUC, ROC egrisinin altinda kalan alani ifade eder. AUC degeri O ile 1 arasinda
olur, ve yliksek degerler daha iyi bir performansi gosterir Tamamen rastgele bir
siniflandirici AUC degeri 0.5’e sahip olurken, miikemmel bir siniflandirict AUC degeri
1’e yaklasir. AUC degeri, siniflandirma problemlerinde dengesiz veri setleri veya nadir
siniflarin oldugu durumlarda 6zellikle kullanighdir. Ciinkii AUC, yanlis pozitiflerle
yanlis negatifler arasindaki dengeyi goz 6niinde bulundurarak modelin performansini

degerlendirir.

4.7.2 Patolojik Prognostik Faktorler

4.7.2.1 ER

ER (Ostrojen reseptorii), meme kanseri hiicrelerinde bulunan bir protein reseptoriidiir.
ER pozitif meme kanseri, kanser hiicrelerinde ER’in bulundugu anlamina gelir ve bu
tlir kanserler Ostrojen hormonuna bagimhidir. ER negatif meme kanseri ise kanser
hiicrelerinde ER’in bulunmadig1 veya diisiik diizeyde bulundugu anlamina gelir ve

ostrojen hormonuna bagiml degildir.

ER durumu, meme kanserinin tedavi yaklasimini ve prognozunu etkileyen 6nemli bir
faktordiir. ER pozitif meme kanseri hormonal tedaviye yanit verebilirken, ER negatif

meme kanseri genellikle diger tedavi yontemleri gerektirir.

ER icin ResNet50 ile VGG19 kiyaslandiginda ResNet50 daha iyi bir performans

gostermistir.

ResNet50:
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ResNet50 - ER VGG19 - ER
TARGET TARGET
1 0 SUM 1 0 SUM
OUTPUT OUTPUT
234 55 289 234 55 289
1 40.48% 9.52% 80.97% 1 40.48% 9.52% 80.97%
19.03% 19.03%
55 234 289 55 234 289
o 9.52% 40.48% 80.97% o 9.52% 40.48% 80.97%
19.03% 19.03%
289 289 468 /578 289 289 468 /578
SUM 80.97% 80.97% 80.97% SUM 80.97% 80.97% 80.97%
19.03% 19.03% 19.03% 19.03% 19.03% 19.03%
(a) ResNet50 (b) VGG19

Sekil 4.7 ER - Karisiklik Matrisi

e Loss = 0.5086514353752136
» Test Accuracy = 0.8096885681152344

* Test AUC = 0.8096885681152344

VGG19:

* Loss = 0.6686006784439087
* Test Accuracy = 0.8096885681152344

* Test AUC = 0.8096885681152344

Tablo 4.6 ER - Degerlendirme Metrikleri

Measure ResNet50 - ER | VGG19 - ER
Sensitivity 0.8097 0.8097
Specificity 0.8097 0.8097
Precision 0.8097 0.8097
Negative Predictive Value 0.8097 0.8097
False Positive Rate 0.1903 0.1903
False Discovery Rate 0.1903 0.1903
False Negative Rate 0.1903 0.1903
Accuracy 0.8097 0.8097
F1 Score 0.8097 0.8097
Matthews Correlation Coefficient | 0.6194 0.6194
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4.7.2.2 PR

Progesteron reseptorii (PR) durumu, meme kanseri hiicrelerinde progesteron
reseptoriiniin varligin1 veya yoklugunu belirtir. PR pozitif meme kanseri, kanser
hiicrelerinde PR’in bulundugu anlamina gelir ve hormonal tedaviye yanit verme
olasiig1 daha yiiksektir. PR negatif meme kanseri ise kanser hiicrelerinde PR’in

bulunmadig1 anlamina gelir ve hormonal tedaviye genellikle yanit vermezler.

PR durumu, meme kanseri teshisi ve tedavi planlamasinda 6nemli bir faktordiir ve

ostrojen reseptorii (ER) durumuyla birlikte degerlendirilir.

PR icin ResNet50 ile VGG19 kiyaslandiginda VGG19 daha iyi bir performans

gostermistir.

ResNet50:

* Loss = 0.7453312277793884
* Test Accuracy = 0.24221453070640564

* Test AUC = 0.24221456050872803

VGG19:
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ResNet50 - PR VGG19 - PR
TARGET TARGET
1 0 SUM 1 0 SUM
OUTPUT OUTPUT
218 7 289 219 70 289
1 37.72% 12.28% 75.43% 1 37.89% 12.11% 75.78%
24.57% 24.22%
7 218 289 70 219 289
o 12.28% 37.72% 75.43% o 12.11% 37.89% 75.78%
24.57% 24.22%
289 289 436 /578 289 289 438/578
SUM 75.43% 75.43% 75.43% SUM 75.78% 75.78% 75.78%
24.57% 24.57% 24.57% 24.22% 24.22% 24.22%
(a) ResNet50 (b) VGG19

Sekil 4.10 PR - Karisiklik Matrisi

* Loss = 0.6803777813911438
» Test Accuracy = 0.75778543949127

* Test AUC = 0.757785439491272

Tablo 4.7 PR - Degerlendirme Metrikleri

Measure ResNet50 - PR | VGG19 - PR
Sensitivity 0.7543 0.7578
Specificity 0.7543 0.7578
Precision 0.7543 0.7578
Negative Predictive Value 0.7543 0.7578
False Positive Rate 0.2457 0.2422
False Discovery Rate 0.2457 0.2422
False Negative Rate 0.2457 0.2422
Accuracy 0.7543 0.7578
F1 Score 0.7543 0.7578
Matthews Correlation Coefficient | 0.5087 0.5156

4.7.2.3 HER2

HER2 (Human Epidermal Growth Factor Receptor 2), meme kanseri hiicrelerinde asir1
miktarda bulunan bir protein olan epidermal biiylime faktorii reseptorii 2’yi belirtir.
HER2 pozitif meme kanseri, HER2 proteininin asir1 bulundugu bir durumu ifade eder.
Bu tip kanserler hizli biiyiiyebilir ve yayilma egiliminde olabilir ve diger meme kanseri
tiplerine gore daha agresif bir hastalik olarak kabul edilir [44]].

HER2 durumu, meme kanserinin alt tipini ve tedavi planini belirlemek icin 6nemli bir
faktordir.
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HER2 icin ResNet50 ile VGG19 kiyaslandiginda ResNet50 daha iyi bir performans

gostermistir.

ResNet50 :

* Loss = 0.8562324643135071
* Test Accuracy = 0.7404844164848328

* Test AUC = 0.7404844760894775

VGG19:

* Loss = 0.6786128878593445
* Test Accuracy = 0.7370242476463318

* Test AUC = 0.7370242476463318

4.7.2.4 Ki67

Ki-67 proliferasyon indeksi, kanser hiicrelerinin biiylime hizin1i ve c¢ogalma

potansiyelini degerlendirmek icin kullanilan bir 6l¢iittiir. Bu indeks, meme kanseri gibi
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ResNet50 - HER2 VGG19 - HER2

TARGET TARGET
1 SUM 1
OUTPUT OUTPUT
289 213 289
74.05% 1 36.85% 73.70%
25.95% 26.30%
289 289
74.05% 0 36.85% 73.70%
25.95% 26.30%
289 428/578 289 426 /578
SUM 74.05% 74.05% SUM 73.70% 73.70%
25.95% 25.95% 26.30% 26.30%
(a) ResNet50 (b) VGG19
Sekil 4.13 HER2 - Karisiklik Matrisi
Model Accuracy Model Loss Model AUC
0.737 : T‘;ﬂlln 06825 — Tv:m 0785 - T\';alm
g o gu.ssos 5 0.770
0.733 06790 0.760
(a) accuracy (b) Loss (c) AUC
Sekil 4.14 HER2- VGG19 - Degerlendirme Grafikleri
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Sekil 4.15 HER2 - ResNet50 - Degerlendirme Grafikleri
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Tablo 4.8 HER2 - Degerlendirme Metrikleri

Measure ResNet50 - HER2 | VGG19 - HER2
Sensitivity 0.7405 0.7370
Specificity 0.7405 0.7370
Precision 0.7405 0.7370
Negative Predictive Value 0.7405 0.7370
False Positive Rate 0.2595 0.2630
False Discovery Rate 0.2595 0.2630
False Negative Rate 0.2595 0.2630
Accuracy 0.7405 0.7370
F1 Score 0.7405 0.7370
Matthews Correlation Coefficient | 0.4810 0.4740

bircok kanser tiiriinde kullanilir. Ki-67 proteininin yiizdesi olarak belirtilir ve ytiksek
degerler hizli biiyliyen ve yayilan kanser hiicrelerini gosterirken, diisiik degerler daha

yavag biiyliyen kanser hiicrelerini isaret eder.

Ki-67 proliferasyon indeksi, meme kanseri hastalarinin tedavi planlamasinda 6énemli
bir faktordiir ve diger prognostik faktorler ve molekiiler alt tiplerle birlikte

degerlendirilir.

Ki-67 icin ResNet50 ile VGG19 kiyaslandiginda VGG19 daha iyi bir dogruluk degeri

tiretmistir fakat ResNet50 icin loss ve AUC metrigi daha iyi performans gostermistir.

ResNet50:

* Loss = 0.7616059184074402
* Test Accuracy = 0.6851211190223694

* Test AUC = 0.6851211190223694
VGG19:

* Loss = 0.6879676580429077
* Test Accuracy = 0.6885812878608704

* Test AUC = 0.6885813474655151

4.7.2.5 TNBC (Uclii Negatif Meme Kanseri)

Uclii negatif meme kanseri (TNBC), meme kanseri hiicrelerinde dstrojen reseptorii

(ER), progesteron reseptorii (PR) ve HER2 proteininin negatif oldugu bir alt tiptir.
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ResNet50 - Ki67 VGG19 - Ki67
TARGET TARGET
1 SUM 1
OUTPUT OUTPUT
289 199 289
68.51% 1 34.43% 68.86%
31.49% 31.14%
289 289
68.51% 0 34.43% 68.86%
31.49% 31.14%
289 289 396 /578 289 289 398 /578
SUM SUM
68.51% 68.51% 68.51% 68.86% 68.86% 68.86%
31.49% 31.49% 31.49% 31.14% 31.14% 31.14%
(a) ResNet50 (b) VGG19
Sekil 4.16 Ki67 - Karisiklik Matrisi
Model Accuracy Model Loss Model AUC
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Tablo 4.9 Ki67 - Degerlendirme Metrikleri

Measure ResNet50 - Ki67 | VGG19 - Ki67
Sensitivity 0.6851 0.6886
Specificity 0.6851 0.6886
Precision 0.6851 0.6886
Negative Predictive Value 0.6851 0.6886
False Positive Rate 0.3149 0.3114
False Discovery Rate 0.3149 0.3114
False Negative Rate 0.3149 0.3114
Accuracy 0.6851 0.6886
F1 Score 0.6851 0.6886
Matthews Correlation Coefficient | 0.3702 0.3772

TNBC, meme kanserinin agresif bir formudur ve hormonal veya anti-HER2 tedavilere

yanit verme olasilig1 diisiiktiir. TNBC genellikle hizl biiyiir ve yayilma egilimindedir.

Prognoz genellikle diger meme kanseri alt tiplerine gore daha kotii olabilir, ancak her
TNBC vakasi bireysel olarak degerlendirilmelidir ve bazi hastalar tedaviye iyi yanit

verebilir.

TNBC icin ResNet50 ile VGG19 kiyaslandiginda ResNet50 daha iyi bir performans

gostermistir.

ResNet50 :

* Loss = 0.3558369278907776
» Test Accuracy = 0.9238754510879517

* Test AUC = 0.9238755106925964

VGG19 :

* Loss = 0.5527416467666626
* Test Accuracy = 0.9238754510879517

* Test AUC = 0.9238755106925964
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ResNet50 - TNBC

VGG19 - TNBC

TARGET TARGET
1 SUM
OUTPUT OUTPUT
208
92.62% 1
7.38%
289 289
92.39% 0 45.49% 92.39%
7.61% 7.61%
543 /587 289 543 /587
92.50% SUM 92.39% 92.50%
7.50% 7.61% 7.50%
(a) ResNet50 (b) VGG19
Sekil 4.19 TNBC - Karisiklik Matrisi
Model Accuracy Model Loss Model AUC
= Tv:m — Tv:m 0931 — T\:um
g 0927 g 05522 5 :I::
= 0.926
0.924 o 0.924
(a) accuracy (b) Loss (c) AUC
Sekil 4.20 TNBC - VGG19 - Degerlendirme Grafikleri
Model Accuracy Model Loss Model AUC
i — y - -
0.98
3 o o3 2
: 02 0.49
(a) accuracy (b) Loss (c) AUC

Sekil 4.21 TNBC - ResNet50 - Degerlendirme Grafikleri
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Tablo 4.10 TNBC - Degerlendirme Metrikleri

Measure ResNet50 - TNBC | VGG19 - TNBC
Sensitivity 0.9262 0.9262
Specificity 0.9262 0.9262
Precision 0.9262 0.9262
Negative Predictive Value 0.9262 0.9262
False Positive Rate 0.0738 0.0738
False Discovery Rate 0.0738 0.0738
False Negative Rate 0.0738 0.0738
Accuracy 0.9262 0.9262
F1 Score 0.9262 0.9262
Matthews Correlation Coefficient | 0.8523 0.8523
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SONUC VE ONERILER

Meme kanseri kadinlar arasinda gortilen en sik kanser olup kansere baglh 6liimlerin
onemli bir nedenidir. Bu nedenle tiim diinyada genel halk sagligi sorunu olarak
goriilmektedir. Kanserin erken teshisi i¢in ulusal mamografi tarama programlari
gelistirilmistir. Toplum tabanli taramalarda ¢ok fazla sayida hastanin mamografi ve
tomosentez gorlintiileri elde edilmektedir. Aymi1 zamanda bu goriintiilerin dogru ve

etkin bir sekilde degerlendirilmesi 6nem kazanmaktadir.

Gelistirilmis mamografi yontemi olan tomosentez 6zellikle yogun degerlendirmesi zor
olan memelerde ii¢ boyutlu ve kesitsel goriintiiler saglayarak kanseri erken tanimaya
olanak saglamaktadir. Bu goriintiileri degerlendirmek icin radyolog doktorlarda
ciddi bir deneyim ve tecriibe gerektirmekte, ayni zamanda yogun zaman almaktadir.
Mamografi ve 3D DBT gibi yontemlerle elde edilen goriintiilerin degerlendirilmesinde
derin 6grenme gibi yapay zeka yontemlerin kullanilmasi doktorlarin daha hizli ve
dogru karar almasina katki saglayabilir. Bu sayede saglik hizmetlerinin etkinligi ve

verimliligi iyilestirilebilir.

Bu retrospektif calismanin amaci, Tomosentez ile meme malign lezyonlarini
karakterize etmek icin bir derin 6grenme modelinin kullanilip kullanilamayacagini

tamimlamakt.

Egitim ve test setleri arasinda histolojik derece, 6strojen reseptorii (ER) durumu,
progesteron reseptorii (PR) durumu, HER-2 durumu, Ki-67 proliferasyon indeksi veya

ticlii negatif acisindan anlaml fark yoktu.

Sonuclarimiz, 6strojen reseptorii (ER) durumunu karakterize etmek ve {iclii negatif

meme kanserlerini (TNBC) ayirt etmek icin iyi bir performans gosterdi.

Timorlerin karakterizasyonu, en iyi yonetimi tanimlamak ve farkli terapotikleri
se¢cmek icin esastir. Derin 0grenme ile yapilan analiz, tim tiimoriin ve tespit edilen
her lezyonun hizli ve invaziv olmayan bir sekilde calisilmasina olanak tanir. Bu model,

sanal bir biyopsi gorevi gorebilir ve ayrica radyologlarin biyopsilerini ilgi alanlarina

44



gore hedeflemesine yardimci olabilir. Tomosentez ve derin 6grenme ile ilgili 6nceki
calismalar, meme Kitlelerini iyi huylu veya kotii huylu olarak siniflandirmak icin CAD

(Domputer-Aided Design) sistemlerinin gelistirilmesine odaklanmistur.

Calismamuzin birkac kisitlihg vardir. Ilk olarak, derin 6grenme analizi icin nispeten
az sayida hastayla tek merkezli retrospektif bir calismadir. Bu sinirlamanin iistesinden

gelmek icin ince ayar ile veri artirma ve transfer 6grenmeyi kullanilabilir.
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